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OZET

Yiiksek Lisans Tezi

HIPERSPEKTRAL VERI SINIFLANDIRMA ICIN BOYUT INDIRGEME YONTEMLERININ
BASARIMLARININ KARSILASTIRILMASI

Ali Omer KOZAL

Ankara Universitesi
Fen Bilimleri Enstitiisii
Elektrik - Elektronik Miihendisligi Anabilim Dali

Danigman: Yrd. Dog. Dr. Hakki Alparslan ILGIN

Hiperspektral algilayicilar, devamli ve diisiik dalga boyu araliklarinda yiizlerce spektral banda sahip
yiiksek boyutlu goriintiiler liretmektedir. Bu bantlar genel olarak elektromanyetik spektrumun goriiniir
bolgesi ve kizilotesi araligimi igermektedir. Alinan bu yiiksek boyutlu veri sayesinde bir bdlgenin
hiperspektral goriintii verisi kullanilarak, diger goriintii verilerine goére daha yiiksek siniflandirma
basarimi saglanabilmektedir. Ancak ¢ok sayida banda sahip bu verilerin siniflandirilmasi i¢in yiiksek
islem giicli ve islem siiresi gerekmektedir. Bu yiizden, hiperspektral goriintiilerin siniflandirilmasi
asamasinda, artikliklar1 azaltmak ve daha az boyutta veri kullanilarak smiflandirma performansini

arttirabilmek i¢in boyut indirgeme yontemleri kullanilmasi gereklidir.

Bu tez c¢alismasinda, Hiperspektral goriintiilerin siniflandirilmasi siirecinde yapilacak boyut indirgeme
asamasi icin farkli boyut indirgeme yontemlerinin siniflandirma agisindan basarimlart ve hesaplama
performanslart karsilagtirilmistir. Siniflandirict olarak Destek Vektér Makineleri ve En Yakin Komsuluk

Smiflandirici kullanilmaistir.

Calismanin ilk agamasinda hiperspektral verilere alt 6rnekleme yaparak siniflandirma basarimi ve iglem
stiresi acisindan siniflandirma performanslari incelenmistir. Boyut indirgeme tekniklerinin kullandig1 veri
azaltilarak islem siiresi ve siniflandirma basarimlarindaki performans degisiklikleri ortaya konmustur.
Ikinci asama olarak, iki farkli ¢ogunluk oylamasi yéntemi kullanarak siniflandirma basarmimin artisi
denenmistir. Son olarak boyut laneti olarak da bilinen; yiiksek boyutlu verilerin siniflandirilmasinda,
egitim verisinin yetersiz kalmasi ile siniflandirma performansindaki diisiis etkisi incelenmis; farkli boyut

indirgeme tekniklerinin bu olgunun etkisini azaltabildigi ortaya konmustur.
Nisan 2014, 104 sayfa

Anahtar Kelimeler: Hiperspektral goriintiileme, boyut indirgeme, uzaktan algilama, hiperspektral

goriintiilerde siniflandirma, uydu goriintiileme, goriinti siniflandirma



ABSTRACT

Master Thesis

COMPARING PERFORMANCE OF DIMENSION REDUCTION TECHNIQUES FOR
HYPERSPECTRAL DATA CLASSIFICATION

Ali Omer KOZAL

Ankara University
Graduate School of Natural and Applied Sciences
Department of Electrical and Electronics Engineering

Supervisor: Asst. Prof. Dr. Hakki Alparslan ILGIN

Hyperspectral sensors generate images in narrow bands in continuous manner with hundreds of spectral
bands. In general, these bands contain the data in visible and infrared part of the electromagnetic
spectrum. With the use of this high dimensional image data, a scene is classified with higher accuracy
than other types of image data of the same scene. However, to classify the data with large number of
spectral bands requires more processing power and processing time. Therefore, for classifying
hyperspectral images, it is required to apply dimension reduction techniques in order to eliminates

redundant information and increase classifying efficiency with less number of bands.

In this thesis, variety of dimension reduction methods is compared in classification accuracy and
calculation time during classification process. Support Vector Machines and Nearest Neighbor Classifier

are used for classification.

In the first phase of the study, the effect of sub-sampling hyperspectral images for dimension reduction
techniques is explored and compared in classification performance and calculation time. Reducing the
amount of data used by dimension reduction methods, change in processing time and classification
accuracy is presented. For the second phase, increase in classification accuracy is experienced by utilizing
two different majority voting methods. Finally, phenomena known as curse of dimensionality, that is the
decrease in the accuracy when classifying high dimensional data with few training sample is analyzed and

it is shown that some dimension reduction methods can cope with this effect.
April 2014, 104 pages

Key Words: Hyperspectral imaging, dimension reduction, remote sensing, hyperspectral image

classification, satellite imaging, image classification
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1. GIRIS

Hiperspektral goriintiiler; genellikle elektromanyetik spektrumun goriiniir, yakin
kizilotesi ve kisa dalga kizilotesi boliimiinde devamli ve dar aralikli dalga boyu
araliklarinda elde edilen verilerdir. Hiperspektral bir goriintii 50-250 arasinda banttan
olusabilmektedir. Goriintii bantlar1 birbirine yakin oldugu icin artiklik icerebilmekte ve
siniflandirma i¢in kullanilacak baska bir 6znitelik uzayinda, daha diisiik boyutlu veride,

istenilen siniflandirma performansina ulasmak miimkiin olmaktadir (Kozal vd. 2013a).

Hiperspektral goriintiiler, goriiniir bolge goriintiilerinden daha fazla bant igerdiginden
insan goziinlin algilayamadig1 bilgileri ortaya koyar. Bu nedenle tarim, madencilik,
astronomi, kimya gibi bircok alanda kullanilir. Spektrumlari benzer goriintiilerin
siniflandirilmasi ile nesne veya maddelerin ayirt edilmesi hiperspektral goriintiilerin
temel amact iken en biiyiik dezavantaji icerdigi yiiksek sayida bant nedeniyle
siiflandirmadaki iglem yiikiiniin fazla olmasidir. Bunun yaninda yiiksek boyutundan
dolay1 siniflandirma yontemlerinin performansi diismektedir (Landgrebe 2003). Bu
dezavantajlarin oniline ge¢mek ic¢in hiperspektral goriintiilerin islenmesi O6ncesi boyut

indirgeme uygulanir.

Yiiksek boyutlu veriyi, daha diisiik boyutlu bir 6znitelik bir uzayinda temsil etmek i¢in
yapilan islemler, boyut indirgeme olarak tanimlanmaktadir. Boyut indirgeme ile yliksek
boyutlu veride bulunan bilgi icerigi daha az sayida 6znitelik ile daha az boyutlu temsil
edilmekle birlikte siniflandirma islemi i¢in de daha yiiksek performans alinacak bir

uzaya veri doniisiimii yapilmasi amag¢lanmaktadir.

Hiperspektral goriintiilerde boyut indirgeme yontemi olarak genelde Temel Bilesen
Analizi (Principal Component Analysis, PCA) kullanilmaktadir (Rodarmel ve Shan
2002). Bunun yaninda birgok farkli yontem bulunmaktadir.

Bu calismanin amaci, son yillarda ihtiyaci artan ve basta iilkemizde olmak iizere
projelendirilmeye baslamis olan hiperspektral goriintiilerin islenmesini de igerecek
operasyonel bir hiperspektral goriintii isleme yazilimi i¢in, farkli boyut indirgeme

yontemlerinin siiflandirma basarimina etkisi agisindan yol gostermektir.



Projelere ornek olarak, Haziran 2013 tarihinde baslayan, miisterisi Milli Savunma
Bakanlig1 olan Kalkinma Bakanlig: tarafindan desteklenen Yiiksek Coziiniirlikli Yer
Gozlem Uydularmma yonelik alt sistemlerin iilkemizde gelistirilmesi ve bunun ig¢in
gereken Ar-Ge, entegrasyon ve test alt yapilarinin olusturulmasini hedefleyen IMECE
projesi  (http://www.uzay.tubitak.gov.tr  2013) verilebilir.  Proje  kapsaminda

Hiperspektral Uydu Kameras1 Alt Yapisi gelistirilecektir.

Bir diger ornek, miisterisinin Savunma Sanayii Miistesarligi oldugu, ilkemizdeki
gorlntii istihbaratina dayali gelismelere paralel olarak yerli imkanlarla multispektral ve
hiperspektral goriintiileme teknolojilerinin gelistirilmesi ve bu teknolojilerle ilgili
altyapilarm iilkemize kazandirilmasini hedefleyen TUYGUN (ileri Gériintiileme
Teknolojileri) projesidir (http://www.ssm.gov.tr 2014).

Bu tez calismasinda hiperspektral goriintiiler; dogrusal olan ve olmayan, 6greticili ve
Ogreticisiz gibi bir¢ok farkli yontem ile boyutu indirgenmistir. Boyutu indirgenen bu
goriintliler siniflandirmaya tabi tutularak, yontemler siire ve smiflandirma dogrulugu

acisindan karsilastirilmistir.

Calisma fi¢ test asamasindan olusmaktadir. Testler oncesinde hiperspektral goriintiilere
boyut indirgeme 6ncesi herhangi bir 6n islem uygulanmamustir. Testlerde farkli olmakla

birlikte 12ser adet boyut indirgeme yontemi kullanilmistir.

Ik testte (Boliim 5.2; Test 1: Alt Orneklemenin Hiperspektral Boyut Indirgemeye
Etkisi), siniflandirmanin daha kisa siirede daha az islem yiikiiyle yapilmasi agisindan
tim gorintiiniin degil, gérintiiniin bir kisminin boyutu indirgenmis ve bu islem tim
gorlintiiye uygulanmistir. Bu islem, goriintiideki siniflardan 6rnek alarak bir alt
orneklenmis kiime olusturarak yapilmistir. Tiim veri yerine olusturulan alt 6rneklenmis
kiimenin boyutunu indirgenmis ve elde edilen doniisiim fonksiyonu tiim kiimeye
uygulanmistir. Bu yontemle elde edilen goriintii Destek Vektor Makineleri ile

siniflandirilmis ve siiflandirma basarimi geleneksel yontem ile karsilastirilmistir.

Ikinci testte (Boliim 5.3; Test 2: Cogunluk Oylamasiyla Siniflandirma Basariminin

Artirimi) yine boyut indirgeme ve sonrasinda siniflandirma yapilmis, siniflandiric


http://www.uzay.tubitak.gov.tr/
http://www.ssm.gov.tr/

olarak Destek Vektor Makinelerinin yaninda K — En Yakin Komsuluk Simiflandirict
kullanilmistir. Elde edilen siniflandirma sonuglart iki farkli ¢ogunluk oylamasinin

kombinasyonlar1 islenmis ve bu islemlerin bagsarima etkisi incelenmistir.

Ucgiincii testte (BSliim 5.4; Test 3: Hughes Olgusunun Yéntemler Uzerindeki Etkisi) K —
En Yakin Komsuluk Siniflandirict kullanarak boyutu indirgenmis ve indirgenmemis

veriler karsilastirilmistir.

Calisma MATLAB ortaminda yapilmig, calismalar sirasinda standart MATLAB
kiitiiphanelerinin yaninda libSVM kiitiiphanesi (Chang ve Lin 2011) ve boyut indirgeme

(dimension reduction) kiitiiphanesi (Van der Maaten 2007) kullanilmustir.



2. UZAKTAN ALGILAMA
2.1 Giris

Uzaktan algilama, yeryiiziinde bulunan nesnenin o6zelliklerinin uzaktan ¢esitli alicilar
yardimiyla bilgi elde etme bilimi olarak tanimlanir (Schowengerdt 2006). Dolayisi ile
bu 6zellikler, yerinde degil belirli bir mesafeden olgtliir. Nesne ile dogrudan bir temas

olmadigindan; optik, akustik ya da mikrodalga gibi yayilan sinyaller 6l¢iiliir.

Uzaktan algilamada alicilar genel olarak atmosferde ya da uzayda bulunan platformlara
yerlestirilirler. Elde edilen bilgiler meteoroloji, tarim, sehir bolge planlama, ormancilik

gibi alanlarda kullanilmaktadir.

Uzaktan algilamada yaygin olarak alicilar ugaklara ya da uydulara yerlestirilmekte ve
kilometrelerce uzaktan alinmaktadir. Ornegin hélihazirda iilkemizin sahip oldugu
RASAT ve GOKTURK-2 adl1 yer gdzlem uydular sirasiyla 689 ve 686 km yériingeden
goriinti  almaktadir.  Alnan  bu  goriintiiler  indirildikten  sonra  yerde

degerlendirilmektedir (http://www.uzay.tubitak.gov.tr 2013).

Uzaktan algilama sistemleri, yeryliziinden yansiyan farkli dalga boylarindaki enerjinin
sensoOrler tarafindan algilanip veriye doniistiiriilmesi prensibi ile calisir. Bunlardan
cogunlugu pasif sistemlerdir, yani gilines 1sinlarinin ya da baska kaynaklardan gelen
isinlarin yansimasi ile olusan enerjiyi algilayip veriye cevirirler. Aktif sistemler ise
irettikleri enerjiyi yeryliziine gonderir ve yansiyan 1sinlar1 kaydeder. Ucaklarda

kullanilan radar ve yapay ag¢iklikli radar goriintiileyiciler bunlara 6rnek verilebilir.

Elektromanyetik dalgalarin tiimiinlin olusturdugu diziye elektromanyetik spektrum

denir. Elektromanyetik spektrum su araliklara ayrilmistir:

Enerjisi en yliksek kisimda gamma 1sinlart ve X 1ginlari vardir. 1 nm ile 0,6 pm arasini
mordtesi kisim olusturur. Goriiniir 15181in dalga boyu 0,4 ila 0,7 um’dir. Kizil6tesi kisim
0,7 ile 1000 pm arasinda yer alir. Daha kisa dalga boylarinda yani 0,7 pum yakinlarinda

kizil6tesi 151ma 6zel filmlerle algilanabilirken, daha uzun dalga boylar1 sicaklik olarak


http://www.uzay.tubitak.gov.tr/

hissedilebilir. Daha uzun dalga boylu araliklar, milimetre ve metre ile oOlgiiliir.
Mikrodalga bolgesi 1 mm ile 1 m arasinda degisir ve radar sistemlerini de igerir. Son
olarak en uzun dalga boylu ve frekansi en diistik kisimda radyo dalgalar yer almaktadir

(http://earthobservatory.nasa.gov 2013).

Bu araliklarin isimlendirilmesi, atmosferin gegirgenligi, frekanslari ve bu dalga boyunda
en yogun 1smmayr yapan cisimlerin sicakligi sekil 2.1 ile verilmistir

(http://mynasadata.larc.nasa.gov 2013).
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Sekil 2.1 Elektromanyetik spektrum

Uzaktan algilama uygulamalarinda genel olarak elektromanyetik spektrumun 0,4 — 15
um dalga boyu enerjiye sahip bolgesi kullanilir. Bu, goriiniir bant (0,4 — 0,75 um) ve

kizi1l6tesi kisimdan olusur.

Kizilotesi; yakin kizilotesi (NIR, 0,75 — 1,4 um), kisa dalga boylu kizilétesi (SWIR, 1,4
— 3 um), orta dalga boylu kizilétesi (MWIR, 3 — 8 um), uzun dalga boylu kizil6tesi
(LWIR, 8 — 15 um) ve uzaktan algilamada ¢ok kullanilmayan uzak kizilétesi (FIR, 15 —
1000 pum) olarak bese ayrilir (Sekil 2.2). NIR ve SWIR yansiyan kizilotesi, MWIR ve
LWIR de termal kizil6tesi olarak da adlandirilabilmektedir (Byrnes 2009).


http://earthobservatory.nasa.gov/
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Sekil 2.2 Goriiniir ve Kizilotesi Bantlar
2.2 Goriintiileme

Yaygin olarak kullanilan goriintiileyiciler insan goziiniin algiladigi goriiniir dalga
boyunda (0,4 — 0,75 um) goriintii alan optik pasif goriintiileyicilerdir. Bu dalga boylari
icin Pankromatik (siyah-beyaz) ve Multispektral (¢cok bantl1) sensorler kullanilmaktadir.

Goruntr
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Bant

+«u N Bant Bant Bant Bant
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Sekil 2.3 Pankromatik, Multispektral ve Hiperspektral Bantlar
2.2.1 Pankromatik goriintiileme

Pankromatik algilayicilar, tek bantta genellikle elektromanyetik spektrumun goriiniir
bolgesinin tamamim algilar, sekil 2.3. Ornegin RASAT uydusunda yer alan
pankromatik algilayicinin spektral arahigi 0,42 — 0,73 um’dir ve insan goziiniin
algilayabildigi spektrumun tamami ile Ortiismektedir (http://www.uzay.tubitak.gov.tr
2014).



http://www.uzay.tubitak.gov.tr/

Sekil 2.4 Pankromatik goriintii

Pankromatik goriintiilerde tiim goriiniir bolge tek bir bantla ifade edildiginden ortaya

sekil 2.4 ile gosterildigi gibi bir gri-seviye goriintii gikar.

2.2.2 Multispektral goriintiileme

Multispektral goriintiileyiciler, c¢ogunlukla goriintir dalga boyunun birden fazla
algilayici ile goriintiilenmesi prensibi ile c¢alisir. Genel olarak kirmizi, yesil ve mavi
renklerden olusan ii¢ spektral banttan olugmakla birlikte, spektral bant sayis1 daha da
artabilir (Sekil 2.3). insan goziiniin de elektromanyetik spektrumda yer alan 3 rengi ve
bunlarin  karigimmi  algiladigr  diisiiniildiigiinde ¢ok genis kullanim alanlari
bulunmaktadir. Giiniimiizde fotograf makinalarinin goriintii alma sistemleri, bilgisayar
monitorlerinin goriintii gosterme sistemleri gibi birgok alanda 3 bantli multispektral

gorlintiileme kullanilmaktadir.

Uzaktan algilamada, multispektral goriintiilerin farkli bantlar1 birlestirilerek renkli
goriintii (Sekil 2.5.a) ya da yalancit renk (false color) goriintii (Sekil 2.5.b) gibi

uygulamalarda kullanilir.



(b)

Sekil 2.5 Ayni1 bolgenin farkli coklu bant goriintiisii

a. RGB, b. Yalanc1 renk

Multispektral gortintilemede bantlar devamli, birinin bittigi dalga boyunda digeri
basliyor olabilecegi gibi ayrik da olabilir. Bu sensdrler, goriiniir dalga boylarini
taradiklar1 gibi, spektrumun NIR, SWIR, MWIR ve LWIR kisimlarin1 taradigi

uygulamalar goriilmektedir.

Bu teknoloji, uzaktan algilama uydularinda da kullanilmakta olup, {ilkemiz
uydularindan RASAT uydusu igin bu sensorlerin spektral bantlar1 1. Bant: 0,42 — 0,55
pum (Mavi), 2. Bant: 0,55 — 0,58 pum (Yesil), 3. Bant: 0,58 — 0,73 pm (Kirmizi)
bantlarindan olusmaktadir. Goktiirk-2 uydusunda ise Multispektral goriintiileyici 4
spektral banttan olusup; kirmizi, mavi ve yesil yaninda yakin kizilotesi banttan goriintii

alan dordiincii bir sensor bulunmaktadir (http://www.uzay.tubitak.gov.tr 2013).

Uzaktan algilama uydularinda genel olarak bu algilayicilardan birden fazlasi bir arada
kullanilabilir. Ulkemizin sahip oldugu RASAT ve Goktiirk-2 uydularin, pankromatik
algilayic1 ile Multispektral algilayicilar bir arada kullanilmistir. Bunun yaninda ¢ok

daha genis bantlar1 bir arada algilayan farkli uydular da mevcuttur.


http://www.uzay.tubitak.gov.tr/
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Sekil 2.6 Landsat 7 Bant Karsilastirmasi

1999°da NASA tarafindan iretilip yOriingeye oturtulan Landsat 7 uydusunun bantlar
sekil 2.6 ile gosterilmistir (http://landsat.gsfc.nasa.gov 2013).

2.2.3 Hiperspektral goriintiileme

Hiperspektral goriintiileyiciler, multispektral goriintiileyicilere gore elektromanyetik
spektrumun ¢ok daha genis bolgesini tarayan, sayica ¢ok daha fazla banttan olusan ve
¢cok daha dar ve devamli dalga boyu araliklarinda sensorleri barindiran

goriintiileyicilerdir. Sekil 2.7 ile (http://rst.gsfc.nasa.gov 2013) gosterildigi gibi,

multispektral goriintiilerde bantlar arasinda aralik vardir ve bantlar daha genistir,
hiperspektral goriintiilerin dalga boylarina bakildiginda ise dar ve devamli dalga boylari
gortliir. Multispektral goriintiileyiciler gibi hiperspektral goriintiileyiciler de, goriiniir
15181 yaninda spektrumun NIR, SWIR, MWIR ve LWIR kisimlarindan goriintii

alabilirler.


http://landsat.gsfc.nasa.gov/

Multispektral Hipersoektral

Sekil 2.7 Multispektral ve Hiperspektral goriintii 6zellikleri

Hiperspektral gortintiileyiciler, pankromatik ve multispektral goriintiileyiciler gibi pasif
algilama ile ¢alismakta olup, giinesten yansiyan isinlarin farkli dalga boylarindaki

enerjilerini kullanir.

Hiperspektral goriintiiler; genellikle elektromanyetik spektrumun goriiniir, yakin
kizil6tesi ve kisa dalga kizilotesi boliimiinde devamli ve dar dalga boyu araliklarinda
elde edilen verilerdir. Bir hiperspektral goriinti 50-250 arasinda spektral banttan
olusabilmektedir. Her bant bir goriintii oldugundan, bir hiperspektral goriintii, bant

sayisinca elemani olan bir goriintii kiimesi seklinde diisiiniilebilir.

Hiperspektral goriintiileyiciler ¢ogunlukla ayni goriintiileyicide goriiniir bant, NIR,
SWIR bantlarindan goriintii alacak sekilde tasarlanmakla birlikte; MWIR ve LWIR
bantlarindan veri alan hiperspektral goriintiileyiciler de vardir. Ornegin, hiperspektral
goriintli isleme camiasinda en ¢ok kullanilan goriintileyicilerden AVIRIS (Airborne
Visible InfraRed Imaging Spectrometer) ve Hyperion 400 — 2500 nm araliginda ve 10
nm araliklarla, ROSIS (Reflective Optics System Imaging Spectrometer) 430 — 860 nm

araliginda ve 4 nm araliklarla goriintii almaktadir.
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2.2.3.1 Hiperspektral goriintiileyiciler

Yakin zamanda kullanilmis ve giinlimiizde halen kullanilmakta olan hiperspektral
goriintiileyicilerin bazilar1 gizelge 2.1 ile verilmistir (Shippert 2003). Cizelgede en alt
satirda yer alan PRISMA uydusu heniiz firlatilmamis, yakin zamanda firlatilmasi

beklenmektedir.

Cizelge 2.1 Hiperspektral goriintiileyiciler

Spektral Spektral
Algilayici | Uretici Platform Bant | Cozimiirlik® | Arahk®
Hyperion NASA USGS Uydu (EO-1) 220 10 04-25
CHRIS ESA Uydu (Proba-1) 63 1,25 0,4 -1,05
AVIRIS NASA JPL Ugak 224 10 04-25
ROSIS DLR Ugak 115 4 0,43-0,86
CASI 1500 |[ITRES Research Limited Ugak 288 2,5 0,36 -1,05
SASI 600 | ITRES Research Limited Ugak 100 15 0,95-2,45
MASI 600 [ITRES Research Limited Ugak 64 32 3-5
TASI 600 ITRES Research Limited Ugak 32 250 8-115
HYDICE Naval Research Lab Ugak 210 10 04-25
PROBE-1 [ Earth Search Sciences Inc. | Ugak 128 12 0,44 - 2,54
HyMap Integrated Spectronics Ugak 128 15 0,45-25
EPS-H GER Corporation Ugak 148 9 0.43-125
EPS-A GER Corporation Ugak 31 25 0.43-125
AVNIR OKSI Ucak 60 10 0,43-1,03
PRISMA ASI Uydu (PRISMA) | 237 12 04-25

anm, b pum

2.2.3.2 Hiperspektral goriintiilerin kullanim alanlari

Bir cismin, elektromanyetik spektrumun farkli bolgelerinde yaydigi, yansittigi ve
sogurdugu radyasyon birlesimine o maddenin spektral imzasi denir. Bu spektral imzalar
kullanilarak nesneler birbirinden ayrilabilir. Hiperspektral goriintiiler, sahip oldugu
genis spektrum ve bant sayisi ile farkli spektral imzalara sahip nesneleri ayirmada

kullanilirlar. Bu ayrim su alanlarda kullanilabilmektedir:

- Bitki tiirlerinin tespiti
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- Bitki hastaliklarinin tespiti

- Atmosferik olaylarin tespiti

- Arazi sekillerinin tespiti

- Jeolojik haritalama

- Maden ve mineral tespiti

- Petrol yataklarinin tespiti

- Denizde ¢6ziinmiis organik maddelerin tespiti
- Yangin tespiti

- Hedef tespiti

- Su ve su buhari tespiti

Omegin, cam ormani, otlak, kirmiz1 kum ve ¢akil lizerindeki suyun spektral imzalari
sekil 2.8 ile gosterilmistir. Saglikli ve hastalikli seker pancarinin 400 — 2400 nm
araligindaki yansitma orani sekil 2.9 ile gosterilmistir ve buradan hangi dalga boyu

kullanilarak saglikli ve hastalikli seker pancarimi birbirinden ayrilabilecegi

gozikmektedir.
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Sekil 2.8 Ormanlik bir arazinin spektral imzasi
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Sekil 2.9 Saglikli ve hastalikli seker pancarinin spektral imzasi

2.2.3.3 Hiperspektral verilerin gosterimi

Hiperspektral goriintiiler, ¢ok fazla sayida dar dalga boyu aralikli ve devamli bantlar

icerdiginden genel olarak goriintii verisi kiipli seklinde alinir ve saklanir.

Ornek olarak, hiperspektral goriintii isleme alaninda en gok kullanilan gériintiileyici
AVIRIS’in 20 Agustos 1992°de NASA ER-2 ugag ile 20000 metre ylikseklikten San
Francisco korfezinin giiney ucundaki Moffett Field California’dan aldigi hiperspektral
goriintii, veri kiipii olarak sekil 2.10 ile gosterilmistir (http://aviris.jpl.nasa.gov 2013).
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Sekil 2.10 Hiperspektral Veri Kiipii

Bu veri kiiplinde, AVIRIS teki 224 bant, en kiiciik dalga boyundan (400 nm) en biiyiige

dogru (2500 nm) iistten alta siralanmastir.

2.2.3.4 Hiperspektral goriintiilerin elde edilmesi

Hiperspektral goriintiiler, diger uzaktan algilama goriintiilerine benzer sekilde elde
edilir. Uydu ya da ugak gibi hareketli bir platforma yerlestirilen hiperspektral algilayici,
altindaki sahne hareket ettikge, bir ¢izgiyi tarayarak goriintiilemeye devam eder (Sekil
2.11.a). Platform ilerledik¢e sekil 2.11.b’de gosterildigi gibi ardisik tarama ¢izgileri elde
edilir ve hiperspektral veri kiipii olusturulur (Shaw ve Burke 2003).
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Sekil 2.11 Hiperspektral goriintiilerin elde edilmesi (Shaw ve Burke 2003)

a. Goriintiiniin alinmast, b. Veri kiipii olugturulmasi, ¢. Bantlarin gésterimi

Goriintiilemenin tamamlanmasinin ardindan, ayni dalga boyundaki sensor tarafindan
alinan tarama ¢izgilerindeki veriler, goriintiiniin bir bandi olarak bir arada tutulur, farkli

dalga boyundaki veriler farkli bant olarak ifade edilir (Sekil 2.11.c).

2.3 Coziiniirliik

Bir goriintiiniin  ¢oziiniirliigli, o goriintiiniin sahip oldugu ayrinti miktar1 olarak
tanimlanabilir. Coziiniirliigli daha ytliksek olan bir goriintii, daha fazla bilgi icerir. Genel
olarak, goriintiide yer alan piksel sayist olarak bilinse de; piksel sayisinin (uzamsal
¢ozlinlirliik) yaninda, o pikselin ka¢ adet bant bilgisine sahip oldugu (spektral
¢Oziinlirlik) ve her bant bilgisinin kag¢ bitlik veri olarak tutuldugu (radyometrik

¢Oziiniirliik) bilgilerini de igerir.
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Farkli ¢oziintirliikk kavramlari, siradaki boliimlerde anlatilmaktadir.

2.3.1 Uzaysal ¢oziiniirliikk

Yer Ornekleme Mesafesi olarak da bilinen uzaysal (uzamsal) ¢oziiniirliik, yerde bir
pikselin temsil ettigi alandir. Uzaktan algilama ile elde edilmis bir goriintiide yan yana

yer alan iki piksel arasindaki mesafenin yerdeki iz diigiimii olarak bilinir.

Genel olarak yatay ve dikeydeki uzaysal ¢oziiniirlikkler, bir biri ile estir. Uzaysal
¢oziiniirliik arttikga, bir pikselin yerde temsil ettigi alan azalir. Ornegin, RASAT uydusu
Pankromatik kamerasimin uzaysal ¢ozintrligii 7,5 metre, daha yiiksek ¢oziiniirliklii
Goktiirk-2 uydusunun Pankromatik kamerasinin uzaysal ¢oziiniirliigii 2,5 metredir

(http://www.uzay.tubitak.gov.tr 2013).

Uzaysal ¢oziiniirliik, goriintiileyicide bulunan piksel sayisi ile dogru, kameray1 tagiyan
platformun yere uzakligi ile ters orantili olarak artar. Ayrica goriintiileyicinin

goriintliileme agis1 ya da yerde goriintiiledigi alan ile de baglantilidir.

Ornegin, iizerinde yatayda 1000 piksele sahip ve bulundugu yiikseklikte 15 km goriintii

genisligi olan bir goriintlileyicinin ¢oziintirliigii 15 metre olarak bulunur.

Sekil 2.11.a’da gosterildigi gibi, hareketli platform iizerinde ¢izgisel goriintiilleme yapan
gorlntiileyiciler i¢in, dikey eksendeki goriintiileyicinin ¢oziinlirligli, goriintiileyicinin
gorlintiileme frekansina ve platformun yer hizina bagldir. Platform yavasladik¢a ya da

goriintiileyicinin goriintiileme siklig1 arttikga uzaysal ¢6ziiniirliik artar.

Sekil 2.11.b’de x ve y ekseninde yer alan piksellerin goriintiiledigi alan uzaysal

¢cOziinlirligii ifade eder.

Yer Ornekleme mesafesi 30 metre olan LANDSAT TM ile 20 metre olan AVIRIS
goriintiilerinin karsilagtirilmast sekil 2.12 ile verilmistir. Uzaysal ¢oziliniirliiglin yer
aldigt x ve y eksenlerinde ayni karede c¢oziiniirligi daha yiiksek olan AVIRIS
goriintiisiinde daha fazla piksel bulunmaktadir (Schowengerdt 2006).
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Sekil 2.12 Spektral ve uzaysal ¢oziiniirliikler (Schowengerdt 2006)

2.3.2 Spektral ¢oziiniirliik

Spektral ¢oziiniirliikk, ¢cok bantli bir goriintiide ardisik iki bant arasinda yer alan

elektromanyetik spektrumun genisligi olarak tanimlanir.

Bantlar aras1 spektral c¢oziiniirliigi sabit olmasit zorunlulugu yoksa bile cogu
goriintiileyicide spektral ¢oziniirliik belli bir toleransla sabit olarak tutulmustur.

Spektral ¢oziiniirliik arttikga, iki bant arasinda algilanan bélgenin boyu azalir.

Ornegin; EO-1 uydusu iizerindeki Hyperion hiperspektral goriintiileyici, 400 — 2500 nm
araliginda devamli 220 bant ile goriintii almaktadir (Folkman vd. 2001). Dolayist ile
2100 nm’lik aralikta bulunan 220 bandin spektral ¢oziiniirliigii 9,5 olarak bulunur.

Sekil 2.11.c’de yer alan gorlintiilerin arasindaki spektral mesafe, spektral ¢oziiniirligii

ifade eder.

Multispektral bir goriintiileyici olan Landsat TM ile hiperspektral goriintiileyici AVIRIS
400-900 nm dalga boylarindaki goriintiilerinin karsilastirilmast sekil 2.12 ile verilmistir.
Dalga boyunu gosteren A ekseninde LANDSAT TM goriintiileyicisinde spektral
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¢Oziiniirligl degisen ve aralikli 4 bant varken, AVIRIS te ardisik olarak devamli olan
50 bant bulunmaktadir (Schowengerdt 2006).

2.3.3 Radyometrik c¢oziiniirliik

Radyometrik c¢oziiniirliik, algilayicinin elektromanyetik enerjinin biiyiikliigline karsi
olan algilama hassasiyetini ifade eder. Diger bir ifade ile radyometrik ¢oziliniirliik,
algilayicinin kaydettigi enerjide ne kadar ayirt edebilme kabiliyetini oldugunu gosterir.
Bir goriintii tizerinde ise radyometrik ¢oziiniirliik, bir pikselin bir bandinin kag bitle

saklandig ile anlaglir.

Radyometrik ¢oziiniirliik arttik¢a, goriintiide algilanan enerjideki daha kiigiik farkliliklar

algilanabilir.

Sekil 2.13 Ayni1 goriintiiniin farkli radyometrik ¢oziiniirliikte ifadesi

a. 8bit goriintii, b. 1bit goriintii

Radyometrik ¢oziiniirliik genel olarak 2’nin kuvvetleri olarak ifade edilir. Mesela 8 bit
veri kaydetme hassasiyetine sahip olan bir algilayicida veya her pikselin 8 bit ile bir

bandinin ifade edildigi goriintiide gelen enerji 28 yani 256 farkli deger ile temsil edilir.
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Sekil 2.13 ile aym sahnenin farkli radyometrik c¢oziintirliiklerle olan gosterimi
verilmistir. Sekillerden a ve b goriintiisiiniin ikisinin de spektral ¢oziiniirligii tek bant ve
uzaysal ¢Ozlniirliikleri yani piksel sayilar1 esit olmakla birlikte radyometrik

¢Oziinlirliigli daha yiiksek olan a seklinde daha fazla detay vardir.

2.4 Hiperspektral Ozet

Elektromanyetik spektrumun ¢ok daha genis bolgesini taradig1 ve dar ve devamli dalga
boyu araliklarinda veri alindigi igin, hiperspektral goriintiiler, sayica fazla banttan
olusur. Sahip oldugu genis spektrum ve bant sayisi sayesinde ¢ok fazla kullanim alani

vardir.

Ancak yiiksek boyut, dolayisi ile yiiksek verinin getirdigi hesap yiikii bu goriintiilerin
islenmesi ve smiflandirilmasini zorlastirmaktadir. Ayrica yiiksek boyut, siniflandirma
dogrulugunda diisiise neden olmaktadir. Bu nedenlerle, smiflandirma Oncesi

hiperspektral goriintiilerin boyutunun indirgenmesi gerekir.

Bu ¢alismada kullanilan boyut indirgeme teknikleri, Bolim 3 ile agiklanmustir.
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3. BOYUT INDIRGEME
3.1 Giris

Boyut indirgeme; ¢ok boyutlu bir uzaydan, az boyutlu uzaya yapilan dontigiim olarak
tanimlanabilir. Bu islem, bir verinin gosterim kolayliginin yaninda, veri islenmesi
sirasinda olusan iglem yiikiinli hafifletmek ve dolayisi ile islem siiresini kisaltmak i¢in
kullanilir. Bunun yaninda, hiperspektral gorintiilerin bir takim siniflandirma
zorluklarinin da Oniine gecilmis olur. Hughes olgusu olarak adlandirilan etki, az
sayidaki egitim verisi ile ¢ok sayidaki 6zniteligin siniflandirmast ve sonug olarak da
stnirli  sayidaki veri ile boyut arttikca simiflandirma dogrulugunun diismesidir
(Landgrebe 2003). Hughes olgusu, “boyut laneti (curse of dimensionality)” olarak da

isimlendirilmektedir.

Boyut indirgeme; hiperspektral goriintillerde, yiiksek boyutundan kaynaklanan
problemlerin asilmasi igin, goriintiilerin islenmesinde etkili ve gerekli bir 6n isleme
fazidir. Amag, daha az veri ve daha az hesap yiikii ile yiiksek dogruluk yiizdesi elde
etmektir.

Boyut indirgeme islemi genel olarak iki farkli yolla yapilabilir. Bunlar, 6znitelik
cikarimi (feature extraction) ve Oznitelik secimidir (feature selection) ve siradaki

boliimlerde anlatilmistir.

3.1.1 Oznitelik ¢ikarimm

Oznitelik ¢ikarimi isleminde, eldeki veri farkli yontemlere 6zel bir uzayda doniisiime
tabi tutulup farkli uzaylarda temsil edilir ve o uzayda 6znitelik ¢ikarimi islemi yapilir.
Doniisiim sonrasi elde edilen kiimedeki 6znitelikler, orijinal verideki 6zniteliklerin bir

kombinasyonudur.

Hiperspektral goriintiilerin boyutunun indirgenmesinde 6znitelik ¢ikarimi icin farkl
yontemler vardir. Bu tez calismasinda, Oznitelik ¢ikarimi yontemi kullanarak boyut

indirgeyen teknikler kullanilmistir ve bu teknikler Béliim 3.2°de anlatilmustir. ilgili
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yontemler, hiperspektral goriintiiye doniisiimler uygular ve hedeflenen boyut kadar

Oznitelige indirgeyerek yeni bir veri elde eder.

Yontemler; 6greticili ve ogreticisiz, dogrusal olan ve olmayan olarak gruplandirilabilir.

3.1.2 Oznitelik se¢imi

Oznitelik segimi yontemi aym zamanda alt kiime ydntemi olarak da adlandirilir.
Verideki 6znitelik kiimesinin bir altkiimesini segerek boyut indirgeme yapilir, dolayisi

ile doniisiim sonrasindaki her 6znitelik, orijinal verideki 6zniteliklerden biridir.

Hiperspektral goriintiilerde 6znitelik se¢imi ile boyut indirgemek demek, goriintiiye
herhangi bir donilisiim uygulamadan goriintiide bulunan bantlarin uygulamaya yonelik
onemli olanlarini segip digerlerini atarak yapilir. Hiperspektral goriintiilerde her bant bir
boyutu temsil ettigi i¢in 6znitelik se¢imi, bant se¢imi olarak da adlandirilir. Herhangi bir
doniisiim yapmadan; goriintiideki bantlarin en fazla bilgi tasiyanlari, en fazla ayirt edici
olanlari, ya da birbiri arasinda ilintisi en az olanlari segilerek bant sayisinin yani veri
boyutun azaltilmasi islemi yapilir. Sif bilgisinin kullanimina goére Ogreticili ya da

Ogreticisiz olarak yapilabilir.

3.2 Calismada Kullanilan Boyut indirgeme Yontemleri

Boyut indirgeme teknikleri genel olarak dogrusal (linear) ve dogrusal olmayan (non-

linear) olarak ikiye ayrilir.

Dogrusal teknikler, yiiksek boyutlu uzaydaki verinin dogrusal yakin ya da dogrusal bir
alt uzayda temsil edilebilecegini kabul eder. Diger yandan dogrusal olmayan yontemler
ise bu varsayimi kabul etmez ve yiiksek boyutlu uzaydaki ¢ok daha karmasik verileri
diisiik uzayda tanimlayabilir (Van der Maaten vd. 2009).
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3.2.1 Dogrusal yontemler

3.2.1.1 Temel bilesen analizi

Temel Bilesen Analizi (Principal Component Analysis, PCA), verileri degisintinin en
yiiksek olduklar1 degerlere gore birbirleri ile iliskisiz (bagimsiz) uzaylara izdiisim

yapan dogrusal ve 6greticisiz boyut indirgeme yontemidir.

Degiskenleri; daha az sayida, degisintisi en ¢ok olacak temel bilesenlerle ifade ederek
boyut indirgemeye c¢aligir. Doniigiim sonrasi olusan ilk temel bilesen en biiyiik degisinti
degerine sahip olur. Ikinci bilesen de ilk bilesene ortogonal olan ve ikinci biiyiik
degisinti degerine sahip olan bilesendir. Siralama bu sekilde devam eder (Theodoridis
vd. 2010). Doniistim sonrasi, orijinal verideki degiskenler kadar temel bilesen bulunur.
En biiylik degisinti degerine sahip temel bilesenden itibaren, hedeflenen boyut sayisi

kadar temel bilesen alinir ve bdylece boyut indirgenmis olur.

Farkli alanlarda Hotelling doniisiimii, amprik ortogonal fonksiyonu, Tekil Deger
Ayrigimi olarak da adlandirilir (Fodor 2002).

PCA, hiperspektral goriintiilerde boyut indirgeme alaninda en fazla kullanilan ve

referans olarak alinan yontemdir.

3.2.1.2 Faktor analizi

Ilk olarak psikoloji alaninda kullanilan istatistiksel bir yontem olan faktor analizi
(Factor Analysis, FA); verinin bilinmeyen ve genelde Olglilemeyen ortak faktorlere
dayali oldugunu kabul eder. Verideki korelasyonu tanimlayan bu ortak faktorleri
arayarak veriyi daha az degiskenle tanimlamaya g¢alisir. Boylece, birbirleriyle ilintili
degiskenler yerine daha az sayida ve birbirinden bagimsiz degisken kiimeleri elde edilir
(Fodor 2002).

Faktor analiz de PCA gibi, olusturdugu faktoérler i¢in ortogonal yapilar kurar ancak
PCA’den farkli olarak, faktor modelleri verinin dlgegine baglh degildir.
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Faktorleri hesaplamak i¢in sik¢a kullanilan iki yontem vardir. Bunlar, Temel Faktor
Yontemi ve En Biiyiik Olabilirlik (Maximum Likelihood) Yontemi’dir (Johnson ve
Wichern 2002). Bu galismada faktorler, En Biiyiik Olabilirlik (Maximum Likelihood)
Yontemi ile hesaplanmistir (Rubin ve Thayer 1982).

3.2.1.3 Bolgeselligi koruyan izdiisiim

Bolgeselligi Koruyan Izdiisiim (Locality Preserving Projections; LPP), Laplace isleci
0z-haritalarinda kullanilan ceza fonksiyonunu optimize etmeye calisan Ogreticisiz,
dogrusal boyut indirgeme yontemidir (He ve Niyogi 2004). Yontem, yerel dogrusal
olmayan yontemlerden tiiretilmistir. LPP, dogrusal olan ve dogrusal olmayan
yontemlerin avantajlarini bir arada barindirmaya ¢alisir (Van der Maaten 2007). Laplace
Ozharitalarmin ceza fonksiyonunu minimize etmek i¢in dogrusal bir doniisiim bulmayi

amaglar.

Dogrusal bir yontem olmasina karsin, cok katmanli verilerin dogrusal olmayan yapisini

ifade etmede kullanilir.

Bolgesellik, verideki noktalarin komsu sayisi ile tanimlanir. Calismalar sirasinda farkl
komsu sayisi ile denemeler yapilmis, en iyi sonu¢ k=12 ile alinmis ve bu sekilde

kullanilmistir.

3.2.1.4 Komsuluk korumah i¢ce katma

Komsuluk Korumali i¢e Katma (Neigborhood Preserving Embedding, NPE),
Dogrusalligt Koruyan izdiisiim gibi dogrusal olmayan lokal tekniklerdeki ceza
fonksiyonunu optimize etmeye c¢alisir ve dogrusal olmayan tekniklerden tiiretilmistir.

Yerel Dogrusal Ice Katma yénteminin dogrusal olarak yaklasiklama ile ¢cézmeye calisan

stirimidiir (He vd. 2005).

Bolgesellik veri noktalarinin korunumunu amagladigi igin, evrensel doniisiimlerdeki

tepe noktalarin bozunumlarindan etkilenmez.
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Bolgesellik, verideki noktalarin komsu sayisi ile tanimlanir. Calismalar sirasinda farkl
komsu sayist ile denemeler yapilmig, en iyi sonu¢ k=1 ile alinmis ve bu sekilde

kullanilmustir.

3.2.1.5 Olasihksal PCA

Olasiliksal PCA (Probabilistic Principal Component Analysis, PPCA), PCA’in veri
vektor asal eksenlerini Beklenti Enbiiyiikleme (EXxpectation-Maximization; EM)

kullanarak bulmaya ¢alisan 6greticisiz ve dogrusal bir yontemdir (Tipping ve Bishop
1999).

FA gibi, veriyi bilinmeyen ortak faktorlere dayandirir.

PPCA; boyut sayist binlerin iizerinde olan ve veri sayist ¢ok fazla iken az sayida
Ozdeger (eigenvalue) ve 6zvektor (eigenvector) hesaplama konusunda PCA’e gore daha
yiikksek basarim gosterir. Bunun disinda, veri setinde eksik oldugu durumlarda EM
kestirimci sayesinde en biiyiik olabilir veri noktalarin1 hesaplayarak ¢ozliim saglar

(Roweis 1998).

3.2.1.6 Dogrusal ayrag analizi

Dogrusal Ayra¢ Analizi (Linear Discriminant Analysis, LDA), boyut indirgendikten
sonra bile sinif ayrimmi korumaya calisan bir yontemdir. Ogreticili bir yontem olup,
egitim icin verilen smiflarda siif igi degisinti (Sw) ve smiflar arasi degisinti (Sg)
degerlerini g6z Oniine alarak (3.1) ile verilen donlisim matrisi (W) hesaplanir

(Theodoridis vd. 2010):

wTsgw

W = argmax, ————
g W wTs,w

(3.1)

PCA maksimum degisintiye gore boyut indirgeme yapip, siniflar aras1 degisintileri goz
onlinde bulundurmadigi i¢in, yapilan islem her zaman icin siiflandirma i¢in uygun

olmayabilir. LDA ise siniflar aras1 ayrimin daha iyi yapilabilmesine olanak saglayacak
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sekilde izdiigiim yapilacak eksenleri belirler.

Bir kisit olarak, LDA ile yapilan boyut indirgeme calismalarinda, veri kiimesinde yer
alan N sinif i¢in, maksimum N-1 boyuta indirgenebilmektedir. Bu ¢alismada LDA igin

diger yontemlerden farkli bir hedef boyut secilmesinin sebebi, bu kisittir.

3.2.1.7 Komsuluk bilesen analizi

Komsuluk Bilesen Analizi (Neighbourhood Components Analysis, NCA), en yakin
komsuluk yontemine benzer calisan, yakin komsuluk metrigi olarak Mahalanobis
metrigini kullanan &grenme temelli yontemdir (Goldberger vd. 2004). Ogreticili bir

yontem oldugu igin, sinif bilgilerine ihtiya¢ duyar.

Mahalanobis uzakligi (D(x,y)), X ve y noktalar1 i¢in, A bir yar1 kesin pozitif matris

olmak tlizere:

Dxy = x—yAx—-y) (3.2)

seklinde hesaplanir

3.2.1.8 En fazla daralan metrik 6grenme

En Fazla Daralan Metrik Ogrenme (Maximally Collapsing Metric Learning, MCML)
Mabhalanobis uzakligint kullanarak siiflandirma yapan, ayni smiftaki verilerin metrik
olarak birbirine en yakin olacagini ve bu sebeple tek bir noktaya daraltilabilecegini
kabul eden dogrusal ve Ogreticili metrik 6grenme yontemidir (Globerson ve Roweis
2005).

3.2.2 Dogrusal olmayan yontemler
3.2.2.1 Oto-kodlayic1

Oto-Kodlayici (Auto Encoder, AE), ¢cok katmanli ileri beslemeli yapay sinir ag tabanli
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bir boyut indirgeme yontemidir. Yontem, kodlanmis verileri sikigtirilmig bir gosterimde

bulmaya calisir.

Oto-kodlayici; PCA’in, dogrusal olmayan uyarlanabilir ¢ok katmanli bir kodlayic1 ve
bir ¢oziiciiden olusan genellestirmesidir. Kodlayici, ¢ok boyutlu veriyi diisiik boyutlu

koda gevirirken; ¢oziicii de kodu veriye gevirir (Hinton ve Salakhutdinov 2006).

Genel olarak ¢ok fazla baglantiya sahip olduklart i¢in geri yayilim algoritmasi ¢ok
yavas yakinsar ve yerel minimumlarda takilabilir. Bu dezavantajlarin 6niine ge¢gmek

icin Kisith Boltzmann Makineleri ile bir 6n egitim yapilmaktadir (Hinton vd. 2006).

3.2.2.2 Es ol¢ekli oznitelik haritalama

Cok boyutlu veri, egimli ¢ok katmanli gibi bir yapida oldugunda; Oklid uzakhig ile
Olciilen uzaklik, egimli yilizeydeki gercek uzakliktan farkli olacagindan veri noktalarin
yakinligini hesaplamada yaniltic1 olabilir. Es Olgekli Oznitelik Haritalama (Isometric
Feature Mapping, Isomap, ISO); bu problemi, egrisel uzakligi koruyarak ¢6zmeye

caligan bir yontemdir (Tenenbaum 1998).

Bir topoloji iizerindeki tiim ikili mesafeleri hesaplayip tablolarda tutan Isomap, kisa
devre denilen hatalardan dolay: diisiik performans gosterebilmektedir (Van der Maaten
2007).

3.2.2.3 Hizh maksimum degisinti ¢oziicii

ISO gibi, Hizli Maksimum Degisinti Coziicii (Fast Maximum Variance Unfolding,
FMVU) de bir komsuluk grafigi tanimlar ve tiim uzakliklar1 burada tutar. FMVU’nin
ISO’dan farki, dogrudan ¢ok katmanli verileri agmaya ¢alisir. Bunu, veri noktalar
arasndaki Oklid uzakliklarmi komsuluk grafigindeki uzakliklar1 degistirmeden
maksimize ederek yapmaya ¢alisir. Boylece ¢ok katmanlinin agilmasi sonrasi, birbirine
yakin noktalar yine yakin, uzak noktalar da uzak kalir ve cok katmanlinin bdlgesel
geometrisi degismez (Weinberger ve Saul 2006). Cok katmanlinin agilmasindan sonra

problem bir yar1 kesin programlama (Semidefinite Programming) ile ¢oziiliir (Van der
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Maaten 2007).

3.2.2.4 Cok katmanh haritalama

Haritalama, yiiksek boyuttaki veri noktalarimin diisiik boyuttaki koordinat sistemine

atanmasidir.

Cok Katmanli Haritalama (Manifold Charting, MANC) ilk adimda EM algoritmasi
kullanilarak belirlenen sayida boélgesel faktor ¢oziimleyicisi olusturur (Ghahramani vd.
1996). Bu calismada, bolgesel faktor ¢oziimleyicisi sayisi, ¢esitli denemeler sonucu 2
olarak secilmistir. Boylelikle veri diisiik boyutta bolgesel faktor coziimleyicilerin
karisimi ile temsil edilmis olur. Ardindan yontem, evrensel koordinatlardaki veri
noktalarinda yer alan dogrusal modeller arasindaki farki olgen ceza fonksiyonunu

minimize etmeye calisir (Brand 2002).

3.2.2.5 Difiizyon haritalar

Difiizyon Haritalar1 (Diffusion Maps, DIF) orijinal olarak dinamik sistemlerde
kullanilmaktadir. Veri grafiginde Markov rastgele yiiriiylis tanimlamaya dayanir (Lafon
ve Lee 2006). Tanimlanan bu rastgele yiiriiylisler ile veri noktalarinin yakinligi

bulunmus olur. Calismada rastgele yiiriiyiis sayist 1 olarak secilmistir.

Yontem, Oncelikle bir veri grafigi olusturur. Grafikteki kenarlarin agirliklar1 Gauss

cekirdek fonksiyonu kullanilarak bulunur.

xi—xj

Wij =e 202 (33)

Burada o, Gauss ¢ekirdek fonksiyonunun degisintisidir ve 1 olarak segilmistir. Ardindan

normalizasyon yapilir ve sonucunda P matrisi bulunur.

Wi
p(D = u (3.4)

kWik
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Burada P, ileri geg¢is matrisidir. Farkli rastgele yiiriiylisler t ile ifade edildiginde
difiizyon uzakliklar

w5 -p)?

Dt (x;,x) = kK pen©

(3.5)

olarak bulunur.

3.2.2.6 Olasiliksal yakinhk ice katma

Olasiliksal Yakinlik Ice Katma (Stochastic Proximity Embedding, SPE), cok boyutlu
6lgeklendirmenin ham gerilim fonksiyonunu minimize eden 6zyinelemeli (iterative) bir

yontemdir. Ham gerilim fonksiyonu su sekilde verilir:
d(Y) = (di —1ij)* (3.6)

Burada rjj, yiiksek boyuttaki veri noktalart X; ve X; arasindaki yakinligi, dj de bu
noktalarin diisiik boyuttaki izdiisiimleri y; ve y; arasindaki Oklid uzakligini temsil eder
(Van der Maaten 2007).

Yontem bir baslangic konfigiirasyonu ile baslar, y; ve y; noktalarinin yerini rastgele
secer. Sonrasinda rastgele iki nokta segerek ve bunlarin diisiik boyuttaki koordinatlart y;

ve y;’yi degistirerek dij‘yi rij ile esitlemeye calisir (Agrafiotis 2003).

3.3 Boyut Se¢imi

Yiiksek boyut veri analiz camiasinda, yiiksek boyutlu verilerde farkli yontemlerin ise
yaramasinin sebebinin, verinin gercekten yiiksek boyutlu olmadigi, daha ziyade yiiksek
boyuta yayilmis diisiik boyutta ifade edilebilecek veri oldugu kabul gormiistiir (Levina
ve Bickel 2004). Bu sebeple; gergek hayatta karsilasilan ¢cogu yiiksek boyutlu veride,
fazla bilgi kayb1 olmadan boyutun indirilebilecegi kabul edilmektedir.

Elimizdeki verinin 06zelliklerini yansitmak i¢in gerekli minimum parametre sayisi
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“Etkin boyut” olarak tanimlanmistir. idealde, boyut indirgeme sonrasi hedeflenen

boyutun etkin boyut olmas1 gerekir (Van der Maaten 2007).

Etkin boyutu hesaplamak i¢in farkli yontemler vardir. Bunlar yerel ve evrensel
yontemler olarak ikiye ayrilir. Bu ¢alismada yerel yontemlerden “En Biiyiik Olabilirlik
Kestirimi” (Maximum Likelihood Estimation, MLE) yontemi kullanilmistir (Levina ve
Bickel 2004). Bu yontem artan r yarigapli bir hiperkiirenin kapsadigi veri noktasi

sayisini kestirir ve bu hiperkiire igindeki veri noktalarin1 Poisson seklinde modeller.

Etkin boyut; herhangi bir boyut indirgeme yonteminden bagimsiz olarak hesaplanmakta
olup, direkt veri lizerinde yapilan bir analize dayanmaktadir. Tez kapsaminda yapilan

boyut hesaplama detaylar1 Bolim 5.1.3’te anlatilmistir.

Boyut indirgeme sonrasi yapilacak siniflandirma islemi ve siniflandirmada kullanilan

veri ile ilgili detayl bilgiler Boliim 4’te verilmistir.
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4. SINIFLANDIRMA

Goriintii islemede; siniflandirma, piksellerin hangi sinifa ait oldugunu belirleme isidir.
Genel olarak her piksel, spektral bantlardaki degerlerden olusan bir birim olarak ele
almir. Smifi bilinen diger piksellerle karsilastirilarak hangi sinifa ait oldugu bulunur,
boylelikle siniflar olusturulur. Gorilintii lizerindeki bu smiflar da belirli bolgeleri
olusturur. Sonunda her dijital goriintii boliimlerden olusan ve farkli renk ya da sayilarla
gosterilen bir haritaya doniisiir (Campbell 2002). Omek olarak hiperspektral
goriintiilerdeki Siiflandirma Haritalar1 verilebilir (Sekil 4.2, 4.4).

Teoride bu siniflar homojendir; ayni sinifa ait pikseller farkli siniflardaki piksellere gore
birbirine daha benzerdir. Ancak pratikte her siifin i¢inde farkliliklar olabilir (Campbell
2002).

1970’lerin basinda Landsat uydusundan ilk goriintiiler alinmaya basladigindan beri,

uzaktan algilama alaninda birgok siniflandirict kullanilmistir.

4.1 Kullanilan Veri

Hiperspektral goriintiilerin siniflandirilmas: ve siniflandirma dogrulugunun o6lgiilmesi
caligmalarinda sonucunun test edilmesi amaciyla yapilan ¢alismalarda belli bash bir kag
goriintii kullanilmaktadir. Bunun sebebi deneyin basarimini siniflandirma dogrulugu
olarak olcerken, uzaktan algilama ile goriintiilenen sahnedeki yerin sinif bilgisine
duyulan ihtiyagtir. Siniflandirma Haritasi olarak adlandirilan bu bilgi, her pikselde hangi
sinifin yer aldigini bildirir. Literatiirde kullanilan goriintiilerin kisith olmasinin sebebi,
acik kaynak olarak simiflandirma haritast yayimlanmis hiperspektral goriintiisiiniin

sayica az olmasidir.

Goriintiiler, siniflandirma haritasinin yaninda giiriiltii igeren bantlar1 elenmis sekilde de

yayimlanabilmektedir.
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4.1.1 AVIRIS - Indian Pines

AVIRIS Indian Pines, hiperspektral goriintii isleme alaninda en fazla kullanilan

gorlintiilerden biridir. Smiflandirma haritasina sahiptir.

Gorilintl, JPL tarafindan iiretilen AVIRIS goriintiileyici ile 12 Haziran 1992 tarihinde
Amerika’da Indiana eyaleti bolgesinden West Lafayette’in 10 km batisindan alinmistir.
Goriintii, Purdue  Universitesi’nin  internet  sitesinden  temin  edilmistir
(ftp://ftp.ecn.purdue.edu 2013).

Goriintiiniin alindig1 bolge bir goriintii test bolgesi olup, bu bolgenin smiflandirma
haritasi ¢ikartilmigtir. Goriintii 145x145 pikselden olusmakta, yerde 3,2 km x 3,2 km’lik
bir bdlgeyi kapsamaktadir. Spektral olarak 220 banttan olusan goriintii 400-2500 nm
araliginda alinmistir. Goriintii, yayimlanmadan once kamera iireticisi JPL tarafindan
verilen bilgilerle kalibre edilmis, kameranin kullanmadigi 4 bant ¢ikartilip 224 banttan
220’ye indirilmistir. 220 bantli kalibrasyon verileri goriintiiniin alindig1 internet

sitesinde yer almaktadir.

(a) (b)

Sekil 4.1 Indian Pines goriintiisii gdsterimi

a. RGB, b. Yalanc1 renk
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Gorlintli bantlarindan kirmizi, yesil ve maviye karsilik gelen bantlarindan alinmig birer

goriintli ve yalanci renk goriintii sekil 4.1 ile gosterilmistir.

Goriintii 16 siniftan olusmaktadir. Bu siniflar genelde ekin smiflar1 olup, her simifin
piksel sayisi, Smiflandirma Haritasinda temsil edilen renkler ve Siniflandirma Haritasi

sekil 4.2°de yer almaktadir.

Calismada goriintii yayimlandigi sekliyle 220 bant ile degil; literatiirde kullanildigi
sekilde, yani su buhari tarafindan sogurulmus bantlar ve giiriiltiiden olusan bantlar
¢ikardiktan sonra (104-108, 150-163 ve 220. bantlar) 200 bantli haliyle kullanilmstir.

No Sunaf Sayr Renk
0 Belirsiz 10859
1 Yonca sS4
2 M Iglemesiz ldldm
3 Msr min igeme 334-
4 Misir 234
5 CmaniOtak 497;@
6 GimenlAgag 47
7 CQmendOtlak bglimis 26-
8 Ssman a2 [
9 Yulaf Y |
10 Soya lasulyesi glemesz ‘JGB-
11 Soya lasulyesi min. isleme 2468
12 Scoya fasulyasi 611!-
13 Budgday 212
14 Koru 1201
1S Bina/Cimen 330-
16 Tag - Celik as

Sekil 4.2 Indian Pines goriintiisiiniin Siiflandirma Haritasi

Ayrica yine literatiirde kullanilan sekilde, 400°’den az eleman sayisi olan smiflarin
cikarilmast sonucunda elde edilen 9 smifli simiflandirma haritast kullanilmistir.

Ekinlerden olusan bu siniflar ¢izelge 4.1 ile verilmistir.
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Cizelge 4.1 Indian Pines goriintiisiinde kullanilan siiflar ve 6rnek sayilar

No Simf Ornek Sayisi
2 Misir islemesiz 1434
3 Misir min isleme 834
5 Cimen/Otlak 479
6 |Cimen/Agag 747
8 Saman 489
10 Soya fasulyesi islemesiz 968
11 | Soya fasulyesi min isleme 2468
12 | Soya fasulyesi 614
14 | Koru 1294

4.1.2 ROSIS - Pavia University

Goriintii ROSIS (Reflective Optics System Imaging Spectrometer) tarafindan italya’nin

kuzeyindeki Pavia kendinden alinmistir.

Goriintii 610x340 pikselden olusmakta olup, gériintiide Pavia Universitesi’nin kampiis
alan1 yer almaktadir. Gorlintiiniin uzaysal ¢oziiniirligii 1,3 m’dir. Spektral olarak 115
banttan olusan goriintii 430-860 nm araliinda ve 4 nm’lik spektral ¢oziintirliikle
almmistir. 115 bandin veri tasimayan 12 bandi ¢ikartilmis ve kalibrasyon yapilarak
yayimlanmustir (http://www.ehu.es 2013).

Gorilintii bantlarindan kirmizi, yesil ve maviye karsilik gelen bantlarindan alinip

birlestirilmis RGB goriintii ve yalanci renk goriintii sekil 4.3 ile gosterilmistir.

Pavia University gorilintiisiinde 9 arazi ortiisii sinifi belirlenmistir. Bu siniflar, her sinifin
piksel sayisi, Siiflandirma Haritasinda temsil edilen renkler ve Siniflandirma Haritasi
sekil 4.4 ile gosterilmistir. Siniflandirma haritasinda smifi belirtilmis toplam 42776

piksel bulunmaktadir.
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(a} (b)

Sekil 4.3 Pavia University ¢cok bantli goriintiisii

a. RGB, b. Yalanci Renk

No Sinif Sayi Renk
0 Belirsiz 164624 -
1 Asfalt 6631
2 Cim 18649 [
3 Cakil 2099 -
4 Agac 3064
5 Boyanmig metal sac 1345
6 Toprak 5029
7 Zift 1330 -
8 Tugla 3682 -
9 Golge o7 [

Sekil 4.4 Pavia University goriintlisiintin Siniflandirma Haritasi
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Calismada, Pavia University goriintiisiiniin 190x230’luk bir alt kiimesi kullanilmistir.

Boylelikle etkin piksel sayis1 15504 olmustur.

Altkiime goriintiisii ve altkiime siniflandirma haritasi sekil 4.5 ile gosterilmistir.

(a) v (b)

Sekil 4.5 Pavia University altkiime verisi

a. RGB goriintii, b. Siniflandirma haritasi

Altktime goriintiisiindeki siiflar ¢izelge 4.2 ile verilmistir

Cizelge 4.2 Pavia University goriintiisiinde kullanilan siniflar ve 6rnek sayilari

No |Simf Ornek Sayisi
1 Asfalt 1102

2 Cim 779

3 Cakil 818

4 Agac 472

5 Boyanmis metal sac | 1345

6 Toprak 5029

7 Zift 1330

8 Tugla 3682

9 Golge 947
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4.2 Destek Vektor Makineleri

Destek Vektor Makineleri (Support Vector Machines, SVM) smiflandirma, 6grenme ve
regresyon problemlerinde sik¢a kullanilan bir yontemdir. Son yillarda hiperspektral

goriintiilerin simiflandirilmasinda en yaygin olarak kullanilan smiflandiricidir (Bazi ve

Melgani 2006).

Multispektral goriintiiler gibi, daha az banda sahip goriintilerde SVM yaninda cok
katmanli algilayicilar, radyal tabanli sinir aglar1 da basariyla kullanilsa da yiliksek boyut
sayisindan dolay1 hiperspektral goriintiilerin siniflandirilmasinda bu yontemler kullanisl

degildir (Demir 2010).

SVM’nin hiperspektral goriintiilerdeki bagsariminin sebepleri, boyut lanetinden daha az
etkilenmesi yani ¢ok boyutlu veriyi daha iyi kullanabilmesidir. Bunun sebebi, dayandig:
en biiyiik sinir prensibidir. Diger 6nemli 6zelligi, karar fonksiyonunun sagladigi seyrek

¢cozlimlerdir (Bazi ve Melgani 2006).

SVM, orijinal olarak ikili bir siniflandiric1 olarak gelistirilmistir (Cortes ve Vapnik
1995). Bu siniflandirict sadece iki sinifi birbirinden ayirir. MATLABda bulunan SVM
fonksiyonu da sadece iki smifi ayirmak icin kullanilabilmektedir. Bu dezavantaji
asabilmek icin birka¢ yontem gelistirilmistir. Bunlardan bazilari, ¢oklu siniflandirmay1
ikili siniflandirma tabanli yaparken, digerleri tiim veri seti i¢in tek bir optimizasyon
problemi kullanirlar (Hsu ve Lin 2002). ikili sinmiflandirma tabanli ¢oklu smniflandirma
yontemine bir 6rnek, N sinifli problemi ¢dzmek i¢in her ikili sinif i¢in bir destek vektor
makinesi yaratmaktir. Yani N sinif i¢in toplam N(N-1)/2 makine olur. Buna “bire kars1
bir” yontemi denir. Bir diger yontem; egitim yapilirken her sinif i¢in, o simifa 1, geri
kalan siniflarin hepsine 0 vermektir. Bu islem, tiim siniflar i¢in tekrarlanir. Bu yonteme

“bire kars1 tamami1” yontemi denir ve toplam N tane makine olur.

Bu calismada, ikiden fazla simif kullanildigi i¢in MATLAB ortaminda gergeklenmis ve
farkli ¢coklu SVM teknigini barindiran 1ibSVM paketinin 3.14 siirimii kullanilmistir
(Chang ve Lin 2011).
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SVM,; Landsat-5 Thematic Mapper goriintiileyicisinin aldig1, arazi ortiisii igeren 6 sinifli
ve 6 bantli Maryland veri seti {lizerinden yapilan c¢alismada, En Biiyiik Olabilirlik
Smiflandirict1 (Maximum Likelihood Classiffier), sinir ag1 siiflandiricilar1 (neural
network classiffiers) ve karar agaci siniflandiricilar1 (decision tree classiffier) ile
karsilagtirillmistir (Huang vd. 2002). Calisma sonucunda multispektral goriintiide en iyi

sonuca sinir agi siniflandiricilart ve SVM ile ulasildigi bulunmustur.

SVM’nin c¢ekirdek fonksiyonu olarak; dogrusal, polinom ya da radyal tabanli bir
fonksiyon secilebilir. Hiperspektral goriintiilerin  smiflandirilmasinda  dogrusal
¢ekirdekli SVM, radyal tabanli SVM, k-komsuluk smiflandiricist ve radyal tabanli
siiflandiricinin karsilastirilmas: Melagni ve Bruzzone tarafindan AVIRIS Indian Pines
veri seti ile 9 mahsiil sinifi tizerinden yapilmis, en iyi sonuglara radyal taban fonksiyon

¢ekirdekli SVM ile ulasildigi goriilmiistiir (Melgani ve Bruzzone 2002).

2004’te yapilan bagka bir c¢aligmada ise bu kez 128 bantli HyMAP goriintiileri
kullanilmis; 128, 6, 3 ve 2 boyuta indirgeme sonrasi siniflandiricilar karsilastirilmistir
(Camps-Valls vd. 2004). Performanslar karsilagtirilan siniflandiricilar dogrusal SVM,
polinom SVM, radyal tabanli SVM, cok katmanli algilayicilar, radyal tabanli sinir
aglaridir. Calisma sonucunda SVM smiflandiricinin en iyi sonuglart verdigi, yliksek
boyutlarda polinom ¢ekirdekli SVM’nin, diisiik boyutlarda ise radyal taban fonksiyonlu

SVM’nin en 1y1 sonuglari verdigi goriilmiuistiir.

4.3 K - En Yakin Komsuluk Simiflandirica

K - En Yakin Komsuluk Siniflandiric1 (k-Nearest Neighbors, KNN) siniflandirma ve
regresyon problemlerinde kullanilan, komsuluk sayisi hari¢ parametrik olmayan bir
yontemdir (Cover ve Hart 1967). Parametrik olmamasi ve basit bir siniflandirict olmasi

sebebiyle siniflandirma alaninda referans olarak kullanilan yontemdir.

Siiflandirilacak veri kiimesinden alinan bir nokta, eldeki egitim verisinde bulunan tim
noktalarla yakinlik agisindan karsilastirilir. Noktalar aras1 yakinligi 6lgmek i¢in en ¢ok
kullanilan metrik Oklid uzaklig1 olsa da Hamming uzakligi, Mahalanobis uzaklig1 gibi

farkli yontemler kullanilabilmektedir. Burada k; metrigin 6l¢iilmesi sonucu bulunacak
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komsuluk sayisini belirtmektedir. Komsuluk sayist 1 alindiginda; en basit yontemle veri
kiimesindeki nokta, egitim kiimesinde en yakin oldugu nokta ile ayn1 sinifa koyulur, bu
En Yakin Komsuluk Smiflandirici olarak adlandirilir. Komsuluk sayisi arttiginda;

smiflandirma sonucu, K sayisinca ¢ikan sonuglara gogunluk oylamasi yapilarak bulunur.

Testler icin MATLAB yaziliminda halihazirda bulunan fonksiyon kullanilmis, k
komsuluk sayisi olarak 1 seg¢ilmistir. Yani, En Yakin Komsuluk siniflandirici olarak
kullanilmistir. Egitim verisi olarak, dogru sekilde karsilastirma yapabilmek amaci ile

SVM’de secilen veri ile ayn1 veri kullanilmistir.

Yapilan ¢aligmalar boyut indirgeme asamasi ve siiflandirma asamasi olarak iki kisma
ayrilabilir. Bolim 3 ile kullanilan boyut indirgeme teknikleri, Bolim 4 ile de
smiflandirma yontemleri ve smiflandirilacak goriintiiler verilmis olup, bir sonraki

boliimde yapilan deneysel caligsmalar anlatilmaktadir.
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5. DENEYSEL CALISMALAR
5.1 Giris

Yapilan caligmalar {i¢c ana test ¢atisinda toplanmistir. Bu testler i¢in kullanilacak boyut
indirgeme yontemleri Bolim 3.2°de, siniflandiricilar Bolim 4.2 ve 4.3’te, kullanilan
veri Bolim 4.1°de anlatilmistir. Ayrica SVM parametre se¢imi Boliim 5.1.1°de, SVM
ve KNN egitimi Bolim 5.1.2°de, hedeflenen boyutun belirlenmesi Boliim 5.1.3’de,

orneklem dig1 yayma fonksiyonu da Boliim 5.1.4°de anlatilmistir.

Siiflandirma bagariminin artirilmast i¢in kullanilan ¢ogunluk oylamasi (majority

voting) yontemleri Boliim 5.1.5 - 5.1.6’da verilmistir.

Boliim 5.2°de bir hiperspektral veri seti ve bu veri setinin bir alt kiimesi i¢in 12 farkl
boyut indirgeme yonteminin SVM smiflandirici ile siniflandirilarak karsilagtirmasi

anlatilmustir.

Boliim 5.3’te iki farkli hiperspektral goriintii i¢in 12 farkli boyut indirgeme yonteminin
SVM ve KNN smiflandirict ile iki farkli ¢ogunluk oylamasi yontemi uygulandiginda

elde edilen siniflandirma bagarimindaki artisi verilmistir.

5.1.1 Destek vektor makineleri parametre se¢imi

Testlerde SVM'nin ¢ekirdek fonksiyonu olarak (5.1) ile gosterilen radyal tabanl
cekirdek fonksiyonu kullanilmistir. Cekirdek fonksiyonu, siniflar arasindaki sinirin

belirlenmesinde biiyiik rol oynamaktadir.
K (x,%1) = e V1% (5.1)

SVM’de kullanilacak parametreler olan C ceza parametresi ve radyal taban fonksiyonu
y parametresi i¢in her yontem igin ayrica testler yapilmis, bu testlerde iki farkli
parametre tarama (grid search) yontemi ile denenerek en iyi sonucu veren parametreler

bulunmustur. Yapilan testlerde her boyut indirgeme ydntemi igin C igin 270 ile 2%
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arasinda vy i¢in de 2" ile 2" arasinda tarama yapilarak parametre degerleri aranmistir.
Sonu¢ olarak her boyut indirgeme testi i¢in 3000 siniflandirma testi yapilmis ve

siniflandirma dogrulugu i¢in evrensel maksimum degerler bulunmustur.

Bulunan parametrelerin bagsarimini dogrulamak adina, k-en yakin komsu simiflandiricisi

k=1 i¢in test yapilmis ve bulunan SVM siniflandirma sonucu ile karsilagtirilmistir.

5.1.2 Siniflandirici egitimi

Testlerde smiflandirict1 olarak Destek Vektor Makineleri ve En Yakin Komsu
Siniflandirict kullanilmigtir. Boyutu, Boliim 5.1.3’de verilen hedef boyuta indirilmis ve
simiflandirmaya hazir verilerin tiim simiflardan rastgele secilen 100°er veri

siniflandiricilarin egitimi i¢in kullanilmstir.

Alinan 100’er veri, AVIRIS Indian Pines i¢in tiim kiimenin % 9,6’s1, ROSIS Pavia

University icin tiim kiimenin % 5,8’idir.

Smiflandiricinin siniflar1 ezberlememesi icin veri sayisi sinirlt ve belli bir limit degerin
altinda olan siniflar calismaya dahil edilmemis, literatiirdeki diger c¢alismalarda
kullanildig1 tizere bu limit deger 400 olarak belirlenmistir. Calismaya dahil edilen

smiflar 4.1.1 ve 4.1.2 boliimlerinde anlatilmistir.

5.1.3 Boyut secimi

Testlerde kullanilan veriler i¢in boyut indirgeme yontemleri ile indirilecek hedef boyut,

Etkin Boyut (Intrinsic/Effective Dimensionality) hesaplanarak yapilmustir.

5.1.3.1 Etkin boyut

Yiiksek boyutlu veriler islenmek i¢in ¢ok biiyiik islem giiciine ihtiya¢ duydugundan, bu
verilerde belli bir yapiya sahip oldugu ve bu yapinin belirli sayida parametre tarafindan
belirlendigi kabul edilmektedir (Fukunaga 1990). Verinin gézlemlenebilen 6zelliklerini

yansitmak i¢in gerekli minimum parametre sayisi Etkin boyut olarak tanimlanmistir
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(Van der Maaten vd. 2009).

Geleneksel olarak etkin boyutu hesaplamak icin kovaryans matrisin &zdeger ve
Ozvektorleri hesaplanip, baskin olan 6zdegerlerin sayis1 alinir ancak bu teknik dogrusal
doniisiime dayandigindan, dogrusal olmayan c¢ok katmanlilardaki (manifold) basarisi
yiiksek degildir. Bu tip ¢ok katmanl veriler i¢cin Etkin Boyut genel olarak En Biiyiik
Olabilirlik Kestirimi yontemi ile hesaplanir (Levina ve Bickel 2004).

Calismada kullanilan goriintii verileri “Indian Pines” ve “Pavia University” ig¢in En
Biiytik Olabilirlik Kestirimi yontemi ile etkin boyut hesaplanmis, her iki veri seti igin

etkin boyut sayisi 9 olarak bulunmustur.

5.1.4 Orneklem dis1 yayma

Orneklem dis1 yayma (Out of sample extension), belli veri noktalari igin gelistirilmis bir
doniistimiin, gelistirme sirasinda kullanilmayan noktalara uygulanmasi ve o veri
noktalarinin da doniistime katilmasi olarak tanimlanabilir. Parametrik doniisiimler igin
cikan parametrelerle, dogrusal doniisiimler i¢in dogrusal esleme uygulanarak bu yeni

noktalar dontisiime katilabilir (Van der Maaten vd. 2009).

Bu c¢alismada, veriyi yiiksek boyuttan diisiik boyuta indirgerken tiim verideki tiim
noktalar yerine her simiftan belli sayida nokta alinarak olusturulan altkiimeyle boyut
indirgeme yapilmig ve sonrasinda drneklem dis1 yayma yontemiyle verinin geri kalanina
uygulanmistir. Altkiime ile yapilan testin basarimi siiflandirma dogrulugu ve siire

olarak Ol¢tilmiistiir.

5.1.5 Tekrarh ¢ogunluk oylamasi

Hiperspektral goriintiilerin boyut indirgenmesi sirasinda, siniflandiricinin egitimi igin
siiflardan rastgele 6rnek alinir. Bu 6rneklerin se¢imi, siniflandirma sonucuna etki eder
(Foody vd. 1995). Bu sebeple yapilan testler tekrar edilmis, her seferinde rastgele
secilen egitim verisi sayesinde farkli sonuglar alinmistir. Test tekrar sayis1 9 olarak

belirlenmis, bu testler sonucu ¢ikan siniflandirma dogrulugu yiizdesi, 9 testin ortalamasi
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alinarak verilmistir.

Tekrarli ¢ogunluk oylamasinda; testlerin sonucunda ¢ikan siniflandirma dogrulugu
degerlerinin ortalamasini almak yerine, tekrar edilen testlerin her birinin sonucunu ayri
ayr ele alip, simiflandirilmis her pikselde tekrar sayisinca c¢ikan goriintiideki degerler

karsilagtirillmis ve en ¢ok bulunan deger, pikselin siniflandirma sonucu olarak

kaydedilmistir.

Bu islemi yapmak i¢in MATLAB’da bulunan “mode” fonksiyonu kullanilir. Bu

fonksiyonun gorevi, bir dizideki en sik bulunan elemani bulmaktir.

o

1111 1111 1

22@ 2122 2123 2122 2122 2123 2

3)3|3 2133 3(3|3 2133 313|3 3133 3 3
Mode([1[1]1]1]1]1]) = [1]

> Mode([1]2]1]1]1]1]) =

» Mode([3]2]3]2]3]3]) =

F
1|1 111)1 1

N
WIN|E=

Sekil 5.1 Tekrarli cogunluk oylamasi

Sekil 5.1 ile verilen 6rnekte bir test 6 kez tekrarlanmis ve 6 sonug¢ bulunmustur. Test
sonuglart farkli ¢ikan pikseller renklerle isaretlenmistir. (1,1)’de yer alan piksel igin
cogunluk oylamasi yapildiginda, tiim veriler 1 oldugunda oylama sonucu 1 olur (yesil
pikseller). (3,1)’de yer alan piksel igin 4 tane 3 sonucuna karsi, 2 tane 2 sonucu vardir
ve ¢ogunluk oylamasi sonucu 3 olur (mavi pikseller). Cogunluk oylamasi sonucu olusan

pikseller C.O. sonucu ile belirtilmistir.

145x145x200’lik “Indian Pines” verisi i¢in 9 test tekrar1 ile 9 adet 145x145’lik
siiflandirma sonucu bulunur ve bu 9 sonug, 145x145x9’luk 3 boyutlu bir matris haline

getirilir.

145x145x9’luk veri ile 3.boyut ilizerinden “mode” fonksiyonu cagirilir ve bdylece
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21025 pikselin her biri i¢in en sik bulunan siniflandirma sonucundan olusan

145x145x1’lik yeni bir siniflandirma sonucu ortaya ¢ikmis olur.

5.1.6 Uzaysal cogunluk oylamasi

Uzaysal ¢cogunluk oylamasi, goriintii iizerinde yer alan bir filtreleme gibi diisiiniilebilir.
Filtrenin uygulanmasi esnasinda; her piksel icin, ilgili pikselin komsularindan
yararlanilir. Ornegin, 3x3’liikk medyan filtrenin piksel ve komsulugundaki 8 pikselin
ortanca elemanini bulmasi gibi, uzaysal cogunluk oylamasinda filtre boyutu i¢indeki

elemanlarin en sik yer alan1 bulunur.
Bu islemi gergeklestirmek i¢in, yine tekrarli ¢ogunluk oylamasinda yapildigr gibi
“mode” fonksiyonu kullanilir. Segilen piksel ve komsulart bir dizi haline getirilerek

mode fonksiyonu ¢agirilir ve fonksiyon ¢iktisi ilgili piksel degeri olarak kaydedilir.

Eger en sik olan birden fazla eleman varsa, bunlarin kiigiik olanini dondiiriir.

1]1]4]4]1][1]1]3[3]3 1]174[4]1]1]3][3[3]3
HD4[4]1[3]3][3][3]3 1]1]4[4]1[3]3]3][3]3
1]1]4]4]3[3]3]3]3]3 1]1]4[4]3[3]3]3][3]3
1[114]4[3[3[3[3]13[1) 111]4[4[3]3][3[3[3]3
1]1]4[4]3[3]3]3]3]1 1]4]4[4]3[3]3]3][3]1
414]4]4[3]2]2[3]1]1 1]4]4l4]2]2]2]3]1]1
212022212 2]1]1]1 212]2]2]2]2]2]1]1]1
2120221212 2]1]1]1 2[2]2[2]2[2]1]1]1]1
2020222 1]1]1]1 20202]2]2]2]1]1]1]1
202122021 [1]1]1]1 2022221 ]1]1]1]1

—>Mode([1]1]3]3[3]3] )= [3]

»Mode([1[1]1]1]2]2]2]2]2]) = [2]

»Mode([1]1]1]1][1]1[4]4]4]) = [1]

Sekil 5.2 Uzaysal ¢cogunluk oylamasi

Sekil 5.2 ile drnek bir uzaysal gogunluk oylamasi 6rnegi verilmistir. Bu oylama (2,2),

(9,6) ve (4,10) pikselleri i¢in ayrintili olarak incelenmistir. Tiim siniflandirma sonucuna
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uygulandiginda degeri degisen pikseller kirmizi ile gdsterilmistir.

5.2 Test 1: Alt Orneklemenin Hiperspektral Boyut indirgemeye Etkisi

Bu testin amaci; boyut indirgeme esnasinda tiim verinin boyutunu indirgemek yerine
verinin belli bir kisinin boyutunu indirgeyip, ¢ikan doniisim modelini tiim veriye
uygulayarak, bunun zaman ve simiflandirma dogrulugu tizerindeki etkisini 6lgmektir. Bu
etkiyi 6lgmek igin; alt 6rnekleme (Sub-sampling) yapmadan ayni islemler yapilmis ve
sonuclar karsilastirilmistir.  Boylelikle, operasyonel bir hiperspektral —goriintii
siiflandiric1 gergeklendigi zaman, daha 6nceden boyut indirgemesi yapilan bir alanin
tekrardan gOriintiisii alindiginda ya da ayni smiflart igeren benzer bir goriintii
alindiginda daha o6nce yapilan boyut indirgeme isleminde elde edilen doniisiim

fonksiyonunun yeni goriintiide kullanilmasi ile ilgili sonuglar elde edilecektir.

Test i¢in “Indian Pines” verisi kullanilmigtir. Calisma kapsaminda kullanilan 12 adet

farkli boyut indirgeme yontemi sunlardir:

- AE

- FA

- FMVU
- 1SO

- LDA

- LPP

- MANC
- MCML
- NCA

- NPE

- PCA

- PPCA

Tekniklerin segimi esnasinda, alt drnekleme sonrasit 6rneklem dis1 yayma fonksiyonu

cagirildigindan, bu fonksiyonu destekleyen teknikler se¢ilmistir.
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5.2.1 Test akisi

Testin genel akis1 sekil 5.3 ile verilmistir.

Orijinal goriintii, iki farkl veri kiimesine ¢evrilir. Bu veri kiimelerine boyut indirgeme
yontemleri uygulanir. Sonra boyutu indirgenmis veri kiimeleri 6rneklem dis1 yayma ile
boyutu indirgenmis goriintiilye doniistiiriiliir. Boyutu indirgenmis goriintiller SVM ile

siniflandirilir ve sonuglar Siiflandirma Haritasi ile karsilastirilir.

5.2.2 Test adimlar

Testin adimlar1 her boyut indirgeme yontemi i¢in ayr1 ayr1 uygulanir:

Sekillerde “n” ile bant/boyut sayis1 ifade edilmektedir. Goriintiiler ve veri kiimeleri, 200
boyutlu veri i¢in mavi, 9 boyutlu veri i¢in turuncu renkle ifade edilmistir. Yine veri

setlerinin lizerinde piksel/veri noktasi sayisi rakam ile belirtilmistir.

1. Siniflandirma Haritasinda yer alan sinif bilgilerine gére goriintii, veri kiimesi haline
getirilir. Simiflandirma Haritasinda, smiflandirilmis ve 400°den fazla Ornegi olan
siniflarin  eleman1 olan veriler aliir, kiiclik smiflarin verileri ve Siniflandirma

Haritasinda belirsiz olarak belirtilip siniflandirilamamis bolgeler ¢ikartilir.
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Orijinal

Goriuntd
|
Alt Orn. Tam Veri
Veri Seti Seti
L Boyut : I
indirgeme
orn.
Dist
Yayma

v L 4

. Boyut Boyut
Indirgenmis indirgenmis
Gorlnti 1 Gorunti 2
SVM

Siniflandirma

|
v 4 4
Siniflandirma Siniflandirma Siniflandirma
Sonucul Sonucu 2 Haritasi

Sekil 5.3 Test akis1, Test 1

Bu islemin sonunda, “Indian Pines” igin her birinin 200 band1 olan 21025 (145x145)
piksellik goriintiiden, her birinin boyut sayis1 200 olan 9345 elemanli veri kiimesine
gecilmis olur. Bu veri kiimesi, “Tam Veri Seti” olarak isimlendirilir. Tiim piksellerin

yer aldigi bu veri seti, sekillerde “Veri Seti (9345)” olarak gosterilmistir (Sekil 5.4).
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n =200

Orijinal Goruintd
145x145

210259

Sekil 5.4 Veri filtresi, Test 1

2. Veri setine alt orneklenme yapmak i¢in, Tam Veri Seti alinarak, her smiftan rastgele
100’er eleman secen bir fonksiyona verilir. Bu fonksiyon, sekillerde “RAND” olarak
belirtilmistir (Sekil 5.5).

n =200 n =200

A.0. Veri

=034 5 90!
Seti (900)

Veri Seti (9345)

Sekil 5.5 Alt 6rnekleme

Bu islem sonucunda 9345 piksellik 200 boyutlu Tam Veri Setinden 900 piksellik 200
boyutlu bir veri kiimesine gecilmis olur. Bu veri kiimesi, “Alt Orneklenmis Veri Seti”

olarak isimlendirilir ve sekillerde “A.O. Veri Seti (900)” olarak gdsterilmistir.

3. Her iki veri kiimesi i¢in boyut indirgeme yontemleri uygulanir. Y6ntem sonucunda,
Tam Veri Seti igin sekil 5.6 ile gosterildigi gibi 9345 elemanli ve 9 boyutlu bir veri seti
ve ilgili doniisiim modeli, Alt Orneklenmis Veri Seti icin sekil 5.7 ile belirtildigi gibi

900 elemanli ve 9 boyutlu veri seti ve doniisiim modeli elde edilir.

n =200 —
_}@

n=9

Boyut
indirgeme

Veri Seti (9345)  p—=0345mp

9345 Veri Seti (9345)

Sekil 5.6 Tam Veri Seti Boyut Indirgeme, Test 1
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Omeklem dis1 yayma yapilacagi icin, elde edilen bu veri setleri testin geri kalaninda

kullanilmaz. Burada amag, doniisiim modellerini elde etmektir.

[

n=9

) Boyut N | A.0. Veri
90 indirgeme 00 Seti (900)

Sekil 5.7 Alt Orneklenmis Veri Seti Boyut indirgeme, Test 1

4. Orneklem Dis1 Yayma icin, elde edilen déniisiim modelleri kullanilir. Bunun igin
Tam Veri Seti ve Alt Orneklenmis Veri Seti i¢in elde edilen doniisiim modelleri, orijinal

goriintiiye uygulanir (Sekil 5.8).

_ Boyut
n =200 I g Model
n=9
. \ Boyut indirgenmis
Orneklem 21025 Goriinti

Orijinal Goériintl - Disi Yayma ’
145x145 2102 145x145

Sekil 5.8 Orneklem dis1 yayma

Islem sonucunda 145x145 piksellik 200 boyutlu goriintiiden 145x145 piksellik 9
boyutlu goriintii elde edilmis olur. Boylelikle testin boyut indirgeme kismi tamamlanir

ve bir boyut indirgenme ydntemi i¢in iki farkli boyutu indirgenmis goriintii elde edilir.

Boyut indirgeme i¢in 3. adimda gecen siire ve orneklem disi yayma i¢in 4. adimda

gegen siire toplanarak boyut indirgeme siiresi olarak not edilir.

5. Smiflandirma asamasinda, boyutu indirgenmis goriintiilerden, 9 smiftan rastgele
100’er ornek secilir ve bu 6rnekler ile SVM egitilerek simiflandirici elde edilir (Sekil
5.9).
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Boyut Indirgenmiy _N=9 .

_ Verl Set SVM VM
Goruntl 2 | 02 Smu! B AN e | — ! >
145x145 : {_(900) | EBitim | Simflandine

Sekil 5.9 SVM Egitim, Test 1

9 smiftan 100’er 6rnek, Siniflandirma Haritasinda karsilastirma yapilacak 9345 6rnegin

%9,6’s1n1 olusturmaktadir.

6. Egitilen siniflandirict ile boyutu indirgenmis goriintii siniflandirilip koordinatlara

oturtularak siniflandirma sonucu olusturulur (Sekil 5.10).

Boyut Indirgenmis | SVM Siuflandirma Sonucy Siniflandirma Haritas:
Gorinti R fr—|
145x145 ‘ Sindiandinic 145x145 ‘ 145x145

Sekil 5.10 Siiflandirma ve karsilastirma, Test 1

7. Smiflandirma sonucu ile Simiflandirma Haritas1 karsilastirilir ve simiflandirma

dogrulugu hesaplanir.

Bu islemler 12 adet boyut indirgeme yontemi i¢in, her birinde 2 farkli veri seti olmak

lizere yapilir ve test tamamlanir.

5.2.3 Test sonuclari

Yapilan testlerin tiimii; hem alt 6rnekleme yapilirken hem de smiflandirici egitilirken
yapilan rastgele 6rnek se¢iminin sonuca etkisini en aza indirmek amaciyla 9 kez tekrar
edilmistir. Siniflandirma dogrulugu bulunurken, yapilan bu 9 testin ortalamasi
almmistir. Yani 12 yontem ve 2 veri seti i¢in 9 tekrardan olusan toplam 216 test

yapilmustir.

Denenen yontemlerde, 200 boyuttan 9 boyuta indirgeme sonrasi, ortaya cikan
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bantlardan ilk 3 tanesi alinarak sirasiyla kirmizi, yesil ve mavi renge atanip RGB olarak
gOsterimi tam veri seti igin sekil 5.11 ile alt 6rneklenmis veri seti igin sekil 5.12 ile
verilmistir. Harf sirasina gore sekillerde asagida belirtilen boyut indirgeme yontemleri

gosterilmektedir

@

(®) ©)

(k)

Sekil 5.11 Tam veri seti, ilk 3 bandinin RGB gdsterimi

a. AE, b. FA, c. FMVU, d. ISO, e. LDA, f. LPP, g. MANC, h. MCML, i. NCA, j. NPE, k. PCA, |. PPCA

Sekil 5.11-5.12 bilgi amaciyla verilmis olup, boyut indirgemenin siniflandirmaya etkisi
ile ilgili kesin bir bilgi vermeyebilir ¢iinkii 9 boyutun sadece 3 tanesinin gosterimi
yapilabilmektedir. Sekillerden de anlasilacag: gibi, tam veri seti ve alt 6rneklenmis veri
seti ile yapilan boyut indirgeme ve Orneklem disi yayma sonrasi olusan goriintiiler

birbirinden farklidir.

50



)

(k)

V)

Sekil 5.12 Alt 6rneklenmis veri seti, ilk 3 bandinin RGB gosterimi

a. AE, b. FA, c. FMVU, d. ISO, e. LDA, f. LPP, g. MANC, h. MCML, i. NCA, j. NPE, k. PCA, |. PPCA

Testler sonras1 her yontem i¢in tam veri seti siniflandirma sonucu , alt 6rneklenmis veri

seti siniflandirma sonucu ve siniflandirma haritast harf sirasina gore su sekillerde

gosterilmistir:

- Sekil 5.13 > AE

- Sekil 5.14 > FA

- Sekil 5.15 - FMVU
- Sekil 5.16 = I1SO

- Sekil 5.17 > LDA

- Sekil 5.18 > LPP

- Sekil 5.19 > MANC
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- Sekil 5.20 > MCML
- Sekil 5.21 > NCA

- Sekil 5.22 > NPE

- Sekil 5.23 > PCA

- Sekil 5.24 > PPCA

Tam Veri

Alt Orneklenmis Veri

Siniflandirma Haritasi

Sekil 5.13 AE siniflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

Siniflandirma Haritasi

Sekil 5.14 FA smiflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

Tl e L

Siniflandirma Haritasi

Sekil 5.15 FMVU siniflandirma sonuglari
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Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.16 1SO simiflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.17 LDA smiflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.18 LPP simiflandirma sonuglari
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Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.19 MANC siniflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.20 MCML siniflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.21 NCA smiflandirma sonuglari
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Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.22 NPE simiflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.23 PCA simiflandirma sonuglari

Tam Veri

Alt Orneklenmis Veri

(b)

Siniflandirma Haritasi

Sekil 5.24 PPCA siniflandirma sonuglari

Testte yer alan yontemlerin dogrusal olma durumu ve egitim sekline gore siralanarak alt

orneklenmis ve tam veri ile verdikleri siniflandirma dogrulugu ve test siiresi ¢izelge 5.1
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ile verilmistir.

Cizelge 5.1 Smiflandirma sonucu, Test 1

Dogrusal Egitim | Yontem |  Smflandirma Dogrulugua Siire b

Olma Sekli Adi . .

Durumu A.O. Tam A.O. Tam

Dogrusal | Ogreticisiz | FA 84,76 85,31 1,55 13,10
LPP 74,27 81,77 0,11 11,68
NPE 74,09 80,30 0,15 11,50
PCA 82,96 82,44 0,07 0,28
PPCA | 8245 81,98 4,36 43,58

Opgreticili |LDA 77,26 86,90 0,04 0,09

MCML | 73,87 74,24 130,03 18796,24
NCA 77,12 84,59 323,23| 38052,02

Dogrusal | Ogreticisiz | AE 70,57 76,31 5,50 57,28

olmayan FMVU | 60,85 65,45 107,55 576,00
1ISO 66,39 69,99 34,29  1396,43
MANC | 77,44 75,54 1,41 14,83

a%,bs

Testlerde smiflandirma performansi yoniinden dogrusal yontemler daha iyi sonuglar
vermigstir. Siire yoniinden de Mahalanobis uzakligin1 kullanmayan dogrusal yontemlerin

daha iyi sonuglar verdigi goriilmiistiir (Kozal vd. 2013a).

Alt 6rneklenmis veri kiimesi ile yapilan testlerde, beklendigi gibi boyut indirgeme
siireleri yoniinden tiim yontemler i¢in daha iyi sonuglar vermistir. Siniflandirma
dogrulugu olarak bakildiginda, dogrusal egiticisiz yontemler olan LPP, NPE gibi
yontemler i¢in %5 civart bir diisiis olmus, PCA, FA, PPCA ise fazla etkilenmemistir.
Ogreticili yontemler ise, egitim verisi sayist %10 civarina diismesinden dolay:
performans diislisii gostermislerdir. Dogrusal olmayan yontemler ise MANC harig
dogrusal yontemlerden daha fazla etkilenmislerdir. MANC ise PCA ve PPCA ile
birlikte, diger yontemlerin tamamindan farkli bir sekilde daha az veri ile performansini

artirmustir (Kozal vd. 2013b).
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5.3 Test 2: Cogunluk Oylamasiyla Siniflandirma Basariminin Artirimi

Bu calismanin amaci; hiperspektral goriintiilerin boyut indirgenerek Destek Vektor
Makineleri tarafindan siniflandirilmasi ile elde edilen sonuglarin basarimini ¢ogunluk
oylamasi yontemlerini kullanarak arttirmak, c¢ikan sonuglart En Yakin Komsuluk

siiflandirict ile karsilastirmaktir.

Bu testte, 5.2 bolumiinde anlatilan testten farkli olarak:

- Smiflandirmada kullanilmayacak bolgeler icin, boyut indirgeme sonrasi goriintii
orneklem dis1 yayma fonksiyonu ile tekrar olusturulmamig, bunun yerine
siiflandirma haritast da veri kiimesi haline getirilmis ve goriintiiler degil veri
kiimeleri karsilagtirilmistir. Bu sayede 6rneklem dis1 yayma fonksiyonu olmayan

boyut indirgeme yontemleri de kullanilabilmistir.

- Smiflandirici olarak SVM yaninda KNN de kullanilmastir.

- Smiflandiricilar egitilirken, rastgele se¢im adiminda segilen 100’er 6rnekte ayni

ornek veri noktasinin alinmasi engellenmistir.

- Testler hem “Indian Pines” hem de “Pavia University” goriintiileri igin

yapilmistir.

Ilk ¢alismada, alt 6rnekleme asamasmin gerektirdigi bir zorunluluk olarak, sadece
orneklem dis1 yayma yapilabilen boyut indirgeme yontemleri kullanilabilirken, bu
calisgmada boyle bir kisit bulunmadigindan birgok yontem denenmis, siniflandirma
basarimi yiiksek yontemler secilerek kullanilmistir. Bu, daha fazla dogrusal olmayan
yontemin kullanimina olanak saglamistir. Ayrica siire olarak kotii sonuglar vermis olan

yontemler elenmistir.

Caligsma kapsaminda kullanilan 12 adet farkli boyut indirgeme yontemi sunlardir:

- AE
- DIF

57



- FMVU
- 1SO

- LDA

- LPP

- MANC
- NPE

- PCA

- PPCA
- SPE

Boyut indirgeme sonrasi1 6rneklem dis1 yayma fonksiyonu kullanmama karar1 alinsa da
LDA igin ilgili fonksiyon kullanilmistir ¢linkii kullanilan diger yontemlerden farkli
olarak LDA 06greticili bir yontemdir. Diger yontemlerde tiim veri girdi olarak verilirken,
LDA’de hem tiim veri, hem de tiim smif bilgileri veri olarak girmesi gerekir. Bunun
yerine LDA i¢in simiflandirict e8itimi sirasinda kullanilan verinin aynisi kullanilmistir.

Boylece ek bir veri girisine gerek kalmamustir.

5.3.1 Test akisi

Testin genel akis sekil 5.25’te verilmistir.

Orijinal goriintiiden Siniflandirma Haritasi ele alinarak veri seti ¢ikartilir. Bu veri seti,
boyut indirgeme yontemi ile goriintiiniin etkin boyutuna indirgenir. Boyutu indirgenen
veri seti, KNN ve SVM smiflandirici ile smiflandirilir. Elde edilen siniflandirma
sonucu, tekrarli cogunluk oylamasi ve uzaysal c¢ogunluk oylamasi asamalarindan

gecirilerek bunlarin siniflandirma dogruluguna etkisi gozlemlenir.

58



Orijinal
Goruntu
Veri Seti
Boyut
indirgeme
Veri Seti
\ 4 \ 4
SVM KNN
Siniflandirma Siniflandirma
| |
Siniflandirma
Sonucu
|
v v v
Sl ST Siniflandirma
Oylamasi Oylamasi .
Haritasl
Tekrarli Uzamsal

Sekil 5.25 Test akisi, Test 2

5.3.2 Test adimlari

Testin detayli adimlart ise ilerleyen maddelerde verilmistir. Her boyut indirgeme

yontemi i¢in adimlar ayr1 ayr1 uygulanir:
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Omeklem dis1 yayma yapilmayacagindan, verilerin 145x145’lik goriintiiler haline
getirilmesine gerek yoktur. Bu yiizden hem Siniflandirma Haritasi, hem de test akisinda

veriler hep veri kiimesi halinde kullanilmstir.

1. Smiflandirma haritasina veri filtresi uygulanir ve 400’den fazla 6rnegi olan siniflarin
eleman1 olan veriler alir, kiicik smiflarin verileri ile belirsiz olarak belirtilip
siiflandirilamamig bolgeler ¢ikartilir. Siniflandirma haritast bir veri kiimesi haline

getirilir (Sekil 5.26).

Siniflandirma Haritasi »| Veri < Siniflandirma Haritasi
145x145 "| Filtresi = > (9345)
=
o

Sekil 5.26 Siniflandirma Haritasina veri filtresi uygulamasi

2. Orijinal gorlintitye de veri filtresi uygulanir ve goriintii veri seti haline getirilir.
Ardindan bu veri setine boyut indirgeme yontemleri uygulanir. Yontem sonucunda,

sekil 5.27 ile gosterildigi gibi 9345 elemanli ve 9 boyutlu bir veri seti elde edilir.

n =200

n=9

ey (9345 l Veri Seti (9345)
Indirgeme

Orijinal Goruntu

145x145 21023

Sekil 5.27 Boyut indirgeme, Test 2

3. Smniflandirma asamasinda, boyutu indirgenmis goriintiilerden 9 siniftan rastgele
100’er oOrnek segilir ve bu Ornekler ile Destek Vektorii Makineleri egitilerek

smiflandirici elde edilir (Sekil 5.28).
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n=9 n=9

7 3 . Veri Seti SVM | SVM
Verl 4 SEREL o o —| ) — >
i SeN (V04N BAND (%00} | Egitm Suflandinct

Sekil 5.28 SVM Egitim, Test 2

9 smiftan 100 6rnek, Siiflandirma Haritasinda Indian Pines i¢in karsilastirma yapilacak

9345 drnegin %9,6’sin1 olusturmaktadir. Pavia University i¢in bu oran % 5,8dir.

4. Egitilen siniflandirict ile veri kiimesi siiflandirilir, siniflandirma sonucu elde edilir

(Sekil 5.29).

n=9

D = SVM | SVM Siniflandirma
l St 71 simflandirici 5 Sonucu (9345)

Sekil 5.29 Smiflandirma, Test 2

5. KNN i¢in smiflandirma asamasinda, boyutu indirgenmis goriintiilerden 9 siniftan
rastgele 100’er ornek secilir ve bu 6rnekler KNN siiflandiriciya egitim verisi olarak
verilir. Ardindan tiim veri smiflandiricitya sokularak egitim kiimesindeki en yakin

komsu bulunur ve veri siniflandirilir (Sekil 5.30).

n=9 Z n=9
S - !
, 1 = Veri Sett | KNN KNN Siniftandirma
Veri Seti (9345) e 345 RAND . o | {900} Sinflanding Sonucu (9345)

£345

Sekil 5.30 KNN Egitim, Test 2

3, 4 ve 5. adimlar 9 kez tekrar edilerek, RAND isleminin etkisi azaltilir. Ayrica tekrarl
cogunluk oylamasi i¢in birden fazla sonuca ihtiya¢ duyuldugundan, bu sekilde gerekli

veri seti elde edilir.
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5. Testin aywrt edici kismi olan ¢ogunluk oylamasi bu adimda yapilir. Cogunluk

oylamas1 kismi birden fazla asamada yapilir. Bu agamalar sekil 5.31 ile gosterilmistir.

Siniflandirma Sonucu (9345)

| 1 | 1
Cogunluk Oylamasi Cogunluk Oylamasi
Tekrarh Uzaysal
i i
Cogunluk Oylamasi Cogunluk Oylamasi
Uzaysal Tekrarh
I I

| I I v Y
\ 4 \ 4 v 4 4

Siniflandirma Haritasi (9345)

Sekil 5.31 Cogunluk oylamasi uygulamalar
Her boyut indirgeme yontemine ait siniflandirma sonucu i¢in:

I.  Tekrar edilen 9 testin siniflandirma sonuglar1 alinir.
Il. 9 siniflandirma sonucuna tekrarli gogunluk oylamasi yapilir. (ilk asama)
I1l.  1I’de elde edilen sonuca uzaysal ¢ogunluk oylamasina yapilir. (ikinci agsama)
IV. 9 smiflandirma sonucuna uzaysal ¢cogunluk oylamasi yapilir. (ilk asama)

V. IV’de elde edilen sonuca tekrarli cogunluk oylamasi yapilir (ikinci agsama)

I. adiminda smiflandirma sonucu elde edildikten sonra II. ve IV. adimda yapilan
islemler direkt olarak I. adimdan sonra oldugu i¢in ilk asama islemler olarak
adlandirtlir. Tk asama islemlere III. ve V. adimda yapilan ikini islemler de ikinci asama

islemler olarak adlandirilir.

Bu testler sonunda; tekrarli ¢cogunluk oylamasinin yapisi geregi, elde edilen test tekrar
sayisinca sonug tek bir sonuca doniisiir. Dolayisi ile tekrarli cogunluk oylamasi yapilan
adimlarda (I1. 11l. V.) tek bir siiflandirma sonucu elde edilirken, diger adimlarda (I.
IV.) test tekrar1 kadar yani 9 adet sonug elde edilir. Boylelikle her boyut indirgeme

yontemi i¢in 21 tane siiflandirma sonucu elde edilmis olur.
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6. Siniflandirma sonuglart ile Siiflandirma Haritas1 karsilagtirilir ve siniflandirma

dogrulugu hesaplanir.

Bu islemler 12 adet boyut indirgeme yontemi igin tekrarlanir. Boyut indirgeme
kisminda herhangi bir rastgele se¢im fonksiyonu olmadigi i¢in, bu adimlar birer kez

yapilirken, siniflandirma kismi1 9 kez tekrar edilir.

5.3.3 Test sonuclar1

Yapilan testler; tekrarli cogunluk oylamasi i¢in veri olusturmak amaciyla 9 kez tekrar
edilmistir. Tekrarli ¢ogunluk oylamasi igermeyen adimlarda smiflandirma dogrulugu
yapilan 9 testin ortalamasi olarak verilmistir. 12 yontem ve 2 farkli hiperspektral

goriintli i¢in 9 tekrardan olusan toplam 216 test yapilmistir.

I.  Tekrar edilen 9 testin ortalamasinin siiflandirma sonuglarini
Il. 9 smiflandirma sonucuna yapilan ilk asama tekrarli cogunluk oylamasini
[1l.  [Il. adimda elde edilen sonuca yapilan ikinci asama uzaysal ¢ogunluk oylamasini
IV. 9 siniflandirma sonucuna yapilan ilk asama uzaysal ¢ogunluk oylamasini

V. IV.adimda elde edilen sonuca yapilan ikinci agama tekrarli cogunluk oylamasini
temsil eder.

Testler sonras1 her yontem i¢in SVM ile siniflandirildiktan sonra tekrarli ¢cogunluk

oylamasi uygulanmis siniflandirma sonuglari (1) ve Simiflandirma Haritas1

(@) Indian Pines tekrarli gogunluk oylamasi siniflandirma sonucu
(b) Indian Pines Siniflandirma Haritas1
(c) Pavia University tekrarli ¢ogunluk oylamasi siniflandirma sonucu

(d) Pavia University Siniflandirma Haritas1

olmak tizere alfabetik siraya gore su sekillerde gosterilmistir:

- Sekil 5.32 > AE
- Sekil 5.33 > DIF
- Sekil 5.34 > FA
- Sekil 5.35 > FMVU
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Sekil 5.36 > 1SO
Sekil 5.37 > LDA
Sekil 5.38 > LPP
Sekil 5.39 > MANC
Sekil 5.40 > NPE
Sekil 5.41 > PCA
Sekil 5.42 > PPCA
Sekil 5.43 > SPE

(b)

(d)

Sekil 5.32 AE siniflandirma sonuglari
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(b)

(d)

Sekil 5.33 DIF siniflandirma sonuglari

(b)

(d)

Sekil 5.34 FA smiflandirma sonuglari
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(b)

(d)

Sekil 5.35 FMVU siniflandirma sonuglari

(b)

(d)

Sekil 5.36 1SO siniflandirma sonuglari
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(b)

(d)

Sekil 5.37 LDA siniflandirma sonuglari

(b)

(d)

Sekil 5.38 LPP siniflandirma sonuglari
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(b)

(d)

Sekil 5.39 MANC smiflandirma sonuglari

(b)

(d)

Sekil 5.40 NPE simiflandirma sonuglari
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(b)

(d)

Sekil 5.41 PCA siniflandirma sonuglari

(b)

(d)

Sekil 5.42 PPCA siniflandirma sonuglari
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(b)

(d)

Sekil 5.43 SPE smiflandirma sonuglart

Yontemlerden bir tanesi olan Faktér Analizi i¢in Indian Pines verisi kullanilarak,

cogunluk oylamalari ile elde edilen degerler 6rnek olarak ¢izelge 5.2 ile verilmistir.

Cizelge 5.2 Faktor Analizi i¢in siniflandirma dogruluklari

Smiflandirma Dogrulugu ®

| 1 Il v Vv
1.Test 86,41 - - 91,74 -
2.Test 84,69 - - 89,80 -
3.Test 85,18 - - 91,28 -
4. Test 85,26 - - 91,26 -
5.Test 85,78 - - 91,71 -
6.Test 84,97 - - 91,08 -
7.Test 84,03 - - 89,36 -
8.Test 84,22 - - 89,87 -
9.Test 84,99 - - 91,11 -
Sonug 85,06 88,03 92,78 90,80 93,68

a%
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Cizelge, testlerin siniflandirma dogrulugundan olusmaktadir. I. ve IV. adimdaki
yontemler i¢in 9 adet testin sonucu ve en alt satirda da bu degerlerin ortalamasi
verilirken 1. 1ll. ve V. adimdaki yontemlerde tekrarli ¢ogunluk oylamasi

kullanildigindan tek bir sonug vardir ve en alt satirda sonug degerleri verilmistir.

Cizelge 5.2 ile dogrulugu verilen siniflandirma sonuglart sekil 5.44 ile gosterilmistir.

Sekilde I ve IV yontemler i¢in 9 testten Test 1’in siniflandirma sonuglar1 verilmistir.

a) Yontem | %86.41 b) Yontem Il %88.03 c) Yontem Il %92.78

d) Yontem IV %91.74 e) Yontem V.  %93.68 f) Sinflandirma Haritasi

Sekil 5.44 Faktor Analizi i¢in siniflandirma sonuglari

a. I 1.Test, b. I, c. III, d. IV 1.Test, e. V, f. Smiflandirma haritas1

Indian Pines verisi ile tim boyut indirgeme yontemleri ve tiim g¢ogunluk oylamasi
yontemleri kullanilarak SVM smiflandirici ile elde edilen test sonuglar ¢izelge 5.3’te
KNN siniflandirici ile elde edilen test sonuglari ¢izelge 5.4°te verilmistir. Benzer sekilde

Pavia University verisi i¢in SVM siniflandirict kullanilarak alinan test sonuclari ¢izelge

71



5.5, KNN siniflandirici kullanilarak alinan sonuglar ¢izelge 5.6 ile verilmistir.

Cizelge 5.3 Indian Pines verisi i¢in SVM c¢ogunluk oylamasi test sonuglari

Siniflandirma Dogrulugu ®
| 1 Il v Vv
AE 74,15 81,97 88,61 82,37 88,87
DIF 80,24 84,98 91,14 87,9 91,57
FA 85,06 88,03 92,78 90,8 93,68
FMVU 66,17 70,04 75,69 72,94 75,98
ISO 71,51 75,06 80,28 78,61 81,48
LDA 76,05 84,67 87,27 91,81 92,45
LPP 86,97 89,60 94,03 92,14 93,94
MANC 75,46 77,56 83,03 81,59 83,56
NPE 87,62 90,90 94,98 93,08 95,41
PCA 82,38 86,33 92,28 89,51 92,57
PPCA 82,26 84,99 90,13 88,21 90,12
SPE 81,30 85,96 91,54 88,73 92,15

a%

Cizelge 5.4 Indian Pines verisi i¢in KNN ¢ogunluk oylamasi test sonuglari

Smiflandirma Dogrulugu ®
| 1 i v Vv

AE 62,32 69,89 78,90 73,69 80,76
DIF 73,17 79,96 87,33 83,17 88,85
FA 68,81 76,44 84,19 80,49 85,89
FMVU 62,76 69,13 78,13 74,34 79,98
1ISO 69,66 75,49 83,15 79,8 84,32
LDA 75,14 84,37 86,85 91,67 92,08
LPP 84,41 89,34 94,56 91,85 95,25
MANC 69,40 79,37 86,9 81,85 87,68
NPE 85,28 89,81 95,16 92,20 95,52
PCA 74,31 81,67 88,62 85,08 90,18
PPCA 75,61 82,33 88,97 86,12 90,60
SPE 75,23 82,75 89,55 85,56 90,49
Yiiksek

Boyut 75,29

a%
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Cizelge 5.5 Pavia University verisi igcin SVM ¢ogunluk oylamasi test sonuglari

Siiflandirma Dogrulugu a
I 1 i v \%
AE 91,28 93,61 97,47 96,45 97,59
DIF 90,96 93,51 97,53 96,30 97,36
FA 93,31 95,19 98,50 97,64 98,69
FMVU 88,61 89,41 94,69 94,42 94,72
ISO 89,18 90,90 95,20 94,40 95,20
LDA 90,46 94,46 97,28 98,60 98,60
LPP 94,24 95,68 98,85 98,27 99,03
MANC 90,79 93,63 98,40 97,11 98,52
NPE 94,29 95,75 99,16 98,48 99,21
PCA 92,70 93,58 97,58 96,93 97,59
PPCA 92,85 94,59 97,99 97,37 98,23
SPE 92,47 94,11 97,71 97,10 97,79

a%

Cizelge 5.6 Pavia University verisi icin KNN ¢ogunluk oylamasi test sonuglari

Smiflandirma Dogrulugu ®
| 1 1l v Vv

AE 87,38 90,18 95,02 94,03 95,48
DIF 86,11 88,85 94,16 93,16 94,77
FA 87,94 90,66 95,04 94,14 95,67
FMVU 85,97 89,39 94,88 93,94 95,39
ISO 88,52 90,25 94,94 94,63 95,53
LDA 88,49 93,45 96,39 97,61 98,15
LPP 88,13 92,02 97,97 96,24 98,28
MANC 78,71 85,71 94,08 89,93 94,71
NPE 85,70 89,86 96,58 94,79 96,81
PCA 89,43 92,12 95,32 95,98 96,23
PPCA 89,46 91,77 95,20 94,82 95,63
SPE 89,97 92,16 95,98 95,53 96,31
Yiksek

Boyut 89,99

a%

Cizelge 5.4, 5.6 ile verilen KNN smiflandirma sonuglari igin, en alt satirda ‘Yiiksek

Boyut’ ile boyut indirgeme yapmadan yapilan siniflandirma sonuglar1 verilmistir.
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Cizelge 5.7 ile 12 yontem icin her iki goriintii verisini kullanarak ve SVM ile
smiflandirarak yapilan testlerin siireleri verilmistir. Test 1°den farkli olarak boyut
indirgeme siiresinin yaninda, siniflandirma siireleri de toplam siireye dahil edilmistir.

Bu siire icerisinde testlerin 9 kez tekrar edilmesi i¢in gecen zaman da dahildir.

Cizelge 5.7 Boyut indirgeme yontem siirelerinin karsilastirilmasi

Test Siiresi *
Indian Pines Pavia University
AE 791,87 469,21
DIF 3269,11 6434,92
FA 138,35 66,40
FMVU 3025,62 2448,82
ISO 9904,13 1489,73
LDA 3,08 6,46
LPP 115,00 117,74
MANC 99,56 73,64
NPE 104,29 117,79
PCA 10,66 8,00
PPCA 386,87 422,02
SPE 20223,29 36131,14

as

Cizelgede dogrusal boyut indirgeme teknikleri, dogrusal olmayanlara gére ¢ok daha
kisa siirede tamamlanabildigi gozlemlenmektedir. Dogrusal olmayan tekniklerden

yalniz MANC siire olarak dogrusal tekniklere yakin basarim gosterebilmistir.

5.4 Test 3: Hughes Olgusunun Yontemler Uzerindeki Etkisi

Bu caligmanin amaci; Hughes olgusunun yontemler iizerindeki etkisini arastirmaktir.
Boliim 3.1°de anlatildig1 gibi Hughes olgusu, az sayidaki egitim verisi ile ¢ok sayidaki
Ozniteligin siiflandirmast ve sonu¢ olarak da smirli sayidaki veri ile boyut arttikca

smiflandirma dogrulugunun diismesidir (Landgrebe 2003).

Yiiksek boyutun sebep olacagi siniflandirma basarimindaki diisiisiin, farkli boyut

indirgeme yontemleri ile veriyi azaltarak oniline gecebilmek, ¢ok daha az veri ile daha
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yiikksek siniflandirma basarimi elde etmek amaglanmigtir. Siniflandirict olarak KNN
siiflandirict kullanilmigtir. Bunun sebebi, KNN’in parametrik olmayan bir yontem

olmasi, veriye gore ayar gerektiren parametreleri bulunmamasindan kaynaklanmaktadir.

Test sonunda; farkli yontemlerle boyutu indirgenen verilerin bir kisminin, boyutu
indirgenmemis veri ile elde edilen smiflandirma dogrulugundan daha yiiksek

siniflandirma dogruluguna ulasilmasi beklenmektedir.

Calismada kullanilan verilerde Boliim 4.1°de anlatildigi gibi Indian Pines verisi igin
200, Pavia University i¢in 103 bant bulunmaktadir. Verilerin boyutu 9’a
indirgendiginde ise boyutu indirgenmemis veriye gore Indian Pines i¢in %4,5, Pavia

University i¢in %8,7’si kullanilmis olacaktir.

Bu testte, Bolim 5.3’te anlatilan testten farkli olarak:

- Her test sirasinda rastgele veri segmek yerine en basta 10 farkli rastgele veri
kiimesi olusturulmus ve tiim yontemler i¢in ayn1 veriler kullanilmistir.

- Smiflandirict olarak sadece KNN kullanilmistir.
- Ogreticili ydntemler kullanilmamustir.

Testin ayrit edici kismi olarak, 103 ve 200 6znitelikli (boyutlu) veriyi siniflandirirken
sinif basina 100’er veri noktasinin yaninda 50’ser ve 10’ar 0rnek de egitim icin
kullanilacak ve ornek sayisi diistiikkge daha fazla yontemin boyut indirgemeden yapilan

veriye gore yiiksek performans vermesi beklenecektir.

5.4.1 Test akisi

Test akis1 olarak, Boliim 5.2°de anlatilan testtin KNN’le yapilan kisminin birebir aynisi
kullanilacak, farkli olarak test sonunda herhangi bir ¢ogunluk oylamasi islemi
yapilmayacaktir. Ayrica boyut indirgeme yontemlerinin yaninda boyut indirgemesiz bir
test de yapilacak ve elde edilen sonuclar karsilastirilacaktir. Testler 100’er, 50’ser ve
10’ar 6rnekli KNN egitimi i¢in tekrarlanacaktir. Test akis1 sekil 5.45 ile gosterilmistir.
Diger sekillerde oldugu gibi mavi renk fazla 6znitelikli veriyi (200 boyut, 103 boyut),
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turuncu renk diisiik 6znitelikli veriyi (9 boyut), beyaz renk de siniflandirma sonucunu

temsil etmektedir.

Orijinal
Gorinta

.

Veri Seti

!

Boyut
indirgeme

!

Veri Seti

| |

KNN KNN

Siniflandirma

Siniflandirma

}

!

v

Siniflandirma
Sonucu

Siniflandirma
Sonucu

Siniflandirma
Haritasi

Sekil 5.45 Test akisi, Test 3

Test, her boyut indirgeme yontemi i¢in, 10 boyut indirgeme tekrar1 ve 10 farkli
simiflandirict egitimi yapacak rastgele veri olmak iizere 100 kez tekrar edilmis ve bir
veri sayisi i¢in sonug elde edilmistir. 3 farkli veri sayisi icin testler ayrica tekrar edilmis,
boyut indirgemeden yapilan simiflandirma i¢in de yine 10 rastgele veri seti

kullanilmistir.
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5.4.2 Test adimlar:

Testin detayli adimlar1 ise ilerleyen maddelerde verilmistir. Her boyut indirgeme

yontemi i¢in adimlar ayr1 ayr1 uygulanir:

1. Siniflandirma haritasina veri filtresi uygulanir ve 400°den fazla 6rnegi olan siniflarin
eleman1 olan veriler alir, kiicik smiflarin verileri ile belirsiz olarak belirtilip
siniflandirilamamig bolgeler cikartilir. Smiflandirma haritast bir veri kiimesi haline

getirilir (Sekil 5.46).

Siniflandirma Haritasi N U Siniflandirma Haritasi
145x145 | Filtresi (9345)
-

o

Sekil 5.46 Siniflandirma Haritasina veri filtresi uygulamasi Test 3

2. Orijinal goriintiiye de veri filtresi uygulanir ve goriintii veri seti haline getirilir.
Ardindan bu veri setine boyut indirgeme yontemleri uygulanir. Yontem sonucunda,
sekil 5.47 ile gosterildigi gibi 9345 elemanli ve 9 boyutlu bir veri seti elde edilir. Bu
islem her yontem i¢in 10 kez tekrar edilir. Yiiksek boyutlu veri i¢in ise boyut indirgeme

asamas1 uygulanmaz.

n =200

n=9
- S
q 0345
145x145 indirgeme i Veri Seti (9345)

p=21025

Sekil 5.47 Boyut Indirgeme, Test 3

3. Simiflandirma asamasindan Once her smiftan 100’er, 50’ser ve 10’ar Ornekli veri
indisi 10kez secilir ve tiim siniflandirmalar i¢in bu veri kiimesi kullanilir (Sekil 5.48).
Burada verilerin kendilerinin degil indislerinin saklanmasimin sebebi, her boyut

indirgeme yontemi icin ilgili pikselin farkli 6znitelikleri olmasi, boyut indirgemesiz
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durumda da 9 degil daha yiiksek boyut icermesidir.

n =200
L Rastgele veri indisi
Orijinal Gorlntu 9345 900/450 /90 mumip| x10
145x145 (900/450/90)

Sekil 5.48 Rastgele veri kiimesi olusturma

4. KNN i¢in smiflandirma asamasinda, boyutu indirgenmis goriintiilerden 9 siniftan

rastgele segilen indisler i¢in veriler alinarak siniflandirma yapilir, (Sekil 5.49).

n=9

— | Verrset] .
N4 —~ | R KNN ‘ | KNN Seniftandirma
Wasen N e RAND i “ 4‘;)?;{» | 7 Simflandiric I | Sonucu (9345)

9345

Sekil 5.49 Siniflandirict Egitimi, boyutu indirgenmis veri

Hughes olgusuna gore, yontemlerin hiperspektral veriler {izerindeki tesirini arastirmak
icin 4. Adim boyut indirgenmemis veri iizerinden 10, 50 ve 100’er Ornek igin
tekrarlanir, (Sekil 5.50).

5. Smiflandirma sonuglar1 ile Siiflandirma Haritas1 karsilastirilir ve smiflandirma

dogrulugu hesaplanir.
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n =200

U“’“QJH & i

Il VeriSeti{93as) =2345~P1 RAND

|1 VeriSeti
—pr {500/ L+
450790) |

= [
KNN [ KNN Siniflandirma
Sanaflandimic) | Sonucy (3345)

3345

Sekil 5.50 Siniflandirict Egitimi, boyutu indirgenmemis veri

5.4.3 Test sonuclar1

Yapilan testlerde her bir boyut indirgeme icin, boyut indirgeme yontemi 10 kez
uygulanmis ve bunlarin her biri 10 farkli rastgele veri kiimesi ile denenmistir. Boylece
her bir test 100 kez tekrar edilmis olur. Ayrica farkli egitici nokta sayisi (100, 50, 10)

icin testler 3 kez yinelenmistir.

Cizelge 5.8 Indian Pines verisi i¢in KNN ¢ogunluk oylamasi test sonuglari

Smiflandirma Dogrulugu ®
Indian Pines Pavia University
100 50 10 100 50 10
AE 6144 | 56,92 47,51 88,15 86,28 79,83
DIF 7280 | 6828 | 5833 | 8642 | 8487 | 7912
FA 69,02 63,33 50,54 88,62 86,84 80,95
FMVU 62,42 57,57 4573 86,37 82,91 72,24
ISO 70,17 65,79 55,81 88,52 86,53 82,28
LPP 84,59 81,31 70,92 88,05 85,91 78,47
MANC 69,55 65,41 56,49 79,52 75,38 67,37
NPE 85,49 82,04 71,34 86,10 83,40 75,47
PCA 74,75 69,32 55,89 89,68 87,72 81,18
PPCA 75,26 70,20 58,54 89,81 88,04 82,15
SPE 75,51 69,97 56,46 90,00 87,95 81,41
E%fgtemesiz 75,76 | 70,05 56,32 90,02 87,98 81,35

a%

Cizelge 5.8°de test sonuglart verilmistir. Her test yiiz kez yinelendiginden, sonuglar
ortalama olarak gosterilmistir. En alt satirda boyut indirgeme yapilmadan siniflandirilan

veriler i¢in sonu¢ verilmistir. Boyut indirgeme yapilmadan alinan sonuglardan daha

79



yiiksek olan sonuclar kalin yazi tipi ile belirtilmistir.

Buna gore, piksel basina daha fazla 6znitelik iceren Indian Pines verisinde Hughes
etkisi daha agikga goriilmiis, daha fazla yontem boyut indirgemeden yapilan testten
basarili olmustur. Yine beklendigi gibi 6znitelik basina diisen 6rnek sayis1t 100°’den 50

ve 10’a azaltildik¢a Hughes etkisi daha fazla yontem icin kendisini gostermistir.
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6. DEGERLENDIRME

Bu tezde hiperspektral verilerin siniflandirilmasinda boyut indirgeme yoOntemlerinin
etkisi arastirilmistir. Hiperspektral verilerin yliksek boyutlu olmalarindan dolay1 kisith
sayidaki Ornek ile siniflandirildiginda Hughes olgusu ile tanimlanan siniflandirma

sorununa sebep olmaktadir. Ayrica yiiksek boyut hesaplama zamanlarini arttirmaktadir.

Bir hiperspektral goriintiileme sisteminde, 6rnek veriler kullanilarak elde edilen
uzaylarin, tiim veriye uygulanmasinin etkisi uzay ornekleme ile test edilmistir. Diger bir
ifade ile tiim veriden secilen alt 6rneklenmis kiime ile boyut indirgeme doniisiim
fonksiyonu elde edilmis ve bu tiim veriye uygulanmistir. Gergek bir goriintiileme
sisteminde 6rnek test verileri kisitli olacagi i¢in yapilan ¢alismada boyle bir durumda
hangi yontemlerin siniflandirma sonucuna daha az etki yapacagi arastirilmistir. Bu
sayede benzer smiflara ait goriintiiler alindiginda ya da bir yerin farkli zamanlarda
gorlintlileri alindiginda, boyut indirgeme asamasi bir kez uygulanarak elde edilen

dontisiim fonksiyonunun diger goriintiilere uygulanabilirligi incelenmistir.

Alt ornek ve tam veri seti kullaniminin karsilastirilmasi sonuglart ¢izelge 5.1 ile
verilmektedir. Ogreticisiz ve dogrusal Faktdr Analizi yontemi hem tam veri seti hem de
alt 6rneklenmis veri seti ile yiiksek siniflandirma performansini elde etmistir. Yine
Ogreticisiz dogrusal yontemler olan PCA ve PPCA yontemleri yiiksek sonuglar elde
etmigtir. Siniflandirma dogrulugu sonuglar1 grafiksel olarak sekil 6.1 ile de

gosterilmistir.

Ogreticili yontemler igin ayr1 bir parantez agmak gerekir. Ogreticili yontemlerde alt
orneklenmis veri seti i¢in bir deney yapmak uygundur. Ancak tam veri seti ile yapilan
deneyde tiim noktalar i¢in sinif bilgilerinin en basta bilinmesi ve boyut indirgeme
yontemine uygulanmasi, ger¢ek hayatta karsilagilmasi miimkiin olmayan bir durumdur.
Bu yontemleri kullanabilmek i¢in biitiin pikseller i¢in siniflandirma sonucunun elde
olmasi gerekir ki bu asamadan sonra tekrar siiflandirmaya ihtiya¢ duyulmayacag icin
tiim veri kiimesi kullanarak 6greticili yontemler ile test yapmak siniflandirma agisindan
yaniltict sonuglar verebilir. Zaten elimizde tiim noktalarinin siiflar1 bilinen bir veri

varsa, bu siiflar1 verip boyut indirgeme uygulamak ve sonrasinda siniflandirma
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dogrulugu o6l¢mek, diger yontemlerle karsilastirma agisindan uygun olmamaktadir.
Ogreticili yontemler icin Test 1, alt drneklemenin etkisini incelemek adina ortaya
konmustur. Bu yontemler sadece alt 6rneklenmis veri seti i¢in dgreticisiz yontemlerle
karsilastirilabilirler. Bu yilizden sekil 6.1 ile yapilan gosterimde 6greticili yontemlerin

Tam veri kiimesi ile olan sonuglar1 gri ile belirtilmistir.
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Sekil 6.1 Yontemlerin siniflandirma dogrulugunun karsilastirilmasi, Test 1

Ogreticili yontemlerden LDA, sahip oldugu kisitlardan dolayr 9 yerine 8 boyuta

indirmistir ve siire olarak en iyi degerlere ulasmustir.

Yontemlerin siire agisindan performanslari, sekil 6.2 ile grafiksel olarak gosterilmistir.
Gortildiigii lizere dogrusal ve Ogreticisiz yontemler daha kisa siire icerisinde gerekli
hesaplamalar1 yapabilmektedir. Ozellikle Faktér Analizi yontemi alt &rnekleme
hesaplama siiresi olarak 10 kata kadar hiz artis1 yakalamakla birlikte tam veri seti ile
benzer smiflandirma performansina sahip olabilmektedir. Ogreticili ydntem olan LDA
en iyi siire performansini verirken diger Ogreticili yontemler MCML ve NCA

Mahalanobis uzaklig1 hesapladigindan siire agisindan en kotii performansi vermektedir.
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Bu yontemler, alt 6rneklenmis veri ile kullanildiginda siire olarak 100 kattan daha iyi
sonuglar vermektedir. PPCA, tiiretildigi PCA ile benzer smiflandirma dogruluk

sonuglarmi verse de siire olarak PCA’den daha kétii performans vermistir.
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Sekil 6.2 Yontemlerin siirelerinin karsilastirilmasi, Test 1

Dogrusal olmayan yontemlerin Mahalanobis uzaklig1 hesaplayan yontemler hari¢ daha
kotii stire sonuglart vermesi, daha karmasik algoritmalarin ve Orneklem dis1 yayma
fonksiyonunun getirdigi hesap yiikiinden kaynaklanmaktadir. Bu ydntemlerin
simiflandirma dogrulugu olarak daha diisiik performans vermesi ile hiperspektral

verilerin yapisinin dogrusal yontemler i¢in daha uygun oldugu ¢ikarimi yapilabilir.

Test 1 sonucundaki degerlendirmelerde, cizelge 5.1°’¢ gore alt 6rneklemenin siire
yoniinden ¢ok biiylik katkist oldugu, bunun yaninda siniflandirma dogrulugundaki
diisiisiin yonteme gore degistigi gézlemlenmektedir. FMVU, ISO, MCML, NCA gibi
cok uzun siiren yontemlerin alt drnekleme ile kullanilabilir hale geldigi, bu yontemler

i¢in alt 6rnekleme kullanmanin bir zorunluluk oldugu sdylenebilir.

Cizelge 6.1 ile alt 6rneklenmis veri seti sonuglarinin tam veri seti ile karsilagtirmasi
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verilmistir. Siniflandirma dogrulugundaki fark yiizde olarak verilmis, siire siitununda ise

kag kat kazanim yapildig1 gdsterilmistir.

Cizelge 6.1 Alt 6rneklenmis veri seti ile tam veri seti sonug karsilastirmasi

Sl.I.nﬂanshrrna Slnlﬂandlrmaa Siire b

Y 6ntemi Dogrulugu

FA -0,55 8,45
LPP -7,5 106,18
NPE -6,21 76,67
PCA 0,52 4,00
PPCA 0,47 10,00
LDA -9,64 2,25
MCML -0,37 144,55
NCA -1,47 117,72
AE -5,74 10,41
FMVU -4,6 5,36
ISO -3,6 40,72
MANC 1,9 10,52

a % b kat

Smiflandirma dogrulugu olarak bakildiginda dogrusal ve 6greticisiz yontemlerin daha
1yi sonuclar verdigi goriilmiistiir. Bu yontemlerin siire olarak performanslarimin da iyi
oldugu diisliniildiigiinde, alt oOrnekleme ile kazanilacak siire ile kaybedilecek

siiflandirma dogrulugu arasinda bir se¢im yapmak gereklidir.

Ornegin FA i¢in %0,55’lik bir siniflandirma dogrulugu kayb: varken siire agisindan 8,5
katlik bir kazanim vardir. Tam veri seti ile yapilan bir boyut indirgeme i¢in gegen
stirenin 13 saniye oldugu dikkate alindiginda 9%0,55’lik kayip ile kazanilacak siire,

kullanim uygulamasina gore degerlendirilmelidir.

Ancak PCA, PPCA, MANC gibi yontemler alt ornekleme ve sonrasinda yapilan
orneklem dis1 yayma isleminde, tiim veriye gore daha iyi sonuglar vermislerdir. Bu

yontemlerde alt 6rneklenmis veri ile ¢calismanin daha uygun oldugu sdylenebilir.

Test 2’ nin sonuglart Indian Pines icin ¢izelge 5.3 - 5.4, Pavia University icin ¢izelge 5.5

- 5.6 ile verilmistir.
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Pavia University ile yapilan testlerde Indian Pines verisine gore ¢ok daha yiiksek
basarim elde edilmistir. Bunun en biiyiik sebebi, Indian Pines verisinde siniflandirmaya
tabi tutulan verilerin hepsinin tarim {iriinii olmasi yani siniflarin birbirine benzemesidir.
9 smifin 3 tanesi soya fasulyesi tiirleri, 2 tanesi musir tiirleri, 2 tanesi de ¢imen
icermektedir. Ayrica tarim verilerinde, bitkiler farkli olsa bile bitki siniflarinin oldugu
kisimlarda bitkinin yaninda toprak da goriintiilendigi i¢in ayni toprak bilgisi tim
siniflarin goriintiisiine karismistir. Bu smiflarin spektral imzalarinin birbirine benzedigi
gibi 0greticisiz boyut indirgeme yontemlerinin bu siniflarin farkliligini bilmeden boyut
indirgediginden, boyut indirgeme sonrasi kalan verideki benzerligin daha fazla olma
ihtimali vardir. Pavia University siniflari ise genel olarak insan yapimi, spektral imzalari
birbirinden farkli maddelerden olustugundan daha yiiksek siniflandirma performansi
elde edilmistir. Birbirinden farkli smiflar iceren goriintiiler secilmesinin sebebi,
cogunluk oylamasinin tarim arazisi ya da sehir merkezi gibi farkli alanlardaki etkisini

Olemektir.

Cizelge 6.2°de yontemler i¢in bulunan sonuglarin ortalamasi alinmis ve ortalamanin

tizerindeki sonuclar kalin yazi tipi ile belirtilmistir.

Cizelge 6.2 Farkli veri ve siniflandirici sonuglarinin karsilastirilmasi

Siniflandirma Dogrulugu

Gorilintii Verisi Indian Pines Pavia University

f;g;?eﬁ?ma SVM KNN SVM KNN
AE 74,15 62,32 91,28 87,38
DIF 80,24 73,17 90,96 86,11
FA 85,06 68,81 93,31 87,94
FMVU 66,17 62,76 88,61 85,97
ISO 71,51 69,66 89,18 88,52
LDA 76,05 75,14 90,46 88,49
LPP 86,97 84,41 94,24 88,13
MANC 75,46 69,40 90,79 78,71
NPE 87,62 85,28 94,29 85,70
PCA 82,38 74,31 92,60 89,43
PPCA 82,26 75,61 92,85 89,46
SPE 81,30 75,23 92,47 89,97
Ortalama 79,10 73,01 91,76 87,15

a%
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Sonuglar incelendiginde, tiim boyut indirgeme yontemleri icin SVM siniflandirict ile
KNN’e gore daha yiiksek sonuglar elde edildigi goriilmiistir. Boylece, en basit
smiflandiricilardan olan k = 1 KNN smiflandiricidan daha yiiksek basarim elde edilmis
ve SVM parametrelerini dogrulanmistir. Buradan SVM’nin kK = 1 KNN’e gore

hiperspektral verilerde daha iyi bir siniflandiric1 oldugu sdylenebilir.

Sonuglar karsilastirildiginda; LPP, PCA, PPCA ve SPE’nin her zaman ortalamanin
tizerinde sonuglar verdigi, FMVU ve MANC’in ise her zaman ortalamadan diisiik

sonuglar verdigi goriilmiistiir.

Smiflandirma dogrulugu yontemler agisindan veriye ve kullanilan siniflandirma
yontemine gore de farklilik gostermektedir. SVM ile siniflandirmada PCA, PPCA’den

daha tistiin sonug verirken, KNN’de ise PPCA daha iistiin sonug¢ vermistir.

Daha yiiksek smiflandirma dogrulugu veren SVM simniflandiricist ile yapilan testlere
bakildiginda, her iki goriintii i¢in de sonuglarin yiiksekten diisiige NPE, LPP, FA, PCA,
PPCA, SPE diye siralandigi gdzlemlenmistir. Incelenen 11 yontemin 5 tanesinin
dogrusal oldugu ve bu yontemlerin smiflandirma dogrulugu bakimindan ilk 5’i
olusturdugu, herhangi bir dogrusal olmayan yontemin dogrusal bir yontemden daha iyi

sonug vermedigi goriilmiistiir.

Cizelge 6.2 ile verilen sonuglar grafiksel olarak sekil 6.3 - 6.4 ile gosterilmistir.

Grafiklerde siniflandirma sonuglarinin ortalamasi “Ort.” olarak, etiketlendirilmistir.
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Sekil 6.3 SVM ile yapilan siniflandirma sonuglari
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Sekil 6.4 KNN ile yapilan siniflandirma sonuglari
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SVM ile siniflandirilan ve sonrasinda ¢ogunluk oylamasina tabi tutulan sonuglar Indian
Pines verisi igin ¢izelge 6.3, Pavia University verisi i¢in ¢izelge 6.4’de verilmistir. Son

satirda sonuglarin ortalamasi géstermistir.

Cizelge 6.3 Indian Pines verisi SVM c¢ogunluk oylamasi karsilagtirmasi

Smiflandirma Dogrulugu *
| ] Il v Vv
AE 74,15 81,97 88,61 82,37 88,87
DIF 80,24 84,98 91,14 87,9 91,57
FA 85,06 88,03 92,78 90,8 93,68
FMVU 66,17 70,04 75,69 72,94 75,98
1ISO 71,51 75,06 80,28 78,61 81,48
LDA 76,05 84,67 87,27 91,81 92,45
LPP 86,97 89,60 94,03 92,14 93,94
MANC 75,46 77,56 83,03 81,59 83,56
NPE 87,62 90,90 94,98 93,08 95,41
PCA 82,38 86,33 92,28 89,51 92,57
PPCA 82,26 84,99 90,13 88,21 90,12
SPE 81,30 85,96 91,54 88,73 92,15
Ortalama 79,10 83,34 88,48 86,47 89,32

a%

Cizelge 6.3’de goriildiigii gibi, Indian Pines verisi i¢in siniflandirma sonucu I. adim
sonrast yapilan ¢ogunluk oylamalari Il. ve IV. adimlar, sonucu pozitif olarak
etkilemigtir. Tekrarli ¢ogunluk oylamasi ile smiflandirma dogrulugu %79,10°dan

%83,34’¢ ¢ikarken uzaysal ¢cogunluk oylamasinda %86,47’ye yiikselmistir.

Cizelge 6.4 incelendiginde, siniflandirma dogrulugunun Pavia University verisinde
tekrarli cogunluk oylamasi ile %91,76’dan %93,70’e, uzaysal ¢ogunluk oylamasi ile
%96,92’ye yiikseldigi goriilmiistiir.
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Cizelge 6.4 Pavia University verisi SVM c¢ogunluk oylamasi karsilastirmasi

Siniflandirma Dogrulugu ®
| 1 Il v V
AE 91,28 93,61 97,47 96,45 97,59
DIF 90,96 93,51 97,53 96,3 97,36
FA 93,31 95,19 98,5 97,64 98,69
FMVU 88,61 89,41 94,69 94,42 94,72
ISO 89,18 90,90 95,2 94,4 95,20
LDA 90,46 94,46 97,28 98,60 98,60
LPP 94,24 95,68 98,85 98,27 99,03
MANC 90,79 93,63 98,4 97,11 98,52
NPE 94,29 95,75 99,16 98,48 99,21
PCA 92,70 93,58 97,58 96,93 97,59
PPCA 92,85 94,59 97,99 97,37 98,23
SPE 92,47 94,11 97,71 97,1 97,79
Ortalama 91,76 93,70 97,53 96,92 97,71

a%

Uzaysal ¢ogunluk oylamasi yontemi siniflandirma sonuglarini iyilestirmede yani hatali
smiflandirma sonuglarini  diizeltmede tekrarli g¢ogunluk oylamasina gore daha
basarilidir. Bunun en biiylik sebebi, birbirine yakin noktalarda olan piksellerin aym

siifta olmasindan kaynaklanmaktadir.

Cizelge 6.5 ile her iki goriintii verisi i¢in, SVM ile yapilan siniflandirma sonrasinda, ilk
asamada yapilan tekrarli ¢ogunluk oylamasinin etkisi (II-I) ve uzaysal gogunluk
oylamasmin etkisi (IV-I) bu yontemler uygulanarak bulunan smiflandirma
dogrulugundan ¢ogunluk uygulamast olmadan bulunan smiflandirma dogrulugu

cikartilarak gosterilmistir.
Cizelge 6.5’in agiklamasi olarak SVM ile ilk asamada yapilan ¢ogunluk oylamasinin

etkileri Indian Pines goriintiisii i¢in sekil 6.5 ile Pavia University i¢in sekil 6.6 ile

grafiksel olarak ifade edilmistir.
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Cizelge 6.5 ik asama ¢ogunluk oylamanin siniflandirma sonucuna etKisi

Siniflandirma Dogrulugu ®
Indian Pines Pavia University

-1 (\VA -1 V-1
AE 7,82 8,22 2,33 5,17
DIF 4,74 7,66 2,55 5,34
FA 2,97 5,74 1,88 4,33
FMVU 3,87 6,77 0,80 5,81
ISO 3,55 7,10 1,72 5,22
LDA 8,62 15,76 4,00 8,14
LPP 2,63 5,17 1,44 4,03
MANC 2,10 6,13 2,84 6,32
NPE 3,28 5,46 1,46 4,19
PCA 3,95 7,13 0,88 4,23
PPCA 2,73 5,95 1,74 4,52
SPE 4,66 7,43 1,64 4,63
Ortalama 4,24 7,38 1,94 5,16

a%
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Sekil 6.5 Indian Pines, ilk asama ¢ogunluk oylamas1 yontemleri
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Sekil 6.6 Pavia University, ilk asama ¢ogunluk oylamasi yontemleri

Bu verilere gore, her iki ¢ogunluk oylamasinda da tiim yontemler igin pozitif degerlere
ulagilmis, ¢ogunluk oylamasi yontemlerinin smiflandirma sonuca etkisinin olumlu
oldugu goriilmiistiir. Tekrarli cogunluk oylamasinin etkisi Indian Pine i¢in %4,24 ve
Pavia University verisi i¢in %1,94 iken; uzaysal ¢ogunluk oylamasinin etkisi sirasi ile
%7,38 ve %5,16 olmustur. ilk asama smiflandirmada uzaysal ¢ogunluk oylamasinin
hem tarimsal hem de kentsel verilerde tekrarli ¢ogunluk oylamasima goére ¢ok daha
basarili oldugu goriilmiistiir. Sonug¢ olarak en dikkat c¢ekici yontem LDA’dir. LDA
kullanilarak yapilan testin ilk asama c¢ogunluk oylamasi sonrasi simiflandirma
dogrulugundaki artis hem tekrarli hem uzaysal ¢cogunluk oylamasi i¢in, ortalama artisin

iki katidir.

Bunun yaninda, hem tekrarli hem de uzaysal ¢ogunluk oylamasinin Indian Pines
verisinde Pavia University verisine gore daha basarili olmasinin sebebi, Indian Pines
verisi smiflandirma dogrulugunun daha diisik olmast ve bu ¢ogunluk oylamasi

yontemlerinin diizeltebilecegi daha fazla hata bulunmasindan kaynaklanmaktadir.
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Birinci agama oylamanin ardindan yapilan ikinci asama oylamanin sonuglari tablo

olarak cizelge 6.6, grafiksel olarak sekil 6.7 - 6.8 ile verilmistir.

Cizelge 6.6 ikinci asama ¢ogunluk oylamanin siniflandirma sonucuna etkisi

Smiflandirma Dogrulugu *
Indian Pines Pavia University

I-11 V-IvV I-11 V-Iv
AE 6,64 6,50 3,86 1,14
DIF 6,16 3,67 4,02 1,06
FA 4,75 2,88 3,31 1,05
FMVU 5,65 3,04 5,28 0,30
ISO 5,22 2,87 4,30 0,80
LDA 2,60 0,64 2,82 0
LPP 4,43 1,80 3,17 0,76
MANC 5,47 1,97 4,77 1,41
NPE 4,08 2,33 3,41 0,73
PCA 5,95 3,06 4,00 0,66
PPCA 5,14 1,91 3,40 0,86
SPE 5,58 3,42 3,60 0,69
Ortalama 5,14 2,84 3,83 0,79

a%

Cizelge 6.6 incelendiginde; III. adimda yapilan uzaysal ¢ogunluk oylamasmin etkisi
ikinci adimda bulunan sonugtan ¢ikartilarak (III-II), Indian Pines verisi igin ortalama
%S3,14; Pavia University verisi i¢in %3,83 bulunmustur. V. adimda yapilan tekrarli
cogunluk oylamasinin etkisi ise Indian Pines verisi i¢in ortalama %2,84, Pavia
University verisi i¢in %0,79’dur. Her iki goriintii i¢in de ikinci agsama siniflandirmada
III. adimda yapilan uzaysal ¢ogunluk oylamasinin etkisi, V. adimda yapilan tekrarl

cogunluk oylamasina gore fazladir.
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Sekil 6.7 Indian Pines, ikinci asama ¢ogunluk oylamasi yontemleri
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Sekil 6.8 Pavia University, ikinci asama ¢ogunluk oylamasi yontemleri




Uzaysal c¢ogunluk oylamasmin tek bir test ile yapilabildigi, tekrarli g¢ogunluk
oylamasinda ise testlerin siniflandirma asamasinin ¢ogunluk oylamasma girdi
saglayacak veri kadar tekrar edilmesi gerektigi diistiniildiigiinde tiim veri kiimeleri igin
hem siniflandirma dogrulugu hem de siire yoniinden uzaysal cogunluk oylamasinin ¢ok

daha verimli oldugu goriilmektedir.

Test 2’ye siire olarak bakildiginda c¢izelge 6.7 ve sekil 6.9 ile verildigi gibi, MANC
hari¢ dogrusal olmayan yontemler siire performansi acisindan kétii olup uygulamalarda

kullanilmaya elverisli degildir.

Cizelge 6.7 Boyut indirgeme yontem siirelerinin karsilastirilmas: Test 2

Test Siiresi ®
Indian Pines Pavia University
AE 791,87 469,21
DIF 3269,11 6434,92
FA 138,35 66,40
FMVU 3025,62 2448,82
ISO 9904,13 1489,73
LDA 3,08 6,46
LPP 115,00 117,74
MANC 99,56 73,64
NPE 104,29 117,79
PCA 10,65 8,00
PPCA 386,87 422,02
SPE 20223,29 36131,14

as

Yontemlerin bir yarisi, daha az veri igeren Indian Pines testini daha kisa zamanda
tamamlarken, diger yaris1 daha ayrilabilir siniflardan olusan Pavia University verisini
daha kisa zamanda siniflandirmistir. Bunun sebebi farkli tekniklerin kullandigr farkl
metrikler ve lokal ya da global hesaplamanin etkisidir. Bir kismi, siniflar arasinda daha
fazla fark olan ve daha diisiik boyutlu olan Pavia University verisini daha c¢abuk
hesaplarken, diger kisim daha az veri noktasi igeren Indian Pines verisinde zaman

yoniinden daha basarili olmustur.
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Sekil 6.9 Test 2 SVM, boyut indirgeme yontem siirelerinin karsilastirilmasi

Hughes olgusunun etkisini 6lgmek igin yapilan ve ¢izelge 5.8 ile verilen testin sonuglari

grafik olarak sekil 6.10 - 6.11 ile gosterilmistir.

Grafikte en sag veri olarak “YB” ile etiketlenmis veri “Yiiksek Boyut™u ifade
etmektedir ve boyutu indirgenmemis veri ile yapilan testleri gosterir. KNN egitim

kiimesi olarak sinif basia 100, 50 ve 10 verilik degerler ayr1 ayr1 gosterilmistir.

Daha az sayida 6znitelige sahip Indian Pines verisinde yiiksek boyuta gore daha fazla
boyut indirgeme yontemi iyi sonug vermistir. Boyut indirgenmemis duruma goére sadece
%~4,5 oraninda veri kullanilmasina ragmen 100 egitim noktasi i¢in LPP ve NPE yliksek
boyuttan daha iyi sonuglar verirken egitim noktasi sayist 10’a diistiriildiigiinde
yontemlerinin ¢cogunun %4,5 oraninda veri ile daha 1iyi sonuglar verdigi

gozlemlenmistir.
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Sekil 6.10 Indian Pines, Test 3 sonug kaarsilastirmasi
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Sekil 6.11 Pavia University, Test 3 sonug karsilastirmasi

Pavia University verisinin Indian Pines verisine gore sahip oldugu daha diisiik boyuttan
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dolay1 hem veri orant hem de 6znitelik basina diisen egitim kiimesi oran1 Indian Pines
verisine gore dugsiiktiir. Bu yiizden Hughes etkisi bu veriye gore daha az

gbzlemlenmistir.

Bu veride toplam verinin %8,7’si kullanilmig, 100’er nokta verildiginde Hughes olgusu
gozlemlenmezken, 10 egitim noktasina diistildiigiinde ISO, PPCA ve SPE yiiksek

boyuttan daha iyi sonuglar vermistir. PCA ve FA ile ise yakin sonuglar alinmistir.

Beklendigi gibi, boyut basina diisen veri noktasi azaldikc¢a verilerin siniflandirilmasi
Hughes olgusunun belirttigi sekilde zorlasmaktadir. Bu sebeple egitim noktasi azaldikca
boyut indirgeme yontemleri %10’un daha altinda veri kullanarak, boyut indirgemesiz

veriden daha iyi sonuglar vermeye baglamistir.
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7. SONUC

Tim c¢alismaya sonug¢ olarak bakildiginda, dogru parametreler kullanilarak egitilen
SVM’nin KNN’e gore tiim yontemler i¢in iistiin sonug¢ verdigi goriilmiistiir. Dolayisi ile
hiperspektral goriintiilerin siniflandirilmasinda SVM, KNN’e gore tercih edilmelidir.
SVM’nin dezavantaji, her veri ve her yonteme gore C ceza parametresi ve radyal taban
fonksiyonu y parametresinin degiskenlik gostermesidir. Dolayisi ile en basta her veri
icin Boliim 5.1.1°de anlatildig1 gibi bir parametre taramasi1 yapmak gereklidir. Bu da

siiflandirma asamasini defalarca tekrarlamak anlamina gelmektedir.

Smiflandirma 6ncesi alt 6rnekleme yaparak boyut indirgemek, siniflandirma yontemine
ve uygulamaya gore secilmelidir. Baz1 yontemler icin siirede biiyiik bir kazanim,
dogrulukta ise kiiclik bir diisiis olurken, baz1 yontemlerin siniflandirma dogruluklarinda
%9,6’lik veri kullan1ldiginda yiiksek diistisler yasanmistir. Uygulamadaki hiz ihtiyact ve
smiflandirma performansindaki diigiis kistaslarin1 degerlendirerek uygun olan veri

kiimesini se¢gmek lazimdir.

En yiiksek siniflandirma dogruluklar1 LPP ve NPE, ardindan FA ve onun ardindan PCA
ve PPCA yontemlerinde elde edilmis olup bunlarin tamami dogrusal yontemlerdir. Bu
yontemlerin tamami siire agisindan iyi performans vermistir. PCA’in siire performansi
acisindan digerlerine gore iistiinliigli vardir. Tiim bunlar goz oniine alindiginda SVM ile
siniflandirmada en yiiksek siniflandirma dogruluguna sahip NPE ardindan da ona ¢ok
yakin sonuglar veren LPP yontemi Onerilmektedir. Bu iki yontem, siire performansi
yoniinden de benzerlik gostermektedir. Ayrica siniflandirma dogrulugu bunlarin bir
derece altinda olsa da siire acisindan ¢ok daha i1yi performans gosteren PCA de

hiperspektral goriintiilerin SVM ile siiflandirilmasinda kullanilabilir.

Siniflandiriciyr egitmek i¢in elde ne kadar az veri varsa hiperspektral verilerde boyut
indirgemek o kadar elzem hale gelmektedir. Boyut indirgemek, islemci giicii ve islem
zamanindan kazan¢ saglamanin yaninda, azalan ornek sayisi ve yliksek boyut yani

yiiksek 0znitelik sayist durumlarinda siiflandirma performansini artirmaktadir.

Gorlintli verisine gore, ¢cogunluk oylamasi kullanip kullanilmamaya karar verilebilir.
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Uzaysal cogunluk oylamasi, hem performans: yoniinden ¢ok kullanighdir, hem de
testlere ek bir yiikk getirmemektedir. Ancak dezavantaj olarak, veri igerisinde biiyiik
siiflarin i¢ine gizlenmis kiiciik siiflar oldugunda uzaysal ¢ogunluk oylamasinin bu
siniflarin dogru olarak siiflandirilmasini engelleme ihtimali vardir. Tekrarli ¢cogunluk
oylamasi ise ayni testi belli sayida tekrar edip bunlarin sonuglarmin oylanmasina
dayandig1 i¢in hem tekrar dolayisi ile test siiresi yoniinden dezavantajlidir hem de
siniflandirma dogrulugu basarimina etkisi uzaysal ¢ogunluk oylamasina gore distiktiir.
Bunun yaninda smiflandirma sonuglar1 igin pozitif bir etki yaptigi diistintildiigiinde,
testteki tekrardan kaynaklanan zaman kaybi g6z Oniline alinarak siniflandirma

dogrulugunun yiikseltilmesi i¢in kullanilabilir.

Bu tezde operasyonel bir hiperspektral smiflandirma yonteminin gelistirilmesi i¢in
kiyaslamali ¢alismalar yapilmistir. Farkli alanlarda kullanilan c¢esitli boyut indirgeme
tekniklerinin, hiperspektral verilerin siiflandirmasindaki performanslart incelenmistir.
Bunun yaninda bu yontemlerin hiperspektral goriintiilerdeki alt drneklenmis veri setine
tepkisi siniflandirma basarimi yoniinden Ol¢lilmiistiir. Ayrica farkli yontemlerin KNN
ve SVM siniflandiricilart ile basarimlart incelenmis, Tekrarli Cogunluk Oylamasi ve

Uzaysal Cogunluk Oylamasi kullanarak siniflandirma basarimlari yiikseltilmistir.
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