T.C.
KASTAMONU UNIVERSITESI

FEN BILIMLERI ENSTITUSU
MALZEME BiLiMi VE MUHENDISLIGi ANA BILiM DALI

IKIiLI SINIFLANDIRMA PROBLEMLERINDE COK
KATMANLI ALGILAYICI VE DESTEK VEKTOR
MAKINELERI SINIFLANDIRICILARININ
HIPERPARAMETRELERININ EN iYILENMESI

Wisam Salem Ali ZANBIL

YUKSEK LiSANS TEZi

Do¢. Dr. Kemal AKYOL

HAZIRAN -2022
KASTAMONU



TEZ ONAYI

Wisam Salem Ali ZANBIL tarafindan hazirlanan “ikili Smiflandirma
Problemlerinde Cok Katmanh Algilayici ve Destek Vektor Makineleri
Smiflandiricilarinin - Hiperparametrelerinin - En  lyilenmesi” adli tez
calismasinin savunma smavi 16.06.2022 tarihinde yapilmis olup asagida verilen
jiiri tarafindan oy birligi ile Kastamonu Universitesi Fen Bilimleri Enstitiisii
Malzeme Bilimi ve Miihendisligi Ana Bilim Dah Yiiksek Lisans Tezi olarak
kabul edilmistir.

Danisman Dog. Dr. Kemal AKYOL

Kastamonu Universitesi

Jiiri Uyesi Dog. Dr. Salih GORGUNOGLU

Kastamonu Universitesi

Jiiri Uyesi Dog. Dr. Abdulkadir KARACI

Samsun Universitesi

Jiiri tiyeleri tarafindan kabul edilmis olan bu tez Kastamonu Universitesi Fen
Bilimleri Enstitiisii Yonetim Kurulunca onanmastir.

Enstitii Miidiirii Prof. Dr. Izzet SENER ...

1



TAAHHUTNAME

Bu tezin tasarimu, hazirlanmasi, yiiriitiilmesi, arastirmalarinin yapilmast ve
bulgularimin analizlerinde biitiin bilgilerin etik davranis ve akademik kurallar
cercevesinde elde edilerek sunuldugunu; ayrica tez yazim kurallarina uygun olarak
hazirlanan bu calismada bana ait olmayan her tiirlii ifade ve bilginin kaynagina

eksiksiz atif yapildigim, bilimsel etige uygun olarak kaynak gosterildigini bildirir ve

taahhiit ederim.

Wisam Salem Ali ZANBIL

i1



OZET

YUKSEK LISANS TEZI

IKIiLI SINIFLANDIRMA PROBLEMLERINDE COK KATMANLI
ALGILAYICI VE DESTEK VEKTOR MAKINELERI
SINIFLANDIRICILARININ HIPERPARAMETRELERININ EN
IYILENMESI

Wisam Salem Ali ZANBIL

KASTAMONU UNIVERSITESI FEN BILIMLERI ENSTITUSU

MALZEME BiLiMi VE MUHENDISLiGi ANA BIiLiM DALI
DANISMAN: Doc¢. Dr. Kemal AKYOL

Makine 6greniminde genellikle saglam calisan ve dogru tahminler yapan bir model
olusturulmas1 hedeflenir. Parametre degerlerinin en iyilenmesi bu amag¢ dogrultusunda iyi bir
¢6ziim sunar. Bu tez calismasinin amaci, Destek Vektér Makineleri ve Cok Katmanli
Algilayicit makine 6grenmesi algoritmalarinin ikili siniflandirma problemlerindeki basarilarini
arttirmak icin parametre en iyilemesi gergeklestirmektir. Bunun i¢in Rastgele Arama,
Bayesian Arama ve Optuna en iyileme yontemlerinin bu smiflandiricilara katkilari ele
alimmustir. Bu ¢ergevede, ii¢ veri seti lizerinde deneysel ¢alismalar gergeklestirilmistir. Hem
Destek Vektor Makineleri hem de Cok Katmanli Algilayici icin Rastgele Arama ve Bayesian
Arama metotlar1 ¢ogunlukla Optuna metodundan daha iyi performans sunmuslardir. Dahasi,
deneysel c¢aligmalar ele alinan probleme bagli olarak en iyileme yontemlerinin bu
siniflandiricilar iizerinde olumlu etkisinin olabilecegini bize gostermistir.

ANAHTAR KELIMELER: Destek vektor makineleri, cok katmanli algilayici, ikili
siniflandirma, en iyileme, hiperparametre ayarlama.
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ABSTRACT

MSC THESIS

TUNING THE HYPERPARAMETERS OF MULTILAYER PERCEPTRON
AND SUPPORT VECTOR MACHINES CLASSIFIERS IN BINARY
CLASSIFICATION PROBLEMS

Wisam Salem Ali ZANBIL

KASTAMONU UNIVERSITY INSTITUTE OF SCIENCE

DEPARTMENT OF MATERIALS SCIENCE AND ENGINEERING
SUPERVISOR: Assoc. Prof. Dr. Kemal AKYOL

In machine learning, it is generally aimed to create a model that works well and makes accurate
predictions. Optimization of parameter values provides a good solution for this purpose. The
aim of this thesis study is to perform parameter optimization to increase the success of Support
Vector Machines and Multilayer Perceptron machine learning algorithms in binary
classification problems. For this, the contributions of Random Search, Bayesian Search, and
Optuna optimization methods to these classifiers were handled. In this context, experimental
studies were carried out on three datasets. For both Support Vector Machines and Multilayer
Perceptron, Random Search and Bayesian Search methods mostly outperformed the Optuna
method. Moreover, experimental studies showed us that optimization methods can have a
positive effect on these classifiers depending on the problem under consideration.

KEYWORDS: Support vector machines, multi-layer perceptron, binary classification,
optimization, hyperparameter tuning.
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1. GIRIS

Makine 6grenmesi, bilgisayar programinin kendisine verilen verilerden 6grendigi ve
yeni gozlemler veya siniflandirmalar yaptigi denetimli bir 6grenme yaklagimidir.
Siniflandirmanin temel amaci, ¢esitli makine 6grenme algoritmalar1 ile deneysel
calismalar yaparak en iyi dogrulugu elde etmektir. Siniflandirma problemleri, verideki
tahmin edici iligkileri temsil eden en iyi modeli bulmanin hedeflendigi bir en iyileme
problemi olarak goriilebilir (Syarif vd., 2016). Bir veri koleksiyonuna dayali model
olusturmak i¢in makine 6grenimi teknikleri kullanilir. Makine 6grenimi siniflandirma,
tahminleme ve kiimeleme olmak {izere {i¢ tiir sorunu ¢6zmek i¢in kullanilir. Mevcut
egitim verilerinin tiirlerine ve kategorilerine bagli olarak, uygun makine 6grenimi
yontemini uygulamak ic¢in "denetimli 6grenme", "denetimsiz Ogrenme", "yari
denetimli 6grenme" ve "pekistirmeli 6grenme" arasinda se¢im yapilmasi gerekir (Ray,
2019). Otomatik model gelistirme stirecine "egitim" adi verilir ve egitim i¢in
kullanilan verilere egitim verileri adi verilir. Egitilen model, girdi degiskenlerinin
ciktiya nasil aktarildigina dair yeni bilgiler verebilir ve egitim verilerine dahil
edilmeyen benzersiz girdi degerleri igin tahminler iiretebilir (Bastanlar ve Ozuysal,

2014).

Makine 6grenimi algoritmalari, bir veri setinden modeller olusturmak icin kullanilir
ve bu algoritmalar bir¢ok hiperparametreye sahiptirler. Algoritma egitilirken veriler
tizerinde bir dizi en iyi hiperparametre degeri kesfedilmeye calisilir. Diger bir deyisle,
model parametre degerlerinden en iyi performans sunani kesfetmek i¢in farkli deger
kiimeleri tizerinde egitim ve test siireglerini iceren deneyler yapilmasi gerekir Bu,
makine 6greniminde kritik bir rol oynayan hiperparametrelerin optimizasyonu veya en

iyilenmesi olarak bilinen bir stirectir (Wu vd., 2019).

En iyi performansi elde etmek i¢in bir siniflandirici parametre degerlerini manuel
olarak ayarlamak ve siniflandiriciyr tekrar tekrar teste tabi tutan deneyler yapmak
zaman ve caba gerektirir. Siniflandirict algoritmanin herhangi bir parametresi igin
taniml1 degerlerden en iyisinin tespiti icin Rastgele Arama, Bayesian Arama ve Optuna
En lyileme gibi otomatik arama yontemleri kullanilarak gereken siire ve ortaya

cikabilecek hatalar en aza indirilebilir.



Olgeklenebilir bir yaklasima sahip olan Rastgele Arama, hem makul dl¢iide verimli
olan hem de 1zgara aramasinin uygulama basitlii ve tekrarlanabilirliginin
avantajlarin1 koruyan bir yontemdir (Bergstra ve Bengio, 2012). Bayesian Arama,
arama alanin1 modellemek i¢in "vekil" olarak adlandirilan bir tahmine dayali modelin
kullanildigt ve miimkiin olan en kisa siirede iyi bir parametre degerleri
kombinasyonuna ulagsmak i¢in Bayesian en iyilemesini kullanir (Wu vd., 2019).
Optuna En lyileyici, esas olarak makine 6grenimi icin tasarlanmus otomatik bir
hiperparametre en iyileme yazilimi cergevesidir. Optuna ile yazilan kod yiiksek
modiilerlige sahiptir ve hiperparametreler i¢in arama alanlar1 dinamik olarak

olusturabilir (Optuna Contributors, 2018a).

Bu tez calismasindaki deneyler iki makine 6grenimi algoritmasi olan Destek Vektor
Makineleri ve Cok Katmanli Algilayici tizerinde Rastgele Arama, Bayesian Arama ve
Optuna En lyileyici algoritmalar kullanilarak gergeklestirilmistir. Birgok galigmada
oldukca sik kullanilan dogruluk, duyarlilik, 6zgtllik, kesinlik ve FI1-6l¢titti

siniflandirma metrikleri kullanilarak modellerin performanslar1 karsilagtirilmitsir.

1.1 ikili Siniflandirma Problemi

Ikili siniflandirma problemi, iki hedef sinifi olan bir siniflandirma problemi olarak
degerlendirilir. Hastalik var/yok, orman yangini var/yok bu probleme 6rnek olarak
verilebilir. Genellikle, ikili siniflandirma problemleri kavram 6grenme olarak ifade
edilir (Mitchell, 1997). Bu tiir problemlerde, makine 6grenmesi algoritmasinin
performansi, tahmin edilen siniflar1 iceren tahmin seti ile gergek siniflar1 iceren test

seti karsilastirmasi yapilarak degerlendirilir.

1.2 Calismanin Onemi

Hiperparametre en iyilemesi bir modelin hi¢ gérmedigi veriler i¢in en iyi siniflandirma
dogrulugunu iireten en iyi parametre degerini bulmak i¢in kullanir. Bu tez ¢aligmasinin
odak noktasi, en iyileme algoritmalarindan yararlanarak ikili siniflandirma
problemlerinde simiflandiricilarin dogrulugunu artirmaktir. Bu ¢er¢evede, bu tez

calismasinda ikili siniflandirma problemlerinde Rastgele Arama, Bayesian Arama ve
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Algilayicr algoritmalari i¢in en uygun parametre degerleri arastirilmigtir.

1.3 Motivasyon Ve Katki

Bu tez calismasinin amaci, ikili siniflandirma problemlerinde en iyi performansi elde
etmek diger bir deyisle yanlis pozitif ve yanlis negatifi en aza indirmektir. Bu
dogrultuda, varsayilan parametre degerleri ile kullanilan siniflandirici algoritmalarin
performanslarini iyilestirmek amaciyla gesitli en iyileme metotlariin katkilari analiz
edilmis ve elde edilen sonuglar degerlendirilmistir. Bu ¢alisma kapsaminda oncelikle
veri seti tizerinde veri 6n isleme ve normalizasyon islemleri gerceklestirilmis, ardindan
simniflandirict  algoritmalara  dayali  olusturulan  modellerin  performanslari
karsilastirilmistir. Dahasi, en iyi genelleme yetenegine sahip bir model elde etmek i¢in
siniflandiricinin parametre degerleri 5-kat ¢apraz dogrulama teknigine basvurularak

belirlenmistir.

Birinci boliim, bu calismanin 6nemini ve motivasyonu sunar. Ikinci boliim,
literatiirdeki en iyileme teknikleri ile yapilan bazi ¢alismalari sunar. Uglincti boliim,
bu tez calismasinda kullanilan veri setleri ve yararlanilan yontem ve teknikler
hakkinda bilgiler sunar. Makine 6grenmesi yaklasimi, Destek Vektor Makineleri ve
Cok Katmanli Algilayict hakkinda detayli bilgiler verir. Dahasi, hiperparametre en
iyileminin 6nemini vurgular ve bunun yan1 sira, Rastgele Arama, Bayesian Arama ve
Optuna En lyileyici metotlarin1 agiklar. Dérdiincii boliim, ikili siniflandirma
problemleri i¢in bu tez ¢alismasinda yapilan deneysel ¢aligsmalari igerir. Dahasi, elde
edilen bulgular1 degerlendirir ve tartisir. Son olarak, besinci boliim bu tez calismasinin

sonuclarini ve ileride yapilacak ¢alismalari sunar.



2. LITERATUR TARAMASI

Makine 6grenimi ve hiperparametre ayarlama c¢alismalarinda amag¢ en iyi modeli
otomatik olarak segmektir (Shahriari vd., 2016). Bu bdliim, makine grenimi ve en
iyileme teknigi ile ilgili literatiirdeki bazi ¢alismalar1 sunar. Ornegin, Mantovani vd.
Destek Vektor Makineleri (DVM) algoritmasinin hiperparametrelerini ayarlamak igin
meta-sezgisel yontem, rastgele arama ve 1zgara aramasini Karsilastirmiglardir.
Yazarlar, rastgele aramanin meta-sezgisel ve 1zgara arama teknikleri ile esdeger
performans sundugunu ve bu yontemlerden daha diisik hesaplama maliyetine sahip

oldugunu gostermislerdir (Mantovani vd., 2015).

Aljarah vd. (2018), DVM'yi optimize etmek i¢in Cekirge Optimizasyon algoritmasina
dayal1 yeni bir hibrit yaklasim sunmuslardir. Uygun 6zellikler ve optimal ¢ekirdek
parametreleri ile onerdikleri yaklagimin diger optimize edicilerden daha iyi genel

siniflandirma dogruluguna sahip oldugunu rapor etmislerdir.

Syarif vd. (2016), genetik algoritma (GA) temelli DVM parametre en iyilemesinin
1zgara aramasindan 15,9 kattan daha hizli oldugunu gostermislerdir. Yazarlar, GA’nin
ortalama 294 saniye caligma siiresine sahip oldugunu, 1zgara aramasinin ise yaklasik

4680 saniye oldugunu rapor etmislerdir.

Bergstra ve Bengio (2012), rastgele arama ve 1zgara aramanin karsilagtirmasini igeren
deneyler yapmuslardir. Yazarlarin ¢alismasina goére, 1zgara arama ¢ok fazla deneme
gerceklestirirken rastgele arama, ¢ogu durumda daha iyi modeller bulmus ve daha az

hesaplama siiresi gerektirmistir.

Valarmathi ve Sheela (2021), Rastgele Orman ve Asirt Gradyan Artirma
siniflandiricilarinin parametrelerinin en iyilenmesini gerceklestirmislerdir. Yazarlar,
bu smiflandiricilarin  performanslarini 1zgara arama, rastgele arama ve genetik
programlama ile 10 kat capraz dogrulama teknigi ¢ergevesinde degerlendirmis olup

Rastgele Arama ve Rastgele Orman ikilisi ile en yiiksek sonucu elde etmislerdir.



Srinivas ve Katarya c¢alismalarinda Asiri Gradyan Artirma (Extreme Gradient
Boosting, XGBoost) algoritmasini optimize etmek i¢in Optuna temelli hyOPTXg
modelini Onermislerdir. Yazarlar, Cleveland, kalp yetmezligi ve kalp hastalig:
kardiyovaskiiler hastalik veri setleri tizerinde optimize edilmis bir XGBoost
siniflandiricist ile yaptiklart deneysel ¢alismalarda en yiiksek dogrulugu %94.7 ile

Cleveland veri setinde elde etmislerdir (Srinivas ve Katarya, 2022).

Xia vd. (2017), Asir1 Gradyan Arttirma simiflandiricisinin  hiperparametrelerini
ayarlamak i¢in Bayesian hiperparametre en iyileme yontemini kullanmislardir.
Yazarlar, beg verisetinden dort tanesi iizerinde Bayesian hiperparametre en iyileme
metodunun rastgele arama, 1zgara arama, manuel arama ve temel modellerden daha iyi

performans gosterdigini ifade etmiglerdir.

Lin vd. (2008), calismalarinda ele aldiklari problemler i¢cin DVM'nin parametre
degerlerini belirleme ve ozellik secimi i¢in Parcacik Siirii Optimizasyonu (PSO)
tabanli bir calisma sunmuslardir. Yazarlar, siniflandirma dogrulugunda PSO+DVM
olarak adlandirilan 6nerdikleri yontemin 1zgara aramasindan daha iyi performans

gosterdigini ve GA+DVM ile benzer bir sonuca sahip oldugunu rapor etmislerdir.

Wang vd. (2011), PSO ve 1zgara arama algoritmalarinin birlikte kullanildig1 bir
calisma sunmuslardir. Yazarlarin elde ettigi sonuglara gére, PSO ve 1zgara arama, tek
basina 1zgara arama yonteminden ve tek basina PSO algoritmasindan daha yiiksek
tanima dogruluguna sahiptir. Ayrica, yazarlar 6nerdikleri calismanin tek basina 1zgara

aramadan daha hizli oldugunu ifade etmiglerdir.

Ramadhan vd. (2017), insan sesinin 6zelliklerine dayali olarak cinsiyeti tespit etmek
icin Rastgele Orman siniflandiricist kullanmistir. Yazarlar, en iyi sonuglari elde etmek
icin bu smiflandiricinin 'sqrt' ve agac¢ sayist parametreleri iizerinde ince ayar
uygulamiglar ve parametre ayar1 i¢in 1zgara arama yaklasimini kullanmiglardir.
Yazarlar, parametre ayar1 olmadan elde ettikleri %96,75 smiflandirma dogrulugunu

parametre ayart ile %96,907 ye yiikselttiklerini ifade etmislerdir.

Lacerda vd. (2021), Covid-19 hastaliginin teshisi icin yaptiklar1 ¢aligmalarinda hiper

bant yontemini optimize etmek ve dort hiperparametreyi degerlendirmek i¢in Optuna



cergevesi igeren bir model sunmuslardir. Yazarlarin Onerdikleri model, %97
duyarliliga, %82 kesinlige ve %88 dogruluga sahip olup, %94 duyarlilik, %82 kesinlik

ve %87 dogruluk sunan temel modelden daha yiiksek performans sunmustur.

Literatiirdeki bu c¢alismalar, siniflandiric1 algoritmalar i¢in en iyi hiperparametre
degerinin tespitinin 6nemini ortaya koymaktadir. Bu baglamda, bu tez ¢calismasinda ti¢
veri seti lizerinde Destek Vektér Makineleri ve Cok Katmanli Algilayici
algoritmalarinin en iyi siniflandirma performanslarini elde etmek i¢in Rastgele Arama,
Bayesian Arama ve Optuna En lyileyici metotlar1 ile deneysel calismalar

gerceklestirilmis ve elde edilen sonuglar karsilagtirilmigtir.



3. MATERYAL VE METOT

3.1 Veri Setleri

Tablo 3.1'de sunuldugu iizere, bu tez calismasinda sirasiyla 8, 29 ve 754 6znitelik
igeren {i¢ veri seti kullanilmistir. Parkinson (Sakar vd., 2019) ve Rice (Cinar ve Koklu,
2019) verisetleri UCI Machine Learning Repository'den indirilmistir. Pistachio
(Ozkan vd., 2021) veriseti Kaggle web sitesinden indirilmistir. Tablo 3.1, bu
verisetlerindeki Ornek sayilarmi  ve smiflart ile birlikte Oznitelik sayilarin
ozetlemektedir. Ornegin, 756 6rnek kayit igeren Parkinson veriseti, 753 &znitelik
bilgisi ve 1 sinif bilgisi olmak tizere 754 boyutludur. Bunun yani sira veri setlerinin
hedef siiflarinin dagilimi sirastyla Sekil 3.1, Sekil 3.2 ve Sekil 3.3’te sunulmustur.
Buna gore 6rnegin Veriseti-1’deki 1630 6rnek ‘Cammeo’ sinifina, 2180 6rnek ise

‘Osmancik’ sinifina aittir.

Tablo 3.1 Veri setleri

Veri seti adi Ornek Sayisi Boyut
Veri seti-1 Rice 3810 8
Veri seti-2 Pistachio 2148 29
Veri seti-3 Parkinson 756 754

Cammeo . Osmancil

1630

Rice
Cammeo 1630
7+ Osmancik 2180

Sekil 3.1 Veri seti-1 6rnek dagilimi



Siirt * Kirmizi

916

Pistachio
Siirt 916
s Kirmz 1232

Sekil 3.2 Veri seti-2 6rnek dagilimi

0 (Hayir) 21 (Evet)

Parkinson
0 (Hayir) 192
r+1 (Evet) 564

Sekil 3.3 Veri seti-3 rnek dagilimi
3.2 Makine Ogrenmesi

Makine 6grenimi, zeki insan davranisinin taklidi olan yapay zekanin bir alt alanidir.
Yapay zeka, ayrica insanlar gibi disiinen ve hareket eden sistemler ve rasyonel
disiinen ve hareket eden sistemler olarak ifade edilebilir (Kok vd., 2009). Veri ve
bilgiye dayali grenim i¢in bilgisayar algoritmalarinin kullanildig1 makine 6grenmesi,
bilgisayar bilimlerinde hizla gelisen bir alandir. Ornegin, makine 6grenimi

algoritmalar1 otonom siirlis yapan arabalarin insanlarla iletisim kurmasini saglar



(Bhatnagar, 2018). Ancak, makine 6grenimi tahmin edilebilir sonuclar1 olan basit bir
stire¢c degildir. Egitim verilerine dayali olarak bir makine 6grenmesi algoritma ile
basarili bir model olusturulabilir. Ornegin, bir makine 6grenmesi algoritmasi ile
tahmine dayali bir model insa edilir. Ardindan veriler tahmin modeline girdi olarak
gonderilir ve modelin egitimine dayali bir tahmin gergeklesir (Hurwitz ve Kirsch,

2018).

Siiflandirma tipik bir denetimli 6grenme gorevidir. Egitim veri seti, makine 6grenimi
algoritmalarini egitmek i¢in iligkili etiketlere sahip ornekler igermelidir. Denetimli
makine 6grenmesi algoritmalar1 hem siiflandirma hem de regresyon icin yaygin
olarak kullanilmaktadir (Gan, 2020). Denetimli 6grenme, girdi-¢ikt1 ¢ifti 6rneklerine
dayali olarak bir girdiyi bir c¢iktiya esleyen o6grenme islevidir. Bir dizi egitim
Orneginden olusan etiketli egitim verilerinden bir islev ¢ikarir. Denetimli makine
Ogrenimi algoritmalari i¢in veri seti, egitim ve test veri setlerine boltintir. Egitim veri
seti, tahmin edilmesi veya siniflandirilmasi gereken bir hedef sinif niteligine sahiptir.
Ttum algoritmalar, egitim veri setinden bazi kaliplart 6grenir ve yaptig1 c¢ikarimlari

tahmin veya siniflandirma igin test veri setine uygular (Mahesh, 2020).

Denetimli 6grenmede hedef sinifi belli olan 6rnekler ile 6grenme gerceklestirilir iken
denetimsiz 6grenmede hedef siif etiketlemesi yoktur. Kiimeleme algoritmalar: ile
veriler gruplandirilir. Pekistirmeli 6grenmede ise, model islemin dogrulugu icin

sistemden geri bildirim alir ve bdylece sonuglardan ¢ikarimlar yaparak dgrenir.

3.2.1 Destek Vektor Makineleri

[statistiksel 6grenme kuramina dayali bir denetimli makine 6grenme algoritmasi olan
Destek Vektor Makineleri (DVM), 1963 yilinda Vladimir Vapnik ve Alexey
Chervonenkis tarafindan tanitilmistir (Akpinar, 2014). Sekil 3.4’te gortildiigii gibi bu
algoritma iki sinifi en uygun sekilde ayiran bir hiper diizlem tanimlar. Dogrusal olarak
ayrilmasi miimkiin olmayan veriler i¢in DVM, ¢ekirdek fonksiyonlari ile basarili bir

¢Oziim sunar (Metlek ve Kayaalp 2020).



B Snifo
@® Sinif1

X1

Sekil 3.4 Destek Vektor Makineleri smiflandiricisinin temsili gdsterimi

DVM, iki kategori arasindaki optimal hiper diizlemi kesfederek yiiksek performans
tiretmesi amaglanan bir tiir denetimli §grenme modelidir. (Khan vd., 2018). DVM, iki
sinifi ayiran ¢ok sayida hiper diizleme sahip olabilir ve mevcut tiim hiper diizlemlerin
en yiiksek marja sahip en uygun hiper diizlemi dikkate alir. Ideal hiperdiizlem, diger
orneklere bakilmaksizin yalnizca kendisine en yakin 6rneklere dayali olarak belirlenir.

Bu 6rnekler, destek vektorleri olarak bilinir (Li vd., 2009; Mubarak vd., 2021).

DVM, smiflandirma ve regresyon i¢in kullanilan gii¢lii ve esnek denetimli makine
ogrenme algoritmasidir. Siniflar arasinda kalan bolge margin olarak adlandirilir ve
marginin genigligiyle dogru orantili olarak ©ornek veriler daha iyi bir sekilde

siniflandirilir (Kahraman, 2021).

DVM'in avantaji, yerel minimumlardan etkilenmemesi ve destek vektorlerini
kullanim1 nedeniyle yiiksek boyutluluk sorunundan etkilenmemesidir. (Syarif vd.,

2016).

3.2.1.2 Cekirdek

DVM, dogrusal siniflandirma ile mitkemmel bir sekilde c¢alisir. Hiper diizlemleri
ayirmanin kolay olmayacagi dogrusal olmayan siniflandirma problemleri i¢in dogrusal
olmayan verileri yliksek boyutlu 6zellik uzayina eslemek i¢in ¢ekirdek islevi olarak
bilinen 6zel bir isleve ihtiya¢ vardir. Basit bir deyisle, ¢ekirdek ayrilamayan sorunlari

daha fazla boyut ekleyerek ayrilabilir sorunlara déniistiiriir (Somvanshi vd., 2016).
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Bu calismada DVM i¢in kullanilan ¢ekirdek fonksiyonlari sirasiyla ‘linear’, ‘poly’,
‘rbf’, ‘sigmoid’, ‘precomputed’’dir. Temel DVM simiflandiricisinda varsayilan

cekirdek fonksiyon, rbf’tir (URL-1).
3.2.1.3 Diizenlilestirme

Diizenlilestirme parametresi (C), DVM optimizasyonunda her bir egitim Srnegini
yanlis siniflandirmaktan ne kadar kaginmak istenildigini ifade eder. Biiylik C degerleri
icin bir hiperdiizlem tiim egitim noktalarin1 dogru bir sekilde siniflandirmak i¢in daha
iyi bir performans gosterirse optimizasyon daha kii¢iik marjli bir hiperdiizlem seger.
Bir hiperdiizlem daha fazla noktay1 yanlis siiflandirsa bile minimum bir C degeri
optimize edicinin daha biiyiik marjli bir ayirma hiperdiizlemi aramasini saglar (URL-

2,2021). Temel DVM siiflandiricisinda varsayilan C degeri 1.0°dir (URL-1, 2021).
3.2.1.4 Gama

Gama parametresi, diisiik degerler 'uzak' ve yiiksek degerler 'yakin' olmak iizere tek
bir egitim 6rneginin etkisinin ne kadar uzaga ulastigini belirtir. Diisiik gama ile ayirma
cizgisi belirlenirken gerceke¢i ayirma cizgilerinden uzak konumlar dikkate alinir.
Yiiksek gama noktalari, hesaplamada makul ¢izgilere yakin noktalarin dikkate alindig:
anlamina gelir (URL-2, 2021). Gama parametresi, ¢cekirdek islevinin genisligini veya
egimini tanimlar. Gama degeri dusiik oldugunda karar sinirinin 'egrisi' ¢ok diisiik olur
ve karar bolgesini ¢ok genis hale getirir. Gama yiiksek oldugunda karar sinirinin 'egrisi'
yiikselir, bu da veri noktalar1 etrafinda karar sinir1 adalar1 olusturur (Al-Mejibli vd.,
2020). Bu calismada DVM i¢in kullanilan gamma degerleri ‘scale’, ‘auto’ olup
varsayilan deger, scale’dir (URL-1, 2021).

3.2.2 Cok Katmanh Algilayici

Yapay sinir aglar1 insan beyninin g¢alismasindan yola ¢ikilarak gelistirilmis bir
algoritmadir. Insan beyninde birbirlerine snapslarla bagl ¢ok sayida sinir hiicresi
vardir. Bu yapi, yapay sinir aglar1 ile modellenmistir (Abiodun vd. 2018). Yapay sinir
aglarinda noronlar birbirlerine hiyerarsik olarak bagli ve paralel olarak calisabilen

yapay hiicrelerden olusur (Oztemel, 2003). Bu hiicreler arasindaki baglantilarin her
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birinde 06grenilen bilgileri igeren degerler vardir. Bu hiicrelerin birbirine
baglanmasiyla girig katmani, ara katman ve ¢ikis katmani olan yapay sinir aglar1 ortaya

cikar.

Giris katmaninda agdaki katmanlara gonderilecek giris verileri bulunur. Ara
katmanlarda giristen gelen veriler islenir. Ag tasarimi ¢ergevesinde farkli sayida ara
katmanlar modelde bulunabilir. Cikis katmanindaki néronlarda her giris verisi i¢in

tahmin edilecek siniflara ait degerler bulunur (Dongare vd., 2012).

Tet katmanli algilayici ile giris ve ¢ikis katmanlar1 arasinda dogrusal bir iligki tespit
edilmeye caligilir. Ancak XOR problemi gibi dogrusal iligkinin olmadig1 problemleri
¢ozmek icin Rumelhart vd. Cok Katmanli Algilayic1 (CKA) modelini gelistirmistir
(Rumelhart vd., 1985). Bu model siniflandirma ve tanima problemlerinde yiiksek

basar1 sunar.

CKA, girdi veri setlerini bir dizi uygun ¢iktiya esleyen ileri beslemeli bir yapay sinir
ag1 modelidir. Bir CKA, birden ¢ok katmandan olusur ve her katman bir sonrakine tam
olarak baglanir. Katmanlarin digiimleri, girdi katmaninin diigtimleri hari¢ dogrusal
olmayan aktivasyon fonksiyonlarina sahip noronlardir. Girdi ve ¢ikti katmanlari
arasinda bir veya daha fazla dogrusal olmayan gizli katman olabilir (Sridevi vd., 2019).
Cikis katmanindan onceki katmana kadar islenen veriler islenerek her giris verisi i¢in

bir ¢ikis verisi belirlenir. Sekil 3.5, CKA’ nin temsili bir formunu sunar.

Giris Katmani Gikis Katmani

Gizli Katman 1 Gizli Katman N

Sekil 3.5 Cok Katmanli Algilayici siniflandiricisinin temsili gosterimi
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3.2.2.2 Aktivasyon Fonksiyonu

Gizli katmanlardaki néron ¢ikiglar: o néron i¢in tanimlanmig aktivasyon fonksiyonuna
bagli olarak elde edilir (URL-3, 2021). Bir¢ok aktivasyon fonksiyonu olmakla birlikte,
bu ¢alismada CKA katmanlari arasinda kullanilan fonksiyonlar; identity, logistic, tanh,

ve relu’dur.

Identity fonksiyonu: Bu fonksiyon, arglimani olarak kullanilan ayni degeri dondiiren
bir fonksiyondur. Esitlik 3.1°de goriildiigli tizere, argiimani olarak kullanilan degeri

dondiirtir yani ¢ikt1 girdi ile aynidir (Chen ve Wang, 2020).

B (3.1)

Hiperbolik tanjant fonksiyonu (tanh): CKA aglarinda yaygin olarak kullanilan -1 ile
+1 araliginda olan simetrik s-sekilli bir fonksiyondur (Chen ve Wang, 2020). Esitlik
3.2’de verilen tanh fonksiyonu, sigmoid islevinin ikinci kusurunun tistesinden gelir ve

optimizasyon siirecini kolaylastirir (Zhu ve Song, 2020).

eX—e™*

eX+e~X

(3.2)

Lojistik fonksiyon (Lojistik): Bu fonksiyon ¢ikisinin 0 ile +1 araliginda olmasi
nedeniyle tahn fonksiyonundan farklilik gosterir. Lojistik fonksiyonu Esitlik 3.3’teki
gibi ifade edilir (Chen ve Wang, 2020).

1

y = (3.3)

T 14ex

Rectified Lineer Unit (ReLU): Bu fonksiyon, 0 esik degeriyle ¢alisir. Buna gore, x <
0 oldugunda 0 verir ve diger durumda yani x > 0 oldugunda x degerini verir (Agarap,
2019). ReLLU kaybolan gradyani ¢6zer ve yakinsamay1 hizlandirir. ReLU, Esitlik 3.4
ile ifade edilebilir (Zhu ve Song, 2020).

y = max{0, x} (3.4)

13



3.2.2.3 Ogrenme Oram

Ogrenme orani, agin egitimi igin gerekli orneklerin aga gosterilmesi ve ardindan her
bir ndrondaki agirlik giincelleme miktarini denetler (Kaytan vd., 2020). Bu ¢alismada
CKA i¢in kullanilan 6grenme orani parametre degerleri constant, invscaling ve
adaptive olup CKA temel modeli i¢in varsayilan deger, constant’tir. Bu degerler

asagida sirasiyla agiklanmistir (URL-4, 2021):
‘constant’: 'learning_rate init' tarafindan verilen sabit bir §grenme oranidir.
‘invscaling’: Her 't' adiminda 6grenme oranini kademeli olarak azaltir.

‘adaptive’: Egitim kayb1 azalmaya devam ettigi siirece Ogrenme oranini

"learning_rate init" olarak sabit tutar.
3.2.2.4 Coziimleyici

Gizli katmanlardaki bulunan noronlarda agirlik optimizasyonu i¢in ¢oziicii kullanilir.
Bu tez ¢alismasinda CKA i¢in kullanilan ¢6ziiciiler [bfgs, sgd ve adam olup varsayilan

deger, adam’dir (URL-4, 2021):

Broyden—Fletcher—Goldfarb—Shanno  (bfgs) kisitlanmamis dogrusal olmayan
optimizasyon problemlerini ¢dzmek icin yinelemeli bir yontemdir (Fletcher, 1981).
‘Ibfgs’, bfgs’nin smirli bellekli bir versiyonudur ve 6zellikle ¢ok sayida degisken
iceren problemler i¢in uygundur (Byrd vd., 1995).

Sgd (stochastic gradient descent - stokastik gradyan inisi) uygun diizgiinliik
ozellikleriyle bir amag¢ fonksiyonunu optimize etmek icin yinelemeli bir yontemdir.
Ozellikle yiiksek boyutlu optimizasyon problemlerinde ¢ok yiiksek hesaplama yiikiinii

azaltan bir yontemdir (Bottou ve Bousquet, 2012).

'adam’, Kingma ve Ba tarafindan onerilen stokastik gradyan tabanli optimize edicidir.
Bu metot, yalnizca az bellek gereksinimi olan birinci dereceden gradyanlar gerektiren

verimli stokastik optimizasyon i¢in bir yontemdir (Kingma ve Ba, 2015).
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3.3 Hiperparametre En lyilemesi

Makine 6greniminin temel amaci iyi ¢alisan ve dogru tahminler yapan bir model
olusturmaktir. Bu nedenle, makine 6grenimi algoritmasinin optimize edilmesi gerekir.
Makine 6greniminde optimizasyon, maliyeti en aza indirmek i¢in bir optimizasyon
teknigi kullanarak hiperparametreleri ayarlama islemidir. Hiperparametre en iyilemesi
daha iyi bir tahmin sonucuna ulagsmak adina bir modelin parametresi i¢in tanimli deger
araligindan en uygun olanini tespit etmek {izere gergeklestirilen arama siirecidir.
Ama¢, model parametreleri i¢in en uygun degerlerin tespiti ve bdylece makine
Ogreniminin iyilegsmesidir. Diger bir deyisle, parametre en iyilemesi, daha iyi bir
performans elde etmek i¢in varsayilan modelin parametrelerinin en iyilenmesini ifade

eder.

Modelin yapisi1 hiperparametrelerle tanimlanir. Modelin parametre degerleri girdilere
bagli olarak degisir ve modelin egitimi sirasinda model parametre degerleri belirlenir.
Bir siiflandirma algoritmasinda hiperparametreler tanimlanan varsayilan degerleri ile
kullanilir. Bu parametreler i¢in en uygun degeri bulmak daha iyi sonuglar ve verimlilik

sunar (Chon, 2019).

Parametre bir dizi deger i¢eren bir islevin argiimanidir. Hiperparametre en iyilemesi,
bir makine 6grenimi modelindeki herhangi bir parametre i¢in gecerlidir (Hamida vd.,

2020).

Bir model icin en iyi parametre degerleri egitim sirasinda belirlenir. Bir modelin
parametre degerleri girdilere bagli olarak degismektedir. Bir makine &grenimi
algoritmasinin hiperparametreleri i¢in uygun bir konfigiirasyon elde etmek belirli bir
uzmanlik veya deneme yanilma gerektirir. Bu hiperparametrelerin ayarlanmasi bir
optimizasyon problemi olarak goriilmektedir (Mantovani vd., 2015). Manuel arama ve
otomatik arama yoOntemleri iki tlir hiperparametre en iyileme yaklagimidir. Manuel

aramanin dezavantalar1 su sekilde siralanabilir (Wu vd., 2019):

a) Sonuclar tizerinde en biiyiik etkiye sahip parametrelerin belirlenmesi uzmanlik

gerektirir. Bu alanda uzman olmayanlar i¢in zor bir siiregtir.
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b) Hiperparametreleri degistirme prosediirleri kolayca tekrarlanamaz.

¢) Hiperparametrelerin sayisi ve deger araligi biiylidiikge yiliksek boyutlu verileri

yonetmek giderek daha zor hale gelir.

Smiflandirict algoritmanin performansini iyilestirmek icin yiiriitiilen deneysel
calismalar uzun soluklu oldugu i¢in deneme yanilma ¢alismalarina kiyasla en iyileme
yontemleri tercih edilir. Ayrica, deneme yanilma ¢alismalart ile ortaya ¢ikacak hatalar
veya kayiplar arama teknikleriyle en aza indirilir. Hiperparametreler genellikle olasi
parametre degerleri arasinda bir tiir verimli arama olan bir en iyileme metodu

kullanilarak tahmin edilir.

3.3.1 Rastgele Arama

Makine 6greniminde ve 6zellikle hiperparametre en iyilemesinde, Rastgele Arama
(RA), arama alanini rastgele veya olasilikla 6rnekleyen bir en iyileme teknigi olarak
karakterize edilebilir. RA, 1zgara aramaya benzemekle birlikte bir model i¢in en iyi
¢Oziimii bulmak i¢in hiper-parametrelerin rastgele bir kombinasyonunun kullanildig:
bir tekniktir. RA, farkli hiperparametre kombinasyonlar1 arasindaki korelasyonlar1
kullanmaz (Zhang vd., 2021). Bu tiir arama i¢in ¢apraz dogrulama stirecindeki her
yinelemede rastgele parametre kiimeleri dikkate alinir ve tahmin edicinin
parametreleri ¢apraz dogrulanmis arama parametresi ayarlari ile optimize edilir (Li,

2020).

RA, bir¢ok smiflandirma probleminde siniflandirici algoritmalarin performansini
iyilestirmek icin oldukga sik kullanilan bir metottur. Ornegin, kalp hastaligmin tespiti
icin yapilan iki farkli c¢alismada yiiksek basari elde etmek i¢in RA metodu
kullanilmistir (Javeed vd., 2019; Valarmathi ve Sheela, 2021). Bir baska ¢alismada
celigin catlak derinliginin tespitinde hiperparametre en iyilemesi i¢in kullanilan
metotlardan biri RA olmustur (Chen vd., 2022). Sézde kod-1, RA algoritmasi

adimlarin1 sunar (Rahmadayana ve Sibaroni, 2021).
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Sozde Kod-1

1. Yineleme sayisi, k ve arama alani belirlenir.
2. Arama alaninda rastgele parametreler secilir
3. Kesme kriterine ulasana kadar asagidaki adimlar tekrarlanir.
1. Arama alanindaki parametreler rastgele se¢ilir.
2. Veri kiimesini esit olarak k-kata boltintir.
3. Bir k katlamasindaki her k i¢in:
1. k test verisi, geri kalani1 egitim verisi olarak ayarlanir.
2. Kullanilan parametrelerin kombinasyonu ile bir siniflandirici egitilir.
3. Puanlamaya dayal1 olarak model performansi degerlendirilir.
4. Ortalama puan hesaplanir.
4. Ortalama ¢apraz dogrulama degerlendirme sonuglari, en iyi parametreler ve gerekli
diger olgtimler dondiirtiliir.

3.3.2 Bayesian Arama

Bayesian optimizasyon algoritmasinin ana fikri, sonsal dagilim ger¢ek dagilima uyana
kadar optimize edilmis amag fonksiyonunun i¢ yapisini ve matematiksel 6zelliklerini
bilmeden ama¢ fonksiyonunun sonsal dagilimina siirekli olarak 6rnek noktalar

eklemektir (Yin ve Li, 2022).

Stratejiye dayali bilgilendirilmis bir arama kullanarak daha kisa siirede en uygun
hiperparametreleri bulma hedefiyle hiperparametrik ayar prosediirii giderek artarak
daha fazla otomatik hale getirilmektedir. Amag¢ fonksiyonlarini optimize etmek igin

Bayesian optimizasyonu en iyi se¢enektir (Zhang vd., 2021).

Bayesian Arama (BA), Bir "uyum" ve bir "puan" yOntemini ve diger standart
yontemleri uygular. Tahmin edicinin parametreleri, parametre ayarlar1 tizerinde ¢apraz
dogrulanmis bir arama ile optimize edilir. Belirtilen dagilimlardan sabit sayida

parametre ayari orneklenir (URL-5, 2021).

BA, bir¢ok smiflandirma probleminde siniflandirici algoritmalarin performansini
iyilestirmek i¢in olduk¢a sik kullanilan bir metottur. Ornegin, Xia vd., kredi
puanlamasinda asir1 gradyan artirma (XGBoost) siniflandiricininin performansini
yiikseltmek ic¢in Bayesian hiperparametre en iyilemesini kullanmiglardir (Xia vd.,
2017). Bir baska ¢alismada, CIFAR-10 veriseti i¢in kullanilan modelin performansin

artirmak i¢in Bayesian hiperparametre en iyileme algoritmasini uygulamiglardir
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(Victoria ve Maragatham, 2021). Bir diger calismada, Zhang vd., yumusak hassas
killer i¢in drenajsiz kesme dayanimi ve ¢esitli temel toprak parametreleri arasindaki
iligkileri yakalamak i¢in XGBoost ve rastgele orman toplulugu &grenme
algoritmalarinin parametreleri i¢cin BA ile en iyi degeri belirlemislerdir (Zhang vd.,

2021). Sozde kod-2, Bayesian optimizasyon adimlarini sunar (Wu vd., 2019).

Sozde Kod-2

1. Fort=1,2, ...
2. Kazang fonksiyonunu u tizerinde fonksiyon /" optimize edilerek x; bulunur:
Xt = a’"gm;xu(xwm—n.
3. Amag fonksiyonu 6rneklenir: y, = f(x;).
4. Veriler, D;.t = {Dq.t—1, (x¢, y¢)} artirilir ve f fonksiyonunun sonsal bilgileri
giincellenir.
5. Déngii sonu

Burada, D 1 f fonksiyonunun t —1 gozleminden olusan egitim veri

L:t—1= {xn,Yn}h1
kiimesini temsil eder. Tiim algoritma, sonsal dagilimin giincellenmesi ve kazang
islevinden olusur. Gozlemler biriktikge, sonsal dagilim stirekli olarak giincellenir;
kazang fonksiyonunun maksimize edildigi nokta bulunur ve egitim veri setine eklenir.
Tim stire¢, maksimum iterasyon sayisina ulasilana kadar veya mevcut deger ile

simdiye kadar elde edilen optimal deger arasindaki fark, dnceden tanimlanmis bir

esikten az olana kadar tekrarlanir (Wu vd., 2019).
3.3.3 Optuna En lyileyicisi

Akiba vd. (2019) tarafindan tanitilan Optuna En lyileyicisi (OEI) 6zellikle makine
Ogrenimi i¢in tasarlanmis otomatik ve hizli bir hiperparametre en iyilemesi sunan agik

kaynakl1 bir Python kitapligidir.

OEI, hiperparametreleri drneklemek igin en yeni algoritmalar1 onaylayarak ve iyi
sonu¢lanmayan denemeleri verimli bir sekilde budayarak etkili hiperparametre en

iyilemesi saglar (Optuna Contributors, 2018a).

Ormnekleme algoritmalari, kaydin 6nerilen parametre degerlerini ve degerlendirilen

nesnel degerleri kullanarak arama alanini siirekli olarak daraltir ve daha iyi nesnel
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degerlere yol agan parametreleri veren optimal bir arama alani sunar (Optuna

Contributors, 2018b).

OEl ile yazilan kod olduk¢a modiilerdir ve bu teknik ile hiperparametreler i¢in dinamik
olarak arama alanlar1 olusturabilir (Akiba vd., 2019). OEI’nin 6nemli &zellikleri

asagida verilmistir (URL-6, 2021).

1. Daha hizli sonuglar i¢in genis alanlar1 verimli bir sekilde arar ve iyi sonuglanmayan

denemeleri budar.

2. Optimum hiperparametreler i¢in otomatik arama yapar.

3. Kodu degistirmeden birden ¢ok i pargacigi veya islem tizerinde hiperparametre

aramalarini paralel olarak gerceklestirir.

Bir amag¢ fonksiyonunu maksimize etme veya minimize etme siirecinde bir dizi
hiperparametre i¢in OEl dogrulama puammi dondiiriir. OEI, iz nesnesi ile etkilesim
yoluyla adim adim hedef islevini olusturur. Iz nesnesi yontemleri, amag
fonksiyonunun ¢aligsma siiresi boyunca arama alanini dinamik olarak belirler (Srinivas

ve Katarya, 2022).

OEI, birgok smiflandirma probleminde simiflandirici algoritmalarin performansini
iyilestirmek icin olduke¢a sik kullanilan bir metottur. Ornegin, Srinivas ve Katarya
(2022) Cleveland, kalp yetmezligi ve kalp hastaligi veri setleri tizerinde XGBoost
siniflandiricisini OEI ile optimize etmislerdir. Lacerda vd., Covid-19 hastaliginin
tespiti igin kullandiklar1 bir derin 6grenme modelini OEI ile optimize etmislerdir
(Lacerda vd., 2021). Covid-19’u smniflandirmak i¢in yapilan bir baska calismada
Barros vd., nerdikleri hibrit derin 6grenme modelinin hiperparamerelerini OFEI ile
optimize etmislerdir (Barros vd., 2021). Son olarak, Ekundayo elektrik enerjisi
tiiketimini tahmin etmek igin &nerdigi hibrit modelin hiperparamerelerini OEI ile

optimize etmistir (Ekundayo, 2020).
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3.4 Performans Olgiitleri

Bir modelin veya siniflandirict algoritmanin kendisine verilen gorevi ne kadar iyi
yerine getirip getiremedigini gorebilmek i¢in performansinin degerlendirilmesi
gerekmektedir. Makine 6grenmesinde performans degerlendirmesi 6nemli bir husus
olup, bu amagla bir¢ok performans degerlendirme kriteri gelistirilmistir. Bu kriterlerin
hesaplanmasinda Tablo 3.2°de verilen karigiklik matrisi kullanilmaktadir. Buradaki,
DP, dogru pozitif, DN dogru negatif, YP yanlis pozitif ve YN yanlis negatif anlamina
gelir. Farkli modellerin sunduklar1 karisiklik matrislerindeki YP ve YN toplamlarinin
DP ve DN toplamlariyla karsilastirilmasi yapilarak hangi modelin en iyi performansa

sahip oldugu genellemesi yapilabilir.

Tablo 3.2 Karigiklik matrisi

Tahmin
Negatif Pozitif
Negatif DN YP
B ¢ Pozitif YN DP

Burada 1 pozitif sinifi ve 0 negatif sinifi temsil etmek {izere;

a) DP: Test 6rneginin sinifinin gergcek degerinin 1 ve model tarafindan tahmin edilen

degerin 1 oldugu anlamina gelir.

b) DN: Test 6rneginin sinifinin gergek degerinin 0 ve modelin tahmin degerinin 0

oldugu anlamina gelir.

¢) YP: Test 6rneginin smifinin gercek degerinin 0 ve modelin tahmin degerinin 1

oldugu anlamina gelir.

d) YN: Test 6rneginin smifinin gercek degerinin 1 ve modelin tahmin degerinin 0

oldugu anlamina gelir.

En sik kullanilan performans degerlendirme 6l¢ititleri; Dogruluk (Accuracy), Kesinlik

(Precision), Duyarlilik (Sensitiviy, Recall), Fl1-6l¢iiti (F1-score)’diir. Karigiklik

20



matrisinden faydalanilarak hesaplanan bu performans 6l¢iitleri Esitlik 3.5 ve Esitlik

3.10 arasinda verilmistir.

o DP+DN
Dogruluk = ——
DP+YN+DN+YP
o DP
Kesinlik =
DP+YP

DP
DP+YN

Duyarlilik (Dogru Pozitif Orani) =

DN
DN+YP

Ozgiilliik =

F1 — 61(;ﬁtﬁ k., (Kesinlik * Duyarllllk)

Kesinlik+Duyarlilik

YP
YP+DN

Yanlis Pozitif Orant =

(3.5)

(3.6)

(3.7)

(3.8)

(3.9)

(3.10)

Dogruluk: Girdi veya egitim verilerine dayali olarak bir veri setindeki degiskenler

arasindaki iligkileri ve kaliplari en iyi hangi modelin belirledigini belirlemek i¢in

siklikla bagvurulan bir 6l¢timdiir ve smniflandiricinin dogru tahmin ettigi 6rneklerin

tiim Orneklere oranini verir.

Kesinlik: Dogru pozitif sayisinin dogru pozitiflerin ve yanlis pozitiflerin toplamina

oranidir.

Duyarlilik: Dogru siniflandirilmis pozitif etiketli 6rnek sayisinin toplam pozitif 6rnek

sayisina oranidir. Bu metrik, literatiirde Geri Cagirma veya Dogru Pozitif Oran1 olarak

da bilinir.

Ozgiilliik, dogru siniflandirilmis negatif etiketli 6rnek sayisinin toplam negatif 6rnek

Sayisina oranidir.

F1-olgiitti: Duyarlilik ve Kesinlik degerlerinin harmonik ortalamasi olarak ifade edilir.
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Ayrica, siniflandirict algoritmalarin performanslarii degerlendirmede kullanilan bir
baska ol¢tit, Egri altindaki alan (EAA, Area Under Curve)’dir. Buradaki egri, Alici
Islem Karakteristigi (AIK, Receiver Operating Characteristic (ROC)) egrisidir. AIK
egrisi, ger¢ek pozitif oranina karsi yanlis pozitif orani olarak ifade edilir ve gesitli
siniflandirma esikleri kullanilarak ¢izilir (Srinivas ve Katarya, 2022). Sekil 3.6°da
ornegi verilen AIK egrisinin altinda kalan alan olarak ifade edilen EAA metrigi ile

algoritmanin siniflandirma basarisi degerlendirilir.

Bir olasilik egrisi olan AIK’nde egrinin x koordinatt YP’yi, y koordinat1 DP’yi temsil
eder. Modelin smiflar1 ayirt etme basarist ile EAA biyiikliigli dogru orantilidir

(Kahraman, 2021).

1.0 7

Dogru pozitif orani
o
(W]

= Mikemmel

— |yi

m— KOt

0.0 05 10
Yanhs pozitif orani

Sekil 3.6 AIK egrilerinin tiirleri (Ferraris, 2018).

EAA’nin sol iist kdseye daha yakin olmasi dogrudan modelin basarisin1 gosterir. Bu
metrik, O ile 1 arasinda degerler alir ve asagida verilen derecelendirmeler kullanilarak

yorumlanabilir (Ertorsun vd., 2009; Ferraris, 2018).

0,90 - 1 = mitkkemmel
e 0,80-0,90=1yi

e 0,70 -0,80 = orta

e 0,60-0,70 = zayif

e 0,50-0,60 = basarisiz
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4.DENEYSEL CALISMALAR VE ELDE EDIiLEN SONUCLAR

4.1 Deneysel Ortam

Bu tez ¢alismasindaki deneyler, 8 GB RAM, Intel 8. nesil i7 islemci ve Windows 10
isletim sistemine sahip x64 tabanli bir diziistii bilgisayar {izerine kurulu Anaconda
Spyder platformu tizerinde yiiriitiilmiistiir. Kod gelistirme ortaminda veri setlerinin
yiiklenmesi ve okunmasi islemleri i¢in pandas kiitiiphanesi kullanilmigtir. Dizi
islemleri i¢in numpy kiitiiphanesi kullanilmistir. Siniflandirici algoritmalar icin scikit-
learn kiitliphanesinden yararlanilmigtir. Son olarak, sonuglarin analizi, karisikliklik
matrisi ve AIK c¢izimlerinde olduk¢a kullanisli olan matplotlib Kkiitiiphanesi ile

calisilmistir.
4.2 Model Egitimi Ve Testi

Sekil 4.1, model egitimi ve testi ¢alismalarin genel blok diyagramini sunar. Buna gore,
ilk olarak, veri setini igeren Excel dosyasi kod gelistirme ortaminda agilmis, onislemler
gerceklestirilmis ve verisetlerindeki Yes/No gibi sayisal olmayan verilerin 1/0
kategorik degerlerine donusturiilmiistiir. Ardindan, makine Ggrenmesi asamasina
gegmeden Once veri seti {izerinde min-max normalizasyon teknigi uygulanarak
verilerin 0 ve 1 araligina 6lgeklendirilmesi saglanmistir. Min-maks normallestirme,
orijinal veri degerleri arasindaki iliskileri korur (Han vd., 2012). Esitlik 4.1°de verilen
bu normalizasyon tekniginde; x mevcut deger, Xmin minimum deger, Xmax maksimum

deger olup, Xyeni normalize edilmis degerdir.

X—Xmin
X = TR 4.1
yemt Xmax—Xmin ( )
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Veriseti

l

Onislem ve min-maks normalizasyon

%20 Test seti|— P?rformans
‘ Degerlendirme

F N

Dogruluk
Duyarhhk

Ozgiilliik
Kesinlik
F1-olcgiitii

Rastgele Arama
Bayesian Arama
Optuna En lyileyici

Model

5-kat capraz dogrulamaile
parametre en iyilemesi

L% /

Sekil 4.1 Bu ¢aligmanin genel blok diyagrami

Veriseti
!
a)
J. im seti | %20 Test seti
i ;
' kat -1 - -
kat -2 - -
™ |
kat -4 - -
kat -5 - -
[- Egitim seti j
5-kat capraz dogrulama - Dogrulama seti

Sekil 4.2 a) Egitim ve test setleri, b) Hiperparametre en iyilemesi igin 5-kat ¢apraz

dogrulama

Sekil 4.2 (a)'da gosterildigi gibi veri setleri egitim ve test veri kiimesi olmak tizere iki

kiimeye ayrilmistir. Temel DVM ve temel CKA modellerinin egitiminde verisetlerinin
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%80’lik kismi kullanilirken, bu siniflandiricilarin performans testinde kalan %20°lik
kisim kullanilmistir. Ardindan, makine 6grenimi algoritmalar1 egitim setinde egitilmis
ve bu algoritmalarin performanslari test seti izerinde test edilmistir. Sonraki asamada,
bu verisetleri tizerinde siniflandirma modellerinin en iyi performansini sunmasi i¢in
en iyileme yontemleri uygulanmistir. Hiperparametre ayarinda ¢apraz dogrulama,
algoritmanin verimliligini artirmak i¢in hiperparametrelerin optimal degerini bulmaya
yardime1 olur. Her bir en iyileme yontemi ile siniflandirici algoritmalarin parametre
degerlerinin en iyilenmesi i¢in Sekil 4.2(b)’de gosterildigi {izere her bir egitim seti
tizerinde 5-kat c¢apraz dogrulama uygulanmistir. Belirlenen en iyi parametre
degerlerine sahip modelin performansi test seti lizerinde Ol¢lilmiistiir. Buna gore,
egitim veri setleri tizerinde DVM ve CKA siniflandiricilarinin yer aldigi modellerin
egitimleri gergeklestirilmistir. Sonrasinda, her bir test veri seti i¢cin bu modeller ile elde
edilen sonuglar ve ortalamalar ilgili tablolarda sunulmustur. Dahasi, her bir deneyde
elde edilen karisiklik matrisleri ve AIK ¢izimleri ilgili sekillerde sunulmustur. Sonug
olarak, siniflandiric1 algoritmalarin basarilar1 performans 6lgiitleri ¢ergevesinde ele

alinmig ve kapsamli olarak karsilastirilmigtir.

Deneysel c¢alismalar icin ifade edilebilecek bir diger onemli nokta, egitim ve test
verisetlerinin dagilimindan kaynaklanabilecek asir1 uyum problemini 6nlemek icin
disarida tutma teknigi ile farkli egitim ve test setleri {izerinde 10 kez denemeler
yapilmistir. Diger bir deyisle, en yiiksek tahmin dogrulugunu saglamak ve
algoritmanin tahmin edebilirligini egitim yoluyla kanitlamak i¢in disarida tutma
yontemi 10 kez uygulanmis olup her bir deneyde Veri setinin rastgele %80 ve %20’
lik kisimlart sirasiyla egitim ve test i¢in ayrilmistir. Her bir veri setinde bu is akisi
uygulanarak tiim en 1iyileme yontemleri ile smniflandirici algoritmalarin
parametrelerinin en iyi degerleri tespit edilmistir. Elde edilen sonuclar literatiirde
oldukga iyi bilinen dogruluk, kesinlik, duyarlilik, 6zgiillik, Fl-score ve EAA
performans Olglitleriyle degerlendirilmis ve karsilastirilmistir. Deneysel ¢alismalarda

olusturulan modellerin bilgileri Tablo 4.1°de 6zetlenmistir.
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Tablo 4.1 Olusturulan modellerin listesi

Hiperparametre en iyileme Model

Temel DVM

Temel CKA
RA+DVM
RA+CKA
BA+DVM
BA+CKA
OEI+DVM
OEI+CKA

Hayir

Evet

4.3 Deneysel Sonuclar

Bu calismada, DVM ve CKA siniflandiricilari i¢in en iyileme metotlari ile belirlenen
en iyi parametre degerleri ile egitilen modellerin test setlerindeki performanslar
degerlendirilmektedir. Bu siniflandiricilar1 optimize etmek icin RA, BA ve OEI
yontemleri kullanilmistir. Bu en iyileme metotlarindan ilk ikisi i¢in scikit-learn
kitapligindan, OEI igin ise Optuna kitapligindan faydalanilmigtir. Hiperparametre en
iyilemesi i¢in CKA siniflandiricisinda gizli katman i¢in activation fonksiyonu, agirlik
optimizasyonu i¢in solver parametresi ve agirlik gilincellemeleri i¢in learning rate
parametresi, DVM siniflandiricisinda kernel, gama ve C parametreleri ince ayar
parametreleri olarak belirlenmistir. DVM ve temel CKA siniflandiricilar: i¢in bu
hiperparametreler sklearn kitapligindaki varsayilan degerleri ile kullanilmistir. Buna
gore, temel DVM modelindeki C degeri 1.0, ¢ekirdek fonksiyonu 'tbf ve gamma
degeri 3’tiir. Temel CKA modelindeki gizli katman sayis1 100, aktivasyon fonksiyonu

'relu’, ¢oziicli 'adam' ve 6grenme orani parametresi 'constant’ degerine sahiptir.

Her bir veri seti lizerinde yapilan deneylerde siniflandiricilarin egitimi igin gereken
calisma zamani ortalamasi, her bir en iyileme metodu ile her bir veri setinde en iyi
sonucun elde edildigi deney i¢cin DVM ve CKA’nin hiperparametre degerleri ve ayrica
bu siniflandiricilarin siniflandirma performanslari ilgili tablolarda sunulmustur. En iyi
parametre degerlerinin elde edildigi deney numarasi da bu parametre degerlerinin yer
aldig1 tablolarda ayrica sunulmustur. Bunun yani sira, DVM ve CKA simiflandirici
algoritmalar1 ve ti¢ en iyileme metodu ile insa edilen modellerin karisiklik matrisleri

ve AIK grafikleri sunulmustur. AIK ¢izimlerindeki etiket bilgilerinde yer alan ‘Exper.’
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ve 1 ile 10 arasindaki sayr degeri ilgili deneyi ifade eder. Ornegin, ‘Exper. 1°, 1 nolu

deneyi ifade etmektedir.
4.3.1 Veri Seti-1 Icin Elde Edilen Sonuclar

Tablo 4.2, Veri seti-1 i¢in her bir siniflandirici ve en iyileme yontemleri ile yapilan 10
deney ile elde edilen karisiklik matrislerinin {ist {iste bindirilmis sonu¢ matrislerini
sunar. Buna goére, RA, BA ve OEI en iyileme metotlarinin yer aldigi DVM modelleri
temel DVM modeline kiyasla daha az hatali siniflandirma yapmaistir. Temel model 535
ornegi yanls siiflandirma yaparken RA+DVM, BA+DVM ve OEI+DVM sirasiyla
514, 533 ve 520 ornegi yanhs smiflandirmistir.  RA, BA ve OEI en iyileme
metotlarinin yer aldigi CKA modelleri temel CKA ile ayni sayida hatali siniflandirma
yapmistir. Bu veri seti ilizerinde yapilan deneysel c¢alismalarda sadece DVM
siniflandiricis1 {izerinde tiim en iyileme metotlarmin olumlu bir etkisi oldugu

gortilmiustir.

Tablo 4.2 Veri seti-1 i¢in her bir modelin ortiisen karisiklik matrisleri; a) Temel DVM b)
Temel CKA, ¢) RA+DVM d) RA+CKA e) BA+DVM f) BA+CKA g) OEI+DVM
h) OEI+CKA

a)

Tahmin
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Tablo 4.2 Devami
e)

) h)

Tahmin

Tablo 4.3 Veri seti-1 iizerinde her bir model ile yapilan 10 deneyin ortalama sonuglari

R I F1-

. Dogruluk  Ogzgiillik  Duyarliik  Kesinlik ]

Swniflandirict  En iyileme (%) (%) (%) (%) oic:;:;u
DVM Hay1r 92,98 91,07 94,4 93,4 93,9
RA 93,25 91,81 94,33 93,91 94,12

BA 93,01 90,89 94,59 93,29 93,93

OEI 93,18 91,53 94,4 93,72 94,06

CKA Hayir 93,15 91,44 94,43 93,67 94,04
RA 93,15 91,84 94,13 93,92 94,02

BA 93,15 91,81 94,15 93,9 94,02

OEI 93,15 91,75 94,2 93,86 94,03

Tablo 4.3, Veri seti-1 lizerinde tiim modeller ile yapilan deneylerin ortalama
sonuclarint sunar. Goriildiigii tizere, hiperparametre degeri en iyilemesi ile en iyi
dogruluk degeri DVM’de 92,98’ den %93,25’e ylikselmistir. Burada DVM i¢in RA,
BA ve OEI en iyileme metotlarinin pozitif etkisi oldugu goriilmektedir. Diger yandan,

temel CKA’ya kiyasla tim en iyileme metotlar1 ile daha iyi dogruluk elde
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edilememistir. Ozgiilliik metrigi i¢in RA ve OEI en iyileme metotlarintn DVM nin
performansinda iyilesme sagladigi goriilmiistiir. CKA igin ise RA, BA ve OEI en

iyileme metotlarinin az da olsa iyilesme sagladig1 goriilmiistiir.

Duyarlilik metrigi icin DVM’nin performansinda sadece BA metodunun az da olsa
iyilesme sagladigi goriilmiistiir. Bunun yani sira, CKA’nin sundugu duyarlilik

6l¢timlerinde li¢ en iyileme yonteminin de bir iyilesme sunmadigi goriilmiistiir.

Kesinlik metrigi icin RA ve OEI metotlarinin DVM’nin performansinda iyilesme
sagladigi goriilmiistiir. Buna gore, kesinlik degeri %93,4 olan temel DVM’nin
performansint RA ve OEI metotlar1 sirastyla %93,91 ve 93,72’ye yiikseltmislerdir.
BA+DVM’nin sundugu kesinlik degeri %93,29 ile temel DVM’ye gore daha azdir.
CKA’nin sundugu kesinlik 6l¢timlerinde ii¢ en iyileme yonteminin de az da olsa
olumlu etkisinin oldugu goriilmiistiir. Buna gore, kesinlik degeri %93,67 olan temel
CKA’nin performansim RA, BA ve OEI metotlar1 sirastyla %93,92, %93.,9 ve
93,86’ya yiikseltmislerdir.

F1 olgiitii i¢in RA, BA ve OEI metotlarinin DVM’nin performansinda iyilesme
sagladigi, CKA’nin performansinda ise bu ti¢ en iyileme yonteminin pozitif etkisinin

olmadig1 gorilmiistiir.

Sekil 4.3 ve Sekil 4.4 elde edilen sonuglari grafiksel olarak sunmaktadir.
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Sekil 4.3 Veri seti-1 igin DVM sonuglari
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Sekil 4.4 Veri seti-1 igin CKA sonuglari

Tablo 4.4, Veri seti-1 icin olusturulan modellere ait AIK cizimlerini sunar. Her bir
satirda iki sekil bulunmaktadir. Bu sekiller sirasiyla DVM ve CKA siniflandiricilarina
aittir. Her AIK ¢iziminin tizerinde ilgili model bilgisi bulunmaktadir. Ornegin, 1. satir
2. siitundaki AIK ¢izimleri temel CKA modeline aittir. Her bir AIK ¢izimlerinde bir

modele ait 10 deneyin her birinden elde edilen sonuglar bir arada verilmistir.

Tablo 4.4 Veri seti-1 igin her bir model ile yapilan 10 deneye ait AIK gizimleri
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Tablo 4.4 Devami

BA+DVM BA+CKA
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Tablo 4.5, 10 deneyden elde edilen EAA degerlerinin ortalamasini sunar. Bu degerler,
en iyileme metotlarinin smiflandirici algoritma {izerindeki siniflandirma etkisini
Ozetlemektedir. Buna gore, Veri seti-1 i¢in %98,124 EAA ile RA+DVM modeli diger
DVM modellerine kiyasla iyi bir performans gostermistir. Bunun yanisira, %98,104
ile RA+CKA smiflandiricis1 CKA olan modeller i¢cinde en yiikksek EAA degerine
sahiptir. Sonug olarak, Veri seti-1 i¢cin RA en iyileme yontemi ile insa edilen DVM ve
CKA smiflandiricilart diger modellere kiyasla daha iyi bir performans gostermistir. Bu
sonuclar, en iyileme metotlarinin siniflandirict algoritma tizerindeki pozitif etkisini

ayrica gostermektedir.

Tablo 4.5 Veri seti-1 i¢in her bir model ile yapilan 10 deneyin EAA degerlerinin ortalamasi

Hiperparametre en iyileme DVM (%) CKA (%)
Hayir 97,023 98,099
RA 98,124 98,104
BA 98,079 98,102
OEI 97,697 98,103
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Tablo 4.6, en iyileme metotlarinin en iyi dogruluk degeri sundugu deney icin
parametre degerlerini ve deney numarasini sunar. Temel siniflandiricilarin varsayilan

parametre bilgileri de ayrica son siitunda verilmistir.

Tablo 4.6 Veri seti-1 i¢in en iyi hiperparametre degerleri

Smiflandirici Hiperparametre RA BA OEI Va(rlzag};lrlan
C 50 1,0 45,62 1,0
kernel rbf poly linear rbf
DVM Gamma auto scale auto scale
Deney no. 2 2 2 2
activation logistic logistic logistic relu
learning rate adaptive  invscaling  adaptive constant
CKA solver Adam Adam Adam Adam
Deney no. 2 2 2 2

Tablo 4.7, tim modellerinn deneysel caligsmalardaki ortalama yiiriitme siirelerini
gosterir. Buna gore, varsayilan parametreleri ile bir siniflandiricinin egitimi i¢in gegen
zaman oldukg¢a azdir. RA en iyileme metodu ile insa edilen modellerin egitimi i¢in
gegen zaman diger en iyileme metotlarina kiyasla daha az olup bu yontemi sirasiyla

BA ve OEI takip etmektedir.

Tablo 4.7 Veri seti-1 tizerinde her bir modelin egitimi i¢in gegen ortalama siire (sn)

Siniflandirici Temel Model RA BA OEI
DVM 3,37 79,90 235,23 432,29
CKA 87,84 481,01 828,68 1685,65
sn: saniye

4.3.2 Veri Seti-2 i¢in Elde Edilen Sonuglar

Tablo 4.8, Veri seti-2 i¢in her bir siniflandirici ve en iyileme yontemleri ile yapilan 10
deney ile elde edilen karisiklik matrislerinin {ist {iste bindirilmis sonu¢ matrislerini
sunar. Buna gore, RA ve BA en iyileme metotlarinin yer aldigt DVM modelleri temel
DVM modeline kiyasla daha az hatali siniflandirma yapmistir. Temel model 374
ornegi yanlis smiflandirma yaparken RA+DVM ve BA+DVM sirasiyla 329 ve 283
ornegi yanlis simflandirmustir.  OEI metodu, temel DVM siniflandiricisina kiyasla

daha fazla 6rnegi yanls siniflandirmistir. Ayrica, BA ve OEI metotlarinin yer aldig
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CKA modelleri temel CKA ve RA+CKA modellerine kiyasla daha fazla hatali

siniflandirma yapmustir. Bu veri seti lizerinde yapilan deneysel caligsmalarda sadece

DVM siiflandiricist {izerinde RA ve BA en iyileme metotlarinin olumlu etkisinin
oldugu goriilmustiir.

Tablo 4.8 Veri seti-2 i¢in her bir modelin ortiisen karigiklik matrisleri; a) Temel DVM b)
Temel CKA, ¢) RA+DVM d) RA+CKA e) BA+DVM f) BA+CKA g) OEI+DVM

h) OEI+CKA
a) b)
=
Q
-4
Q
0]
& &
*&@Q Sn,
¢) d)
4
[}
-4
@
U]
& & & &
e) f)

Gercek

&> &
Tahmin Tahmin
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Tablo 4.8 Devami
g)

h)

Gercek

Tahmin

Tablo 4.9 Veri seti-2 iizerinde her bir model ile yapilan 10 deneyin ortalama sonuglar

< S o F1-
Siniflandirict  En iyileme Doggoz)u)luk Oz%;)l)luk Du}(/(e;)* ;lhk Ke(i;)r;hk Oi(g/l;)l;u
Hayir 91,3 90,22 92,11 92,72 92,4
DVM RA 92,35 90,98 93,36 93,33 93,34
BA 93,42 91,97 94,49 94,09 94,29
OEI 89,02 84,64 92,27 89,02 90,62
Hayir 92,23 90,44 93,56 92,97 93,26
CKA RA 92,23 90,49 93,52 93,01 93,26
BA 92,14 90,44 93,4 9296 93,17
OEI 92,14 90,16 93,6 92,8 93,19

Tablo 4.9, Veri seti-2 lizerinde tiim modeller ile yapilan deneylerin ortalama
sonuclarint sunar. Goriildiigii tizere, hiperparametre degeri en iyilemesi ile en iyi
dogruluk degeri DVM’de 91,3’ten %93,42’ye ylikselmistir. Burada temel DVM’ye
kiyasla daha basarili sonuglari sunan modellerin parametreleri RA ve BA ile elde
edilmistir. OEI’nin temel DVM modelinin basarisini arttirmadigi goriilmiistiir. Ozet
olarak, DVM’nin RA ve BA yontemleri ile temel DVM’ye kiyasla daha iyi dogruluk
sundugu ifade edilebilir. Diger yandan, CKA i¢in tiim en iyileme yontemleri ile

varsayilan parametrelere kiyasla daha iyi dogruluk elde edilmemistir.

Ozgiillik metrigi i¢cin RA ve BA en iyileme metotlarinin DVM’nin performansinda
iyilesme sagladigi, CKA icin ise RA’nin ¢ok az iyilesme sagladigi, BA ve OEI en
iyileme yontemleri ile bir iyilesme saglanamadigi goriilmustiir. Duyarlilik metrigi icin

tiim en iyileme metotlarinin DVM’nin performansinda az da olsa iyilesme sagladigi
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gortilmistiir. Bunun yami sira, CKA’nin sundugu duyarhilik 6l¢timlerinde ti¢ en
iyileme yonteminden sadece OEI’nin %0,04 fark ile ¢ok az diizeyde pozitif etkisinin

oldugu goriilmusttir.

Kesinlik metrigi i¢in RA ve BA metotlarinin DVM’nin performansinda iyilesme
sagladig1 goriilmustiir. Buna gore, kesinlik degeri %92,72 olan temel DVM’nin
performansini RA ve BA metotlar1 sirasiyla %93,33 ve 94,09’a yiikseltmislerdir.
OEI+DVM’nin sundugu kesinlik degeri %89,02 ile temel DVM’ye gore daha azdur.
Bunun yani sira, CKA’nin sundugu kesinlik 6l¢timlerinde ii¢ en iyileme yonteminden

sadece RA’nin %0,04 fark ile ¢cok az diizeyde pozitif etkisinin oldugu gortilmiistiir.

F1 ol¢iitti icin RA ve BA metotlarinin DVM’nin performansinda iyilesme sagladigi,
OEI+DVM’nin temel DVM’ye kiyasla daha diisiik bir deger sundugu goriilmiistiir.
Bunun yani sira, bu metrik i¢in CKA’nin performansinda {i¢ en iyileme yonteminin

pozitif etkisinin olmadig: gortilmiistiir.

Sekil 4.5 ve Sekil 4.6 elde edilen sonuglari grafiksel olarak sunmaktadir.
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Sekil 4.5 Veri seti-2 i¢gin DVM sonuglari
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Sekil 4.6 Veri seti-2 i¢in CKA sonuglari

Tablo 4.10, Veri seti-2 i¢in olusturulan modellere ait AIK ¢izimlerini sunar. Her bir
satirda iki sekil bulunmaktadir. Bu sekiller sirasiyla DVM ve CKA siniflandiricilarina
aittir. Her AIK ¢iziminin {izerinde ilgili model bilgisi bulunmaktadir. Ornegin, 3. satir
2. siitundaki AIK ¢izimleri BA+CKA modeline aittir. Her bir sekilde bir modele ait 10

deneyin her birinden elde edilen AIK ¢izimleri bir arada verilmistir.

Tablo 4.11, 10 deneyden elde edilen EAA degerlerinin ortalamasini sunar. Bu
degerler, en iyileme metotlarinin siniflandiric1 algoritma {izerindeki siniflandirma
etkisini 6zetlemektedir. Buna gore, Veri seti-2 i¢in %98,353 EAA ile BA+DVM
modeli diger modellere kiyasla iyi bir performans gostermistir. Bunun yanisira,
%97,763 ile BA+CKA modeli, CKA olan modeller i¢inde en yiiksek EAA degerine
sahiptir. Dahasi, iki smiflandiriciyr karsilagtirdigimizda DVM algoritmasi CKA’ya
kiyasla daha iyi performans sunmustur. Sonug olarak, Veri seti-2 i¢in RA ve BA en
iyileme yontemleri ile insa edilen DVM ve CKA siniflandiricilart temel modellere
kiyasla daha iyi bir performans gosterrmistir. Bu sonuglar, en iyileme ydntemlerinin

siniflandirict algoritmalar tizerindeki pozitif etkisini ayrica gostermektedir.
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Tablo 4.10 Veri seti-2 igin her bir model ile yapilan 10 deneye ait AIK gizimleri
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Tablo 4.11 Veri seti-2 i¢in her bir model ile yapilan 10 deneyin EAA degerlerinin ortalamasi

Hiperparametre en iyileme DVM (%) CKA (%)
Hayir 97,219 97,706
RA 97,793 97,737
BA 98,353 97,763
OEI 94,092 97,408

Tablo 4.12, en iyileme metotlarinin en iyi dogruluk degeri sundugu deney ig¢in
parametre degerlerini ve deney numarasini sunar. Temel siniflandiricilarin varsayilan

parametre bilgileri de ayrica son siitunda verilmistir.

Tablo 4.12 Veri seti-2 i¢in en iyi hiperparametre degerleri

Smiflandirici Hiperparametre RA BA OEI Vagzag);lan
C 50 10 20,41 1,0
kernel linear poly rbf rbf
DVM Gamma auto Scale Scale scale
Deney no. 1 9 9 1
activation relu identity relu relu
learning rate adaptive  invscaling constant constant
CKA solver Adam Ibfgs Ibfgs Adam
Deney no. 8 9 9 8

Tablo 4.13, tiim modellerinn deneysel caligsmalardaki ortalama yiirlitme siirelerini
gosterir. Buna gore, varsayilan parametreleri ile bir siniflandiricinin egitimi i¢in gegen
zaman oldukga azdir. RA en iyileme metodu ile insa edilen modellerin egitimi i¢in
gecen zaman diger en iyileme metotlarina kiyasla daha az olup bu yontemi sirasiyla

BA ve OEI takip etmektedir.

Tablo 4.13 Veri seti-2 iizerinde her bir modelin egitimi i¢in gegen ortalama siire (sn)

Siniflandirici Temel Model RA BA OEI
DVM 0,30 6,90 7,21 14,53
CKA 4,30 101,70 269,44 353,81
sn: saniye

4.3.3 Veri Seti-3 i¢in Elde Edilen Sonuglar

Tablo 4.14’te, Veri seti-3 icin her bir siniflandirici ve en iyileme metotlari ile yapilan

10 deney ile elde edilen karisiklik matrislerinin {ist tiste bindirilmis sonu¢ matrislerini
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sunar. Buna gore, RA ve BA en iyileme metotlarinin yer aldigi modeller temel
modellere kiyasla daha az hatali siniflandirma yapmistir. Temel model 221 tane yanlig
siniflandirma yaparken RA+DVM, BA+DVM ve OEI+DVM sirastyla 185, 188 ve 312
Ornegi yanlis siniflandirmistir. Ttim en iyileme metotlarinin yer aldigi CKA modelleri
temel CKA modeline kiyasla daha az hatali siniflandirma yapmistir. CKA temel
modeli 241 o6rnegi yanhs smiflandirirken, RA+CKA, BA+CKA ve OEI+CKA
sirastyla 186, 197 ve 221 6rnegi yanhs siniflandirmistir. Ozetle, bu veri seti iizerinde
yapilan deneysel c¢alismalarda DVM siniflandiricist {izerinde RA ve BA en iyileme
metotlarinin olumlu etkisinin oldugu ve CKA siniflandiricisi {izerinde tiim en iyileme

metotlarinin olumlu etkisinin oldugu goriilmiistiir.

Tablo 4.14 Veri seti-3 i¢in her bir modelin ortiisen karigiklik matrisleri; a) Temel DVM b)
Temel CKA, ¢) RA+DVM d) RA+CKA ¢) BA+DVM f) BA+CKA g) OEI+DVM

h) OEi+CKA
a) b)
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Tablo 4.14 Devami

e) f)
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Tablo 4.15 Veri seti-3 iizerinde her bir model ile yapilan 10 deneyin ortalama sonuglart

i - F1-
Dogruluk  Ozgiillik  Duyarliik  Kesinlik ., .. .

Siniflandirici Metot %) %) %) (%) oicg‘/lj;u
DVM Hay1r 85,46 49,32 97,36 85,37 90,97
RA 87,83 60,06 96,89 88,07 92,27

BA 87,63 67,03 94,39 89,84 92,06

OEI 79,47 54,88 88,15 85,42 86,76

CKA Hay1r 84,14 60,38 92,62 87,65 90,07
RA 87,76 75,35 91,92 91,88 91,9

BA 87,04 69,04 92.83 90,33 91,56

OEI 85,46 46,54 97,76 85,21 91,05

Tablo 4.15, Veri seti-3 lizerinde olusturulan tiim modellerin performanslarini sunar.
Goriildigi lizere, hiperparametre degeri en iyilemesi ile RA+DVM ve BA+DVM
modelleri dogruluk degerini yiikseltmis olup OEI+DVM modeli bir iyilesme
sunmamigtir. Temel DVM’nin %85,46 dogruluk degeri RA ile %87,83’e ve BA ile
%87,63’e yiikselmistir. Diger yandan, tiim en iyileme yontemleri CKA

siniflandiricisinda basarty1 yiikseltmistir. Buna gore, %84,14 dogruluga sahip temel
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CKA, RA ile %87,76’ya, BA ile %87,04°e ve OEI ile %85,46’ya yiikselmistir. Ozet
olarak, RA ve BA en iyileme yontemleri ile olusturulan DVM modellerinin dogruluk
degerleri temel DVM’ye kiyasla ve tiim en iyileme yontemleri ile olusturulan CKA

modellerinin dogruluk degerleri temel CKA’ya kiyasla daha yiiksektir.

Ozgiilliik metrigi icin tiim en iyileme metotlarinin DVM’nin performansinda iyilesme
sagladig1 goriilmiistiir. CKA i¢in OEI haric diger iki en iyileme yonteminin iyilesme
sagladigi goriilmiistiir. DVM smiflandiricist igin BA yontemi, CKA siniflandiricist
icin RA yontemi diger yontemlere kiyasla daha basarili olmustur. Buna gore,
BA+DVM ve RA+CKA modelleri sirasiyla %67,03 ve %75,35 6zgiilliikk degerlerine
sahiptir.

Duyarlilik metrigi icin DVM siiflandiricisi tlizerinde en iyileme metotlar1 ile
iyilesmeler saglanamadigi goriilmiis olup CKA igin ise BA %92,83 duyarlilik degeri
sunarken OEI %97,76 ile yiiksek duyarlilik degeri sunmustur.

Kesinlik metrigi icin DVM siniflandiricist icin 6zellikle RA ve BA’nin OEI’ye kiyasla
daha fazla iyilesme sagladigi, CKA smiflandiricist i¢in RA ve BA’nin iyilesme
sagladig1, OEI’nin bu simflandirici igin iyilesme saglamadigi goriilmiistiir. Buna gore,
DVM ile yapilan deneylerde %89,84 ile BA+DVM modeli ve CKA ile yapilan
deneylerde %91,88 ile RA+CKA yiiksek kesinlik degerleri sunmustur.

F1 olgiitli igcin DVM siniflandiricisinda RA ve BA en iyileme yontemlerinin, CKA
siniflandiricisinda ise tiim en iyileme yontemlerinin iyilesme sundugu goriilmiistiir.
Dahasi, her iki siniflandirict igin RA metodunun digerlerine kiyasla daha yiiksek F1-
Oletitii degeri sundugu goriilmektedir. Sekil 4.7 ve Sekil 4.8 elde edilen sonuglari

grafiksel olarak sunmaktadir.
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Sekil 4.8 Veri seti-3 i¢cin CKA sonuglari

3 i¢in olusturulan modellere ait AIK ¢izimlerini sunar. Her bir

Tablo 4.16, Veri seti

satirda iki sekil bulunmaktadir. Bu sekiller sirasiyla DVM ve CKA siniflandiricilarina

aittir. Her AIK ¢iziminin {izerinde ilgili model bilgisi bulunmaktadir. Ornegin, 4. satir

1. siitundaki AIK ¢izimleri, OEI+DVM modeline aittir. Her bir sekilde bir modele ait

10 deneyin her birinden elde edilen AIK ¢izimleri bir arada verilmistir.
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Tablo 4.16 Veri seti-3 igin her bir model ile yapilan 10 deneye ait AIK gizimleri

Yanlis Pozitif Orani
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Tablo 4.17, 10 deneyden elde edilen EAA degerlerinin ortalamasini sunar. Bu
degerler, en iyileme metotlarmin siniflandirict algoritmalar tizerindeki siniflandirma
etkisini 6zetlemektedir. Buna gore, Veri seti-3 i¢in %91,027 EAA ile BA+DVM
modeli diger DVM modellerine kiyasla iyi bir performans gostermistir. Bunun
yanisira, %92,04 ile RA+CKA siniflandiricisi CKA olan modeller i¢inde en yiiksek
EAA degerine sahiptir. Dahasi, iki siniflandiriciyr karsilastirdigimizda RA+CKA
modeli BA+DVM’ye kiyasla daha iyi performans sunmustur. Sonug olarak, Veri seti-
3 i¢in RA ve BA en iyileme yontemleri ile insa edilen DVM modelleri ve tiim en
iyileme yontemleri ile insa edilen CKA modelleri temel DVM ve temel CKA
modellerine kiyasla daha iyi bir performans gosterrmistir. Bu sonuglar, en iyileme

metotlarinin siniflandirict algoritma tizerindeki pozitif etkisini ayrica gostermektedir.

Tablo 4.17 Veri seti-3 i¢in her bir model ile yapilan 10 deneyin EAA degerlerinin ortalamasi

Hiperparametre en iyileme DVM (%) CKA (%)
Hayir 86,962 87,44
RA 90,501 92,04
BA 91,027 88,515
OEI 85,881 90,312

Tablo 4.18 Veri seti-3 icin en iyi hiperparametre degerleri

Siniflandirict Hiperparametre RA BA OEI Va(riiag):rlan

C 50 10 14,89 1,0
kernel rbf poly rbf rbf

DVM Gamma auto scale scale scale
Deney no. 10 2 2 10

activation identity identity identity relu

learning_rate adaptive  invscaling adaptive constant

CKA solver Adam Ibfgs Adam Adam

Deney no. 6 7 10 10

Tablo 4.18, en iyileme metotlarinin en iyi dogruluk degeri sundugu deney i¢in
parametre degerlerini ve deney numarasini sunar. Temel siniflandiricilarin varsayilan

parametre bilgileri de ayrica son siitunda verilmistir.

Tablo 4.19, tim modellerinn deneysel calismalardaki ortalama yliriitme siirelerini

gosterir. Varsayilan parametreleri ile bir siniflandiricinin egitimi i¢in gegen zaman
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oldukg¢a azdir. BA en iyileme metodu ile inga edilen modellerin egitimi i¢in gecen
zaman diger en iyileme metotlaria kiyasla daha azdir. Bunu sirastyla RA ve OEI takip

etmektedir.

Tablo 4.19 Veri seti-3 iizerinde her bir modelin egitimi i¢in gecen ortalama siire (sn)

Siniflandirici Temel Model RA BA OEI
DVM 17,43 133,14 159,21 500,88
CKA 1,37 10,52 16,38 32,76
sn: saniye
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5.SONUCLAR VE ONERILER

Bu tez calismasinin amaci, ikili siniflandirma problemlerinde siniflandirict modelin
dogrulugunu artirmaktir. Dogruluk, siniflandirict algoritmalarin optimize edilmesiyle
arttirtlabilir. Bu ¢ergevede, DVM ve CKA siniflandirict algoritmalari i¢in en iyi
hiperparametre degerlerinin tespiti i¢cin RA, BA ve OEI en iyileme yontemleri ile

deneysel ¢alismalar gergeklestirilmistir.

Deneysel ¢alismalarda; Veri seti-1 i¢in %92,98 ile %93,25 arasinda ortalama genel
siniflandirma dogruluklar ve %97,023 ile %98,124 arasinda ortalama EAA degerleri
elde edilmistir. Buna gore, veri seti-1 i¢in DVM siniflandiricisinin genel siniflandirma
dogrulugunda en iyi %0,27 artis saglanmis olup CKA’nin genel simiflandirma
dogrulugunda bir iyilesme saglanamamistir. Bunun yani sira, DVM ve CKA
siniflandiricilarinin EAA  degerlerinde sirasiyla en iyi %1,101 ve 9%0,005 artis
saglanmigtir. Veri seti-2 i¢in %89,02 ile %93,42 arasinda ortalama genel siniflandirma
dogruluklari ve %94,092 ile %98,353 arasinda ortalama EAA degerleri elde edilmistir.
Buna gore, veri seti-2 icin DVM siniflandiricisinin genel siniflandirma dogrulugunda
en iyi %2,12 artis saglanmis olup CKA’nin dogrulugunda bir iyilesme
saglanamamistir. Bunun yani sira, DVM ve CKA smniflandiricilarinin EAA
degerlerinde sirastyla en iyi %1,134 ve %0,057 artis saglanmistir. Son olarak, veri seti-
3 icin %79,47 ile %87,83 arasinda ortalama genel siniflandirma dogruluklar1 ve
%85,881 ile %92,04 arasinda ortalama EAA degerleri elde edilmistir. Buna gore, veri
seti-3 i¢cin DVM ve CKA simiflandiricilarinin genel siniflandirma dogruluklarinda
sirasiyla en iyi %2,37 ve %3,62 artig saglanmigtir. Bunun yani sira, EAA degerinde

DVM ve CKA i¢in sirastyla en iyi %4,065 ve %4,6 artisg saglanmstir.

Genel olarak degerlendirildiginde, RA ve BA, hem DVM hem de CKA icin OEI
metodundan ¢ogunlukla daha iyi performans gostermistir. Bunun yani sira, bazi
modellerde en iyileme yontemlerinin ilgili metrik baglaminda temel modele kiyasla
daha iyi performans sunamadigi da goriilmiistiir. Genel siniflandirma dogruluklar
acgisindan veri seti-1 igin DVM smiflandiricisinda RA, BA ve OEI iyilesme saglarken,
CKA smiflandiricisinda en iyileme yontemleri iyilesme saglamamistir. Veri seti-2 i¢in

DVM siniflandiricisinda RA ve BA katki sunarken CKA siniflandiricisinda en iyileme
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yontemleri iyilesme saglamamistir. Son olarak, Veri seti-3 i¢in DVM
siiflandiricisinda RA ve BA en iyileme metotlart iyilesme saglarken, CKA
siniflandiricisinda tiim en iyileme metotltar1 iyilesme saglamistir. Bu deneysel
calismalar c¢ergevesinde; ele alinan probleme bagli olarak DVM ve CKA
siiflandiricilart {izerinde en iyileme yoOntemlerinin pozitif etkisinin olabilecegi
sonucuna varabiliriz. Ayrica, deneysel calismalar en iyileme metotlar1 siiflandirict
algoritmalar tizerinde problemden bagimsiz olarak her zaman iyilesme saglar gibi bir

sonuca varilamayacagini bize géstermistir.

En iyileme yontemleri ile modelin parametre degerlerinin en iyilenmesi i¢in model
egitiminde 5-kat capraz dogrulama tekniginin uygulanmasi ile gegen zaman temel

DVM ve temel CKA modellerine kiyasla dogal olarak daha fazla olmustur.

Gelecekte, farkli smiflandiricilar tizerinde en iyileme yOntemlerinin etkisinin
aragtirtlmasi hedeflenmektedir. Ayrica, Yapay Sinir Aglar1 ve Derin Sinir Aglar1 i¢in
en uygun gizli katman ve néron sayilariin da tespiti tizerine ¢alismalar yapilmasi
planlanmaktadir. Dahasi, Oznitelik secimi ve hiperparametre en iyilenmesi hibrit

calismalarinin da yapilmasi hedefler arasindadir.
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