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OZET

LENF KANSERI GORUNTULERININ MAKINE OGRENMESiIi YONTEMLERI iLE
SINIFLANDIRILMASI

Emine OZGUR

Bilgisayar Miihendisligi Anabilim Dali
Yuksek Lisans Tezi
Danisman: Dog. Dr. Ahmet SAYGILI

Lenf kanseri veya diger bir adiyla lenfoma, viicudun savunma hiicrelerinin kanserleserek
kontrolsiiz ¢cogalmasidir. Lenfoma, kan kanserleri grubunda yer almaktadir ve bu grupta yer
alan diger kanserlere gore goriilme siklig1 daha fazladir. Bu hastalikta erken ve dogru teshis
cok onemlidir. Tehlikeli ve ciddi bir kanser tir( olan lenfoma, duruma goére 6liimle
sonuglanabilir. Uzmanlarin erken ve dogru teshis yapabilmesine yardimer olmak i¢in uzman
destek sistemleri gelistirilmektedir. Saglik alanindaki uzman destek sistemler, belli bir
hastaliga ait verileri makine 6grenmesi ve derin 6grenme yontemlerini kullanarak
siiflandirilmasini saglar. Literatiirdeki ¢aligmalar incelendiginde uzman destek sistemlerinin
basarilar1 goriilmektedir. Calismada lenf kanserine ait histopatolojik gortintuleri iceren bir veri
setiyle calisildi. Veri setinde CLL, FL ve MCL tiirlinde lenfomalara ait goriintiiler
bulunmaktadir. Veri setinde artirim yapmak i¢in 90, 180, 270 ve 360 derecelik agilarda
donme islemi yapilmistir. Bu goriintiilerdeki 6zellikleri ¢ikarmak i¢in ilk yaklasimda GLCM
ve diger yaklagimlarda transfer 6grenme metoduyla derin 6grenme mimarileri kullanilmistir.
Ozellik secimi ve boyut azaltimi icin PCA kullanilmistir. Simiflandirma asamasinda; makine
O0grenmesi algoritmalarindan RF, KNN, NB, DT ve derin 6grenme mimarilerinden VGGI16,
ResNet50 ve DenseNet201 kullanilmistir. Model egitimleri ikili ve ti¢lii siniflar i¢in ayr1 ayri
yapilip sonuglar incelenmistir. MCL ve CLL tiirtindeki lenfomalar1 kendi igerisinde ayirt
edilmeleri zordur. Bu yiizden bu lenfomanin siiflandirma sonuglar1 diger siniflandirma
sonuclarina gore daha diisiiktiir. FL, diger iki lenfomayla 6zellikleri ayirt edilebilecegi i¢in FL
ile siniflandirma sonuglar1 yiiksektir. Calismada en yiiksek basariy1 FL ve CLL’yi %94

dogrulukla simiflandirarak DenseNet201 gostermistir.

Anahtar Kelimeler: Lenfoma, Makine 6grenmesi, Derin 6grenme, Histopatolojik goruntd,

Transfer 6grenme, GLCM



ABSTRACT

CLASSIFICATION OF LYMPH CANCER IMAGES WITH MACHINE LEARNING
METHODS

Emine OZGUR

Department of Computer Engineering
MSc. Thesis
Supervisor: Assoc. Prof. Dr. Ahmet SAYGILI

Lymph cancer, or lymphoma, is the uncontrolled proliferation of the body's defense cells by
becoming cancerous. Lymphoma is in the group of blood cancers and it is frequency of the
disease is higher than other cancers in this group. Early and correct diagnosis is very important
in this disease. Lymphoma, a dangerous and serious type of cancer, can result in death
depending on the situation. Specialist support systems are being developed to help specialist
early and correct diagnosis. Specialist support systems in the healthcare field provide
classification of the data of a certain disease using machine learning and deep learning methods.
When the studies in the literature are examined, wonderwork of specialist support systems are
seen. In this study, a dataset containing histopathological images of lymph cancer was studied.
The dataset includes images of lymphomas of the CLL, FL and MCL types. In order to increase
the dataset, rotation at 90, 180, 270 and 360 degree angles was performed. In order to extract
features from these images, GLCM was used in the first approach and transfer learning method
was used in other approaches. PCA was used for feature selection and dimension reduction. At
the classification stage; machine learning algorithms RF, KNN, NB, DT and deep learning
architectures VGG16, ResNet50 and DenseNet201 were used. Model trainings were performed
separately for double and triple classes and the results were examined. It is difficult to
distinguish between MCL and CLL lymphomas. Therefore the classification results of this
lymphoma are lower than the other classification results. The results of the classification with
FL are high because FL can be distinguished from the other two lymphomas. DenseNet201 was

over performed in classifying FL and CLL with 94% accuracy rate.

Keywords: Lymphoma, Machine learning, Deep learning, Histopathological image, Transfer
learning, GLCM
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1. GIRIS

Bilgisayarlarin insanoglundan daha hizli islem yapabildigi bilinen bir gercektir fakat
bilgisayarlarin karar verme yeteneklerinin kisithh oldugu da bilinmektedir. Glnlmiuzde
bilgisayarlarin karar verme yeteneklerini artirmak igin gesitli yapay zeka yodntemleri
gelistirilmektedir. Yapay zeka yontemleriyle kastedilen makine 6grenmesi ve derin 6grenme
yontemleridir. Bu yontemler bilgisayarlarin karar vermedeki dogrulugunu arttirmakta ve farkli
alanlarda uzmanlara destek olacak uzman sistemlerin gelistirilmesine imkan sunmaktadir
(Selvi, 2019). Uzman sistemlerin tip alaninda kullanilmasinin temel amaglarindan biri
hastaliklar1 erken teshis etme konusunda doktorlara yardimci olmasidir. (Eyiipoglu & Yavuz,
2020). Makine 6grenmesi ve derin 6grenme yontemleri medikal islemlerde siklikla tahmin ve
tani i¢in kullanilmaktadir. Bu yontemler sayesinde zamandan ve is yiikiinden tasarruf edilerek
hastalara hizli ve kaliteli saglik hizmeti verilmesi amaglanmaktadir (Veranyurt, Deveci, Esen,
& Veranyurt, 2020). Makine 6grenimi tabanli goriintii analiz islemleri, patoloji alaninda
giderek daha fazla dikkat cekmektedir (Yang, et al., 2021).

Teknoloji alanindaki son gelismelerle goriintiilerdeki ve videolardaki artis
siiflandirilmamis verilerin artmasina sebep olmustur. Dolayisiyla bu verilerden anlaml
sonuglar ¢ikarmak ve analizlerini yapmak {izerinde detaylica diisiinmeyi gerektirecek bir
mesele haline gelmistir (Tan, Yuksel, Aydemir, & Ersoy, 2021). Dijital patolojik goruntilerin
islenerek anlamli sonuglar ¢ikarilacak hale getirilmesinde makine 6grenmesi ve goriintii isleme
tekniklerinin basarili sonuclar ortaya koydugu goriilmektedir. Yiiksek bagarim oranlar1 makine
O0grenmesi temelli yaklasimlarin patoloji alaninda karar destek sistemi olarak
kullanilabilecegini gdstermektedir (Varol & Iseri, 2019). Histopatolojik gortintiilerin otomatik
analizi, hesaplamali goriintii isleme yontemleri ve modern makine 6grenimi tekniklerinden

yararlanilarak yaygin olarak kullanilmaktadir (Zhang, Liu, Diindar, Badve, & Zhang, 2015).

Patoloji Laboratuvarlari su anda tamamen dijital bir is akisina dogru bir doniisiim
geciriyor (Veta, Pluim, Diest, & Viergever, 2014). Patolojik analiz i¢in cam slaytlar hazirlama
stireci, cam slaytlarin iiretiminde tutarlilik ihtiyacini anlayan yetenekli laboratuvar personeli
gerektirir. Bununla birlikte, bu slaytlar1 rutin olarak yapmak, tekrarlayan ve genellikle zaman
acisindan kritik bir istir ve bu nedenle, goriniimdeki tutarsizliklar yaygindir (Wright, Dunn,
Hale, Hutchins, & Treanor, 2021).



Geleneksel olarak, yillarca profesyonel tip egitimi almis patologlar doku orneklerini
mikroskop altinda degerlendirir ve kanserlerin varligini ve saldirganligimi belirler (Vuong,
Song, Kim, Cho, & Kwak, 2022). Dokunun mikroskobik incelemesi, patologun dogru teshis
koymasini ve tedaviyi yonlendirmesini saglayan bilgileri ortaya ¢ikarir (Cooper, et al., 2012).
Patologlar, tiim goriintii yerine yliksek coziiniirliiklii goriintiideki belirli yapilar hakkinda
sorgulama yapmakla ilgilenirler. Yuksek cozunurlukli gorintide belirli bir ilgilenilen yap1
segmeyi amaglarlar ve sistemin bu 6zel durum igin teshis bilgileriyle birlikte benzer yapilari
almasina izin verirler (Mehta, Alomari, & Chaudhary, 2009). Bu durumlar dikkate alindiginda,
patologlarin yillar icerisinde edindikleri bilgileri makinelere aktararak teshis asamasinda
patologlara biiyiik 6l¢iide yardimci olunabilir. Makinelere aktarim sonrasi zaman, maliyet ve is
giicii gibi faktorler incelendiginde biiylik bir tasarruf yapilacagi goriilmiis olunur. Saghk
sisteminin her alaninda bdyle uygulamalarin hayata gegirilmesi doktorlar1 biiyiik 6lgiide
rahatlatabilir.

Viicutta farkli dokular bir araya gelerek bir organ olusturur. Tiirline bagl olarak kanser,
bu dokularda farkli tlirde degisikliklere neden olur. Bu nedenle kanser tant ve
derecelendirmesinde patologlar doku tipini dikkate alarak doku degisikliklerini inceler ve farkl
doku bolgelerinde meydana gelen degisikliklere farkli derecelerde dnem verebilirler (Gultekin,
Koyuncu, Sokmensuer, & Demir, 2015). Erken teshis edilebildigi siirece kanser dliimlerinin
biiyiik 6l¢iide azaltilabilecegi dogrulanmistir. Patologlarin gézlemine dayanarak tiimoriin doku
kaynagini, yapisini ve kapsamini belirleyebilen patolojik inceleme, erken kanser tespitinin altin
standardidir (Wang, et al., 2020). Patologlar bir insandir ve insanlar hangi alanda ne kadar
uzman olursa olsun yorgunluk, psikolojik etkenler gibi faktorlerden etkilenerek yanlis karar
verebilirler. Belli bir enerji diizeyleri vardir. Makinelerin ise yorgunluk veya ruhsal etkenler
gibi etkilenebilecekleri insana 6zgii faktorleri yoktur. Bu sebeple makine 6grenmesi ve goriintii
isleme teknikleri kullanilarak gelistirilen sistemlerle hizli ve patologlarin dogruluk seviyesinde
teshisler yapilabilir. Boylece hastaligin erken teshisi yapilabilir ve 6liimle sonuglanma riski

azaltilmig olunur.



1.1 Literatir Ozeti

Literatiirde lenf kanserlerinin histopatolojik goriintiiler yardimiyla teshisini amaglayan
cok sayida calisma bulunmaktadir. Bu ¢alismalarin en temel amaci erken tani ve tedaviye

olanak saglamak ve hekimlere alacaklar1 kararlarda destek olabilmektir.

Zorman ve dig. (2007) yaptiklari galismada, ispanya Tenerife Universite Hastanesi
Patoloji Laboratuvari tarafindan saglanan mikroskopik goriintiilerde folikiil bularak
lenfomalarin otomatik tanimlanmasini saglayan bir sistem onermislerdir. Calismada kullanilan
veri setinde 3627 tane goriintli egitim ve 1813 tane goriintii ise test i¢in ayrilmistir. Caligsma iki
asamadan olusmaktadir. Tk asamada goriintii 6n isleme ve 6zellik ¢ikarimi yapilmistir ve ikinci
asamada piksel siniflandirmasi igin farkli kaba kiime yaklasimlar1 kullanilmistir. On islem
asamasinda RGB olan goriintii kanallarina ayristirilarak R bileseni alinip goriintii isleme
teknikleri uygulanmistir. R bilesenindeki piksellerin ortalama parlaklik degeri Otsu esikleme
yontemi igin esik degeri olarak belirlenmistir. Esikleme sonrast goriintii iizerinde 0, 45, 90 ve
135 derecelere karsilik gelen doniisim matrisleriyle goriintii taranip doniisiim islemi
yapilmistir. Bu islemler sonucunda her goriintii i¢in ayr1 ayr1 6znitelik vektorleri elde edilmistir.
Oznitelik vektorleri karar agaci (Decision Tree, DT) algoritmasina verilerek smiflandirma
yaptlmistir.  Calismada elde ettikleri sonuglar temel yaklasimlarin goriintii analizi

uygulamalarinda basarili olabilecegini ortaya koymustur.

Boussaid ve arkadaslar1 (2009) yaptiklar1i ¢alismada, folikiiler lenfoma doku
orneklerinin bilgisayar destekli degerlendirilmesi i¢in CB olmayan hiicrelerden CB hiicrelerini
tanimak icin yeni bir otomatik yontem Onerilmistir. Calismada kullanilan veri setinde 218 tane
CB ve 218 tane de CB olmayan histopatolojik goriintii bulunmaktadir. Egitim i¢in kullanilacak
goriintiilerin CB olup olmamasma gore degerlendirmesini uzman patologlar yapmustir.
Olusturulan veri setindeki goriintiilere Onerilen yontem uygulanmistir. Yontem, QDA
siiflandiricisinin egitimi ve testine dayanmaktadir. Bu yontemin yeni yonleri, CB nesnesinin
onceden bilgi ile tanimlanmasi ve renk dokusu 6zelliklerini ¢ikarmak i¢in spektral alanda PCA
tanitilmasidir. Siniflandirmay1 gerceklestirmek i¢in hem geometrik hem de doku o6zellikleri
kullanilir. Gergek folikiiler lenfoma goriintiilerinde deneysel sonuglar, kombine 6zellik alaninin
sistemin performansini 6nemli Ol¢lide artirdigini gostermektedir. Uygulanan yontem, CB

olmayan ve CB hcrelerini % 82,56 simiflandirma dogrulugu ile tanimlamaktadir.



Orlov ve arkadaglar1 (2010) yaptiklar1 ¢alismada; basit ve bilesik dalgacik doniigiimii
uygulanmis lenfoma histopatolojik goriintiilerini WND algoritmalariyla simiflandirmay:
Oonermislerdir. Daha Once yaptiklar1t bir caligmanin devami niteliginde bu calismay1
yapmislardir. Calisma MATLAB ortaminda ger¢eklenmistir. Calismada CLL, FL ve MCL tipi
lenfomalarin biyopsi goriintiilerinden olusan bir veri seti kullanilmistir. Siniflandirma
asamasinda WND, BBN ve RBF algoritmalari kullanilmistir. Calisma sonucunda WND ve RBF
algoritma sonuglar1 birbirlerine ¢ok yakin oldugu goriilmistiir. HE boyali veri setiyle {i¢
lenfoma tipinin en iyi siniflandirildigi goriilmistiir. BBN ile %88 ve diger iki siniflandirici ile
%98 dogruluk degeri elde edilmistir. RGB veri seti ikinci en iyi sonucu %90 ile vermistir. Gri
seviyeli goriintiilerin siniflandirilmasinda en iyi dogruluk sonucu olan %85 degeriyle ikinci
sirada yer alirken, L*a*b doniisiimlii veri seti tiim veri setleri arasinda en kotii siniflandirma
sonucunu vermistir. L*a*b doniistimlii veri setiyle en fazla %74 dogruluk degeri elde edilmistir.
BBN algoritmasi ise diger iki algoritmanin sonuglarini higbir testte elde edememistir. MCL
siifi, diger iki sinifla siniflandirildiginda dogruluk degerleri sirastyla CLL ile siniflandirmada
%72 ve FL ile smiflandirmada %86 dogrulukla simiflandirilmistir. Ug lenf kanseri tiiriiniin

siniflandirilmasi yapildiginda %65 dogruluk degeri elde edilmistir.

Ribeiro ve arkadaslar1 (2018) yaptiklari c¢alismada, lenfoma goriintiilerinin
siniflandirilmasinda renk normallesmesinin etkisini analiz etmek i¢in bir yontem Onerilmistir.
Bu yaklagim ¢ok boyutlu fraktal teknikleri, egri doniisiimleri ve Haralick 6zelliklerini bir araya
getirmektedir. Yontem; DT, RF, SVM, NB ve K-Star gibi algoritmalar1 degerlendirmek i¢in bir
ozellik segme teknigi ve farkli siniflandirma yaklagimlart olarak degerlendirildi.
Siniflandirmalarda ti¢ tip lenfoma kullanilmistir. Bunlar; MCL, FL ve CLL’dir. En iyi sonug,
rastgele orman siniflandiricisi kullanilarak elde edilmistir. Testler 10 kat ¢apraz dogrulama ile
degerlendirildi ve AUC degeri %96,3 elde edilmistir. Renk normalizasyonunun ilgili
siniflandirma oranlarint iyi yonde etkilemedigi gézlemlenmigtir. Farkli ozellik tipleri,
siniflandiricilar ve renk normallestirme etkisi ilizerinde yapilan analizlerle elde edilen

performans lenfoma kanserinin tanimlanmasinda 6nemli bir katki sunmustur.

Jiang ve arkadaslar1 (2018) yaptiklari caligmada; Hodgkin olmayan lenfomalardan CLL,
FL ve MCL tlr0 lenfomalarin siniflandirilmasi igin hibrit bir sistem dnermislerdir. Calismada
kullanilan veri setinde 3 sinif ve toplamda 48620 tane goriintii bulunmaktadir. Her bir H&E
patolojik goriintiisii gri seviyeye doniistiiriiliip 100x100 boyutlarina yeniden sekillendirilmistir.
Daha sonra goriintiilerdeki ozellikleri ¢ikarmak icin SAE, LPQ ve GLCM algoritmalari



kullanilmistir. Bu algoritmalarin ¢iktilart ayr1 ayri alinip birlestirilerek tek bir 6zellik vektori
haline getirilmistir. Veri setinin %60°1 egitim icin %40’1 da test i¢in kullanilmak {izere
ayirilmistir. MCL ve CLL arasindaki 6zellik farklar1 ¢ok kiiclik oldugu i¢cin FL’yi onlardan
ayrica siniflandirmak i¢in ELM algoritmasina 6zellik vektorii egitimi i¢in verilmistir. ELM
smiflandirmasi sonrast MCL ve CLL’ye ait ozellikler SVM algoritmasina verilerek ayrica
smiflandirilir. MCL ve CLL’nin SVM ile smiflandirmasindaki sonuglar ve FL’nin
digerlerinden ELM algoritmasiyla smiflandirilmasi sonucu elde edilen veriler olasilik
flizyonuna verilmistir. Boylece %97,96 dogruluk oramiyla hibrit smiflandirma
gerceklestirilmistir. Literatiirdeki diger benzer calismalarla sonuglar kiyaslandiginda ¢ok daha
yiiksek dogrulukta bir sonug elde edilmistir.

Varol ve Iseri (2019) yaptiklari ¢alismada, lenf kanserine ait patolojik goruintiilerinden
ozellik ¢ikarimi yapip makine 6grenmesi algoritmalariyla otomatik siniflandiran bir yontem
onermislerdir. Calismada kullanilan veri setinde CLL, FL ve MCL kanserlerine ait patoloji
gorintileri bulunmaktadir. Veri setindeki veri dagilimi homojendir ve her kansere ait 45’er
goriintli olmak iizere toplamda 135 goriintii bulunmaktadir. Patolojik goriintiilerden 6zellik
¢ikarimi yapabilmek i¢in goriintli renk yogunlugu, goriintii piksel yogunlugu ve entropi hesabi
yapilmistir. Bu islemler sonucu elde edilen 6zellik vektorii sirasiyla ayr1 ayri; RF, K-NN, Naive
Bayes, SVM ve K-Star algoritmalarima egitim i¢in girdi olarak verilmistir. Modelleri
kiyaslamak igin 6zgulluk (specificity), hassasiyet (precision), geri cagirma (recall) ve dogruluk
(accuracy) performans parametrelerine bakilmigtir. Calismanin sonucunda %89,72 dogruluk

oraniyla RF algoritmasiyla diger algoritmalara gore daha basarili bir sonug elde edilmistir.

Bhattacharjee ve arkadaslar1 (2019) yaptiklari g¢alismada, prostat kanserine ait
histopatolojik goriintiilerde iyi huylu, kétii huylu ve bunlarin 3 alt derecelendirmesine gore
kanser ayrimini goriintii isleme yontemleri ve SVM algoritmasiyla otomatik yapan bir 6neride
bulunmuslardir. Calismada kullanilan  gériintiiler  Yonsei  Universitesi ~ Severance
Hastanesi'nden toplanmistir. 400 tane goriintii toplanmistir ve toplanan bu verilerle hastalarin
onaytyla veri seti olusturmustur. Veri setinde benign ve malign olmak iizere 2 smf
bulunmaktadir. Patologlarin Gleason skoru hesabina goére goriintiiler Grade3, Grade4 ve
Grade5 olmak iizere 3 alt gruba ayrilmistir. Prostat kanserine ait biyopsi hiicrelerinde 3 6nemli
bilesen vardir. Bu bilesenlere gére segmentasyon yapmak i¢in K-Means kiimeleme algoritmasi
kullanilmistir. Algoritmanin k parametresi 3 olarak ayarlanmistir. Goriintii i¢i kiimeleme

sonras1 Ozellik ¢ikarim islemi uygulanip elde edilen 6znitelik vektorii SVM algoritmasina



egitim icin girdi olarak verilmistir. Onerilen yontemle kotii huylu ve iyi huylu igin SVM ikili
siiflandirma dogrulugu, duyarliligi, 6zgiilliigii sirastyla %88,7; %91,8; %86,0 ve %70,2'dir.
Grade 3 ve Grade 4+5 icin; siniflandirma dogrulugu, duyarlilik ve 6zgiilliik sirasiyla %85,0;
%81,8 ve %88,8’dir. 4. Derece ve 5. Derece i¢in; smiflandirma dogrulugu, duyarhilik ve

ozgiilliik sirastyla %92,5; %94,7 ve %95,0°d1r.

Hao ve arkadaslar1 (2021) yaptiklari ¢alismada, meme kanserine ait histopatolojik
gorintiilerin benign veya malign olup olmamasina gére makine 6grenmesi ve goriintii isleme
tekniklerini kullanarak histopatolojik tanima sistemi Onerdi. Calismada BreaKHis veriseti
kullanilmistir. Meme kanserine ait biyopsi goriintiilerini igermektedir. Onerilen yontemde ilk
olarak histopatolojik goriintiiler kanallarina ayrigtirilir. Daha sonra her bir kanaldaki goriintiiye
ozellik ¢ikarimu icin sirastyla gri seviye es olusum matrisi (GLCM), dort yonde gri seviye es
olusum matrisi, her kanalin ortalama piksel degeri, Hu degismez moment, dalgacik 6zellikleri,
Tamura, tamamlanmig yerel ikili desen, yerel ikili desen, Gabor ve yonlendirilmis gradyan
histogrami ydntemleri uygulanmistir. Ozellik ¢ikarim metotlar1 uygulandiktan sonra goriintiiye
ait islenmis kanallar birlestirilir ve SVM algoritmasina girdi olarak verilir. BreaKHis veri seti
tizerinde yapilan deneyler; tek yonden GLCM, dort yonden GLCM ve her kanalin ortalama
piksel degerinin goruntl seviyesinde %90,2-94,97 dogrulukla yiiksek bir basar1 elde edilmistir.

Yamashita ve arkadaslar1 (2021) yaptiklar1 ¢alismada, patolojik goriintiilerinde etki
alaninin digindaki elementleri ayirt edebilmek igin sanatsal resimleri kullanarak bir veri
biiylitme teknigi olan STRAP oOnerilmistir. Calismada LF-CRC-DX-TEST veri setindeki
patolojik goriintiiler kullanilmistir. Bu yaklasim sayesinde patolojik goriintiilerdeki yiiksek
diizey anlamsal i¢erigi korurken diisiik diizeydeki anlamsal igerigi secilen herhangi bir sanatsal
goriintiideki stilin aktarimi yapilir. Rastgele tibbi olmayan goriintiilerden patolojik goriintiilere
stil aktarim1 yapilip sonucunda tibbi olmayan goriintii sayis1 kadar goriintii elde edilir. Bu
sayede veri setindeki veri sayist da arttirtlmigs olunur. Daha sonra ESA mimarileriyle

siniflandirma yapilir. Bu ¢alismada elde edilen dogruluk degeri % 93,7 dir.

Karakurt ve Iseri (2021) yaptiklari calismada, ESA mimarisini kullanarak meme patoloji
goriintiilerinin  siniflandirmasii  6nermislerdir. Caligmada meme patoloji goriintiilerinden
olusan bir veri seti kullanilmistir. Veri setinde iki sinif bulunmaktadir. Simiflar, kanserli ve
normal gorilintiilerden olugsmaktadir. Veri seti icerisindeki goriintiiler siniflarda homojen olarak
bulunmaktadir ve toplamda 60000 goriintii bulunmaktadir. Gorseller birbirinden farkl

boyutlarda oldugu i¢in gorseller yeniden boyutlandirilip her biri 50x50 boyutuna getirilmistir.



Gortiintiiler ¢alismada kurulan ESA mimarisine girdi olarak verilmistir. Aktivasyon fonksiyonu
olarak sigmoid fonksiyonu kullanildiginda %87 dogruluk degeri elde edilirken softmax

fonksiyonu kullanildiginda %46 dogruluk degeri elde edilmistir.

Zhang ve arkadaslar1 (2021) yaptiklar1 ¢alismada, rahim agzi kanserine ait patolojik
goriintlileri siniflandirmak icin Yigilmis Genelleme siniflandirma modelini 6nermektedir.
Calismada 6zellik ¢ikarimi igin ResNet50 modeli kullanilmustir. Ozellik ¢ikarim sonrasi
siniflandirma igin geleneksel makine O0grenmesi algoritmalarini kullanmay1 6nermislerdir.
KNN algoritmasiyla %385,83, RF algoritmasiyla %80,33 ve SVM algoritmasiyla %86,7
dogruluk elde edilmistir.

1.2 Calismanin Amaci ve Kapsamm

Lenf kanseri veya diger bir adiyla lenfoma, viicudun savunma hicrelerinin
kanserleserek kontrolsiiz ¢ogalmasidir. Bir ¢esit kan kanseri olan bu hastalik tehlikeli ve ciddi
bir kanser tiiriidiir ve 6liimle sonuglanabilir. Bu nedenle bu hastaligin erken ve dogru teshisi
6lim oranlarinin azalmasi saglamaktadir. Gergeklestirdigimiz bu ¢alismada da temel amacimiz
erken tan1 ve tedaviye destek olabilecek bilgisayar temelli bir sistem ortaya koyabilmektir. Bu
sayede hekimlerin kararlarinda yardimci olacak bir karar destek sistemi olusturulmus olacaktir.
Calismamizda lenf kanserine ait histopatolojik goriintiilerden olusan bir goriintii seti
kullanilmistir. Bu c¢alismada histopatolojik goriintiilerin  6zelliklerini farkli yontemlerle
cikardiktan sonra Ozellik se¢imi ve boyut azaltiminda kullanilan PCA uygulanarak makine
O6grenmesi ve derin 6grenme yontemlerinin siniflandirma sonuglari incelenmistir. Veri setinde
arttirim yapilarak veri arttirimi 6ncesi ve sonrasindaki siniflandirma sonuglart incelenerek
etkileri takip edilmistir. Patologlarin siniflandirma yaparken zorluklarla karsilastiklar1 CLL, FL
ve MCL tiiriindeki lenfomalar ikili ve ti¢lii olarak egitilerek kendi aralarindaki siniflandirma

sonuglar1 incelenmistir.
1.3 Calismada izlenen Metodoloji

Calismada birden fazla metodoloji izlenmistir. Ilk yaklasimda histopatolojik goriintiiler
gri seviyeye doniistliriiliip yeniden boyutlandirma islemi yapilmistir. Bu islem veri artirim
oncesinde ve sonrasinda ayr1 ayr1 uygulanmistir. Ayrica goriintiller gri seviyeye
dontistiiriildiikten sonra histogrami esitlenerek performans sonuglart karsilastirilmistir. Daha
sonra islenmis her bir goriintii etiketiyle birlikte bir diziye eklenerek bir veri yigim

olusturulmustur. Bu veri y1ginina GLCM uygulayarak 6zellik ¢ikarimi yapilmistir. Cikarilan
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ozellikler bir DataFrame’e gonderilerek tablo iizerinde islemlere devam edilmistir. Elde edilen
tablonun son kolonu etiketlere ait olup etiket kolonu hedef kolon olarak tablodan
ayristirilmistir. Bu islem sonrasi veri seti egitim ve test olarak ayristirildi. Veri setinin %80’
egitim %20’si test i¢in kullanilmak iizere ayristirildi. Egitim i¢in ayrilan kisim RF, KNN, NB
ve DT algoritmalarina girdi olarak verilmistir. Calismada ki ilk yaklasimin akis semasi Sekil

1.1°de gosterilmektedir.
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Egitim (%80)
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Sekil 1. 1. Calismadaki ilk yaklasimin akis semasi

Calismadaki ikinci yaklagim, histopatolojik goriintiilerin yeniden boyutlandirilip
VGG16 mimarisiyle transfer 6grenme (transfer learning) uygulayip 6zelliklerinin ¢ikarilmasi
ve ardindan o&zellik segimi i¢in PCA kullanarak makine Ogrenmesi yontemleriyle
siniflandirilmasidir.  Yani hibrid bir yapida c¢alismalar yapilmistir.  Goriintiilerin
siniflandirilmasindaki basarisindan dolay1 6zellik ¢ikarmak i¢cin VGG16 modeli secilmistir.
VGG16 modelinin tam baglantili katmani ¢ikarilip geri kalan katmanlarin 6grenmesi
engellenmistir. Yeniden boyutlandirilmis goriintiiller VGG16 modeline girdi olarak verilmistir
ve sonucunda Ozellik yigimi elde edilmistir. Elde edilen yigina PCA uygulamasi yapilarak
Ozellik se¢imi ve boyut azaltim1 yapilmistir. Bu islemler sonrasi y1gin %801 egitim %20’si test
icin kullanilmak tizere ayristirildi. Egitim ic¢in ayrilan kissm RF, KNN, NB ve DT
algoritmalarina girdi olarak verilmistir. Caligmanin ikinci yaklasimi Sekil 1.2°de

gosterilmektedir.
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Sekil 1. 2. Calismadaki ikinci yaklagimin akis semasi

Calismadaki son yaklasim; ozellik ¢ikarimi ve siniflandirma asamalarinda VGG16,
ResNet50 ve DenseNet201 mimarilerini kullanarak tamamen derin 6grenmeye dayali bir
siiflandirmadir. Ozellik ¢ikarim asamasi igin ikinci yaklasimdaki gibi Transfer Ogrenme
uygulanmistir. Bu mimarilerin tam bagl katmanlar1 ¢ikarilip geri kalan katmanlarinin egitimi
engellenmistir. Siniflandirma islemi icin ek olarak katmanlar eklenmistir ve sadece bu
katmanlarda egitim gerceklesmistir. ilk olarak histopatolojik gériintiiler yeniden
boyutlandirilarak 6n islemi yapildi. Ardindan goriintiilerin matris degerleri bir diziye
eklenmistir. Goriintiilerin etiketleri de ayr1 bir diziye eklenmistir. Matris degerlerini ve etiketleri
iceren diziler %80°1 egitim %20’si test i¢in kullanilmak iizere ayristirildi. Egitim i¢in ayrilan
matris degerleri ve etiketleri VGG16, ResNet50 ve DenseNet201 mimarilerine girdi olarak
verildi. Sonuglar incelenerek ¢ikarimlar yapildi. Yapilan ¢ikarimlar Sonuglar ve Oneriler
boliimiinde agiklanmistir. Calismada yer verilen son yaklasimin akis semast Sekil 1.3°te

gosterilmektedir.

Egitim (%80) VGG16

. ve
o Yeniden Test (%20)
Veri Seti Boyutlandirma Ayrm DenseNet201
(224x224)
ResNet50

vy

Sekil 1. 3. Calismadaki ii¢lincii yaklagimin akis semasi
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14 Cahsmanin Bilime Katkilar

Saglik alaninda makine 6grenmesi ve derin 6grenme yontemlerini kullanarak hastalik
teshisi yapilmasiyla ilgili literatiirde bir¢ok ¢calisma bulunmaktadir. Bu ¢alismada histopatolojik
gorlntiilerin smiflandirilmasi i¢in 3 farkli yontem oOnerilmistir. Bu yontemlerin veri artirim
oncesinde ve sonrasindaki performanslari incelenmistir. Bu alanda aragtirmalar ve ¢aligmalar
yapmak isteyen kisilere yol gosterici nitelikte bir calisma ortaya konulmustur. Gergeklestirilen
calisma sayesinde hekimlere destek olabilecek nitelikte bir Karar Destek Sistemi olusturuldugu

sOylenebilir.
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2. LENFOMA

Lenfoma, viicudun mikropla miicadelesinde yer alan lenfatik sistemin bir kanseridir.
Lenfatik sistem, lenf diiglimlerini, dalak, timus bezi ve kemik iligini icerir (Ansell, 2022).
Lenfoma, bas ve boyun bolgesinde en sik goriilen tiglincii tiimordiir (Harrizi, Ibourk, & Yahya,
2022). Spesifik olarak, lenfoma, bir tiir beyaz kan hucresi olan lenfositleri etkileyen bir
kanserdir. Lenfositler, viicudu bakteri ve viriis gibi yabanci istilacilara karsi savunmak igin kan
ve lenfatik sistemden gecer. Lenfomalar genellikle bir lenfosit icinde anormal hiicrenin normal
bir lenfositten daha hizli ¢ogalmasina veya normal bir lenfositten daha uzun yasamasina neden
olan bir degisiklik meydana geldiginde gelisir. Normal lenfositler gibi kanserli lenfositler de
kan ve lenfatik sistemde dolasabilir ve lenf diigiimleri, dalak, kemik iligi ve diger organlar dahil
olmak tizere viicudun bircok yerine yayilabilir ve biiyiiyebilir (About lymphoma and lymphoma

subtypes, t.y.). Lenf bezlerinin viicuttaki yerlerini gosteren sema Sekil 2.1°de verilmektedir.
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Sekil 2. 1. Lenf bezlerinin bulundugu yerlerin gosterimi (Lenf dolasimi nedir?, 2020)

2.1 Lenfoma Belirtileri

Lenfoma hastaliginin ilk belirtileri genellikle hastanin viicudunda biiyiiyen bir kitledir.
Lenfoma, daha ¢ok lenf bezi denilen bezelerin patolojik olarak biiylimesiyle ortaya ¢ikar. Bu
nedenle hasta kisilerin biiylik boliimii boyun, koltuk alt1 ve kasik bolgelerinde lenf bezlerinin
blylidiiglinii fark edip hastaneye gitmektedir. Lenfoma belirgin etkilerinden bir digeri de

bagisiklik sisteminin yeterli caligmamasidir. Bu sebepten grip gibi bulgular gosterebilmektedir.
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Bununla birlikte siniizit, akciger enfeksiyonlari gibi durumlar ortaya ¢iktiginda iyilesme siiresi

uzayabilmektedir (Memorial Tibbi Yayin Kurulu, 2022).

Vicutta bulunan binlerce lenf bezi, enfeksiyon ve hastaliklara karsi direng saglayan
bagisiklik sisteminin en onemli parcasidir. Enfeksiyonlar sirasinda lenf bezleri bliylimektedir.
Hastalik sona erdiginde ise lenf bezleri yeniden eski boyutlarina donmektedir. Bu durum son
derece normal olan bir mekanizmanin gostergesidir (Acibadem Web ve Yayin Kurulu, 2022).
Her yil ortaya ¢ikan kan kanserlerinin yaklasik yarisi lenfomalar veya lenfatik sistem
kanserleridir. Boyun, koltuk alt1, kasik, g6giis ve karin bolgesindeki lenf diigiimlerinden olusan
bu sistem, viicudunuzdaki fazla siviyr uzaklastirir ve bagisiklik hiicreleri iiretir. Enfeksiyonla
savasan bir tiir beyaz kan hiicresi olan anormal lenfositler, cogalan ve lenf diigtimlerinizde
toplanan lenfoma hiicreleri haline gelir. Zamanla, bu kanserli hiicreler bagisiklik sisteminizi

bozar (Lymphoma, t.y.).

Harrizi ve arkadaglar1 (2022) yaptiklart bir calismada, biyopsi sonrasi patolojik
goriintlilerin incelenmesini ve patologlarin karar verme asamalarini agiklamistir. 72 yasinda
erkek bir hasta Eyliil 2019'da sag lateral servikal kitle bulgusu hastaneye kaldirilmis ve
sonrasinda Hodgkin dis1 lenfoma manto hiicresi teshisi konulmustur. Aralik 2019'da
konsiiltasyonun bir ayindan beri sol list cenede biiyliime sikayeti ile dis hastanesine bagvurmus,
yapilan fiziksel muayenede damagin sert ve yumusak kisimlarinda kitleler tespit edilmistir.
Sorunlu bdlgenin tomografisi ¢ekilip patolojik inceleme i¢in ilgili bolgeye biyopsi yapilmistir.
Patolojik goruntller uzmanlar tarafinda incelenip hastaligin teshisi yapilmistir. Uzman, teshis

sonrasi tedavi stratejisini hastaya bildirmistir.
2.2 Lenfoma Turleri

Lenfoma genel itibariyle Hodgkin Lenfoma (HL) ve Hodgkin Dis1 Lenfoma (NHL)
olmak ftizere iki grupta yer almaktadir. Tiim lenfomalarin yaklasik %60’m1 Hodgkin disi,
%40’ 11 Hodgkin lenfoma olusturmaktadir (Ozdogan, Arslan, Tas, & Balamtekin, 2020). Bu

boliimde Hodgkin ve Hodgkin olmayan lenfomalar detaylica agiklanmistir.
2.2.1 Hodgkin Lenfoma (HL)

Hodgkin hastalig1 olarak bilinen seyin ilk tanimlari, segkin Ingiliz patolog Thomas
Hodgkin'in lenfadenopati ve dalak genislemesi olan bir otopsi vaka serisini tanimladigi 1832

yilina kadar uzanmaktadir. HL, enflamatuar bir arka planda kanserli Reed-Sternberg hiicreleri
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ile karakterize benzersiz bir hematopoetik neoplazmadir (Shanbhag & Ambinder, 2018). HL,
geng eriskinlerde en sik goriilen kanserlerden biridir (Momotow, Borchmann, Eichenauer,
Engert, & Sasse, 2021). HL bir sonraki lenf diigiimii b6lgesine asama asama yayilmaktadir.
Genellikle hareket yonii once boyundan mediastene dogru, sonrasinda ¢élyak lenf diiglimlerine,

oradan da dalak, karaciger ve kemik iligine dogrudur (Unal).

HL, en sik 20-40 yas arasindaki geng eriskinlerde goriilmektedir ve goriilme siklig 55
yasindan sonra ikinci bir pik yapmaktadir (Giines & Cinarsoy, 2021). HL oldukca tedavi
edilebilir bir hastaliktir. Cogu hasta ilk basamak tedavisinden sonra tam yanit alsa da, 60
yasindan biiylik hastalarda hastalik, tedaviye bagli morbidite ve yasam kalitesinin bozulmasi
gibi kotli sonuglarla karsilanmamis temel klinik ihtiyaglar devam etmektedir (Mohty, et al.,
2021). Hodgkin lenfoma 2 alt gruba ayrilir. Bu alt gruplar klasik Hodgkin lenfoma ve
NLBHL dir. Bu béliimde klasik Hodgkin lenfoma ve NLBHL’den bahsedilmistir.

2.2.1.1 Klasik Hodgkin Lenfoma (cHL)

Klasik Hodgkin lenfoma, esas olarak 15-30 yas arasi ve 55 yas {istii kisilerde gorilen en
yaygin HL tipidir (Zhang, et al., 2022). Klasik Hodgkin lenfoma dort alt gruba ayrilir: nodiiler
skleroz, lenfositten zengin, karisik seliilarite ve lenfositten yoksundur. Dort 6zellik Hodgkin
lenfomalarini karakterize eder. Genellikle servikal lenf diigiimlerinde ortaya ¢ikarlar ve hastalik

geng erigkinlerde daha sik goriiliir (Kaseb & Babiker, 2022).
2.2.1.2 Nodiiler Lenfosit Baskin Hodgkin Lenfoma (NLBHL)

NLBHL, cHL tiplerinden ayr1 patolojik 6zellikler gosteren, az gorilen bir HL alt tipidir
(Gokgoz, Gemici, & Aydogdu, 2015). NLBHL cogunlukla olduk¢a sakin bir seyir izler ve
hastalar genellikle erken evrelerde teshis edilir (Eichenauer & Engert, 2017). Tiim HL’larin
%85’ini cHL ve %15’ini NLBHL olusturmaktadir. NLBHL tedavi ve yaklasimi cHL’ dan
oldukca farkli olup yavas seyirli Hodgkin dis1 lenfomalara benzerdir.

2.2.2 Hodgkin Olmayan Lenfoma (NHL)

NHL’ler; B, T ve dogal oldiiriicii hiicrelerden kaynaklanan, klonal lenfoid sistem
tiimorleridir. NHL, yas, cinsiyet, ¢cevresel etmenler, 1irksal ve enfeksiyonlara maruz kalma gibi
sebeplere bagl olarak gelisim ve olusum stirecleri degiskenlik gosterir (Akay, ve digerleri,
2018). NHL DNA’nin hasarlanmasiyla ortaya c¢ikan, tek bir 6zelligi paylasan farkli kan

kanserleri grubu i¢in kullanilan bir terimdir. DNA’nin kétii huylu (malign) sekil degistirmesine
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neden olmaktadir. Bu sekil degistirme lenfositin kontrolsiiz ve asir1 ¢ogalmasiyla

sonu¢lanmaktadir. Lenfoma hiicreleri viicudun bir veya bir¢ok bolgesinde gelisebilir.

Bu anomali anormal B lenfositlerden ortaya ¢ikan B hiicreli lenfomalar ve anormal T
lenfositlerden ortaya ¢ikan T hiicreli lenfomalar olarak 2 gruba ayrilir. B hiicreli lenfomalar
daha ¢ok goriilmektedir. Hastalik cogunlukla lenf diigiimlerinde gelismektedir. Malign lenfoid
hiicreler kan ve lenf dolagimi araciligi ile viicudun diger kisimlarina da yayilabilir (Okutan,
2021). En sik goriilen olgun B hiicreli neoplazmalar FL, Burkitt lenfoma, diffiiz biiyiik B hiicreli
lenfoma, manto hiicreli lenfoma ve marjinal bolge lenfomasidir. En sik goriilen olgun T hiicreli
lenfoma tipleri; erigkin T hiicreli lenfoma ve mikoz fungoidlerdir (Sapkota & Shaikh, 2022).
Bu calismada Hodgkin dis1 lenfomalardan CLL, FL ve MCL ile ¢alisilmistir. Cizelge 2.1°de
CLL, FL ve MCL’ye ait 6zellikler verilmistir. Bu boliimde ¢alismada kullanilan Hodgkin dis1

lenfomalar ac¢iklanmustir.
2.2.21CLL

CLL, bat1 diinyasindaki en yaygin 16semi seklidir (Hakim & Farooq, 2022). CLL'nin
altinda yatan molekiiler nedene iliskin anlayis ve hipotezler teknolojik ilerlemeler
kaydedildik¢e geligmistir. Tarihsel olarak, 151k mikroskobu ile analiz edildiginde, CLL hiicreleri
kiiciik, olgun, istirahat eden B lenfositleri olarak kabul edilmistir. (Ng & Chiorazzi, 2021)

2.2.2.2FL

FL, olusum asamasinda merkez B hiicrelerinden olusan ve durgun klinik seyri olan bir
lenfoid neoplazmadir (Suknuntha, Subramanian, Racchumi, & Tam, 2022). FL, tim Hodgkin
dis1 lenfoma vakalarinin %20'sini olusturan, Hodgkin olmayan lenfomanin ikinci en yaygin alt
tipidir. Hastaligin sikga gelistigi bolgeler; dalak, karaciger ve kemik iligidir (Meghpara, et al.,
2022).

2.2.2.3MCL

MCL, nadir goriilen bir B hucreli malignitedir (Hansen, Nyvold, & Hansen, 2022).
MCL, cok sayida B-hiicreli lenfomanin alt tiplerinden biridir. En sik kemik iligi, karaciger,
dalak gibi bolgelerde gozlenir. Tiim lenfomalarda oldugu gibi tani icin biyopsi tercih
edilmektedir (Akay, ve digerleri, 2018). MCL, 6zellikle yaslilar1 etkileyen nadir fakat tehlikeli
bir lenfoma tlridir (Ekberg, et al., 2022).
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Cizelge 2.1. FL, MCL ve CLL’ye ait 6zellikler (Battula & Sharma, 2018)

Tip Hucre Konum Histopatolojik
Boyutu Ozellikler
Lenf Bol atipik
digimu folikiil, agilmis
FL Sentrosit ve sinlisler ve
germinal daginik biiyiik
merkez hiicreler

Monomorfik lenfoid, hizli

MCL Kiglk ve monomorfik  Lenf diigiimii ve mantle zone . <
boéliinerek ¢ogalan

Hizli ¢ogalan, genisleyen

CLL Kigik Lenf diigiimii
sinirlar

2.3 Lenfoma Teshis ve Tedavisi

Lenfoma teshisinden oOncelikle hastalar bazi semptomlarla doktorlara basvururlar.
Doktorlar ilk olarak hastanin hastalik ge¢misini hastadan 6grenir ve daha sonra fiziksel
muayene yapar. Doktor hastalik gegmisinden ve yaptigi fiziksel muayene sonucunda
semptomlarin lenfoma sonucu olabileceginden siiphelenirse belirli tetkiklerin yapilmasi istenir.
Kemik iligi aspirasyonu veya biyopsisi, gogiis rontgeni, MR, PET taramasi, molekiiler test ve
kan testleri tetkikler arasinda yer almaktadir (Watson & Ratini, 2022). Bu tetkikler sonucu
doktor teshisi koyar ve gerekli tedavilere baglar. Hastaligin seyrine gore tedavi yontemi veya
ilaglarin dozajlar1 degistirilebilir. Tedavi siirecindeki degisiklikler tamamen doktor kontroliinde

yapilmaktadir ve diger tip branslariyla birlikte siiregte ilerlenir.

Lenfoma hastalarinda genellikle kemoterapi tedavisi uygulanmaktadir. Kemoterapiden
kaynakli hastalarda anemi, kanama, agri, bulanti, kusma, sa¢ dokilmesi, enfeksiyon, halsizlik,
periferal ndropati gibi semptomlar ¢ok stk meydana gelmektedir (Arts, et al., 2017).

2.4 Lenfoma Yasam Siiresi

Lenfomalarin klinik seyrine gore ikiye ayrilmaktadir. Hizli ve yavas olarak
ayrilmaktadir. Hizl seyirli lenfomalar kisa siirede icerisinde belirtilerini gostermektedir. Kitle
cok kisa siirede biiyiliyerek, aylar hatta haftalar icinde kendini gosterebilir. Yavas seyirli
lenfomalarda, kitlenin biliyime hizi ¢ok yavastir. Yillarca siirebilecek bir zamani
kapsayabilir. Lenfoma yasam siiresi, lenfomalarin seyrine gore degiskenlik gostermektedir.
Hizli seyirli lenfomalarin tedavisinde ge¢ kalindiginda ya da tedavi olunmadiginda hastalar

aylar ya da haftalar icinde kaybedilebilir. Yavas seyirli olanlarinda ise hi¢ tedavi olmasa bile
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hasta uzun sire hatta 15-20 y1l yasayabilir. Bu nedenle iki farkli lenfoma grubundaki hastalara
uygulanan tedavi yontemlerinde farklilasmalar vardir. Hizli seyirli lenfomalarda erken teshis
ve tam iyilesme hedeflenerek tedavi yontemleri izlenmelidir. Yavas seyirli olanlarinda ise

cogunlukla rutin takip edilmesi yeterli olmaktadir (Memorial Tibbi Yaym Kurulu, 2022).

Oliimle sonuglanabilecek bir tanmin konulmasi, hastalarn kanama veya sepsis gibi
nedenlerle hayatlarin1 kaybetmeleri, kemoterapiden kaynaklanan belirtileri daha yogun
yasamalari, tam1 ve tedavi siire¢lerinin uzun olmasi gibi nedenlerle hastalarin ve hasta
yakinlarinin gilinlilk yasamlarimin olumsuz etkilendigi diisiiniilmektedir (Sezgin & Bektas,

2021).
2.5 Patolojik Goruntuler

Patolojik goriintiileme, hastalikli organlarin ¢iplak gézle veya biyopsi yapilmasi sonrasi
biyopsi goruntilerinin mikroskop altindaki anormal goriiniimlerinin incelenmesi amaciyla
ortaya atilan goriintiileme teknigidir (Karakurt & Iseri, 2021). Otomatik gériintii analiz araclari
kullanilarak, hiicre sayimi gibi karmasik rutin faaliyetler igin patologlar desteklenebilir. Dijital
patoloji kullanim1 ayrica patolojik raporlarin olusturulmasini hizlandirmaya yardimei
olmalidir. Standartlastirilmis, yapilandirilmis raporlar, hastanin tedavisine dahil olan ¢esitli
kurumlar arasindaki iletisimi ve is birligini hizlandirabilir ve hatta gelistirebilir (Pallua,

Brunner, Zelger, Schirmer, & Haybaeck, 2020).

Mikroskop altinda cam slaytlar lizerine biyopsi sivisinin veya par¢asinin incelenmesi
yerini ginimizde dijital gorintilleme almistir. Dijital patoloji goriintiileri; bir bilgisayar
ekraninda gorintiilenebilen, kayipsiz ve c¢oziiniirliigii yiiksek dijital goriintiiler saglamak
amaciyla bir tarama cihazi kullanilarak elde edilmektedir. Incelenecek olan dokular amaci
dogrultusunda 6zel gelistirilmis cihazlarla taranmakta ve bilgisayar ortamina dijital goriintiiler
olarak aktarilmaktadir (Veta, Pluim, Diest, & Viergever, 2014). Sekil 2.2’de 6rnek patolojik

gorinth verilmektedir.

Glinlimiizde bir¢cok hastaliga kesin teshis i¢in patolojik incelemeler yapilmaktadir.
Histopatolojik WSI'lerde yer alan bilgiler, goriintileme i¢in kullanilan mikroskop veya
tarayicinin tipi ve kalitesi, goriintiiniin boyutu ve biiyiitiilmesi, dis etkenlerin neden oldugu
titresimler, boyama nedeniyle fiziksel renk degisimi gibi bir¢cok faktorden etkilenir. Sonug

olarak, YZ algoritmalarmi uygulamadan Once goriintiilerin kalitesini iyilestirmek igin
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histopatolojik WSI'lerin 6n islenmesi gerekebilir. Dijital patoloji, modern gorintileme

yontemlerinin gelismesi ve yeni teknolojilerdeki ilerlemelerle hizla 6nem kazanmaktadir.

Sekil 2. 2. Ornek lenfoma patolojik gorintiisi

Tip bilimi; hastalik veya yaralanma gibi durumlarda insan viicudunun yapisini ve
islevini anlamak, yorumlamak ve bunlarin sonucunda sorunlarin ¢éziimiine odaklanmaktadir.
Biyolojik ve tibbi siiregler hakkinda bilgi edinmek igin insan vucudunun gorintulerinden
yararlanmak sadece klinik tipta degil onu destekleyen biyomedikal arastirma alanlarinda da
kullanilmaktadir (Kumrular & Polat, 2021). Tibbi goriintii isleme, daha fazla analiz i¢in ham
tibbi verilerin goriintii kalitesini artirmak i¢in sayisallagtirilmis bir goriintli lizerinde bir
algoritmanin uygulanmasiyla ilgilenir. Giris goriintiisliniin gorsel bilgilerini iyilestirmek i¢in
tibbi goriintiilleme uygulamalarinda gesitli 6n isleme teknikleri kullanilir (Shyni & Chitra,
2022).
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3. GORUNTU iSLEME

Gorsel algilama siirecinin gergeklesmesi igin 6n kosul 1s181n varligidir (Ceran, 2022).
Insan gdzii, nesnelerden yansima yapan 15131 toplar ve beynin ilgili merkezine iletir. Is1igin
toplanarak gorsellestirilmesi, yaklasik iki yiiz y1l 6nce fotograf makinesinin icadiyla yapilmaya
baslanmistir. Fakat makinelerin insanlarin biyolojik yapisindaki gibi goriintiiyii islemesi ve
goriintiideki nesneleri anlamasi i¢in islemcilerin giiciiniin artmas1 gerekmekteydi. Bunun i¢in
gorlintii islemenin bir teknik olarak gercek zamanli kullanilmasi 1970’lerde miimkiin
olabilmistir (Goriintii isleme nedir?, 2020). Teknolojide ki gelismelerle birlikte goriintii isleme
kavrami ortaya ¢ikmigtir. Goriintli isleme, giiniimiizde hizla biiyiliyen teknolojilerden biridir

(Sharadhi, Gururaj, Shankar, Supriya, & Chogule, 2022).

Goriintli isleme, algoritmalar ve goriintii isleme yontemleri ile kaydedilmis goriintiiyii
istenilen amaca uygun hale getirme bicimidir. Her gorinti ham haliyle analize uygun
olmayabilir. Goriintii isleme teknolojisi ile birlikte artik her goriintii amaca uygun kullanim i¢in
islenebilmektedir. Goriintii isleme temel olarak goriintiiniin elde edilmesi, sayisallastirilmasi ve
analiz edilmesi safhalarindan olusmaktadir (Soyhan, Gurel, & Tekin, 2021). Sekil 3.1’de

goriintli isleme asamalarinin gosterimi verilmistir.

Garonts Algiama Gl

|f§“_*‘-iunﬂ|

Sekil 3. 1. Goriintii isleme asamalar1 (Gonzales & Woods, 2014)
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3.1 GOziun GOormesi

Gorilintii isleme yapabilmek i¢in gerekli goriintiileri elde etmemizi saglayan kameraya
sahip cihazlar, insan goziiniin gérme isleminden esinlenilerek gelistirilmistir. Goriintii islemeyi
tam olarak anlamak i¢in Oncelikle géziin gorme islemini nasil gerceklestirdiginin anlasilmasi

gerekir. Bu boliimde goziin gérmesiyle ilgili detayl bilgiler verilmistir.

Gormenin nasil gerceklestigine dair tartismalarin 2000 yillik bir gegmisi vardir. Goziin
tam olarak ne gordiigii, nasil gordiigii ve nesnelerin goriilmesi i¢in hangi 6zelliklere sahip
olmasi1 gerektigi gibi sorulara yillarca cevap aranmistir ve bu konuda deneysel calismalar

yapilmistir (Yildirim & Demirarslan, 2019).

Insan konusmadan énce gevresini gorerek algilar ve 6grenir. Goz ve gdérme eylemi
fotografin icad ile farkli bir boyut kazanmistir. Fotograf makinasinin ardindan kameranin icadi
ile goz ve gorme eylemine algilama, yorumlama ve gergeklik boyutu da eklenmistir (Celik &
Cicekli, 2022). Canlilarin nesneleri tantyabilmesi ve anlamlandirabilmesi farkli kosullardaki
ayrintili gorebilme yeteneginden kaynaklanmaktadir (Gllpergin, 2015). Bu yetenegi saglayan
organ, farkli boliim ve parcalardan olusmaktadir. Her parganin amaci ve yapist birbirinden

farklidir. Her bir boliim gérmeyi saglamak igin birlikte ¢alismaktadir (Kog, 2021).

Gozin tg¢ temel bolimii vardir. Bunlar; 1sik odaklama sistemi, otomatik diyafram
sistemi ve 1513a duyarl algilama sistemidir (Yakali, 2017). Insan goziiniin parcalar: sklera,
kornea, okiiler kaslar, koroid, retina, iris, kas dokusu, lens ve goz bebegidir (Yalman & Ertlrk,
2013). 1k olarak 151k korneadan geger. Kornea bir kubbe seklindedir ve goziin odaklanmasina
yardime1 olmak i¢in 15181 biiker. Bu 15181n bir kismi1, g6z bebegi ad1 verilen bir agikliktan géze
girer. iris, g6z bebeginin ne kadar 151k alacagim kontrol eder. Daha sonra 1s1k
mercekten geger. Mercek, 15181 retinaya dogru olacak sekilde odaklamak i¢in kornea ile birlikte
calisir. Isik c¢arptiginda, fotoreseptdr adi verilen 6zel hiicreler 15181 elektrik sinyallerine
doniistlrir. Bu elektrik sinyalleri retinadan optik sinir yoluyla beyne gider. Sonra beyin,
sinyalleri gordiigliniiz goriintiilere donistiiriir (National Eye Institude, 2022). Sekil 3.2°de

gbzde gbriintii olusumunun semasi gosterilmektedir.
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Cisim
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Gomme Olayy Beynin Gorme Gorme Duyu Garme Duyul
(Goevntn) [V DuyuMerkezi [V smirles  [Y) e i

Sekil 3. 2. Gozde gdrme isleminin semas: (Ustiindag, 2015)

3.2 Goriintii islemeyle lgili Kavramlar

Bu c¢aligmada goriintiiler iizerinde c¢alisiimistir. Goriintiiler {izerinde yapilan islemlerin

iyi anlasilmasi i¢in bu béliimde bazi temel goriintii isleme ile ilgili kavramlar agiklanmustir.
3.2.1 Piksel

Dijital bir goriintiideki satir ve siitunlarda bulunan her bir elemana piksel denmektedir.
Dijital goriintiiyli olusturan en kiiglik birim pikseldir. Sekil 3.3’te kesiti alinmis bir goriintiiniin

piksel degerleri gosterilmektedir.

52 55 61 66 70 61 64 7
63 59 55 90 109 85 69 7
62 59 68 113 144 104 66 7
63 58 71 122 154 106 70 69
67 61 68 104 126 88 68 7
79 65 60 70 77 68 58 Ti
8 71 64 59 55 61 65 83
77 69 68 65 76 T8 94

Sekil 3. 3. Kesiti alinmis gorselin piksel degerlerinin gosterimi (Piskin, 2016)
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3.2.2 Cozunurluk

Cep telefonu, televizyon ve monitor gibi dijital ekrana sahip donanimlarla gosterilen bir
goruntd icerisindeki piksellerin sayisimi belirten degere c¢ozlndrlik denir. Cozunurluk

gorlintiiniin netligini tanimlamak i¢in kullanilmaktadir.
3.2.3 Renk

Renk; Giines’ten gelen beyaz 1s181n belirli dalga boylarina gore kirilmasi sonucu olusan
151810, gozln retina tabakasina ulagmasi sonucu ortaya ¢ikan bir algilamadir. Renkleri temsil
edebilmek ic¢in bazi renk modelleri bulunmaktadir. RGB ve HSV gibi renk modelleri
bulunmaktadir. Sekil 3.4’te RGB formatindaki bir goriintliniin kanallarina ayrigtiritlmis halleri

gosterilmektedir.

Sekil 3. 4. RGB formatindaki goriintiiniin renk kanallarina ayrildigindaki halleri (Sever, 2018)

3.2.4 Karsithk

Karsitlik veya kontrast, bir gorlintlinlin ayirt edilebilirligini ifade etmektedir. Goriintii
tizerindeki renk degerlerinin birbirine ¢ok yakin olmasi goriintiiniin diisiik kontrastli oldugu
anlamina gelmektedir. Diisiik kontrastli goriintiilerde detaylar net bir sekilde ayirt

edilemeyebilir. Bu yiizden karsithik islemleri yapilarak goriintiiler yiiksek kontrastli yapilir.
3.2.5 Gurultd

Dijital gorintulerin elde edilmesi siirecinde goriintii sinyallerinde olusan hatalara

giirtiltii denmektedir. En sik karsilagilan giirtiltii tipi tuz biber giirtiltiistidiir. Giiriiltii goriintiiniin
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analiz edilmesini olumsuz etkilemektedir. Bu yiizden giiriiltii temizleme islemleri

uygulanmaktadir.
3.3 Pikseller Arasi iliskiler

Iki boyutlu diizlem iizerinde ki bir p pikselinin gesitli komsuluklar1 vardir. Sekil 3.5’te
bir pikselin komsuluklarini P temsiliyle gosterimi verilmistir. Ele alinan piksel, komsusu olan
piksellere birim uzakligindadir. Bu p pikselinin koordinatlarini (x,y) olarak aldigimizda yatayda
ve dikeyde ki komsularinin koordinatlar1 (x+1, y), (x-1, y), (X, y-1) ve (X, y+1)’dir. Bu piksel
kiimesi p’nin 4-komsusu olarak adlandirilir ve N4(p) ile gosterilir. P pikselinin dort kdsegen
komsusu; (x-1,y+1), (x+1,y-1), (x+1,y+1) ve (x-1, y-1) koordinatlarina sahiptir ve N D(p) ile
gosterilir. P pikselinin yatay, dikey ve kosegenlerinde ki komsuluklar birlestirildiginde p’nin 8-
komsu’su olarak adlandirilir ve N8(p) ile gosterilir. Sekil 3.6’da bir pikselin komsuluklarini

koordinatlariyla gdsteren sema verilmistir.

Ps P, Py

Sekil 3. 5. Bir pikselin komsuluklarini P temsiliyle gosteren sema (Gliveng & Karagul, 2009)

x-1, x-1, x-1,
y-1 ¥ y+l
X X, X
y-1 ¥ y+1
x+1, x+1, x+1,
y-1 ¥ y+1

Sekil 3. 6. Bir pikselin komsuluklarin1 koordinatlariyla gosteren sema (Giveng, Elmas, &
Demirci, 2008)
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3.4 Goriintii isleme Kullanim Alanlar:

Goriintii islemenin faydalar1 kullanim yerlerine gore degiskenlik gostermektedir.
Goriintiiniin  islenmesinde kullanilan bu tekniklerin her biri goriintlyl farkli agilardan
degerlendirmektedir. Goriintii isleme iizerine yapilan c¢alismalarin asil amaci goruntlyd
¢oziimleme ve dolayisiyla sayisallagtirmadir. Giinlimiizde goriintii isleme; imalat, glivenlik, tip,
elektronik, tasarim, mimari gibi birbirinden farkli bircok alanda kullanilmaktadir (Samtas &
Gulesin, 2011). Cesitli alanlarda goriintii isleme tekniklerinin kullanilmasi ile farkli galismalar

yapilarak literatiire katki saglanmaktadir.
3.5 Goriintiiniin Sayisallastirilmasi

Goriintii isleme, kaydedilen gorlntuler Gzerine bilgisayar araciligiyla iyilestirmeler
yapilmasi olarak agiklanir (Edizer, 2006). Goruntiintn dijitallestirilmesi, kamera tzerindeki
goruntlnln  elektriksel sinyallere doniistiiriilmesi islemidir. Mercekte olusan goriintii
kameranin sensorleri yardimiyla alinir. Sekil 3.7°de sematik olarak bu durum gosterilmistir. Bu
sinyaller bilgisayar ortamina goriintiinin aktarilmasi i¢in kullanilan analog sinyallerdir

(Yaman, Sarucan, Atak, & Akturk, 2001).

lsak kavnag

Wide x
B Analog sinyal
b e

Savisal sinyal

'I.n::l-.'-;

Savisal
Ceiriingii

Cpbriinti

Ladiriiniii

Sekil 3. 7. Bir goriintiiniin sayisallagtirilmasinin semasi (Er & Temurtas, 2005)
3.6  Géoriintii isleme Teknikleri

Gorlintiiler tizerinde belli goriintii isleme teknikleri kullanarak goriintii analiz
stireclerinde daha iyi sonuglar alinabilir. Goriintiideki giiriiltiileri temizlemek ve kenar bulma

gibi islemler goriintii isleme teknikleriyle gerceklestirilmektedir. Bu boliimde bazi goriintii

isleme teknikleri agiklanmistir.
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3.6.1 Keskinlestirme

Keskinlestirme, goriintiideki smirlarin iyilestirilerek kenarlarin belirginlestirilmesi
islemidir. Goriintiideki yiiksek frekansli bilesenler baskin hale getirilmeye calisilir. Bu islemler,
keskinlestirme filtreleriyle yapilmaktadir. Olusturulan keskinlestirme filtreleri goriintii

uzerinde gezdirilerek kenarlar belirginlestirilir.
3.6.2 Bulaniklastirma

Bulaniklagtirma, goriintii tizerindeki ayrintilar1 azaltmak i¢in kullanilan bir goriintii
isleme teknigidir. Kenarlarin yumusatilmasi saglanir. Bu yontem diistik gegis filtresi olarak da
adlandirilmaktadir. Diisiik frekansa sahip bilesenlerin gecisi saglanirken yiliksek frekansli
bilesenler elenir. Bu yontemi uygulamak i¢in bir birim kare matrisi olusturulur. Bu matrisin bir
kenar uzunlugunun karesi alinarak matriste bulunan her bir eleman bu sayiya boliiniir. Medyan
(Median) filtresi de denen bir filtre veya matris olusturulur. Bu matris goriintii tizerinde
gezdirilerek bulaniklastirma islemi gerceklestirilir. Bulaniklastirma ile gortintiiddeki giirtiltiiyli

azaltmak icin de kullanilmaktadir.
3.6.3 Gurultd Temizleme

Goruntiler elde edilirken ki siiregte goriintii tizerinde farkli sebeplere bagli olarak tuz
biber gurdltist ve Gauss gurultist gibi pek ¢ok guraltt bulunabilir. Bu guraltuler gorintiyi
kusurlu hale getirmektedir. GOrlintu Uzerindeki gurultiyu temizlemek igin Ortalama (Mean),

Medyan ve Gauss filtreleri sik¢a kullanilmaktadir.
3.6.4 Kenar Bulma

Kenar bulma isleminde nesnelerin siirlarini ¢ikartmak i¢in kullanilmaktadir. Kenarlar
yiiksek frekansa sahip oldugu icin kenar bulma isleminde yiliksek gecis filtreleri
kullanilmaktadir. Bu filtreler yiiksek frekanslarin geg¢mesini saglarken diisiik frekansh
bilesenlerin elenmesini saglamaktadir. Bu islem i¢in sik¢a kullanilan Canny, Sobel ve
Laplasyan (Laplacian) metotlariyla goriintiiler tizerinde kenarlar bulunmaktadir. Bu metotlar

cikt1 olarak ikili (binary) bir goriinti vermektedir.
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3.6.5 Histogram Esitleme

Histogram, bir goriintiide bulunan piksel degerlerinin sayilarini gosteren grafiktir.
Goriintliniin  histogram grafigi incelendiginde piksel degerleri bir yerde kiimelendigi
gozlemlenirse histogram esitleme yontemi uygulanabilir. Bu sayede piksel dagilimlarinda

denge saglanir.
3.6.6 Morfolojik islemler

Biyolojide morfoloji, farkli organizmalarin yapisal 6zelliklerini ve sekillerini inceleyen
bilim dalidir. Matematiksel anlamda morfoloji; temel kiime islemleriyle goriintiideki imgelerin
siirlarint ¢ikarilmasi, giiriiltiiyli giderimi ve boliitleme gibi islemlerin uygulanmasi saglanir.

Asmdirma, yayma, agma ve kapama islemleri en bilinen morfolojik islemlerdir.
3.6.7 Bolutleme

Boliitleme, goriintiiyii her biri igerisinde farkli 6zelliklerin oldugu anlamli bdlgelere
ayirma islemidir. Esikleme, kiimeleme ve derin 6grenme yontemleriyle boliitleme islemi
gerceklestirilebilmektedir. Kiimelemede makine 6grenmesi algoritmalarindan biri olan K-
Means sik kullanilan ve en bilinen kiimeleme yontemlerinden birisidir. Derin 6grenmede ise

segmentasyon i¢in siklikla Mask R-CNN ve U-Net kullanilmaktadir.
3.6.8 Ozellik Cikarim

Oriintii tamima ve siiflandirma islemlerinde en temel adimlardan birisi 6zellik ya da
Oznitelik ¢ikarim asamasidir. Bu asamada goriintiiniin ayirt edici kisimlar tespit edilerek
Ozellikleri belirlenmektedir. Siniflandirma asamasinda kullanilabilecek olan bu 6zellikler
ortintiilerin diger oriintiilerden ayirt edebilmesine imkan saglayan yapisal bolimlerdir (Siseci
& Cetisli, 2012). Calismada 6zellik ¢ikarimi i¢in kullanilan metotlardan birit GLCM’dir. Bu
bolimde GLCM agiklanmustir.

3.6.8.1 GLCM

Doku, bir desen ya da desenlerin bir bolge lizerinde tekrarlanmasidir. Bu desenler nitelik
bakimindan ince, piiriizsiiz, rasgele ya da cizgili gibi degisik 6zelliklerde sahip olabilir. Doku,
farkli yerlerdeki iki farkli piksel arasindaki gri seviyenin farklarinin kiyaslanmasidir. Farkl

dokular, doku analizleriyle ortaya cikarilarak kesfedilebilir (Demirhan & Guler, 2010). Gri

25



seviye goriintillerde dokularin 6zelliklerini ¢ikarmak igin kullanilan yontemlerden biri
GLCM’dir. GLCM bir kare matristir ve boyutu goriintiideki farkli piksel degeri sayis1 kadardir.
GLCM belli bir geometrik uzaklik ile birbirinden ayrilmis ayni piksel degerlerine sahip piksel
ciftlerinin tekrarlanma sayilarinin hesaplanmasi sonucu olusturulur. GLCM ¢esitli
uygulamalarda doku analizi i¢in sik¢a kullanilmaktadir (Sathyamoorthy, 2013). Bir gérintinun
tic farkli yonde ¢ikarilmig GLCM’1 Sekil 3.8’de gosterilmektedir.

J ] J
I' 1+ O O 012 01 2 01 2
1; 1; 0, 0 0|4 0 2 old4 0 2 0|2 0 2
00 2 2 i 1 2 20 2 240 1 2 1 1
0, 0 2 2 2 0o 2 2 0o 2 | 2 001
Goriintii Con Ci1,m SLn

Sekil 3. 8. 4x4’liik bir goriintiiden elde edilen ti¢ farkli yondeki GLCM (Durmus & Bayazit,
2017)

GLCM ile analiz yapildiginda enerji 6l¢limii, zitlik l¢iimii, homojenlik, korelasyon ve
entropi gibi Oznitelikler ¢ikarilabilir. Bu ¢alismanin bir bolimiinde, veri setindeki gorunttler
gri seviyeye doniistiiriiliip GLCM ile verilerin 6zellikleri ¢ikarilmistir. Korelasyon, homojenlik,
kontrast, ASM, enerji ve benzersizlik 6zniteliklerini igeren bir 6zellik vektori elde edilerek gri
seviye goruntllerde 6zellik ¢ikarimi yapilmistir. Calismada kullanilan agi degerlerini de
gosteren 6rnek GLCM semast Sekil 3.9’da gosterilmektedir. Bu boliimde ¢alismada ¢ikarilan

Ozelliklerin agiklamalarina yer verilmistir.

135 derece 90 derece 45 derece
6 7 8
5 * 1
4 3 7 1+ O derece

Sekil 3. 9. GLCM semasi1 (Demirhan & Giiler, 2010)
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3.6.8.1.1 . Korelasyon

Korelasyon, GLCM’de bulunan degerlerden piksel ¢iftlerinin birlikte olma olasiliklarini
O0lcmektedir. Bu deger komsu piksellerin birbirleriyle ne kadar iligkili oldugunu gosteren
degerdir. Korelasyon, -1 ile 1 arasinda deger iiretmektedir. Benzer gri seviyeli bolgelerde

korelasyon degeri daha yiiksektir. Formulde P;; piksel ciftlerini, M ise matris boyutunu temsil

etmektedir.

(i—p)*(i—py)

/(Gi)z*(Gj)

Korelasyon = M2 P (3.1)

3.6.8.1.2 Homojenlik

Homojenlik, GLCM’deki degerlerin dagilimmin GLCM kosegenine yakinligini dlgen
degerdir. Homojenlik, 0 ile 1 arasinda deger Uretmektedir.

1

Homojenlik = X0 B; o

(3.2)

3.6.8.1.3 Kontrast

Kontrast, goriintiideki mevcut yerel ¢esitliligi ifade eden bir 6l¢iidiir. Sabit goriintiilerde
kontrast 0°dir. Kontrast, 0 ile GLCM’in siitun sayisinin 1 eksiginin karesi olan degerin arasinda

deger lretmektedir.

Kontrast JZM sP—)? (3.3)

3.6.8.1.4 ASM

ASM, bir gorintiiniin tekdiizeligini gosteren degerdir. GLCM’deki degerlerin
karelerinin toplamini veren ASM, 0 ile 1 arasinda deger iiretmektedir. Pikseller birbirine ¢cok

benzer oldugunda ASM degeri biiyiik olmaktadir. Sabit goriintiillerde ASM degeri 1°dir.

ASM = $M=i(p)" (3.4)
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3.6.8.1.5 Enerji

Enerji, ASM’nin karekokii alinarak hesaplanir. Komsu piksel ciftlerinin ne kadar

diizenli oldugunu gosterir.
.. _ 2
Enerji = |XMZ5(P;) (3.5)

3.6.8.1.6 Benzersizlik

Benzersizlik, GLCM’de bulunan degerlerin komsu elemanlariyla arasindaki farki veya

degisimi 6l¢en degerdir.

Benzersizlik = Y1125 Py;li — j| (3.6)

3.6.8.1.7 Entropi

Entropi, GLCM’deki degerlerden goriintiiniin yogunlugunu olger. Homojen
goriintlilerin entropi degerleri heterojen gortintiilere gore daha diisiiktiir. Goriintiide homojenlik

arttikga entropi degeri diismektedir.

Entropi = Z%[;é Pi,j (lOgZ (Pl,])) (37)
3.6.9 Ozellik Secimi

Ozellik secimi, analiz edilecek veri setindeki verileri en iyi sekilde temsil edecek
altkiimelerin olusturulmas: islemidir. Ozellik se¢imi, amaca uygun bir sekilde ilgilenilen
problem icin en 6nemli 6zellikleri verilerden secerek veri kiimesindeki temsili 6zellik sayisinin
azaltilmasmi hedeflemektedir. Ozellik sayisinin azaltilmasi islem maliyetinin de azalmasini
saglamaktadir (Budak, 2018). Calismada 6zellik se¢imi ve boyut azaltimi igin PCA yontemi

kullanilmistir ve bu béliimde agiklanmustir.
3.6.9.1 PCA

Veri analizinde analiz edilecek olan verinin herhangi bir makine 6grenmesi veya derin
O0grenme yoOntemlerine girdi olarak verilmeden oOnce belli optimizasyon islemlerinin
uygulanmas1 6nemlidir. Optimizasyon islemi uygulamadan biiyiikk boyutlu verilerle egitim

yapildiginda egitim siliresinin uzamasi ve asirt 6grenme gibi problemlerle karsilagiimaktadir.
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Bu problemleri agmak i¢in 6zellik se¢cimi ve boyut azaltim yontemleri uygulanmaktadir. Bu
yontemlerden biri de PCA’dir. PCA, 6zellik se¢imi, boyut azaltimi, veri sikistirma ve 6zellik
cikarimi i¢in kullanilan yontemlerden biridir. Temel amaci yliksek boyutlu ve birbiriyle iligkili
veriler igerisinde bulunan degerli bilgileri se¢ip boyutu azaltmaktir. Ozellik secimi yaparken
verileri niteleyen genel 6zelliklerin segilmesi daha sonraki agamalarda verinin analizi i¢in ¢ok
onemlidir. Genel 6zellikleri secerken belli bir kayip meydana gelmektedir. Bu kaybin genel
yani verileri niteleyen 6nemli 6zelliklerden olmamasi gerekir. Kodlama yaparken PCA’nin en
degerli 6zellikleri igeren bir 6znitelik vektora elde edilir. Verileri nitelemede daha az etkili olan
ozellikler 6znitelik vektoriinde yer almayarak daha kaliteli bilgiler ¢ikarilmis olunur. Boylece
boyut azaltimi yapilmis olunur. Bu calismada PCA, 6zellik se¢imi ve boyut azaltimi igin

kullanilmuastir.
3.7 Saglkta Goriintii isleme

Teknoloji alanindaki gelismeler hayatin neredeyse her alanina uyarlanmaktadir. Saglik
alant da bunlardan biridir. Giiniimiizde uzmanlarin hastaliklar1 teshis etmesinde yardimeci
olmasi i¢in uzman sistemler gelistirilmektedir. Bu sistemler ¢ok kisa siirede uzmanlarin
dogruluk seviyesinde hastaliklar1 teshis edip erken teshis konmasini saglamaktadir. Boylece
erkenden tedaviye baslanip yasamsal risk olusturan hastaliklarin teshisinde ve tedavisine
baslanmasinda 6nemli rol oynamaktadir. Bu sistemler sayesinde saglik hizmetleri siire¢lerinde
tyilestirmeler yapilmaktadir. Saglik alaninda giderek artan uzman ihtiyaci ve hasta yogunlugu

gibi nedenlerden uzman sistemlere daha da ihtiya¢ duyulmaktadir.

Uzmanlar teshis koyabilmek i¢in hastalardan tetkikler istemektedir. Bu tetkikler
uzmanin siiphelendigi hastaliga bagli olup degiskenlik gostermektedir. Goriintlii islemenin
sagliktaki uygulamalar1 incelendiginde; histopatolojik goriintiiler, MR ve BT gibi goriintiilere
belirli goriintii isleme yontemleri uygulanarak hastaliklt bolgenin belirginlestirilmesi ve
boliitlenmesi saglanmaktadir. Burada hastalikli bélgenin yapis1 da ¢ok onemlidir. Goriintii
isleme uygulamalarinin uygulanabilmesi veya basarili olabilmesi i¢in hastalikli bolgenin
goriintii igerisinde benzersiz ozelliklere sahip olmasit gerekir. Ornegin; beyin MR
goriintiilerinde timor tespitini yapmak i¢in belli bagh goriintii isleme islemleri uygulandiginda
basarili sonuglar elde edilmektedir. Bu basar1 tiimdriin belli sinirlarinin olmasi, tek veya ¢oksa
bile benzer 6zelliklerde olmalar1 goriintiide diger elementlere gore ayirt ediciliginin olmasindan
kaynaklanmaktadir. Histopatolojik goriintiller ele alindiginda, bazi hastaliklara ait

histopatolojik goriintiilerde analiz yapilmas1 goriintliniin yapist dolayisiyla zordur. Bu zorluk
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hastalikl1 ve saglikli bolgelerin birbirlerine benzer 6zellikler gostermesidir. Bu gibi durumlarda
goriintli isleme uygulamalar1 bagarili olamayabilir. Uzmanlarin teshiste zorlandigi bir hastaligin
uzman sistemler tarafindan ¢ok kolayca teshis edebilmesi beklenmemelidir. Hastalikli bdlgenin
boliitlenmesi ya da teshis edilmesinde derin 6grenme yontemleri kullanilmaktadir. Derin
O6grenme mimarilerinde goriintiiler belirli katmanlardan gegmektedir. Gegtikleri katmanlarda
gorunttlere filtreler uygulanarak o&zellikleri ¢ikarilmaktadir. Literatiirdeki ¢aligmalar
incelendiginde bu gibi goriintillerde derin O6grenme yontemlerinin basarili  oldugu

gorulmektedir.

30



4. YAPAY ZEKA

Yapay zekd; insanlarda bulunan karar verme ve problem ¢ozme yeteneklerini, belli
algoritmalarla matematiksel ifadelerle makinelere insanlarda olan bu yetenekleri kazandirmay1
amaglayan bir bilim dalidir (Kuruca, Ustiiner, & Simsek, 2022). En basit agiklamasiyla yapay
zeka, insan yapimi araglarin insan Ozelliklerini ve karar verme gibi akil siireglerini taklit
edebilmesidir. Yapay zeka temelde insanin uzun zaman veya uzun bilgi birikimi gerektiren

yapilar1 daha kolay bir sekilde ¢ozmek veya gerceklestirebilmek amaciyla gelistirilmistir.

Derin 6grenme, makine Ogrenmesi ve yapay zeka birbiri ile hiyerarsik bir iligki
icerisindedirler. Sekil 4.1°de de goriildiigli iizere yapay zeka derin 6grenme ve makine
Ogrenmesini kapsar. Makine 6grenmesi de derin 6grenmeyi kapsamaktadir (Aylak, Oral, &

Yazici, 2021).

Yapay Zeka @

Yapay Zeka(YZ)

Makinelerin bir igi insanlar gibi cozmesini saglayan
herhangi bir tekniktir.

Makine Ogrenimi (YZ)

Programlanmadan bilgisayann Gmeklerden
Ogrenebilecedi algoritmalardar.

Yapay Sinir Aglar (YSA)

Canlilanin beyninde yer alan sinir aglarnin modellenmesi
ile olusturulan en makine drenme metodu
o Derin Yapay Sinir Aglan - Derin Ogrenme(DO)

Derin yapay sinir aglan diZer adi ile derin 6grenme, gok
katmanh sinir aglanm model olarak kullanarak sunulan
verilerin hiyeraryisini otomatik olusturan bir makina
Ggrenim metodudur.

Yapay Sinir
Aglan

Derin Yapay
Sinir Aglan @
Derin

Ogrenme

Yapay Zekanin Calisma Alanlart

Sekil 4. 1. Yapay zeka ve kapsadigi alanlarin semasi (Yapay zeka nedir?, 2020)

4.1 Makine Ogrenmesi Yontemleri

Makine 6grenimi, bir sistemin biiyiik 6l¢ekli verilerden otomatik olarak bilgi edinme,
biitiinlestirme ve daha sonra bilgiyi gelistirme ve daha sonra bunu yapmak i¢in 6zel olarak
programlanmadan yeni bilgileri kesfederek edinilen bilgiyi o6zerk olarak genisletme
yetenegidir. Yapay zekanin bir alt dali olan makine 6grenmesi, bilgisayarlarin 6grenme islemini
gerceklestirmesini saglayacak algoritma ve yodntemlerin gelisimiyle ilgilenen bir calisma

alanidir.
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Matematiksel modeller, biyolojik bir sistemin davranigin1 destekleyen mekanizmalar
hakkindaki varsayimlara dayanir. Bunlar genellikle, sinirlarinda model parametrelerinin ve
sistem davranisinin saglanmasina dayanan kismi diferansiyel denklem sistemleri araciligiyla
tanimlanan koruma yasalar1 (0rnegin kiitle, momentum, enerji) cinsinden formiile
edilir. Ornegin, Navier-Stokes denklemleri kan akisi dinamiklerini tanimlamak icin yaygin
olarak kullanilmistir, kan yogunlugu viskozitesi ve giris veya cikislardaki akis hizlar veya

basinglar1 gibi hemodinamik parametrelerin regete edilmesini gerektirir (Berg, et al., 2022).

Algoritmaya dayali bilgisayarlar tarafindan gerceklestirilen islemlerde hata pay1 yoktur
ve islem belirli adimlan takip eder. Bir girdiye dayali bir ¢iktiya sahip olmak icin yazilan
komutlardan farkli olarak, bilgisayarlarin mevcut 6rnek verilere dayali kararlar aldigi bazi
durumlar vardir. Bu gibi durumlarda, bilgisayarlar karar verme siirecindeki insanlar gibi hata
yapabilir (Celik & Altunaydin, 2018). Makine 6greniminin temel amaci, onceki verileri
kullanarak kendi kendilerini gelistirebilecek, karmasik kaliplar1 algilayacak ve yeni sorunlara

¢Oziim bulabilecek modeller olusturmaktir.
4.1.1 Makinelerin Ogrenimi

Makine 6grenmesi; olasilik, istatistik ve optimizasyon gibi matematigin alt alanlari ile
iligkilidir. Model olusturulur ve modele egitim verileri girdi olarak verilerek egitimi saglanip
daha 6nce karsilagsmadigi veriler hakkinda iyi tahminler yapmasi beklenir. Makine §grenmesi
ile verilerden istatistiksel ¢ikarimlar yapilarak modelin performansi analiz edilir. (Nacar &

Erdebilli, 2021). Sekil 4.2°de temsili yapay zeka ve bilgisayar iliskisi gosterilmektedir.

=

Sekil 4. 2. Yapay zeka ve bilgisayarin iligkisini gosteren temsili sema (Discover the main
benefits of machine learning, t.y.)
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Insanlarin 6grenme siireci, kisiden kisiye degisiklik gosterir. Her insanin kendine has
O6grenme yontemleri vardir ve bu zamanla kisinin 6grenme siirecini esneyemez hale getirebilir.
Insanlarin zihnine dgrenme siirecinden farkli bir yontemle girildiginde kaliplasmis sistemi
degistirmek daha da zordur. Ancak, makine 6greniminde farkli algoritmalar segerek 6grenme

yontemini degistirmek basittir (Akademi 4.0 Ekibi, 2020).

Matematikgiler ve yazilimcilar, ele aldiklar1 problemi ¢6zmek i¢in biylk veya kigik
veri setlerine cesitli yaklasimlarda bulunarak deneysel ¢alismalar yaparlar. Veri bilimciler bir
problemi ¢6zmek i¢in kullanilabilecek en uygun algoritma tiirlinii segerek veriyi algoritmanin
girdi olarak kabul edebilecegi sekilde hazirlar. Kullanilan algoritmanin tiirii, ¢dziilmek istenen
problemin tiirii, calisilacak veri setindeki verileri yapis1 ve degiskenlerin sayis1 gibi 6zelliklere

bagli olarak degiskenlik gosterir.
4.1.2 Makine Ogrenmesi Cesitleri

Makine 6grenmesi algoritmalar1 kullanim amacina ve kullanilacak veri setine gore genel
olarak 3 gruba ayrilir. Bu gruplar; denetimli, denetimsiz ve pekistirmeli 0grenmedir. Bu
boliimde bu gruplar ve o gruplarin i¢inde olan algoritmalarin bir kismi1 agiklanmistir. Calismada
etiketli verilerle ¢alisilmistir. Bu ylizden denetimli 6grenme algoritmalari kullanilmistir.
Pekistirmeli 6grenme ve goriintliler igerisinde segmentasyonda denetimsiz 6grenme
algoritmalarindan K-Means algoritmasi ilerleyen c¢alismalarda kullanilabilecegi icin fikir

vermek adina agiklanmistir.
4.1.2.1 Denetimli Ogrenme

Denetimli 6grenme algoritmalarinda etiketli veriler kullanilmaktadir. Algoritmaya girdi
olarak verilen verilerin ¢ikti degerleri bellidir. Cikt1i degeri belli olan verilerle denetimli
o0grenme algoritmalar1 egitilir. EZitim sonunda egitilmis modele daha once girdi olarak
verilmemis veriler verildiginde elde edilen sonuclar modelin performansini gostermektedir.
Amag, egitilmis sisteme daha dnce gérmedigi etiketli bir veri verildiginde verilerin etiketlerine
gore yiiksek dogrulukta siniflandirabilmesidir. Modeli egitmek icin veri setinin egitim ic¢in
ayrilan boliimii kullanilir. Egitim veri seti igerisinde eger etiketlenmemis veriler varsa veriler
incelenerek siniflandirilir ve egitime dahil edilir. Bu verilerin etiketlerini yazilim gelistiriciler

programda ayrica belirtir (Kizilkaya & Oguzlar, 2018).
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4.1.2.1.1 Naive Bayes (NB)

NB siniflandiricilari, adimi matematik¢i Thomas Bayes’ten almaktadir. NB
siniflandiricilari, Bayes teoreminin ozellikleri arasinda giiclii bagimsizlik varsayimlariyla
uygulamaya dayanan basit olasiliksal siniflandiricilardir. Naive Bayes siniflandiricilarin egitimi
asamasinda, bir dizi olasiliksal hesaplamayla siiflandiriciya girdi olarak sunulan girdi
verilerinden ¢ikarimlar yapip test verilerinin kategorilerini tespit etmeyi amaglamaktadir.
Olasilik degeri en yiiksek olan sinifa gore veriler siniflandirilir. NB istatistik ve bilgisayar bilimi
literatiiriinde saf Bayes modelleri, basit Bayes ve bagimsiz Bayes gibi ¢esitli isimler ad1 altinda
bilinmektedir. Ancak tim bu isimler, siniflandiricinin karar kuralinda Bayes teoreminin
kullanimina atifta bulunmaktadir. En basit Bayes ag modelleri kenar yogunlugu tahmini ile
birlestirilebilmekte ve daha yiiksek dogruluk seviyeleri elde edilebilmektedir (Ozbay & Ozbay,
2021).

4.1.2.1.2 Karar Agaci (Decision Tree (DT))

DT yontemi, siniflandirma ve tahmin etmede kullanilan 6nemli bir makine 6grenmesi
yontemidir. DT, girdisi olmayan bir kok diigiim ve her biri birer girdi alan i¢ diigiimlerden
olusan yonlii bir agactir. Ciktilar1 bir baska diigiim tarafindan girdi olarak alinan diiglimler i¢
ya da test diigiimii, c¢iktilar1 bir baska diiglime girdi olmayan diigiimler ise yaprak diigtimler
olarak adlandirilmaktadir. DT’de her bir i¢ diigiim, girdi 0zellik degerlerinin belirli bir
fonksiyona tabi tutulmasina dayal olarak iki veya daha fazla parcaya ayrilmaktadir. DT nin i¢
diigtimleri 6zellikleri temsil etmektedir. Yaprak diigiimleri sinifin etiketlerini temsil etmektedir

(Onan, 2015). Sekil 4.3’te DT algoritmasinin yapisi verilmistir.

K&k Dagom

Sekil 4. 3. DT algoritmasinin yapist (Kavzaoglu & Colkesen, 2010)
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4.1.2.1.3 Rastgele Orman (Random Forest (RF))

RF algoritmasi, bir siniflandirict yerine birden ¢ok siniflandirict {ireten ve sonrasinda
onlarin tahminlerinden alinan oylar ile yeni veriyi siniflandiran 6grenme algoritmalaridir. Sekil
4.4’te RF modeli verilmektedir. Oy ¢ogunluguna gore model karar vererek simiflandirma
yapmaktadir. RF; tiim degiskenler arasindan en iyi dali kullanarak her bir diigiimii dallara
ayirmak yerine, her bir diiglimde rastgele olarak segilen degiskenler arasindan en iyisini
kullanarak her bir diigiimii dallara ayirir. (Akar & Gingor, 2021). Birgok karar agacinin

olusmasiyla RF meydana gelmektedir. Her bir 6zelligin siniflandirmadaki etkisi ele alinir.

’ Random Forest Model Sonucu

Sekil 4. 4. Ornek bir RF modeli (Akyigit & Tasc1, 2022)

Diger makine 6grenmesi algoritmalarina gore avantaji, ilgili 6zellikleri tanimlamak
veya degisken se¢imi yapmak icin kullanilabilen degisken 6nem 6lgiitleridir. Gini endeksi gibi
bolinmelerdeki kirliligin azaltilmasina dayali olgiitler yaygin olarak kullanilmaktadir. Gini
endeksi; siniflandirma agaglarinda bolme kriteri olarak siklikla kullanilmaktadir (Sirin, 2020).
RF algoritmas: biyik veya kuglik boyutlu veri setlerinde kolayca kullanilabilmektedir
(Kormaz, Celik, & Kapar, 2018).

4.1.2.1.4 En yakin k-komgulugu (KNN)

KNN algoritmasi, siniflandirilacak veriyi egitim verilerine yakinlik iligkisine gore
siiflandirma yapan bir algoritmadir. Bu algoritma hem simiflandirma hem de regresyon
problemlerinin ¢dziimiinde kullanilmaktadir. KNN algoritmasinda siniflar1 belli olan verilerle
calisilmaktadir. Test verilerinin egitim verisindeki biitiin verilere olan uzakliklar1 secilen
uzaklik 6lciistiyle hesaplanir ve KNN algoritmasinin aldig1 k parametresine verilen deger sayisi
kadar komsuluguna bakilir. Bu sayede test verileri siniflandirilmis olunur. Sekil 4.5’te KNN

algoritmasinin siniflandirmasini gosteren sema verilmektedir.
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kNN algoritmasi simif belirleme islemi (k=3 igin)

A A °
® ®
A
Al 44 ¢
A o ¢
A ‘.;\. ¢ . : Sinif 1
Sinif 2
‘ “ B Test verisi
o ® A

Sekil 4. 5. KNN algoritmasinin sinif belirleme islemi semasi (Cavusoglu & Kagar, 2019)

4.1.2.2 Denetimsiz Ogrenme

Denetimsiz 6grenme algoritmalar etiketsiz verilerle ¢alisir. Girdi verilerine karsilik
cikt1 degerleri belli degildir. Bu durumlarda sadece girdi degerleri ele alinarak bu veriler
arasinda Ortintiiler bulunmaya ¢alisilir. Girdi verileri kiime yogunluguna veya benzerliklerine
gore gruplara ayrilir. Burada yazilim gelistiricilerin veya bu alanda c¢alisan herhangi birisinin
miidahalesi yoktur. Denetimsiz 6grenme algoritmalari, girdi olarak verilen veriler icerisinde

gizli kalmais iligkileri/6riintiileri kendi basina bulmaya calisir.

Benzerlik ilkesi temelde tiim bilim alanlar1 i¢in énemli bir konudur. Eger ele alinan
veriler arasinda benzersizlik dl¢iilebilirse bir nesne digerinden ayirt edilebilir. Analiz edilecek
verilerin karakteristik Ozellikleri iyi tanimlanmahdir (Guven¢ & Karagll, 2009). Burada
yazilim gelistiricilerin veya bu alanda ¢aligan herhangi birisinin miidahalesi yoktur. Denetimsiz
O0grenme algoritmalari, girdi olarak verilen veriler igerisinde gizli kalmis iliskileri/6riintiileri

kendi basina bulmaya calisir.
4.1.2.2.1 K-Means Algoritmasi

K-means algoritmasi ilk olarak 1967 yilinda J. MacQueen tarafindan kullanilan bir
denetimsiz 6grenme algoritmasidir. Bu yontem orta noktaya ya da en yakin merkeze gore var
olan siniflar1 baz alarak nesneyi bdliimlere ayirarak calisir (Saplioglu & Acar, 2020). Sekil

4.6’da K-Means algoritmasinin akis semasi verilmektedir.
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Kiimesi defisen
dii@tim var mu ?

Kiime kiime Veriler en Yeni kiime
adedi (k) merkezlerini yakin kiimelere —®{ merkezerini
belirle ata hesapla

Evet

Sekil 4. 6. K-Means algoritmasinin akis semasi (Yildiz, Arikan, Erenoglu, & Kekezoglu, 2021)

En eski kiimeleme yontemlerinden biri olan K-Means algoritmasinin genel mantigi n
adet veri nesnesinden olusan bir veri setini girig parametresi olarak verilen k adet kiimeye
boliimlemektir. Amag; gerceklestirilen boliimleme islemi sonunda elde edilen kiimelerin, kiime
ici benzerliklerinin en fazla ve kiimeler arasi benzerliklerinin en az olmasimi saglamaktir
(Demiralay & Camurcu, 2005). Bu algoritma goriintii islemede de kullanilmaktadir. K-Means
algoritmasi, goriintiillerde boliitleme islemlerinde kullanilan yontemlerden biridir. Bu
algoritmada k parametresine verilen degere gore goriintii icerisinde boéliitleme yapilabilir.
Goriintii islemede boliitleme islemi icin sik¢a kullanilan bir yontemdir. Bu ¢aligmanin ilerleyen

asamalarinda bu algoritma kullanarak calismalar yapilabilecegi dngoriilmektedir.
4.1.2.3 Pekistirmeli Ogrenme (PO)

PO, dogrudan uygulanacagi g¢evrede deneme yanilma yontemi ile dogru karar
verebilmeyi 0diill veya ceza ile saglanabilecegini savunan bir denetimsiz Ogrenme
algoritmasidir. PO’niin temelinde gdzlem yatmaktadir. PO, robot kontrolii veya karmasik
kontrol problemlerini ¢dzmek igin kullanilan ydntemlerden biridir. PO, denetimli veya
denetimsiz 6grenme gibi bir veri kiimesine ihtiya¢ duymadigi i¢in diger yontemler ile

kiyaslandiginda daha maliyetsizdir (Bing6l, 2021).
4.1.3 Algoritmalarda Kullamilan Uzakhk Olgiileri

Makine 6grenmesi ve derin 6grenme algoritmalarindaki parametrelerden biri uzaklik
Olciisiidiir. Bir diizlemde iki nesnenin ayni ozelliklerinin uzaklik bazinda benzerliklerinin

hesaplanmasini saglayan 6lg¢iittiir. Bu boliimde, uzaklik 6lgiilerinden bazilar1 agiklanmistir.
4.1.3.1 Oklid Uzaklig:

Oklid uzaklhigi, iki veya daha fazla nokta arasindaki mesafeyi Pisagor baglantisi
kullanarak noktalar aras1 uzakligi 6lgmeyi saglamaktadir. Formiilde yer alan x ve y iki farkli

noktayi, 1 indis degerini ve n ise boyut sayisini temsil etmektedir.
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dopia(x.y) = VEIL, (xi — yi)? (4.1)
4.1.3.2 Manhattan Uzaklig

Iki nokta arasindaki uzaklik, bu noktalardan gecen ve dik kesisen dogru parcalarinin

uzakligi kadardir.

dManhattan(ny) = Zin=1|Xi - yil (4-2)
4.1.3.3 Minkowski Uzakligt

P sayida degisken g6z Oniine alinarak gozlem degerleri arasindaki uzakligin
hesaplanmasi igin Minkowski uzaklik 0Ol¢lim metodu kullanilir. Formuldeki p bir
hiperparametredir. Degistirilebilir. Formiilde p degeri 1 yapildiginda Manhattan, 2 yapildiginda
Oklid ve o yapildiginda Chebychev hesaplamasi yapilir. Makine 6grenmesi algoritmalarinda
varsayilan degeri 2’dir.

1
n

dMinkowski(X:y) = (Zi:llXi - yilp)E (43)
4.1.4 Makine Ogrenmesi Siireci Adimlar

Makine 6grenmesi ile veri madenciligi yakin iligki i¢indedir. Veri madenciligi olarak
bilinen alanda, makine 6grenmesi algoritmalari, donanim bakim kayitlari, kredi basvurulari,
finansal islemler, tibbi kayitlar1 vb. bilgileri igeren biiyiik ticari veri tabanlarindan degerli
bilgiyi kesfetmek i¢in siklikla kullanilmaktadir (Mitchell, 1997). Bir seyin gelecekte daha iyi
performans gosterecek bigimde davranigini degistirdigi zaman 6grendigi anlasilmaktadir. Bu
davranigin 6grenmeyi bilgiden ¢ok performans ile iliskilendirmekte oldugunu belirterek makine
ogrenmesinin performans iyilestirmesine odaklandigi vurgulamistir. Aralarindaki yakin iliski
dikkate alindiginda, veri madenciliginde izlenen siirece benzer bir yolun makine 6grenmesinde
de izlenmesi olanaklidir (Balaban & Kartal, 2018). Bu ¢alismada izlenen veri madenciligi siireci
CRISP-CM’dir. Sekil 4.7°de CRISP-DM semasi verilmistir.
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isin = Verinin
anlagiimasi ¢ anlasiimasi

Verinin

Hazirlanmasi

Veri
Canliya Alma Modelleme

Degerlendirme

Sekil 4. 7. CRISP-DM adimlar1 ve akisi (Seker, 2018)

4.1.4.1 Isin Anlasilmas:

Bu asama problemin tanimlanmasi olarak da adlandirilmaktadir. Bu asama veri
madenciligi siirecinin en 6nemli asamasidir. Veri madenciligi ¢alismalarinda basarili olmanin
en onemli 6n kosulu, projenin hangi amac i¢in yapilacaginin ve elde edilecek sonuglarin
basarisinin nasil Olgiileceginin belirlenmesidir. Yanlis tahminlerde katlanarak artacak
maliyetler ve dogru tahminler yapildiginda kazanilacaklara bu asamada yer verilerek
diistiniilmelidir. Arastirma probleminin tanimlanmasi agamasi aragtirmanin amacini, mevcut
durumun degerlendirilmesini, veri madenciliginin amaglarin1 ve proje planlama siirecinin

belirlenmesinin tiimiinii kapsamaktadir (Savas, 2020).
4.1.4.2 Verinin Anlasilmasi

Basarili sonuclarin altinda iyi bir analiz yatmaktadir. Makine 6grenmesi siireclerinde
analiz edilecek verinin iyi bir sekilde kavranmasi 6nemlidir. Verinin yapisini iyi bir sekilde
ogrenmeden analiz yapmak ve ilerlemek yanlis sonuglar1 beraberinde getirir. ilerleyen
asamalarda elde edilen sonuglarin yorumlanabilmesi ve buna gore dogru kararlar alinabilmesi
bu adimda ki basariya baghdir. Ornegin saglik sektoriinde bir doktor herhangi bir tibbi
goriintiilye baktiginda hastalik olup olmadigini, hastalik teshisini nasil yaptigini, goriintiide
nerelere dikkat ettigini gibi sorulara yanitlar arayarak ve cevaplarini bularak analiz edecegimiz

veride aslinda ne yapmak istedigimizi daha iyi anlamis oluruz. Makineler, insanlar sayesinde
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insanlar taklit etmeye ¢alisan aletlerdir. Once insanlar anlamali ki makinelere daha dogru

sonugclar iiretmelerini saglayabilsinler. Bu yilizden bu asama kritiktir.
4.1.4.3 Verinin Hazirlanmast

Modelin kurulmasi asamasinda ortaya g¢ikacak sorunlar, bu asamaya sik sik geri
dontlmesine ve verilerin yeniden diizenlemeler yapmak durumunda kalinacak sorunlara ve
zaman kaybina neden olmaktadir. Bu durum verilerin hazirlanmasi ve modelin kurulmasi
asamalar1 i¢in veriyi analiz edecek kisinin veri kesfi siirecinin toplami igerisinde enerji ve
zamaninin %50 - %85’ini harcamasina neden olmaktadir. Verilerin hazirlanmasi asamasi kendi
icerisinde toplama, birlestirme ve temizleme, se¢gme ve donlistiirme adimlarindan meydana
gelmektedir (Ayik, Ozdemir, & Yavuz, 2010). Secilen veri setinde eksik olan verilerin
tamamlanmasi, gereksiz olduguna karar verilen verilerin ¢ikarilmasi, normalizasyon

islemlerinin yapilmasi, verilerin sikistirilmasi gibi islemler bu asamada uygulanmaktadar.
4.1.4.4 Modelleme

Tanimlanan problem i¢in en uygun modelin bulunabilmesi i¢in ¢ok sayida modelin
kurulup denenmesi gerekir. Burada analiz edilecek verinin etiketli veya etiketsiz olusuna gore
modellemeler yapilir. En dogru modele karar verinceye kadar verinin hazirlanmasi ve
modelleme asamalarinda yinelemeli bir dongii kurulmalidir. Yinelemeli dongiiniin
kurulmasinin sebebi bu iki asamadan birinde hata varsa denemeler sonucu tespit edip miidahale
edebilmektir. Veri hazirlama asamasinda eksik veya yanlis uygulamalar sonucu modelleme
asamasinda kurulan model basarili olamayabilir. Modelleme asamasinda da kotii kurulmus bir
modele veri hazirlama asamasindan basariyla ¢ikmis veriler verildiginde yine istenilen sonug
elde edilemeyebilir. Modele karar vermeden 6nce bu iki asama iyice gozden gecirilmelidir.
llerleyen siireclerde elde edilecek basarili sonuglar onceki siireclere baghdir. Siirekli
tyilestirmeler yapilmalidir. Sekil 4.8’de sigramali ve kademeliye ek sigramali iyilestirmeyi

kiyaslayan sema verilmektedir.
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Sekil 4. 8. Sigramali ve kademeliye ek sigramali iyilestirme (Yal¢in & Sen, 2012)

4.1.4.5 Model Se¢imi ve Degerlendirme

Model se¢imi sonrasi islenen ve analize hazir olan veriler egitim i¢cin modele girdi olarak
verilir. Modelin performansini degerlendirmek icin belli metrikler kullanilir. Accuracy,
precision, recall, F1 score gibi metriklerin sonuglar1 degerlendirilir ve modelin basarisi
Ol¢iilmiis olunur. Bu agsamada; model istenilen basariy1 gosterdi mi, yapilan testlerin sonuglari
tutarli m1 ve secilen model ilerleyen siirecte gelistirilebilir mi gibi sorular sorulmalidir. Bu
sorulara verilecek cevaplara gére son asamaya gecilmelidir. Modelin sonuglar1 tatmin edici

degilse siirecin basindaki yani problemin tanimlanmasi asamasina doniilmelidir.
4.1.4.6 Canliya Alma

Bu asama se¢ilen modelin dagitimini igcermektedir. Modelin sonuglarinin siirekli takip
edilmesi ve gerektigi durumlarda modeli devre dis1 birakma islemleri bu asamada yapilir.

Diizenli bakim yapilmasi gerekir.
4.1.5 Derin Ogrenme Yontemleri

Derin 6grenme; belirli katmanlardan yararlanarak ses dosyalarint metne doniistiirme,
goriintli analizi, goriinti siniflandirma, nesne bolltleme, videolarda nesne takibi gibi islemler
icin kullanilan makine 6grenmesi yontemlerindendir (Tan, YUksel, Aydemir, & Ersoy, 2021).
Derin 6grenme algoritmasi da makine 6grenmesi algoritmalart gibi veriye dayali 6§renme
gerceklestirmektedir. Sinir ag1 kurularak egitim verileri modele girdi olarak verilir ve ag egitimi
yapilir. Sekil 4.9°da derin 6grenme mimarisi verilmektedir. Derin yapiya sahip mimaride,

Ozellikler agin 6grenmesiyle olusmaktadir. Derin 6grenmede modele girdi olarak verilen
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verilerden yararli olan ve siiflandirilmas1 yapilacak veriyi en iyi niteleyen 6zellikleri kendi
kendine dgrenerek gergeklestirir ve sebebiyle klasik yontemlere gore daha basarili sonuglar

ortaya koymaktadir (Kizrak & Bolat, 2018).

Giris Katman Coklu Gizli Katman
. %92 George Washington
. ? %062 Benjarnin Frankiin
(@] —— %36 Alexarider Hamiiton
Girdi ‘ Y013 Thomas Jefferson
Imajin vzellik

agtk ! keyu piksel Imajin kéigelerini Imayn kisselerini Imajm czelliklerini kombinasyonlarm

belirleme
S5 HEP e mES @A
r-= SIE BEQ SR BER

degerini belirleme belirleme belirleme belirleme

Sekil 4.9. Derin 6grenme mimarisi (Yapay zeka nedir?, 2020)

4.1.5.1 Yapay Sinir Aglar

Yapay Sinir Aglari, biyolojik sinir aglarindan esinlenerek olusturulmustur. Insan
beyninin 6zelliklerinden biri olan 6grenme yetisini taklit etmeyi amaglamaktadir. Ogrenme
slirecinin matematiksel modellemesi yapilarak yapay sinir aglari gelistirilmistir. Yeni bilgileri
O0grenme, yeni bilgiler liretme ve tiiretme, 68renilen bilgiler arasinda iligkiler kurmak ve dnceki
deneyimlere dayanarak hi¢ karsilagilmayan durumlarda dogru kararlar verebilmeyi hedefleyen
sistemlerdir. Insan beyninin biyolojik yapilarini olusturan ndronlar modellenerek bilgisayar
sistemlerine aktarilmistir. Noronlar birbirine girdi giliciinii veya Onemini belirten sayisal
degerlere yani agirliklara sahip baglantilarla baglidir. YSA’nin matematiksel gosterimi Sekil
4.10°da gosterilmektedir. YSA, genellikle katmanlar halinde insa edilir. Girdiye ait veriler
katmanlar boyunca islenerek ¢ikt1i degeri Tlretilmektedir. Agirliklarin egitim siirecinde
giincellenmesiyle 6grenme gergeklesir. Elde edilen ¢ikt1 degeriyle olmasi gereken ¢ikti degeri
arasindaki farka hata degeri denmektedir. Bu hata degeri ag boyunca agirliklara geri yayilim
islemiyle yayilir ve bdylece agirliklar gilincellenir. Biyolojik ve yapay sinir hiicrelerinin

modellemesi Sekil 4.11°de gosterilmektedir.
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Sekil 4. 10. Yapay sinir aglarinin matematiksel gosterimi (Kizrak & Bolat, 2018)

YSA; cok boyutlu, giiriiltiilii, karmagsik, kesin olmayan, eksik verilerinin olmasi ve
problemin ¢6ziimii i¢in Ozellikle bir matematiksel modelin ve algoritmanin bulunmamasi
durumlarinda kullanilmaktadir (Altas & Gilpmar, 2012). Literatiirdeki ¢aligmalara
bakildiginda YSA’nin basarilar1 goriilmektedir.
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Sekil 4. 11. Biyolojik sinir hiicresi ve yapay sinir hiicresinin modellemesi (Oztiirk & Sahin,
2018)

4.1.5.1.1 Yapay Sinir Aglarinin Kullanim Alanlar

Gegmisten giinlimiize yapay sinir aglari  bircok alandaki uygulamalarda
kullanilmaktadir. Bu uygulama alanlarina; tiretim planlama, kan analizlerinin siniflandirilmasi,
beyin modellemesi calismalari, hastalik teshisi, yiiz tanima, parmak izi tanima, kredi karti
hilelerini saptama, zeki araclar ve robotlar icin en iyi rotay: belirleme, mekanik pargalarin
Omiirlerinin tahmin edilmesi, ses tanima, meteorolojik yorumlama, plaka tanima, el yazisi

tanima, spam maillerin filtrelenmesi olarak drnekler verilebilir (Keskener & Keskener, 2017).
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4.1.5.2 Derin Ogrenme Mimarileri

Derin 6grenme mimarileri kullanim amacina, analiz edilecek verinin tiiriine, katman
sayisi, mimaride kullanilan katman tiirleri, katmanlarin aldig1 parametreler gibi bir¢ok faktore
gore birbirinden ayrilmaktadir. Bu boliimde goriintii isleme alaninda en ¢ok kullanilan derin

O0grenme mimarilerinde ESA ve GAN agiklanmistir.
4.1.5.2.1 ESA

Evrisimli sinir aglar1 yani ESA’lar ¢ok katmanli algilayicilarin bir tliriidiir. Hayvanlarin
gorme merkezinden esinlenerek gelistirilmistir. Goriintii ve ses isleme, dogal dil isleme ve
biyomedikal gibi alanlarda kullanilmaktadir. En iyi sonuglart goriintii isleme alaninda vermistir
(Tufekei & Karpat, 2019). Cok katmanli ileri beslemeli bir yapay sinir agi olan ESA, 6zellikle
goriintii analizlerinin yapilmasi i¢in kullanilmaktadir (Dogan & Tiirkoglu, 2019). ESA; nesne
tanima, siniflandirma, 6zellik ¢ikarma, takip etme, dogal dil islemede anlam ¢ikarma, tahmin
gibi problemlerde kullanilmaktadir. Ayn1 zamanda Google DeepMind sirketinin AlphaGo
yaziliminda da kullanilmistir (Kizrak & Bolat, 2018).

ESA mimarilerini programlayip calistirildiginda programin kesintiye ugramamasi i¢in
giiclii donanimlara ihtiya¢ duyulmaktadir. Veri miktarlarindaki artis bu yontemin popiilerligini
artirmistir. ESA bilinen klasik YSA’lardan farkli olarak 6zellik ¢ikarimi islemini de kendi
igerisinde gerceklestirmektedir (Dagl & Oztiirk, 2021). Sekil 4.12°de ESA nin genel mimarisi

verilmistir.
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U."__ . ret=t{- % ] Kus(0.01)
___.D — H ] — cadld ¥

1 » \ ) Simiflandirma

katmam
Giris resmi Konvoliisyon Havuzlama Konvoliisyon Havuzlama Tam baglantih
katman katmam katmam katmam katman

Sekil 4. 12. ESA’ nin genel mimarisi (Inik & Ulker, 2017)
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4.15.2.2 GAN

GAN olarak bilinen Cekismeli Uretici Ag modelleri, gorintli veri kiimesinin
arttirtlmasinda, yiiksek ¢Oziiniirliige sahip goriintii elde etmede ve bir gorintideki dokunun
baska bir goriintiiye transferinde kullanilmaktadir (Eker & Duru, 2021). Modelin orijinal veri
kiimesinden yeni 6rnekler iiretmek veya ¢ikti almak i¢in kullanilabilmesi i¢in girdi verilerindeki
diizenlilikleri veya kaliplar1 otomatik olarak kesfetmeyi ve 6grenmeyi igermektedir (Sarker,
2021). GAN modellerinin genel mimarisinde biri {iretici digeri ayirict olmak {izere iki farkli

derin ag bulunmaktadir (Celik & Talu, 2020). Sekil 4.13’te GAN semas1 verilmektedir.
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Sahte Gorsel

Uretici

Sekil 4. 13. GAN c¢alisma prensibinin semasi (Celiker, Efendioglu, & Balaban, 2020)

4.1.5.3 Derin Ogrenme Mimarilerindeki Katmanlar

Derin 6grenme mimarilerini insa ederken belli katmanlar kullanilir. Katmanlar belli
parametrelerle ayarlanarak ya da varsayilan degerinde birakilarak kullanilabilir. Bu katmanlarin
sayist arttikca mimarinin derinligi de artmaktadir. Derin 6grenme mimarilerinde kullanilan

katmanlar bu boliimde agiklanmustir.
4.1.5.3.1 Giris Katmani

Bu katman ESA’nin ilk katmanini olusturmaktadir. Bu katmanda veri ham olarak aga
verilmektedir. Tasarlanacak modelin basarimi i¢in bu katmandaki verinin boyutu ©Gnem
kazanmaktadir. Girig goriintii boyutunun yiiksek secilmesi yiiksek bellek ihtiyacini, egitim
siresinin uzamasini ve gorlintii basina diisen test siiresini uzatmak gibi problemlere yol
acmaktadir. Fakat gortintii izerindeki 6zellikler daha 1yi ¢ikarilip ag basarisinin artma ihtimali

vardir. Girig gorlintii boyutunun diigiik secilmesi bellek ihtiyacini azaltir ve egitim siiresini
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kisaltir. Fakat modelin performansi istenenden daha diisiik olabilir. Gorlintii analizinde hem ag
derinligi hem donanimsal hesaplama maliyeti hem de ag basarisi i¢in uygun bir giris gorlintii

boyutu secilmelidir (Inik & Ulker, 2017).
4.1.5.3.2 Konvoliisyon Katmani

Bu asamada giris verisi iizerinde daha kiigiik bir ¢ekirdek matris segilerek konvoliisyon
islemi uygulanmaktadir. Giris matrisi tizerinde satir ve siitunlar boyunca gezdirilen bu ¢ekirdek
matris sonrasi giris verisinden n adet alt veri matrisi olusturmaktadir. Bu katmanda cekirdek
matrisinde kaydirma veya adim degeri de belirlenmektedir. Adim degeri arttikca yakalanan
ozellikler azalmaktadir. Bu islem ESA smiflandirma basaris1 agisindan biiyiik dnem arz
etmektedir. Cekirdek matrise filtre de denilmektedir. Siniflandirma isleminin basarisini

artirmak i¢in verinin artirimi, dondiiriilmesi gibi islemler uygulanmaktadir (Santur, 2020).
4.1.5.3.3 Aktivasyon Katmani

Aktivasyon katmani, agin verilerdeki karmasik kaliplar1 6grenmesine yardimci olmak
I¢in yapay sinir aglaria eklenen bir katmandir. Beynimizde bulunan néron temelli bir modelle
karsilastirildiginda, aktivasyon islevi sonunda bir sonraki nérona neyin gonderilecegine karar
verir. Bir ESA’da da bir aktivasyon fonksiyonunun yaptigi tam olarak budur. Bir 6nceki
hiicreden gelen ¢ikis sinyalini alir ve onu bir sonraki hiicreye girdi olarak alinabilecek bir forma

doniistiiriir. Aktivasyon fonksiyonlar1 Sekil 4.14’°te gosterilmektedir.

Rectified Linear Unit

Sigmoid (ReLU)
1 1
_f_ Si id l / RelLU:a = max(0,z)
Sigmoid:a = 2LU:a = x(0,z
: g 1+e? 0
-1
-1 0 1 -1
-1 0 1
Leaky ReLU

Sekil 4. 14. Aktivasyon fonksiyonlar1 (Yildirim E. , 2020)
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4.1.5.3.4 Havuzlama Katmani

Bu katmani, ag igindeki parametreleri azaltir ve hesaplama yikinu azaltmak icin
kullanilir. Maksimum havuzlamada, filtre penceresinde kalan en blylk piksel degeri ve
ortalama havuzlama isleminde filtre penceresinde kalan tiim piksel degerlerinin ortalamasi ¢ikt1
matrisinde tek bir deger olarak tutulur. Havuzlama isleminin sonunda goriintiiniin en boy orani
azaltilmis olunur. Bu siirecte piksel degerlerinde kayiplar olur, ancak bu kayiplar sonraki

katmanlar icin daha az hesaplama yiikii olusturur (Bozkurt & Yaganoglu, 2021).
4.1.5.3.5 Diizlestirme Katmani

Evrigim ve havuzlama katmanlarindan sonra diizlestirme katmani kullanilir. Evrisim ve
havuzlama katmanlar1 bir¢ok kez kullanilabilir. Bu katmanlardan gegen veri diizlestirme
katmanina gelir ve tam baglantili katmana girdi olabilmesi i¢in NXI1’lik bir matrise

doniistiirilir.
4.1.5.3.6 Dropout Katmani

ESA biiyiik verilerle egitildiginde agin bazen ezberleme yaptig1 goriiliir. Agin
ezberleme yapmasini Onlemek i¢in ezberleme katmani kullanilmaktadir. Bu katmana bir
ezberleme degeri verilir ve verilen deger oranina gore agda bulunan diigiimler kaldirilir. Sekil

4.15’te ESA {izerinde dropout katmaninin uygulamasi gosterilmektedir.

Standart ESA Afa DropOut Katmamndan
sonraki ag vapisi

Sekil 4. 15. Bir ESA uizerinde dropout katmaninin uygulamasi (inik & Ulker, 2017)

4.1.5.3.7 Tam Baglanti Katmani

Bu katman, onceki boliimlerde anlatilan ve ardi ardina tekrar eden Oznitelik ¢ikarim

katmanlarindan sonra gelmektedir. Kendinden onceki tim katmanlarla baglantilidir (Dagh &
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Oztiirk, 2021). Tam baglantili katman, genellikle ESA'nin sonunda bulunur ve siniflandirma
islemlerinde kullanilir. Bu katman sinif skorlarini optimize etmek i¢in kullanilir. Bu
katmandaki gizli katman sayisi derin 6grenmeye dayali mimarilerde arasinda farklilik

gosterebilmektedir (Bozkurt & Yaganoglu, 2021).
4.1.5.3.8 Siniflandirma Katmani

Bu katman tam baglantili katmandan sonra gelir. Cikis katmani1 olarak da adlandirilir.
Derin 6grenme mimarilerinin bu katmaninda siniflandirma islemi yapilmaktadir. Bu katmanin
cikis degeri, siniflandirmasi yapilacak nesne sayisina esittir. Bu katmanda farkli siniflandiricilar
kullanilmaktadir. Cogunlukla basarisindan dolay1 softmax aktivasyon fonksiyonu tercih edilir.
Ikili siniflandirmalarda sigmoid secildiginde daha yiiksek basar1 elde edilmektedir. Analizde
kag farkl sinif varsa aga verilen her girdi verisine ¢iktisi olarak her smif ig¢in 0-1 araliginda bir
cikis degeri Uretir. Her ¢ikis bir simifi temsil etmektedir. 1’e yakin sonucu iireten ¢ikis, agin

tahmin ettigi nesne oldugu anlasilir (inik & Ulker, 2017).
4.1.5.4 Hazir ESA Mimarileri

ESA, genellikle goriintii isleme alaninda kullanilan bir derin 6grenme mimarisidir.
Goruntulerdeki 6zellikleri yakalamada ve goriintiileri siniflandirmada basarilidir. Bu konuda
basarisin1 kanitlamig farklt mimarilerde ESA mimarileri bulunmaktadir. Bu ¢alismada VGG16,

ResNet50 ve DenseNet201 mimarileri kullanilmistir. Bu béliimde bu mimariler agiklanmistir.
4.1.5.4.1 VGGNet

VGGNet, Karen Simonyan ve Andrew Zisserman tarafindan tasarlanan bir ESA
modelidir (Inik & Turan, 2018). VGG, 2014 yilinda ImageNet Biiyiik Olgekli Gérsel Tanima
Yarigmast’nda 2. olmustur. VGG mimarisi 224x224x3 giris gortintiisii kullanir. Genellikler
evrisimsel, havuzlama ve tam baglanti olmak iizere 3 katmandan olusmaktadir. Evrisimsel
katmanlar giderek derinlesen bir yapiya sahiptir. Bu derin yapida 3x3’liik filtreler ve 2x2’lik
havuzlama katmanlar1 ile parametre sayisi azaltilir. Mimari 3 adet tam baglanti katmanina
sahiptir. Cikis katmani, 1000 smifli ve aktivasyon fonksiyonu softmax olan katmandir.
Mimarinin biiyiik basar1 sagladigi VGG-16, VGG-19 modellerinin yaninda VGG-11, VGG-13
gibi farkli modellerle de ¢alismalar yapilarak performanslari gozlemlenip kiyaslanmaktadir

(Donuk & Hanbay, 2021). Sekil 4.16’da VGG mimarisinin yapisi verilmistir.
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VGG Konfiglrasyonlan
A-LEN B c D E
11 Adurlik 11 Agirlik 13 Agirlik 16 Agirhk 16 Agirhk 18 Adirlik
Katmani Katmani Katmani Katmani Katmani Katrmani
Girdi (224 x 224 RGB Resim)
avrigd-g4 ‘ avrisd-G4 avrigd-64 avrigd-64 evrig3-6d ‘ envrig3-G4
LRN evrisd-Bd avris3-64 avrisd-64 enrisd-G4
Havuzlama
evrig3-128 ‘ evris3-128 ‘ ewris3-128 | ewrig3-128 | evrig3-128 ‘ evrigd-128
avrigd-128 evrig3-128 evrig3-128 evrig3-128
Havuzlama
avrig3-266 avris3-268 enris3-256 evris3-256 evris3-256 evrig3-256
evrig3-256 avrig3-256 envris3-256 evrig3-256 evrig3-256 evrig3-256
avrig1-256 | evris3-256 evris3-256
evrig3-256
Havuzlama
avrig3d-512 avrigd-512 evris3-512 evrig3-512 evrig3-512 evrig3-512
avrigd-512 avrigd-512 evris3-512 evrig3-512 evrig3-512 evrig3-512
evrig1-512 | ewrigd-512 evrig3-512
evrig3-512
Havuzlama
avrigd-512 avrigd-512 evris3-512 evrig3-512 evrig3-512 evrig3-512
avris3d-512 avrisd-512 enris3-512 ewris3-512 evris3-512 evrigd-512
evrigl-512 | ewrigd-512 evrig3-512
evris3-512
Havuzlama
TB-4098
TB-4096
TB-1000
softmax

Sekil 4. 16. VGG ag konfigiirasyonu (Karakurt F. , 2018)

4.1.5.4.2 ResNet

Microsoft ResNet 2015 yilinda gerceklestirilen ImageNet yarismasini kazanmistir. Bu
yarismada %3,6 gibi bir hata orani1 yakalamigtir. Insanlar ortalama %5-%10 hata orani ile
gOriintiiyti siniflandirirken %3,6’lik bir hata orantyla insandan daha iyi gorsel tanima
yapabildigini gostermistir. Daha 6nceki mimarilerden daha derin bir yapiya yani bu mimarinin
katman sayist diger derin 6grenme mimarilerindeki katman sayilarindan daha fazla katman

sayisina sahiptir (Dogan & Tiirkoglu, 2019). Sekil 4.17°de ResNet mimarisinin ag

konfigiirasyonu verilmistir.

layer name | outpul size

conv | 12x112
- - -

conv2.x S 56
Convix 28w 28
comvd x 1414
convi_x Tx7

1=1

FLOPs

[S— [

[

I.\-I,.}..:r 14 ]..9..:[ 50 'I.._l;r [[i1} ].._\;r IF]-I,u_\"r
T=7. 64, stnde 2
3% 3 max pool, siride 2
F 3x3.64 1 A 1= 1, 64 1=1,64 | 1x1,64
3, 6 3 3, e
%3 e | 13 fd | T3 64 <3 %1 64
64 Jc 3, 64 ! !
' ’ 1] _‘ir‘J 1x1.256 1x1,256
3 128 553 128 1x1, 128 =1, 128 ) [ 11,128
I‘HI 2 , .I‘\ 4 ix3, 128 | x4 I3, 128 | x4 | 3=3. 128
- e 1x1,512 | 1=1.502 ] | 1=1.512
. [ 1x1.256 ] IT 1%1,2% ] IT 11, 254
H 156 | 5 33,256 | o Yucd, ‘ﬂr: | 6 |- Yl 286 | %21 Vil “r:
3,256 | ° I3, 256 o . - i
- e 11, 1024 | 1= 1. 1024 11, 1024
3x1, 513 3x3 8§13 ] I 1-L.‘~l."| Ix1.512 ] 11,512
¢ Y3
1'<|:|.: \ 1"|" <3 Tl 512 | =3 13,512 | =3 1x3, 512 | =3
e e 11, 2048 | 11, 248 11, 2048
average pool, 1000-d fc, softmax
1.8 10" 161 1E= 1P T 76107 1.3=107

Sekil 4. 17. ResNet ag konfigiirasyonu (He, Zhang, Ren, & Sun, 2016)
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4.1.5.4.3 DenseNet

DenseNet, bilinen ve literatiirdeki caligsmalarda basarisin1 ortaya koyan bir ESA
mimarisidir. Tiim katmanlar1 birbirine baghdir. Sekil 4.18’de DenseNet’te bulunan bir dense

katmaninin mimarisi verilmistir. Sekil 4.19°da DenseNet ag konfigilirasyonu verilmektedir.

C

Sekil 4. 18. DenseNet’te bir dense katmaninin temel mimarisi (Bozkurt, 2021)

Layers Output Size | DenseNet-121(k ~ 32) | DenseNet-169(k ~ 32) [ DenseNet-201(k ~ 32) | DenseNet-161(k ~ 48
Convolution 112 x 112 7 x 7 conv, stride 2
Pooling 56 x 56 3 % 3 max pool, stride 2
Dense Block 1 x 1 conv I x1conv | 1 x 1 comw 1 x 1 conv
56 « 56 « 6 <6 « 6
n 3 % 3 conw 3 x 3comv | 3 3 conw 3 x 3 conv
! - . 1 9 2. - A 2.
Transition Layer 56 x 56 1 x 1 comv
o MR 2 x 2 average pool, stride 2
Dense Block 8 » 98 Ixlconv | 12 I xleconv | 12 IxTeom | 12 1 Ix Teonw | 1
2 s 3 % 3 cony | [ 3x3com | ° Ix3comv | T Ix3comy |
Transition Layer 28 x 28 1 x 1 com
2) 14 x 14 2 x 2 average pool, stride 2
< T T - I
Dense Block 14 % 14 Ixlconw | 21 I x1lconv | 3 Ixlconv | s | Ixlcomv | .
) 3 x 3 conv 3 % 3conv | 3 x 3 conv I 3 x 3 conv
Transition Layer 14« 14 1 x 1 conv
3 Tx7 2 x 2 average pool, stride 2
Dense Block i 1% 1 conv | % Ixlcom | ., Ixlconv | Ixlcomv | .
@ 3 x 3 conv Ix3comv | 3 % 3 comv 5 Ix3comv |
Classification I x1 7 x 7 global average pool
Layer 1000D fully-coanccted, softmax

Sekil 4. 19. DenseNet ag konfigiirasyonu (Huang, Liu, Maaten, & Weinberger, 2017)

4.1.5.5 ESA ile Transfer Ogrenme

Transfer 6grenimi farkli gorevler i¢in elde edilen modellerin benzer diger gorevlerde
yeniden kullanilmasi {lizerinde kurgulanmis bir 6grenme modelidir. Sekil 4.20°de transfer
O0grenmenin akis semast verilmektedir. Transfer 0grenme ile calisirken modelin yeniden
egitilmesine veya sifirdan insa edilmesine gerek yoktur. Sifirdan bir ag1 kurmaya ve egitmeye
gore cok daha hizlidir. Onceden egitilmis bir model genellikle ImageNet gibi ¢ok biiyiik ve
fazlaca smifli veri setiyle egitilerek egitim sonrast elde edilen agirlik degerleri yeni
smiflandirma  veya ozellik cikarim islemlerinde kullamlmaktadir. Transfer Ogrenme
modellerini 6zellik ¢ikariminda kullanmak i¢in modelin tam baglantili katmani ¢ikarilir (Agca

& Takcei, 2022). Geri kalan katmanlarda egitim durdurulur ve siniflandirict kismina mimariyi
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tasarlayacak olan kisi gizli katmani veya katmanlari ve ¢ikis katmanini ekleyerek sadece en son
eklenen katmanlarda egitim yapilmasi saglanir. Hibrid bir yapida da siniflandirma yapilabilir.
Giris katmanindan tam baglantili katmana kadar ki kisim 6zellik ¢ikarimi i¢in kullanilmaktadir.
Transfer 6grenme metoduyla 6zellik ¢ikarimi yapilip gizli katman eklemek yerine RF ve KNN
gibi geleneksel makine 6grenmesi algoritmalariyla da siniflandirma yapilabilir. Sekil 4.21°de

ESA mimarisinde 6zellik ¢ikarim ve siniflandirma boliimleri gosterilmektedir.

Gorev A Gorev B

Bilgi transferi
Mimari ve model parametreleri

Sekil 4. 20. Transfer 6grenme akis semasi (Celik & Kasim, 2021)

Konviilasyon + Havuzlama  Konviilasyon + Havuzlama Tam Bagh Yapay
Relu Relu Sinir Ag1

aees Ucak(1)
Gemi(0)
Fil{o)
- Futbol Topu(0)
__/ ;I_/

Ozellik Cikarma Katmani Siniflandirial

Sekil 4. 21. ESA ag konfigiirasyonu (Firildak & Talu, 2019)
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5. DENEYSEL CALISMALAR

Bu boliimde ¢aligmada kullanilan veri seti, programlama dili, kiitiiphaneler, IDE ve

deneysel ¢alismalarin sonuglarin1 gosteren tablolara ve agiklamalarina yer verilmistir.
5.1 Cahsmada Kullamlan Veri Seti

Calismada kullanilan veri seti Kaggle platformundan alinmistir. Veri seti igerisinde
farkli bolgelerden ve farkli patologlar tarafindan hazirlanmis HE boyali CLL, FL ve MCL
lenfoma tiirlerine ait toplamda 374 tane biyopsi goriintii bulunmaktadir. CLL klasoriinde 113,
FL klasoriinde 139 ve MCL klasoriinde 122 tane goriintii bulunmaktadir. Sekil 5.1°de veri
setinde bulunan orijinal goriintiilerin bir kismi1 verilmektedir. Veri setinin boyutu 1.6 GB’tir ve

goriintiller TIFF formatindadir. Goriintlilerin veri seti igerisindeki dagilimi Sekil 5.2°de

gosterilmektedir.

0 0 0 0 0 0 0 0 0 0

0 50 0 50 [ 50 0 50 0 50 0 50 0 50 0 50 0 50 0 50
0 0 o 0 0 0 0 0 0 0

] 50 (4] 50 0 50 0 50 0 50 0 50 [ 50 ] 50 0 50 0 50

[ 0 0 0 0 0 0 0 0 0
0 50 0 50 0 50 [ 50 0 50 0 50 ] 50 0 50 [ 50 0 50
o 0 0 0 0 0 0 0 0 0
] 50 0 50 0 50 ] 50 0 50 ] 50 0 50 0 50 ] 50 0 50
i 0

(] 50

Sekil 5. 1. Veri setinde bulunan orijinal goriintiilerin bir kismi1
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Goriintii Sayisi

Siniflar

Sekil 5. 2. Veri artirtm 6ncesi veri setindeki siniflara gore goriintiilerin dagilimi

ESA mimarileri biiyilk veri setleriyle basarili performans gostermektedir. Derin
O0grenme modellerinin performansi yeni veri toplamak yerine mevcut verileri artirarak da
gelistirilebilir. Veri seti igerisinde goriintii sayisini arttirmak i¢in veri artirim metotlarindan
rotasyon se¢ilmistir. Her bir goriintii ayr1 ayr1 90,180, 270 ve 360 derecelerde dondiiriilerek veri
setinde artirim yapilmistir. Bir goriintiiye rotasyon islemi uygulandiktan sonraki elde edilen
goriintliler Sekil 5.3’te gosterilmektedir. Bu sayede toplamda 1496 tane goriintii elde edilmistir.

Goriintiilerin veri seti igerisindeki dagilimi Sekil 5.4’te gosterilmektedir.

Sekil 5. 3. Bir histopatolojik goriintliniin belirtilen acilarda dondiiriilmiis halleri
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Sekil 5. 4. Veri artirim sonrasi veri setindeki siniflara gore goriintiilerin dagilimi

5.2 Python ve Kullanilan Kiitiiphaneler

Veri bilimi ve yapay zeka alanlarinda en ¢ok kullanilan programlama dili Python’dir.
Veri analiziyle ilgili kapsamli kiitiiphaneler sunmasi1 Python programlama dilini veri bilimi
alaninda popiiler hale getirmistir. Bu boliimde ¢alismada kullanilan Python programlama dili

ve kiitliphaneler agiklanmistir.
5.2.1 Python

Python programlama dili, 6grenmesi kolay, nesneye yonelik ve gli¢lii bir programlama
dilidir. Guido van Rossum tarafindan yaratilmig ve 1991 yilinda piyasaya siiriilmistiir (Python
introduction, t.y.). Python programlama dili, yiiksek seviyesi, etkilesimli dogasi ve olgun
ekosistemi nedeniyle bilimsel hesaplama icin en populer segeneklerden biri olarak kendini
kanmitlamistir (Perez & Granger, 2007).

Diger programlama dillerinin aksine satir sonuna noktal1 virgiil koyulmaz. Satir sonunu
belirtmek i¢in bir alt satira gegilir. Diger programlama dillerinde dongiilerin, fonksiyonlarin ve
siniflarin kapsadigi kod parcalarim1 kiimelemek i¢in “{}’ kullanilir. Python’da kod parcalarini
kiimelemek i¢in girintiler olusturulur. Ayni1 kiimede ki kod parcalar1 ayn1 hizada olmalidir. Ayn1
hizada bulunan kodlar ayn statiide veya kiimededir anlamina gelir. Python’da degigkenlerin
tipi belirtilmez. Python programlama dili kullanarak birgok islem yapilabilir. Masaiistii ve web
formunda projeler gelistirilebilir, gelistirilen projelere veritaban1 baglantilar1 yapilabilir,

goriintii isleme iglemleri, makine 6grenmesi ve derin 6grenme algoritmalar1 kullanarak uzman
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sistemler olusturulabilinir, biiyiik veriler islenebilir gibi daha birgok islem Python’la
gerceklestirilebilinir. Python, farkli platformlarda da calisabilir. Yani platform bagimsizdir ve
cross-platform 6zelligine sahiptir. Diger programlama dillerine gore daha az satir kod yazilarak

ayni iglem yapilabilinir.
5.2.2 Sklearn

Sklearn, makine 6grenmesi algoritmalarini kullanmak ve gelistirmek i¢in kullanilan
acik kaynak Python kiitiiphanesidir. Siniflandirma, regresyon ve kiimeleme i¢in kullanilan pek
cok makine Ogrenmesi algoritmasini biinyesinde bulundurmaktadir. Bu kiitiiphane ESA
mimarilerini  desteklememektedir. Sadece geleneksel makine Ogrenmesi algoritmalari
kullanmak veya geleneksel makine Ogrenmesi algoritmalariyla birlikte derin 6grenme
yontemlerini kullanarak hibrid bir yapida ¢aligmalar yapilacaksa Sklearn kiitiiphanesine ihtiyag

duyulmaktadir.
5.2.3 OpenCV

OpenCV, mantiksal ve aritmetik islemler gibi temel goriintii islemlerinden olusur ve
ayrica nesne algilama ve nesne takibi gibi karmasik islemleri de igerir (Sugano & Miyamoto,
2010). Goriintii islemeyle ilgili standart islemler bulunmaktadir ve bu iglemlerin her birinin ayri
ayrt algoritmalart vardir. Kodlama yaparken programlama dilinin destekledigi hazir
kiitiiphaneler kullanilarak bu islemlerin algoritmalarint uzun uzun yazmaya gerek kalmadan
goriintii islemeyle ilgili kodlar yazilmaktadir. OpenCV’de bu hazir kiitiiphanelerden biridir.

Python projelerine ‘cv2’ yazilarak eklenir.

OpenCV, 1999 yilinda Intel tarafindan gelistirilmistir. BSD lisansli bir {iriin olan
OpenCV, isletmelerin kodu kullanmasini ve degistirmesine olanak saglar. Bu kiitliphane hem
klasik hem de son teknoloji bilgisayarli gorme ve makine 6grenimi algoritmalarindan olusan
kapsamli bir kiitiiphanedir. Igerisinde 2500°den fazla algoritma bulunmaktadir. Bu
algoritmalar, yiiz tanima ve algilama, nesneleri tanimlama, videolardaki nesneleri takip etme,
gibi amaclarda kullanilmaktadir. Goriintii tabanli uygulamalarda siklikla kullanilmaktadir. Elde
edilen goriintiilerdeki kusurlarin giderilmesi, iyilestirilmesi ve analizini kolaylastirmak icin

kullanilmaktadir (About, t.y.).
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5.2.4 Numpy

NumPy, Python'da bilimsel hesaplama icin temel pakettir. Cok boyutlu bir dizi nesnesi,
cesitli tiiretilmis nesneler (maskelenmis diziler ve matrisler gibi) ve diziler Uzerinde
matematiksel, mantiksal, sekil isleme, siralama, segcme, G/C dahil olmak tlizere hizl1 islemler
i¢in gesitli rutinler saglayan bir Python kiitiiphanesidir (Numpy documentation, t.y.). Numpy,
makine 0grenmesi alaninda c¢alismalar yapan kisiler i¢in temel bir kiitiiphanedir. Makine
ogrenmesi siireci adimlarinda siklikla kullanilmaktadir. Ozellikle veri dnisleme asamasinda

kullanilmaktadir.

NumPy dizisi, 6gelerin ¢ok boyutlu, tek bigimli bir koleksiyonudur. Bir dizi, igerdigi
ogelerin tiirii ve sekli ile karakterize edilir. Ornegin, bir matris, sayilar1 igeren, drnegin kayan
nokta veya karmasik sayilar iceren bir sekil dizisi (MxN) olarak temsil edilebilir. Matrislerin
aksine, NumPy dizileri herhangi bir boyuta sahip olabilir. Ayrica, booleanlar veya tarihler gibi
baska tiir 6geler (veya hatta 6ge kombinasyonlari) icerebilirler. Baslik altinda, bir NumPy
dizisi, temsil edilen sayilarin kolayca degistirilebilmesi i¢in bir veya daha fazla bilgisayar

bellegi blogunu tanimlamanin gergekten uygun bir yoludur (Colbert & Varoquaux, 2011).
5.2.5 Tensorflow

Tensorflow, agik kaynakli bir Python kiitiiphanesidir. Bu kiitiiphaneyle ESA mimarileri
insa edilebilir veya hazir olan ESA mimarileri kullanilarak ¢alismalar yapilir. Google tarafindan
gelistirilmistir. Temelinde Python yazilim dili kullanilarak gelistirilen bu kiitiiphane; C++,

Java, C# ve R gibi pek ¢ok dili desteklemektedir.
5.2.6 Keras

Keras; derin 6grenme modellerini insa etmek, tanimlamak ve egitmek i¢in kullanilan bir
Pyhon kiitiiphanesidir. Keras, Tensorflow ve Theano {lizerinde calismaktaktadir. Keras
kiitliphanesinin temel amaci yapay sinir aglarin1 hizlica programlanabilirligini saglamaktir.
Makine Ogrenmesi ve derin Ogrenme alaninda c¢aligmalar yapan kisilerin modellerini

egitmelerini ve deneysel ¢aligmalar yapmalarina olanak saglar.
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5.2.7 Skimage

Skimage, bir goriintii isleme kiitliphanesidir. Bu kiitiiphanede, goriintii iizerindeki
Ozellik ¢ikarmay1 saglayan bazi yontemler bulunmaktadir. Calismada GLCM metodunu

kullanabilmek icin bu kiitiiphane projeye dahil edilip kullanilmustir.
5.2.8 Pandas

Pandas, veri analizleri yapmak i¢in kullanilan ac¢ik kaynak kodlu bir Python
kiitiiphanesidir. Pandas ilk olarak 2008 yilinda piyasaya siiriilmiistiir. Pandas kiitliphanesiyle
veri temizleme, doldurma normallestirme, birlestirme, ayirma, yiikleme ve kaydetme gibi
islemler yapilir. Pandas’ta bulunan DataFrame sayesinde veriler tablo haline dontistiiriiliir ve
islemler yapilir. Pandas biinyesinde NumPy’daki metotlara benzer metotlar mevcuttur.
Aralarindaki fark ise NumPy aymi veri tipleriyle calisirken Pandas farkli veri tipleriyle de
calismaya olanak saglar. Veri bilimi alaninda ¢alismalar yapan kisilerin sik¢a kullandig1 bir

klttphanedir.
52.9 OS

Python’da dosyalar1 igslemek i¢in OS Kkiitiiphanesi kullanilir. Komut istemcisinde
Komutlar yazmak yerine Python programlama dili araciligiyla OS kiitiiphanesi kullanilarak
dosyalar iizerinde islemler yapilir. Yeni dosya olusturma, gegerli dosyanin adini veya uzantisini
degistirme, gecgerli calisma dizinini alma/degistirme, klasor olusturma, dosya veya klasorleri
silme, dosyalarin veya klasorlerin dizinini degistirme, klasorlerin adin1 degistirme, dosyalarin

icerigini okumak veya degistirmek gibi dosya iglemleri bu kiitliphaneyle gergeklestirilir.
5.3 Visual Studio 2019

IDE, yazilim gelistirmenin birgok yonunu destekleyen zengin Ozelliklere sahip bir
programdir. Visual Studio IDE; kod dlizenlemek, paket ylklemek, hata ayiklamak, derlemek
ve ardindan bir uygulamayr yayimlamak icin kullanilabilir (Lee & Par, 2022). Python
programlama dilini destekleyen bir¢ok IDE bulunmaktadir. Bu IDE’lerden en popiilerleri VS,
VS Code, PyCharm ve Spyder’dir. Yazilimcinin kullanim aliskanliklari, paket yonetim sistemi,
IDE’nin varsayilan ayarlarina tekrardan ayara gerek olup olmamasi gibi kriterlere goére IDE
secimi yapilir. Bu ¢alismada IDE olarak Visual Studio 2019 segildi. Calisma bu ortamda
gelistirildi. Visual Studio 2019’un logosu Sekil 5.5’te gosterilmektedir.
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Sekil 5. 5. Visual Studio 2019 logosu

5.4 Smiflandirma Performans Metrikleri

Makine 6grenmesi ve derin 6grenme yontemleriyle egitim yaptiktan sonra modelin
basarisini 6l¢mek i¢in bazi metriklere bakilir. Bu metrikleri hesaplamak i¢in egitilmis modele
test i¢in ayrilan veriler girdi olarak verilerek tahminleme islemi yapilir. Tahminleme sonrast
siiflandirma sonuglarini 6l¢mek i¢in karigiklik matrisi (confusion matrix(CM)) incelenir. Bu
matris girdi degerlerinin ne kadar dogru smiflandirildigi gosterir. Sekil 5.6°da ikili

simiflandirma i¢in 6rnek CM gosterilmektedir.

TAHMIN
‘ Pozitif Negatif
Pozitif TP FN
GERGEK
Negatif FP TN

Sekil 5. 6. Ikili siflandirma igin CM (Bilen, 2021)

CM’de; TP, FP, FN ve TN degerleri bulunmaktadir. TP, gercekte pozitif olan bir degeri
tahminde de pozitif bulunan degerlerin sayisidir. FP, gergekte negatif olup pozitif tahmin
edilenlerin sayisidir. FN, gergekte pozitif olup negatif tahmin edilenlerin sayisidir. TN, gercekte
negatif olup negatif tahmin edilenlerin sayisidir. Bu degerler kullanilarak bazi dlgiimler
yapilmaktadir. Bu dlglimler; accuracy, precision, recall ve F-Score’dur. Accuracy, gercekte

pozitif olup pozitif tahmin edilenlerle gercekte negatif olup negatif tahmin edilenlerin bitiin
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tahminlere oranin1 veren degerdir. Precision, pozitif tahmin edilenlerin kag¢ tanesinin gercek
pozitif siniflandirildiginin oranini veren degerdir. Recall, gergekte pozitif olup pozitif tahmin
edilenlerin gercek pozitiflere oranini veren degerdir. F1-Score, precision ve recall degerlerinin

harmonik ortalamasini veren degerdir.

Accuracy = (TP+TN)/(TP+FP+TN+FN) (5.1)
Precision = TP/(TP+FP) (5.2)
Recall = TP/(TP+FN) (5.3)
F1-Score = 2* Precision * Recall /(Precision+Recall) (5.4)

55 Ozellik Cikarim

Oriintii tanimanin temel basamaklarindan birisi olan 6znitelik ¢ikarma oriintiiyii diger
orlintiilerden ayirt edebilecek yapisal ve istatistiksel 6zelliklerin belirlenmesidir (Siseci &
Cetisli, 2012). Calismada 6zellik ¢ikarimi i¢in kullanilan GLCM ve transfer 6grenmenin

calismada nasil kullanildig1 bu boliimde agiklanmustir.
55.1 GLCM

GLCM, gri seviye gorintiilerde o6zellik ¢ikarimi i¢in kullanilan bir yontemdir.
Gorilintiide bulunan farkli piksel degerlerini alarak bu pikselleri ciftler halinde bulunma
sayilarint belirten bir matris olusur. Bu piksel ciftleri verilen a¢1 degerlerinde goriintiiyti
tarayarak ayni piksel ciftlerini bulmaya calisir. GLCM’de bu matris ¢ikarildiktan sonra elde
edilen matris lizerinden 6zellikler ¢ikarilir. Bu ¢alismada, GLCM’e ac1 degeri olarak 0, 45, 90
ve 135 degerleri verilmistir. Piksel ¢iftleri goriintiileri bu yonlerde taramistir. Daha sonra her
bir ac1 i¢in ayr1 ayr1 matris ¢ikarildigr goriilmistiir. Bu matrislerdeki verilere gore korelasyon,

homojenlik, kontrast, ASM, enerji, benzemezlik ve entropi 6zellikleri ¢ikarilmistir.
5.5.2 Transfer Ogrenme

Transfer 6grenimi; bir gérev i¢in egitilmis bir modelin, benzer yapidaki baska bir gérevi
gerceklestirmek icin kullanilmasidir. Transfer 6grenme modellerinin 6zellik ¢ikarimi igin
kullanilmasinda son katman ¢ikarilarak kullanilmaktadir (Agca & Takci, 2022). Geri kalan
katmanlarda egitim durdurulur ve siniflandirict kismina mimariyi tasarlayacak olan kisi gizli

katmani veya katmanlar1 ve ¢ikis katmanini ekleyerek sadece en son eklenen katmanlarda
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egitim yapilmasi saglanir. Hibrid bir yapida da siniflandirma yapilabilir. Giris katmanindan tam
baglantili katmana kadar ki kisim 6zellik ¢ikarimi i¢in kullanilmaktadir. Transfer 6grenme
metoduyla 6zellik ¢ikarimi yapilip gizli katman eklemek yerine RF ve KNN gibi geleneksel

makine 6grenmesi algoritmalariyla da siniflandirma yapilabilir.

Calismada ki ikinci yaklasimda, VGG16 modelinin tam bagl katmani ¢ikarilip kalan
katmanlarin 6grenmesi durdurularak sadece 6zellik ¢ikarimi i¢in kullanildi. Bu sayede transfer
ogrenme yapildi. Ozellik ¢ikarimi sonras1 RF, KNN, NB ve DT algoritmalariyla siniflandirma
yapilmistir. Boylece hibrid bir yap1 kurularak deneysel c¢alisma yapilmistir. Calismada ki
liclincii ve son yaklasimda; VGG16, DenseNet201 ve ResNet50 mimarilerinin tam baglantili
katmani ¢ikarilip geri kalan katmanlarda 6grenme durdurulmustur. Siniflandirma iglemi i¢in bu
mimarilere genel olarak diizlestirme, dense, dropout ve ¢ikis katmanlar1 eklenmistir. Cikis
katmanina ikili siniflandirma yapilirken 2 parametresi ve aktivasyon fonksiyonu olarak sigmoid
ayarlanmistir. Kayip fonksiyonu olarak binary crossentropy belirlendi. Uglii siniflandirmada
¢ikis degeri 3 ve aktivasyon fonksiyonu softmax olarak ayarlandi. Kayip fonksiyonu olarak
sparse_categorical_crossentropy ayarlandi. Bu katmana 1024 parametre degeri olarak
verilmigtir. Sekil 5.7°de calismadaki son yaklasimdaki VGG16 mimarisinin son hali
verilmektedir. Sekil 5.8’de calismadaki son yaklasimdaki DenseNet201 mimarisinin son
katmanlar1 ve ondan Onceki Ozellik c¢ikarim katmanlarindan bazilarimi goésteren sema
verilmektedir. Calismadaki son yaklasimdaki ResNet50 mimarisinin son katmanlar1 ve ondan

onceki 0zellik ¢ikarim katmanlarindan bazilarini gosteren sema Sekil 5.9°da verilmektedir.
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Output Shape Param #

[ (None, 224, 224, 3)]

(None,

(None,

otal param
rainable params: 25,692,161
lon-trainable params: 14,714,688

Sekil 5. 7. VGG16 mimarisinin son hali

61



conv5 block31 2 conv (Conv2D)  (None,

conv5 block31 concat (Concatena (None, conv5 block3@ concat[@][e]
convs block31 2 conv[@][e]

(None,

otal params: 18,327,747
rainable params: 5,763
Non-trainable params: 18,321,984

Sekil 5. 9. ResNet50 mimarisinin son hali
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5.6 Ozellik Secimi

Ozellik segimi, analiz edilecek veri setindeki verileri en iyi temsil eden 6zelliklerin
belirlenmesidir. Bu se¢im islemiyle boyut azaltimi1 da yapilmis olunur. Bunun igin literatiirde
bircok yontem bulunmaktadir. Ozellik segimi yaparken verileri niteleyen genel 6zelliklerin
secilmesi daha sonraki agamalarda verinin analizi i¢in ¢ok dnemlidir. Genel 6zellikleri segcerken
belli bir kaylp meydana gelmektedir. Bu kaybin genel yani verileri niteleyen onemli

Ozelliklerden olmamas1 gerekir.

Calismada oOzellik se¢imi yapilan kisimlarda PCA kullanilmistir. Kodlama yaparken
PCA’nin n_component parametresine deger vererek veriler icerisindeki en degerli 6zellikleri
iceren bir boyutu azaltilmis 6znitelik vektorii elde edilir. PCA nin bu parametresine 0,4 degeri
verildiginde demek istenen PCA yonteminin girdi olarak aldigi verilerin 6zniteliklerinin
%40’ korunmasi istenildigi anlamina gelmektedir. Deneysel c¢aligmalarda PCA’nin
n_component parametresine 0,4 ve 0,5 degerleri verilmistir. Bide varsayilan degerde birakilip

parametreye deger vermeden de deneysel calismalar yapilip etkileri incelendi.
5.7 Cahsmadaki Yaklasimlar ve Sonuclari

Bu calismada 3 farkli yaklagimla deneyler yapilmistir. Her bir yaklasim “Calismada
Izlenen Metodoloji” béliimiinde agiklanmustir. Bu bdliimde verilecek cizelgelerde ikili ve iiglii
siniflandirmaya gore smiflandirma sonuglart yer almaktadir. Ilk yaklasimda veri setindeki
goriintiiler gri seviyeye doniistiiriilen goriintiilerin GLCM’le ozellikleri ¢ikarilir ve makine
ogrenmesi algoritmalariyla siiflandirilmast yapilir. PCA’nin etkilerini goézlemlemek i¢in
GLCM sonrast PCA uygulayarak da siniflandirma yapilir ve sonuglar incelenir. Bu islemler
veri artirim sonrasi da yapilmistir. Gri seviyeye doniisiim sonrasi goriintiilere goriintii isleme
tekniklerinde biri olan histogram esitleme islemi yapilmis goriintiilerdeki etkilerini incelemek
i¢in histogrami esitlenmis goriintiilere de ayni islemler ayrica uygulanmistir. Veri artirim dncesi
GLCM kullanarak o6zellik ¢ikarimi yapildigindaki siiflandirma sonuglari Cizelge 5.1°de
gosterilmektedir. Veri artirim 6ncesi histogrami esitlenmis goriintiilerin GLCM ile 6zellikleri
cikarilip smiflandirma yapildigindaki sonuglar1 Cizelge 5.2°de gosterilmektedir. Veri artirim
oncesi gri seviye gorintiilere GLCM sonrast PCA uygulayip smiflandirma yapildigindaki
sonuglar Cizelge 5.3’te gosterilmektedir. Veri artirim Oncesi gri seviyeye donilisiim sonrasi
histogrami esitlenmis goriintiilere GLCM ve PCA uygulamasi sonrasi siiflandirma sonuglari

Cizelge 5.4’te gosterilmektedir. Calismada makine 6grenmesi algoritmalar1 varsayilan
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degerlerinde birakilmigtir. KNN algoritmasinda n_neighbors parametresi 5’tir ve metrics

parametresi Minkowski’dir. Bu parametre varsayilan degerinde birakilmistir.

Cizelge 5.1. Veri arttirnrm 6ncesi GLCM kullanarak siniflandirma sonuglari

Smiflar RF KNN NB DT

Acc CM Acc CM Acc CM Acc CM
FL ve 0.74 [[22 4] 0.61 [[21 5] 0.78 [[21 5] 0.67 [[23 3]
CLL [9 16]] [15 10]] [619]] [14 11]]
FL ve 0.70 [[22 5] 0.74 [[23 4] 0.66 [[22 5] 0.60 [[16 11]
MCL [11 15]] [10 16]] [13 13]] [10 16]]
MCL 0.66 [[17 5] 0.53 [[15 7] 0.57 [[10 12] 0.62 [[17 5]
ve [11 14]] [15 10]] [817]] [13 12]]
CLL
CLL, 0.56 [[12 4 9] 0.39 [[8 8 9] 0.43 [[13 6 6] 0.40 [[9 412]
FL ve [219 7] [716 5] [817 3] [714 7]
MCL [3 811]] [8 9 5]] [10 10 2]] [6 9 7]]

Cizelge 5.2. Veri artirim 6ncesi histogrami esitlenmis goriintiilere GLCM uygulanmasi sonrasi
siniflandirma sonuglari

Smflar RF KNN NB DT

Acc CM Acc CM Acc CM Acc CM
FL ve 0.76 [[21 5] 0.73 [[22 4] 0.53 [[19 7] 0.72 [[23 3]
CLL [ 718]] [10 15]] [17 8]] [11 14]]
FL ve 0.75 [[22 5] 0.58 [[20 7] 0.60 [[24 3] 0.60 [[19 8]
MCL [ 8 18]] [15 11]] [18 8]] [13 13]]
MCL 0.57 [[16 6] 0.57 [[17 5] 0.62 [[ 8 14] 0.55 [[913]
ve [14 11]] [15 107] [421]] [817]]
CLL
CLL, 0.53 [[9 610] 0.36 [[8 8 9] 0.39 [[810 7] 0.53 [[11 6 8]
FL ve [221 5] [616 6] [417 7] [519 4]
MCL [4 810]] [11 8 3] [711 4]] [5 710]]
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Cizelge 5.3. Veri artirim 6ncesi GLCM ve PCA kullanarak siiflandirma sonuglari

Smiflar RF KNN NB DT
Acc CM Acc CM Acc CM Acc CM

FL ve 0.86 [[25 1] 0.61 [[21 5] 0.78 [[17 9] 0.75 [[21 5]
CLL [619]] [15 107] [223]] [817]]
FL ve 0.75 [[23 4] 0.74 [[23 4] 0.64 [[16 11] 0.58 [[20 7]
MCL [917]] [10 16]] [818]] [15 11]]
MCLve 0.72 [[17 5] 0.53 [[15 7] 0.57 [[13 9] 0.49 [[14 8]
CLL [817]] [15 107] [11 14]] [16 9]
CLL, 055 [[11 410] 0.39 [[8 8 9] 0.56 [[L7 3 5] 047 [[11 311]
FL ve [221 5] [716 5] [517 6] [714 7]
MCL [6 7 9]] [8 9 5]] [9 5 8]] [8 410]]

Cizelge 5.4. Veri arttirim oncesi histogrami esitlenmis goriintiilere GLCM ve PCA uygulamasi
sonrast siniflandirma sonuglari

Smiflar RF KNN NB DT
Acc CM Acc CM Acc CM Acc CM

FL ve 0.80 [[24 2] 0.73 [[22 4] 0.69 [[18 8] 0.73 [[22 4]

CLL [817]] [10 15]] [817]] [10 15]]

FL ve 0.81 [[25 2] 0.59 [[20 7] 0.72 [[18 9] 0.59 [[20 7]

MCL [818]] [15 11]] [620]] [15 11]]

MCLve 0.66 [[17 5] 0.57 [[17 5] 0.51 [[15 7] 0.66 [[16 6]

CLL [11 14]] [15 10]] [16 9]] [10 15]]

CLL,FL o0.51 [[7 810] 0.36 [[8 8 9] 0.45 [[10 213] 0.48 [[11 7 7]

ve MCL [223 3] [616 6] [31411] [11 14 3]
[7 7 8]] [11 8 3]] [7 510]] [3 811]]

[k yaklasimin veri artirim sonrasi gri seviye goriintiillere GLCM sonrasi smiflandirma

sonuglar1 Cizelge 5.5’te gosterilmektedir. Veri artirim sonrast gri seviyeye doniisiim sonrasi

histogrami esitlenmis goriintiilere GLCM uygulamas1 sonrasi siniflandirma sonuglar1 Cizelge

5.6’da verilmektedir. Veri artirim sonrasi gri seviye goriintillere GLCM ve ardindan PCA

uygulamasi sonrasi siiflandirma sonuglart Cizelge 5.7°de verilmektedir. Veri artirim sonrasi

histogrami1 esitlenmis gri seviye goriintiilere GLCM ve ardindan PCA uygulamasi sonrasi

siniflandirma sonuglar1 Cizelge 5.8’de verilmektedir.
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Cizelge 5.5. Veri artirim sonras1t GLCM uygulayip siniflandirma yapildigindaki sonuglar

Simiflar RF KNN NB

Acc CM Acc CM Acc CM Acc CM
FLve 087 [[9813] 0.72  [[8427] 0.71 [[72 39] 0.82 [[92 19]
CLL [13 78]] [3061]] [1972]1] [17 741]
FLve 089 [[101 13] 0.66  [[7440] 0.64 [[67 47] 0.88 [[100 14]
MCL [10 85]] [30 65]] [29 66]] [10 85]]
MCL  0.87 [[87 8] 0.61  [[5639] 0.58 [[4154] 0.81 [[80 15]
ve [15 78]] [34 59]] [25 68]] [2172]]
CLL
CLL, 0.82  [[72 812] 0.49  [[44 24 24] 0.48 [[62 20 10] 0.77 [[66 12 14]
FL ve [697 7] [306317] [34 70 6] [89111]
MCL [10 11 77]] [42 17 39]] [51 34 13]] [14 11 73]]

Cizelge 5.6. Veri artirim sonrasi histogrami esitlenmis goriintiilere GLCM uygulamasi sonrasi
siniflandirma sonuglari

Smiflar RF KNN NB DT

Acc CM Acc CM Acc CM Acc CM
FLve 0.86 [[9115] 0.70 [[82 24] 0.57 [[87 19] 0.83 [[95 11]
CLL [13 83]] [36 60]] [67 29]] [24 72]]
FLve 0.88 [[109 14] 0.76 [[100 23] 0.60 [[100 23] 0.85 [[106 17]
MCL [10 76]] [27 59]] [60 26]] [15 71]]
MCL 0.80 [[7424] 0.62 [[66 32] 0.51 [[24 74] 0.74 [[75 23]
ve [14 76]] [40 50]] [19 71]] [26 64]]
CLL
CLL, 0.72  [[55 11 13] 0.49 [[47 17 15] 0.40 [[35719] 0.70 [[57 319]
FL ve [15 86 5] [26 70 10] [68317] [18 73 15]
MCL [26 14 75]] [51 34 30]] [477 34]] [22 13 80]]
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Cizelge 5.7. Veri artinm sonrasi GLCM ve PCA uygulayip smiflandirma yapildigindaki
sonuclar

Smiflar RF KNN NB DT
Acc CM Acc CM Acc CM Acc CM

FL ve 0.89 [[101 11] 0.69 [[82 30] 0.68 [[64 48] 0.81 [[101 11]
CLL [12 78]] [3357]] [16 74]] [28 62]]
FL ve 0.88 [[93 9] 0.72 [[70 32] 0.64 [[50 52] 0.86 [[89 13]
MCL [1592]] [26 81]] [22 85]] [16 91]]
MCLve 0.84 [[7815] 0.62 [[63 30] 0.59 [[63 30] 0.76 [[71 22]
CLL [14 81]] [42 53]] [46 49]] [22 73]]
CLL,FL 0.81 [[82 9 6] 0.55 [[5519 23] 0.47 [[29 12 56] 0.67 [[61 13 23]
ve MCL [58910] [23 66 15] [23 45 36] [10 80 14]

[14 12 73]] [27 27 45]] [16 15 68]] [22 16 61]]

Cizelge 5.8. Veri artirnm sonrasi histogrami esitlenmis goriintillere GLCM ve PCA uygulayip
siiflandirma yapildigindaki sonuclar

Smiflar RF KNN NB DT

Acc CM Acc CM Acc CM Acc CM
FLve 0.89 [[99 7] 0.68 [[83 23] 0.61 [[55 51] 0.83 [[92 14]
CLL [16 801]] [42 54]] [28 68]] [21 75]]
FLve 0.84 [[90 12] 0.65 [[72 30] 0.64 [[55 47] 0.83 [[83 19]
MCL [21 86]] [42 65]] [28 79]] [16 91]]
MCL 0.85 [[87 6] 0.57 [[64 29] 0.62 [[75 18] 0.76 [[73 20]
ve [23 72]] [52 43]] [53 42]] [25 70]]
CLL
CLL, 0.72 [[67 13 17] 0.53 [[55 24 18] 0.47 [[18 2356] 0.63 [[61 16 20]
FL ve [14 84 6] [32 61 11] [14 44 46] [15 74 15]
MCL [17 16 66]] [31 25 43]] [71379]] [24 20 55]]

Calismadaki ikinci yaklasim, RGB formatindaki goriintillerin VGG16 modeli
kullanarak transfer 6grenme metoduyla 6zellik ¢ikarilmasi ve PCA ile 6zellik se¢imi yapilmasi
sonras1 makine dgrenmesi algoritmalariyla siniflandirilmasidir. Bu yaklasim, veri artirim 6ncesi
ve sonrasinda da ayr1 ayr1 uygulanmistir. PCA’ya 0.4 ve 0.5 degerleri verilerek PCA’nin
varsayllan degeriyle smiflandirmaya etkilerini goézlemlemek icin deneysel ¢aligmalar
yapilmistir.  Veri artirrm oncesi VGG16 ile ozellik c¢ikarip PCA’ya parametre
gonderilmedigindeki siniflandirma sonuglar1 Cizelge 5.9°da gosterilmektedir. Veri artirim
oncesi VGG16 ile ozellik ¢ikarip PCA’ya sirasiyla 0,4 ve 0,5 parametreleri gonderildigindeki
smiflandirma sonuglart sirasiyla Cizelge 5.10 ve Cizelge 5.11°de gosterilmektedir. Tekrar

tekrar bu yontemle program ¢alistirildiginda varsayilan degerle ayni1 dogruluk degerlerinin elde
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edildigi gortildii. Veri artirim sonrast VGG16 ile 6zellik ¢ikarilip ardindan PCA uygulandiginda

ki smiflandirma sonuglart Cizelge 5.12°de gosterilmektedir. Caligmada ele alinan birinci ve

ikinci yaklasimin birlikte bulundugu akis semast Sekil 5.10°da verilmektedir. Sekil 5.10°da

orijinal gorlintii yazan kisim, orijinal goriintiileri ve dondiiriilme sonucu veri arttirim yapilmis

goruntdleri kapsamaktadir.

Cizelge 5.9. Veri artirnm o6ncesi VGG16 ve PCA() uygulandiktan sonraki smiflandirma

sonugclari

Smiflar RF KNN NB DT

Acc CM Acc CM Acc CM Acc CM

FLve 0.74 [[23 3] 0.921 [[24 2] 0.60 [[14 12] 0.705 [[22 4]
CLL [10 15]] [223]] [817]] [11 14]]
FLve 0.73 [[26 1] 0773 [[19 8] 0.75 [[18 9] 0.716 [[23 4]
MCL [13 13]] [422]] [422]] [11 15]]
MCL 0659  [[15 7] 0.7446  [[16 6] 0.76 [[18 4] 0.7446  [[13 9]
ve [ 9 16]] [619]] [718]] [322]]
CLL

CLL, 0546 [[12 112] 052 [[17 2 6] 0533  [[22 2 1] 0.466 [[6 316]
FL ve [220 6] [818 2] [915 4] [318 7]
MCL [49 9]] [10 8 4]] [14 5 3]] [6 511]]

Cizelge 5.10. Veri artirnm 6ncesi VGG16 ve PCA(0,5) uygulandiktan sonraki siniflandirma

sonuglar1
Smiflar RF KNN NB DT

Acc CM Acc CM Acc CM Acc CM
FLve 0.78 [[24 2] 0.88 [[25 1] 0.66 [[12 14] 0.72 [[21 5]
CLL [916]] [520]] [322]] [9 16]]
FLve 0.77 [[23 4] 0.88 [[24 3] 0.62 [[819] 0.622 [[19 8]
MCL [818]] [323]] [125]] [12 14]]
MCL  0.65 [[16 6] 0.78 [[17 5] 0.72 [[16 6] 0.744 [[16 6]
ve [10 15]] [520]] [718]] [619]]
CLL
CLL, 053 [[9 711] 0.64 [[16 7 4 053 [[19 6 2] 0.49 [[10 8 9]
FL ve [214 8] [616 2] [913 2] [512 7]
MCL [3 417]] [3 516]] [10 6 8]] [4 515]]
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Cizelge 5.11. Veri artirim 6ncesi VGG16 ve PCA(0,4) uygulandiktan sonraki siniflandirma
sonugclari

Smiflar RF KNN NB DT

Acc CM Acc CM Acc CM Acc CM
FL ve 0.82 [[25 1] 0.88 [[25 1] 0.76 [[20 6] 0.78 [[24 2]
CLL [817]] [520]] [619]] [9 16]]
FL ve 0.81 [[24 3] 0.92 [[25 2] 0.679 [[10 17] 0.58 [[22 5]
MCL [719]] [224]] [026]] [17 9]
MCL 0.82 [[18 4] 0.82 [[18 4] 0.70 [[17 5] 0.80 [[19 3]
ve [421]] [421]] [916]] [619]]
CLL
CLL, 0.68 [[16 4 5] 0.68 [[16 3 6] 0.58 [[14 2 9] 0.62 [[16 4 5]
FL ve [023 5] [123 4] [21511] [221 5]
MCL [2 812]] [5512]] [3 415]] [3 910]]

Cizelge 5.12. Veri artinm sonrasi VGG16 ve PCA() uygulandiktan sonraki siniflandirma
sonugclari

Smiflar RF KNN NB DT
Acc CM Acc CM Acc CM Acc CM
FL ve 0.83 [[104 8] 0.88 [[95 17] 0.52 [[16 96] 0.80 [[92 20]
CLL [26 64]] [783]] [189]] [21 69]]
FL ve 0.66 [[98 9] 0.76 [[79 28] 0.65 [[43 64] 0.62 [[81 26]
MCL [61 41]] [22 801]] [ 894]] [53 49]]
MCLve 0.63 [[60 35] 0.68 [[48 47] 0.62 [[26 69] 0.61 [[57 38]
CLL [3558]] [13 801]] [291]] [36 571]
CLL,FL 0.51 [[532216] 0.63 [[75 7 9] 0.37 [[86 0 5] 0.44 [[36 22 33]
ve MCL [12 71 23] [28 72 6] [88 117] [14 54 38]
[31 44 28]] [43 19 41]] [79 0 24]] [29 32 42]]
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Sekil 5. 10. Caligmadaki birinci ve ikinci yaklagimin birlikte bulundugu akis semasi

Calismadaki son yaklasim VGG16, ResNet50 ve DenseNet201 modellerinin tam
baglantili katmanlarmi c¢ikarip kalan katmanlarda 6grenmeyi engelleyip son kisma yeni
katmanlar ekleyerek eklenen katmanlarda 6grenmeyi saglayip siiflandirma yapilmaktadir.
Sekil 5.11°de c¢alismadaki son yaklagimin ilgili gorsellerinin eklenmis akis semasi
bulunmaktadir. Modellerin son kisimlar1 egitilerek siniflandirma yapilmistir. Bu yaklagimda
modeller 20 epoch degerinde ¢alistirilmistir. Batch_size degeri 32 olarak ayarlanmistir. Bu
modellere biitiin goriintiiler girdi olarak verilmeden once 224x224 boyutlarinda yeniden
sekillendirildi. Veri artirim 6ncesi VGG16 uygulamasi sonrast siniflandirma sonuglar Cizelge
5.13’te verilmektedir. Veri artirim sonras1t VGG16 uygulayarak siniflandirma sonuglari Cizelge
5.14’te gosterilmektedir. Veri artirim oncesi DenseNet201 uygulamasi sonrasi siniflandirma
sonuglart Cizelge 5.15°te verilmektedir. Veri artirim sonrasi DenseNet201 uygulayarak
smiflandirma sonuglar1 Cizelge 5.16’da gosterilmektedir. Veri artirnm Oncesi ResNet50
uygulamasi sonrasi siniflandirma sonuglar1 Cizelge 5.17°de verilmektedir. Veri artirim sonrast

ResNet50 uygulayarak siniflandirma sonuglar1 Cizelge 5.18°de gosterilmektedir.
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Sekil 5. 11. Calismadaki son yaklagimin gorselleri eklenmis akis semasi

Siniflandirma igin ESA
Katmanlarimin
Eklenmesi

Cizelge 5.13. Veri artirim oncesi VGGI16 ile transfer 6grenme uygulayip smiflandirma
yapildigindaki sonuglar

Smiflar  Acc CM Smf  Precision Recall F1 Score Kayip Degeri
CLLve 094 [[18 1] CLL 0% 0.95 0.92
FL 230 0.28
[230]] FL 0.97 0.94 0.95
0.82

FLve  0.75 [[23 5] FL 0.74 0.78 0.74
MCL [817]] MCL 0.77 0.68 0.72

MCL 0.54 0.79 0.64
MCLve 0.64 [[15 4] : : 1.07
CLL [13I5 "ol oo 0.54 0.64

CLL 0.82 0.52 0.64
CLL, [[14 8 3]
FL ve 0.67 [221 5] FL 0.64 0.75 0.69 1.01
MCL [1 415]]

MCL 0.60 0.75 0.67

Cizelge 5.14. Veri artirnm sonrasi VGG16 ile transfer 6grenme uygulayip smiflandirma
yapildigindaki sonuglar

Smiflar Acc CM Simif Precision Recall F1 Score Ka,y lp.

Degeri
FLL 0.82 0.87 0.84

FLve 0.87 [[73 11] 036
CLL [16102]] 0.90 0.86 0.88

FLve 0.76 [[86 16] FL 0.72 0.84 0.78 067
MCL [3374]] MCL 0.82 0.69 0.75
MCL ([65 28] MCL 0.80 0.70 0.75

ve 0.76 (16 791] 0.65
CLL CLL 0.74 0.83 0.78
CLL, [421342] CLL 0.91 0.43 0.59

FLve 0.66 [18320] FL 0.69 0.80 0.74 0.95
MCL [32472]] “mcL 0.54 0.73 0.62
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Cizelge 5.15. Veri artirim 6ncesi DenseNet201 ile transfer 6grenme uygulayip siniflandirma
yapildigindaki sonuglar

Smflar  Acc CM Simf Precision Recall F1 Score Kavylp.
Degeri
FL ve
Py 0.80 (12 7] FLL 0.80 0.63 0.71
e 0.44
[329]] CLL 0.81 0.91 0.85
FL ve
e on (24 4] FL 0.75 0.86 0.80 030
[817]] MCL 081 0.68 0.74
MCL ve
et 0.70 (115 4] MCL 061 0.74 0.67 058
[1315]] CLL 0.79 0.68 0.73
CLL CLL 0.73 0.59 0.65
’ [[16 6 5]
';A'—C‘I’_e 0.64 [0226 FL 0.69 0.79 0.73 0.76
[6410]] wmcL 0.48 0.50 0.49

Cizelge 5.16. Veri artirim sonrast DenseNet201 ile transfer 6grenme uygulayip siniflandirma
yapildigindaki sonuglar

Siiflar Acc CM Simif Precision Recall F1 Score Ka}’lp.
Degeri

FLve 094 [74 10] FL 0.97 0.88 0.93 023

CLL [211611 ¢ o2 0.98 0.95

FLve 084 [[82 20] FL 0.85 0.80 0.83 0.41

MCL [14 93]] MCL 082 0.87 0.85

MCLve 0.79 [[79 14] MCL 0.75 0.85 0.80 0.46

CLL [26 69]] CLL 0.83 0.73 0.78

TR (77 614] CLL 0.79 0.79 0.79 oo

FL ve : [39011] FL 0.78 0.87 0.82 :

MCL [171963]] mcL 0.72 0.64 0.67
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Cizelge 5.17. Veri artinm oncesi ResNet50 ile transfer 6grenme uygulayip siniflandirma
yapildigindaki sonuglar

Smiflar  Acc CM Simif Precision Recall F1 Score Ka?’ lp.
Degeri
CLL ve CLL. 081 0.68 0.74
FL [[13 6]
0.82 [3 29 0.52
FL 0.83 0.91 0.87
FL ve
FL . 82 74
e (023 5] 0.68 08 0
0.70 (1114 0.60
MCL 0.74 0.56 0.64
MCL ve MCL 047 0.74 0.57
CLL [[14 5]
0.55 16 121] 0.75
CLL 0.71 0.43 0.53
CLL, [1620] CLL 1.00 0.04 0.007
FLve (44 [01810] FL 0.60 0.64 0.62 1.48
MCL 0614
[ I mcL 0.32 0.70 0.44

Cizelge 5.18. Veri artirim sonrasi

yapildigindaki sonuglar

ResNet50 ile transfer 6grenme uygulayip siniflandirma

Siiflar Acc CM Simif Precision Recall F1 Score Kaylp.
Degeri
CLL ve ([ 47 37] CLL 0.85 0.56 0.68
L 0.78 [ 8110]] 0.60
FL 0.75 0.93 0.83
FL ve (01 1] FL 0.53 0.99 0.69
mcL 997 88 19 1.01
[ I mcL o095 0.18 0.30
MCL 0.53 0.97 0.68
?:AIE:LL " 056 [[[gg 1?%]]] 0.84
CLL 0.83 0.16 0.27
CLL, [[89 8 0] CLL 0.41 0.92 0.57
FL ve 0.48 [4856 0]  FL 0.67 0.54 0.60 1.96
MCL [7920 0] mcL 0.00 0.00 0.00

Calismamizin literatiirdeki benzer ¢aligmalarin sonuglariyla karsilastirildiginda basaril

sonuglar elde edildigi goriiliir. Cizelge 5.19°da calismamizin literatiirdeki benzer ¢alismalarla

kiyaslanmasi verilmistir. Veri setlerindeki goriintii sayilar1 da dikkate alinip dogruluk degerleri

incelendiginde ikili ve ii¢lii siniflandirmalarda ¢calismamizin iy1 performans gosterdigi ¢ikarimi

yapilabilir. Uglii siniflandirma yaparken literatiirdeki diger yontemler baz alinarak yontemler

gelistirilerek daha iyi sonuclar elde edilebilir.

73



Cizelge 5.19. Calismamizin literatiirdeki benzer ¢aligmalarla kiyaslanmasi

Veri Seti \_/e(r; Ki
Cahsmay icerisindeki Setindeki  Kullamilan Acc  Smflar Precision Recall
Yapanlar Goruntu Yontem Score
Simiflar
Sayisi
Varol ve CLL,FLve 135 Renk 0.90 CLL 0.88 0.88 0.88
Iseri MCL yogunlugu,
(Varol & piksel
Iseri, yogunlugu ve FL 0.85 094  0.89
2019) entropi
degerlerine
gore RF ile MCL  0.82 0.74 078
siniflandirma
Boussaid CBolanve 436 PCA ile 6zellik 0.83 CBolan - - -
ve dig. olmayan ¢ikarimi yapip CB
(Boussaid,  (FL) QDA ile ) ) )
Sertel, siniflandirma olmayan
Lozanski,
Shana'aah,
& Giircan,
2009)
Orlov ve MCL ve 171 CHARM 0.86 MCL - - -
dig. CLL sonrast WND
(Orlov, et ile CLL - - -
al., 2010) siniflandirma
Ribeirove CLL, FL 173 Renk 0.87 CLL - - -
dig. ve MCL normalizasyonu FL : : :
(Ribeiro, et sonrasi RF ile
al., 2018) smiflandirma MCL } - -
Jiang ve CLL,FLve 48620 Ozellik 0.98 CLL - - -
dig. (Jiang, MCL ¢ikarimi i¢in
Li, Li, & SAE, LPQ ve =i - - -
Zhou, GLCM;
2018) smiflandirma
icin ELM ve MCL - - -
SVM
Bizim CLLveFL 1008 Transfer 0.94 FL 0.97 0.88 0.93
caligmamiz O0grenme
(DenseNet201) CLL 092 098 095
Bizim CLL,FLve 1496 GLCM 0.82 CLL 0.82 0.78 0.8
galismamiz  MCL uygulamasi
bl FL 0.84 0.88  0.86
siiflandirma MCL 08 076  0.78
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6. SONUC VE ONERILER

Bu c¢alisgmada smiflandirma, oOzellik c¢ikarim ve oOzellik secim metotlarinin
siniflandirmadaki etkileri karsilagtirilmistir. Ayn1 zamanda bu metotlarin veri artirim 6ncesi ve
sonrasi performanslar1 da incelenmistir. Sonuglar incelendiginde veri artirim 6ncesi gri seviye
goriintiilerde ikili siniflandirmada GLCM sonras1 PCA uygulanan verilerin siniflandirmasinda
RF algoritmasi FL ve CLL icin % 86 ve tiglii siniflandirmada NB algoritmasi %56 dogruluk
degeriyle en basarili sonuglar elde edilmistir. Veri artirim sonras1 gri seviye goriintiilerde ikili
siniflandirmada sadece GLCM uygulanan goriintiilerde FL ve MCL, GLCM sonrast PCA
uygulamasi ve histogrami esitlenmis goriintiillere GLCM ve PCA uygulamasi sonrast FL ve
CLL %89 dogruluk oraniyla RF algoritmasiyla siniflandirildiginda en basarili sonuglar elde
edilir. Uglii simflandirmada ise sadece GLCM uygulanmig goriintiiler RF algoritmasiyla
siiflandirildiginda %82 dogruluk oraniyla veri artirnm sonrasi gri seviye goriintiilerde tglii
simiflandirmada en iyi sonuglart vermistir. Genel olarak gri seviye gorlntilerin analizinde
histogram esitlenmis goriintiiler esitlenmemis goriintiilere gore daha az basarili olmustur.
GLCM uygulamas:t sonrast PCA uygulamasinin smiflandirmadaki etkilerinin hissedilir
diizeyde olmadigi goriildii. FL ve CLL nin siniflandirilmasinin diger siniflandirma sonuglariyla
kiyaslandiginda daha basarili oldugu ve ¢cogunlukla bu basarty1 RF algoritmasiyla elde ettigi

gorilmiistiir.

Veri artirnm 6ncesi VGG16 modeliyle transfer 6grenme uygulayarak 6zellik ¢ikarimi
yapip PCA ile 6zellik se¢imi sonrasi ikili siniflandirmada PCA’nin n_component parametresi
0,4 verildiginde FL ve MCL, varsayilan degerde birakildiginda ise FL ve CLL %92 dogrulukla
KNN algoritmas1 en iyi ikili simflandirmayr yapmustir. Uglii siniflandirmada, PCA’ nin
n_component parametresi 0,4 verildiginde KNN ve RF algoritmalar1 ayni1 performanslari
gostermis olup dogruluk degerleri %68°dir. Veri artinm sonrasi ayni yontemde PCA
n_component parametresine deger verilmeyerek oOl¢iimler yapilmistir. Varsayilan degerde
kaldiginda ve deger verildigindeki simiflandirma sonuglar1 incelendiginde biiyiik bir fark
gorilmemistir. Bu yiizden boyle yapilmistir. Veri artirnm sonrast ikili siniflandirmada FL ve
CLL’yi %388 ve ig¢lii siniflandirmada %63 dogrulukla siniflandiran KNN algoritmast en iyi
sonuglar1 vermistir. Veri artirim oncesi ikili ve liglii siniflandirmalarda daha yiiksek dogruluklar

elde edildigi goriilmiistiir.

Veri artirim Oncesi secilen derin 6grenme mimarilerin tam baglantili katmanlari

cikarilip geri kalan katmanlarin 6grenmesi engellenip siniflandirict katman eklenmis modelde
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ikili smiflandirma sonuglart incelendiginde calismada kullanilan biitiin modellerin FL ve
CLL’yi en iyi sekilde simiflandirdigr goriilmiistiir. VGG16 ile %94, DenseNet201 ile %80 ve
ResNet50 ile %82 dogruluk elde edilmistir. Uglii simiflandirmada %67 dogruluk oraniyla
VGG16 en basarili olmustur. DenseNet201 modelinde %64 dogruluk elde edilirken ResNet50
modelinde %44 dogruluk degeri elde edilmistir. Veri artirim sonrasi ise ikili siniflandirmada en
Iyi sonucu FL ve CLL’yi %94 dogrulukla siniflandirarak DenseNet201 gostermistir. VGG16
%87 ve ResNet50 %78 dogrulukla ikili simiflandirmada en iyi sonuglarmi FL ve CLL’yi
siiflandirarak gostermislerdir. Veri artirim sonrast {liglii siniflandirmada %77 dogrulukla

DenseNet201 en iyi sonucu vermistir.

Calismada ikili siniflandirmalarda FL ve CLL siniflandirma sonuglarinin en basarili
oldugu goriilmektedir. Gri seviye goriintiilerde RF algoritmasi ikili ve ti¢lii siniflandirmalarda
en iyi sonuglar1 gostermistir. Calismada elde edilen yiiksek dogruluk orani veri artirim sonrasi
DenseNet201 modeliyle FL ve CLL’nin siniflandirmasinda %94 dogrulukla elde edilmistir.
Calismada genel olarak FL ve CLL’nin smiflandirilmasi yapilmistir. En disiik dogruluk
degerleri ikili smiflandirmalarda MCL ve CLL’de goriilmiistiir. Bu da MCL ve CLL’nin
ozelliklerinin birbirine benzer oldugundan dolayr siniflandirilmasinin zor oldugunu ve
dolayistyla siniflandirma metodlarinin diisiik dogrulukta sonuglar vermesine sebep olmustur.
FL, diger iki hastaliktan 6zellik olarak daha farkli oldugu i¢in ikili siniflandirmalarda FL ile

siniflandirma yapildiginda en iyi sonuglar elde edilmistir.

Bu ¢aligmanin ileriki donemlerde farkli veri artirim metotlariyla, parametrelerle ve derin
ogrenme mimarileriyle deneysel calismalarinin yapilip literatiire katki saglanacagi

ongorulmektedir
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