KOCAELI UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU

BIiLGIiSAYAR MUHENDISLIiGi

ANABILIM DALI

DOKTORA TEZIi

TOPLULUK SINIFLANDIRICILARI VE OZELLIK SECME
METOTLARIYLA GELISTIRILEN UZAY ORMANLARI

ZEYNEP HILAL KiLiMCI

KOCAELI 2018



KOCAELI UNIVERSITESI
FEN BIiLIMLERI ENSTITUSU

BILGiSAYAR MUHENDISLIGI
ANABILIM DALI

DOKTORA TEZI

TOPLULUK SINIFLANDIRICILARI VE OZELLIK SECME
METOTLARIYLA GELISTIRILEN UZAY ORMANLARI

ZEYNEP HIiLAL KiLIMCi

Do¢.Dr. Seving ILHAN OMURCA

Danigman, Kocaeli Universitesi

Prof.Dr. Nevcihan DURU

Jiiri Uyesi, Kocaeli Universitesi A

Prof.Dr. Selim AKYOKUS S
Jiiri Uyesi, Dogus Universitesi — <;M__
Dr.Ogr.Uyesi Orhan AKBULUT

Jiiri Uyesi, Kocaeli Universitesi - PANY {
Dr.Ozr.Uyesi Aysun GURAN r

Jiiri I"Jyesi, Dodus Universitesi #‘é ............

Tezin Savunuldugu Tarih: 18.05.2018



ONSOZ VE TESEKKUR

Farkli alanlardaki simiflandirma performasina sagladigi katkidan dolayi, topluluk
algoritmalar1 literatiirde sik¢a kullanilmaya baslanmigtir. Topluluk algoritmalariyla
harmanlanarak 6zellik uzayinda yapilan degisiklikler giincel ¢aligmalarin ilgi odagi
haline gelmistir. Boylelikle, siniflandirma performansinin daha da iyilestirilebilecegi
Oongoriilmektedir.

Ozellik uzaylarmin genigletilerek  smiflandirma  performasmin iyilestirilmesi
konusunda bana calisma firsat1 veren degerli hocam Seving Ilhan OMURCAYA’ ya
ve katkilarindan dolay1 degerli hocam Selim AKYOKUS’ a tesekkiir ederim. Ayrica,
hayatim boyunca benden destegini esirgemeyen ¢ok degerli anne ve babama,
kiymetli esime ve biricik kizima da sonsuz minnet duygularimi sunarim.

Mayis- 2018 Zeynep Hilal KILIMCI
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TOPLULUK SINIFLANDIRICILARI  VE OZELLIK SECME
METOTLARIYLA GELISTIRILEN UZAY ORMANLARI

OZET

Smiflandirict topluluklarin arkasindaki temel fikir, genel dogrulugu gelistirmeyi
bekleyerek birden fazla siniflandirict kullanmaktir. Siniflandiricr topluluklarin, temel
Ogrenicilerin bireysel basaris1 ve ¢esitlilik olmak tizere iki faktore bagl olarak genel
siiflandirma performansini artirdigi bilinmektedir. Genisletilmis uzay ormanlar1 da
siniflandirma problemlerinde iyilestirmeler saglamak icin kullanilan ortak bir
konudur. Daha zengin oOzellik uzayr saglarlar ve orijinal 6zellik uzay tabanli
ormanlardan daha iyi performans sunarlar. Giincel literatiir g¢alismalarin g¢ogu,
genisletilmis uzay orman yaklasimi i¢in giris vektorleri olarak orijinal 6zelliklerin
yant sira bunlarin ¢esitli kombinasyonlarini da kullanmaktadir.

Bu amagla tez kapsaminda, genisletilmis uzay ormanlarinin homojen ve heterojen
smiflayict topluluklarla kombinasyonlarinin siniflandirma basarisini, bilgi kazanimi,
Ki-kare, karinca kolonisi optimizasyonu, derin 6grenmeye dayali kelime gobekleri
gibi Ozellik gelistirme yontemleri ile incelenilmesine odaklanilmistir. Topluluk
sisteminin temel dgrenicileri, saf Bayes' in iki varyanti, destek vektor makineleri ve
karar agaclar1 gibi siniflandirma algoritmalarina dayanmaktadir. Torbalama, artirma,
rastgele alt uzaylar, rastgele ormanlar, ¢cogunluk oyu ve istifleme, veri ¢esitliligini
saglamak ve sistemin son kararini birlestirmek i¢in bir araya getirme stratejileridir.
Yaygin olarak kullanilan biyomedikal veri kiimeleri, Tiirkce ve Ingilizce metinleri
igeren veri kiimeleri 6nerilen ¢alismanin ilerlemesine katkida bulunmak icin genis bir
yelpazede gerceklestirilen karsilastirmali deneylerin yiiriitiilmesinde kullanilmistir.
Son olarak, onerilen yontem ile genisletilmis uzay orman1 yaklagimi, giincel literatiir
calismalarin orijinal versiyonuna ve cesitli genisletilmis versiyonlarna kiyasla
performans 6lceklerinde dikkate deger deneysel sonuglar1 ortaya ¢ikarmaktadir.

Anahtar Kelimeler: Derin Ogrenme, Genisletilmis Uzaylar, Metin Siniflandirma,
Siniflandirict Topluluklari, Topluluk Ogrenmesi.
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IMPROVED SPACE FORESTS WITH AN ENSEMBLE OF CLASSIFIERS
AND FEATURE SELECTION METHODS

ABSTRACT

The basic idea behind the classifier ensembles is to use more than one classifier by
expecting to improve the overall accuracy. It is known that the classifier ensembles
boost the overall classification performance by depending on two factors namely,
individual success of the base learners and diversity. Extended space forests are also
a matter of common knowledge for ensuring improvements on classification
problems. They provide richer feature space and present better performance than the
original feature space based forests. Most of the contemporary studies employs
original features as well as various combinations of them as input vectors for
extended space forest approach.

For this purpose, we focus on to observe the classification success of the
combination of extended space forests with homogeneous and heterogeneous
classiifier ensembles by using feature enhancement methods such as information
gain, chi-square, ant colony optimization, deep learning based word embeddings. The
base learners of ensemble system are based on classification algorithms such as two
variants of naive Bayes, support vector machine, and decision tress. Bagging,
boosting, random subspaces, random forests, majority voting, and stacking are the
ensemble strategies to ensure the data diversity and combine the final of system. We
conduct a wide range of comparative experiments on widely used biomedicine
datasets, Turkish and English texts to contribute to the advancement of proposed
study. Finally, extended space forest approach with our proposed technique turns out
remarkable experimental results compared to the original version and various
extended versions of recent state-of-art studies.

Keywords: Deep Learning, Extended Spaces, Text Classification, Classifier
Ensembles, Ensemble Learning.
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GIRIS

Gliniimiizde internetin giinliik hayatimizda kullanim1 tartisilmaz bir gergektir.
Internette depolanan verilerin ¢ogunlugunun metin verileri oldugu aciktir. Metin
simiflandirmasi, internette depolanan metin belgelerinin miktarindaki istel artis
nedeniyle makine 6grenmesi alaninda dnemli birkonu halini almistir. Dahasi, belge
siniflandirmasi i¢in otomatik ¢oziimler i¢in giderek artan bir ihtiya¢ s6z konusudur.
Belge siniflandirma problemleri, dogal dillerin karmasikligi ve belgelerin 6zellik
uzaymin ¢ok yiiksek boyutlu olmasindan kaynakli olarak makine &grenimindeki

zorlu gorevler arasinda kabul edilmektedir [1].

Metin siniflandirmasi, glinlimiizde farkli uygulama alanlarindaki ¢ok sayida metin
belgesi goz Oniine alindiginda her zaman 6nemli bir arasgtirma konusu olmustur.
Metin siiflandirmasinin amaci, belirli bir belgeyi, makine 6grenme teknikleri
kullanilarak o6nceden tanimlanmis kategorilerden birine siniflandirmaktir. Metin
kategorizasyonu 1i¢in, denetlenen Ogrenme teknikleri genellikle bir dizi egitim
belgesinden siniflandiricilar olusturmak i¢in kullanilmaktadir. Egitim kiimesinden bir
siiflandiric1, 6zellikler ve smif etiketleri (kategoriler) arasinda bir iliski modeli
Ogrenir ve olusturur. Egitim asamasindan sonra, siniflandirici test veri kiimesinden
yeni bir belgenin kategorisini belirlemek icin kullanilabilir. Metin kategorizasyon
stireci genellikle belgelerin ayristirilmasini, kaldirilmasini, 6zelliklerin azaltilmasini,
sozciiklerin kaldirilmasini, kaynaklarin kaldirilmasini, uygun formatlarda agirliklarla
temsil edilmesini, smiflandiricilarin secimini (6grenme algoritmalarini), egitim ve

test siirecini icermektedir.

Belgeleri temsil etmek icin, kelime torbalama teknigi belge kategorizasyonunda
yaygin olarak kullanilmaktadir. Torbalama modelinde, belge kiimesi her satirin bir
belgeyi tanimladigi ve her siitunun bir terime (kelimeye) karsilik geldigi belge-
kelime matrisi olarak temsil edilmektedir. Matristeki her bir girig, tiim dokiiman
yigmina gore bir terimin dnemini yansitan bir agirlik icerir. Terim frekanst ve TF-

IDF gibi farkli terim yaklasimlari, her bir agirligi temsil etmek i¢in kullanilan



yontemlerdendir. Metin kategorizasyon algoritmalarinin ayrintili bir incelemesi
makalelerde [2, 3] verilmistir. Saf Bayes, k-en yakin komsular, karar agaglari, yapay
sinir aglar1 ve destek vektdr makineleri gibi siiflandirma algoritmalari, tahmine
dayal1 performanslari nedeniyle dokiiman simiflandirmasinda yaygin olarak
kullanilmaktadir. Bu yontemler arasinda, topluluk siniflandirict modeller tek bir
siiflandirict modelini kullansa dahi sistemin performansini artirmaktadir. Bu ilkenin
arkasinda yatan fikir, birden fazla siniflandiricidan yararlanmaktir. Bir topluluk
modeli, bir veya birden fazla makine 6grenme yontemlerinden olusan ve ismine
temel Ogreniciler denilen bir yapi lizerine insa edilmistir. Boylece, siniflandirma

gorevinin daha saglam ve dogru bir sekilde gergeklestirilecegi beklenir [4-8].

Topluluk yontemlerini kullanan sistemler, ayni zamanda, ¢ok sayida siniflandirici
sistemleri, topluluk tabanli smiflandiricilar, 6grenme topluluklari, uzmanlarin
karigimi, smiflandiricilar toplulugu, topluluk algoritmalar1 veya yalnizca topluluk
sistemleri olarak adlandirimaktadir [9-12]. Saf Bayes siniflandiricilar, karar agaglari,
destek vektor makineleri, yapay sinir aglari, k-en yakin komsuluk gibi denetimli
makine 6grenme teknikleri, topluluk stratejileri icin yaygin olarak kullanilmaktadir.
Ozellikle, karar agacinin, diger smiflandirma yontemlerine kiyasla topluluk
siniflandiricilart icin literatiirde daha yaygin olarak kullanildig:r goriilmektedir [10,
11, 13-17]. Birden fazla karar agacinin kullanilmasi, siniflandiric1 topluluklar icin
karar ormanlarini ortaya ¢ikarmaktadir. Egitim sirasinda, her bir temel siniflandirici,
belirli bir egitim veri kiimesinde ayr1 ayr egitilir. Bir topluluk yaklasimi genellikle
topluluk olusturma ve biitiinlestirme (toplama, kombinasyon veya filizyon)
adimlarindan olusur. Topluluk olusturma asamasinda, egitim veri kiimesinden ¢esitli
temel siniflandiricilar kiimesi olusturulur. Entegrasyon agsamasinda, egitimli temel
simiflandiricilarin  ¢iktilart nihai bir karar almak icin entegre edilir. Topluluk
yaklagimindaki ana strateji bu nedenle bir¢ok smiflandirict iiretmek ve
siniflandiricilarin ¢iktilarimi tek tek siniflandiricilarin performansini  gelistirecek

sekilde siniflandirmaktir [4, 6-8].

Bir topluluk sisteminin basarisi, toplulugu olusturan temel smiflandiricilarin
cesitliligine baghdir ve her temel smiflandirici kendi aralarinda ¢esitlilik
sergilemelidirler. Cesitlilik veri cesitliligi, parametre gesitliligi ve yapisal gesitlilik

olarak {i¢ yaklasimla saglanabilmektedir [8]. Veri ¢esitliliginde, yeniden 6rnekleme

2



teknikleriyle her bir temel siiflandirici i¢in orijinal veri kiimesinden farkli egitim
verileri alt kiimeleri olusturulur. Parametre c¢esitliligi  yaklasimi, farkhi
siniflandiricilar icin farkli egitim parametrelerinin kullanilmasiyla saglanir. Ornegin,
bir sinir ag1 farkli katmanlar, baslangi¢ agirliklar1 ve 6grenme oranlar ile egitilebilir.
Farkli 6grenme algoritmalar1 kullanilarak yapisal ¢esitlilik elde edilebilir. Tiim temel
smiflandiricilar ayn1 6grenme algoritmasi kullanilarak olusturuluyorsa, bu topluluk
sistemine homojen denir, aksi halde heterojen olarak adlandirilmaktadir. Heterojen
topluluk sistemleri, cesitliligi gerceklestirmek icin birden fazla farkli 6grenme

algoritmasi kullanirlar.

Metinsel veri madenciligine olanak taniyan bir diger ortam ise sosyal medyadir.
Sosyal medya da biiylik miktarda bilgiyi analiz etmek ve bir¢cok konuda fikirleri
tespit etmek i¢in ¢ok popiiler bir kaynak haline gelmistir. Bilinen sosyal medya
platformlarindan biri olan Twitter, 100 milyona kadar aktif kullanicinin fikirlerini
ifade etmesi igin tercih edilen bir ortam olmustur. Bu, Twitter' in pazar dinamikleri
icin etkili olabilecek degerli bilgiler icerdigi anlamina gelir. Bu nedenle, duyarlilik
analizi, kullanici taleplerini olumlu ve olumsuz yonler agisindan anlamak i¢in 6nemli
bir yer tutmaktadir. Duygu analizi, genis kapsamli bir arastirma alanmidir ve
kullanicilarin fikirlerinin metinden c¢ikarilmasi olarak Ozetlenebilir. Bu alandaki
negatif, pozitif veya notr gibi duygu polaritesini belirlemek i¢in saf Bayes, destek
vektor makineleri ve benzeri geleneksel makine 6grenme teknikleri kullanilmaktadir.
En popiiler ve en son kullanilani, geleneksel makine 6grenimi algoritmalarina kiyasla

daha yiiksek siniflandirma performansi elde eden derin 6grenme modelleridir.

Derin O0grenme ise yapay sinir aglari olarak adlandirilan ve beynin yapisi ve
islevinden esinlenilerek ortaya atilan makine 6grenmesinin bir alt alanidir. Derin
O6grenme modellerinin temel yaklasimi, karmasik 6zelliklerin minimum dis destekle
egitilmesiyle otomatik 6zellik ¢ikarimi saglamak ve duygu analizi i¢in derin sinir
aglar1 araciligiyla verilerin anlamli sunumunu elde etmektir. Daha ayrintili olarak,
derin 6grenme, Ozellik ¢ikarma islemi i¢in ¢ok sayida dogrusal olmayan bilesen
katmanin1 kullanan geleneksel makine 6grenimi algoritmalarinin bir pargasidir.
Cikis, onceki katmandan ardisik olarak bir girdi olarak elde edilir. Ogrenme
prosediirii, makine 6grenimi algoritmalarinin egitim asamasi gibi denetimli (6rn.,

simiflandirma), yart denetimli veya denetimsiz (0r.,, desen analizi) olarak
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gerceklestirilebilir. Bu yap1 ayrica girdilerin ¢oklu diizeylerinin temsillerini dgrenir.
Derin sinir aglari, derin diisiinme aglari, tekrarlayan sinir aglari, konvoliisyonel sinir
aglar1 ve s1g sinir aglar1 (word2vec) gibi derin 6§renme mimarileri, goriintii analizi,
bilgisayarla gorme, konusma tanmima, dogal dil isleme, ses tanima, sosyal ag

filtreleme, makine ¢evirisi ve biyoinformatik gibi alanlara uygulanmistir.

Diger siniflandirma problemleriyle karsilagtirildiginda, metin kategorizasyon
problemi, girdi uzayimnin yiiksek boyutlu olmasi, belge vektorlerinin kisithligi ve
ilgisiz Ozelliklerin azlig1 gibi bircok farkli 6zellige sahiptir [18]. Diger bir taraftan
literatiirde yapilan galismalara bakildiginda metin kategorizasyonu alaninda topluluk
sistemleri ve genisletilmis 6zellik uzaylar ile derin 6grenme modellerinin kullanimi1
konusunda simirl arastirma yapildigir gézlenmektedir. Bu ¢aligmada, dncelikli olarak
homojen ve heterojen topluluk siniflandiricilarinin - siniflandirma basarisi
arastirilmaya calisilip sonrasinda topluluk stratejisi yaklasiminin ve gelismis 6zellik
uzaylarmin konsolidasyonunun etkinligini gozlemlemek i¢in gelismis Ozellik

uzaylarina odaklanildi.

Bu amagla rastgele, kazanim orani, bilgi kazanimi, ki-kare ve karinca kolonisi
optimizasyonu gibi teknikler 6zellik segme metotlar1 olarak kullanildiginda kelime
gomiilmelerini elde edebilmek i¢in sig derin 6grenme uygulamalarindan biri olan
word2vec yontemi, 6znitelik ¢ikarma yontemi olarak kullanildi. Torbalama, artirma,
rastgele alt uzay, rastgele ormanlar, ¢cogunluk oyu ve istifleme ise deneylerde

homojen ve heterojen topluluk stratejileri olarak kullanildi.

Tez kapsaminda kullanilan veri kiimeleri, literatiirde yaygin olarak kullanilan UCI
makine 6grenme veri havuzundan alinan veri kiimelerinden, haber ajanslarindan
toplanilarak elde edilen Tiirkge ve Ingilizce haber metinlerinden ve Ingilizce Twitter
metinlerinden olusmaktadir. Onerilen ¢alismanin ilerlemesine katkida bulunmak icin
genis kapsamli ve karsilastirmali deneyler yaptik. Yapilan bu kapsamli deney
sonuglari, smiflandirict topluluklar ile gelistirilmis uzay ormanlariin siniflandirma
performansini, literatiirde yapilan giincel ¢alismalar ile karsilastirildiginda etkili bir

sekilde arttigini gosterdi.



Tezin geri kalan1 su sekilde diizenlendi: Topluluk sistemlerinin ve genisletilmis
uzaylarin kullanimina, literatiir incelemesi kisminda deginildi. Bir sonraki boliimde,
onerilen ve deneylerde kullanilan modelin detaylar1 verildi. Daha sonraki boliimlerde

ise sirastyla deney kurulumu, deney sonugclari, sonuglar ve 6nerilerden bahsedildi.



1. LITERATUR INCELEMESI

Topluluk 6grenmesi, bir dizi siniflandiricidan olusan ve siniflandirma tahminlerini
cogunluk oyu kullanarak birlestiren yOntemlerin toplanmasi olarak literatiirde
tanimlanmis [19-20]. Onceki ¢alismalar, topluluk 6grenmesinin topluluk icindeki tek

siiflandiricilardan daha dogru ve saglam oldugunu belirtmis [19-29].

Yazarlar, Ozellik kiimeleri ve siniflandirma algoritmalart toplulugu tizerine
gerceklestirdikleri ilging bir ¢alismada [24], duygu smiflandirma icin topluluk
yontemlerinin etkinligine odaklanmuslar. ilk olarak daha dogru bir smiflandirma
performansi elde etmek icin konusma boliimii (POS) ve kelime-iliski (WR) tabanl
Ozellik kiimelerinden olusan iki tiir 6zellik kiimesi tanimlamislar. Daha sonra, saf
Bayes, maksimum entropi ve destek vektor makinelerini temel siniflandiricilar olarak
kullanmiglar. Son olarak, sabit kombinasyon, agirlikli kombinasyon ve meta
siiflayict kombinasyonu topluluk prosediirii i¢in kullanmigslar. Deneyler, Cornell
film inceleme sirketi tarafindan kullanilan bes yaygin veri kiimesi {izerinde
gerceklestirilmis ve POS tabanli WR tabanli topluluk olarak uygulanmis. Boylece,
bireysel simiflandirict  ve ¢ topluluk  yOnteminin  deney sonuglarini
yorumlayabilmisler. Deneysel sonuglar, hem farkli 6zellik kiimelerini hem de farkli
simiflandirma algoritmalarini birlestirmek i¢in topluluk yontemlerinin kullaniminin,

siiflandirma performansini artirmak i¢in etkili bir yontem oldugunu gostermis.

Topluluk 6grenimine dair bir baska dnemli ¢calisma [25], dengesiz veri dagilimlarinda
destek vektor makinesi (SVM) algoritmasinin basarisini artirmayi onermis. Dengesiz
dagilimi olan veriler icin Onyargili karar smir1 probleminin iistesinden gelmek
amaciyla tamamlayici bir yaklasim benimsemisler ve SVM’ nin siniflama basarisini
tyilestirmek amaciyla topluluk tekniklerine odaklanmiglar. Bir diger deyisle, SVM'
nin dengesiz veriler ilizerindeki siniflandirma basarisint iyilestirmek icin SVM
toplulugu adinda yeni bir SVM teknigini 6nermisler. Bu c¢alismada sekiz adet veri
kiimesi kullanilmis, bunlardan dérdii UCI Makine Ogrenim Deposu'ndan toplanmis

ve kalan dort veri kiimesi de Klinik Degerlendirme Bilim Enstitiisii'niin (Kanada'dan



ICES) ve Ulusal Kanser Enstitiisii'niin (Amerika Birlesik Devletleri'nden NCI) klinik
verileri olarak belirlenmis. Kapsamli deneyler, Onerilen tekniklerin rekabetci, etkili
ve c¢esitli veri Ornekleme tekniklerinden istiin oldugunu gostermis. Diger bir
calismada [26], topluluk siniflayicilarinin ¢evrimdist el yazisi karakter tanima igin
etkinliginin arastirilmasi Onerilmis. Homojen temel Ogreniciler, heterojen temel
ogreniciler, kararlarin hiyerarsik birlesimi, homojen temel 6greniciler ile eslestirilen
benzersiz 0Ozelliklerin  kullanilmast gibi  dort tip farkli mimaride deneyler
gergeklestirilmis. Deney sonuglari, topluluk algoritmalar1 kullanarak karakter tanima
basarisinin, c¢evrimdigi el yazisit karakter tanima basarisindan daha iyi oldugunu

gostermis.

Yakin zamanda yapilan bir ¢alismada [29], topluluk 6grenmesi tekniklerinin anahtar
kelimelerle gosterilen metin belgeleri iizerindeki performansi deneysel olarak
olciilmiis. ilk olarak, anahtar kelime cikarimi, terim siklikli ciimle tabanli anahtar
kelime c¢ikarma, eszamanlilik istatistiksel bilgi tabanli anahtar kelime c¢ikarma,
eksantriklik tabanli anahtar kelime ¢ikarma ve veri kiimesini test etmek i¢in metin
siralamas1 algoritmas1 olmak iizere farkli anahtar kelime ¢ikarma algoritmalari
gerceklestirmisler. Daha sonra, cesitli 6grenme algoritmalarint (saf Bayes, destek
vektor makineleri, lojistik regresyon ve rastgele ormanlar), adaboost, torbalama,
dagging, rastgele altuzay, cogunluk oyu gibi yaygin olarak kullanilan topluluk
teknikleriyle kullanmiglar. Arastirmalarinin sonucunda, metin belgelerinin topluluk
O0grenmesiyle anahtar kelime temelli metin temsilinin, tahmine dayali performansi

arttirabilece8i sonucuna varmislar.

Makine 6grenmesi modellerinde, 6zellik uzayma orijinal uzayda var olmayan yeni
ozellikler eklenmesi fikri yeni degildir. Ornegin, ¢alisma [30], dzelliklerin dogrusal
kombinasyonlarin1 kullanmay1 onermis fakat sadece yeni Ozellikler kullanmis ve
Ozellik uzaymi yeni Ozellikler ile genisletmemis. Breiman, yaklagiminin

siniflandirmada gegerli sonuclar ortaya koydugunu bildirmis.

Diger bir calisma [10], yeni 6zellikleri rastgele segerek ve orijinal 6zellik uzayina
ekleyerek genisletilmis 6zellik uzayimi 6nermis. Yeni zellikler tiretmek i¢in toplam,
fark, bolme ve carpma gibi yeni Ozellikler iiretmek i¢in birka¢ oOzellik iiretme

operatorii kullanmiglar. En iy1 operatorii segmek i¢in, temel operatorlerin ortalama



dogruluk diizeyleri, ortalama dogruluk dereceleri ve tiim operatorler icin temel
Ogrenicilerin ortalama kappa degerleri dlgmiisler. Her li¢ metrigin de iliskili oldugu
durumlarda, fark operatdriiniin en iyisi oldugunu bildirmisler. Orijinal uzaya d sayida
yeni Ozellik eklemeye karar vermisler. Bdylece, genisletilmis o6zellik uzayim
deneylerinde orijinal d sayida 6zelligin ve yeni elde edilen d sayida 6zelligin toplami1
olarak ayarlamiglar. Temel 6grenicilerin sayist 100' e ayarlanmig ve her veri kiimesi
ve topluluk algoritmasi i¢in 10 kat capraz dogrulama uygulanmis. 36 UCI veri
kiimesinden elde edilen deney sonuglarinda, genisletilmis uzay versiyonlar1 ve dort
topluluk algoritmasinin orijinal versiyonlari, topluluk smiflandirma dogruluklari
acisindan  karsilagtirilmig. Tim  genisletilmis  versiyonlarin, tiim topluluk
algoritmalar1 i¢in orijinal versiyonlardan daha 1iyi performans gosterdigi
gbzlemlenmis. Yazarlar, ayrica diger topluluk algoritmalar ile yiiriitme siireleri
acisindan da bir karsilastirma yapmiglar. Bu karsilagtirma igin egitim ve test
stirelerine ve ayrica her bir temel dgrenicideki diigiim sayisina odaklanmiglar. Egitim
siirelerine bakildiginda genisletilmis versiyonun daha fazla o6zellik kullanmasi
nedeniyle orijinal algoritmalardan iki kat daha fazla egitim siiresi (daha az test
siiresi) gerektirdigi ancak daha az bir karmasik aga¢ irettigi vurgulanmis.
Topluluklarin daha yiliksek siniflandirma performansi elde etmesi i¢in genisletilmis

uzay yontemlerinin kullanilmasi 6nerilmis.

Genisletilmis uzay karar agaglari {lizerine yapilan son ¢alismalar [11, 16], topluluk
dogrulugunu arttirmay1 dnermisler. Ozellikleri rastgele iiretmek yerine, her bir farkl
aday 0zelligin kazanim orani hesaplanarak yiiksek siniflandirma kapasitesine sahip
yeni Ozellikler iiretilmis. Bundan sonraki asamada ise, 6zellik uzayim genisletmek
i¢in yeni olusturulan 6zellikleri ve mevcut 6zellikleri bir araya getirmisler. Ardindan,
genisletilmis uzay veri kiimesinden bir karar ormani olusturulmus. UCI Makine
Ogrenim Deposu' ndan herkese acik olan erisilebilir veri kiimeleri iizerinde deneyler
yiiriitilmiis ve her veri kiimesi i¢in 10 kat capraz dogrulama uygulanmis. Ayrica,
0zellik uzay1 icin kullanilan farkli uzay uzantis1 parametrelerinin etkisi de 6l¢iilmiis.
En iyi d ve d/2 sayida ozellikler, 6zelliklerin sayist d olan aday 6zellik kiimesinden
secilmis. Ozellik uzaymim d/2 sayida 6zellikle genisletilmesinin d sayida 6zellikle
genisletilmesinden daha uygun oldugunu gozlemlenmis. Deney sonuglari, bu

yaklasimin hem orijinal 6zellik uzayinin performansini hem de rastgele olusturulmus



genisletilmis uzay versiyonunun basarisini geride biraktigini géstermis. Sonug olarak
yazarlar, uzatilmis uzay ormanlarin kullaniminin tahmin dogrulugunu arttirmak igin
etkili bir yontem oldugu sonucuna varmis, ancak rastgele segilen 6zelliklerin yerine

onemli ozelliklerin kullanilarak gelistirilebildigini vurgulamislar.

Yakin zamanda yapilan bir baska calisma [28], duygu kategorizasyon alani igin
konusma boliimlerini (POS-RS) temel alarak gelistirilmis rastgele alt uzay
yonteminin etkinligini arastirmis. Temel O6grenicilerin topluluk 6grenmesinde
cesitliligini olusturmak icin tek bir alt uzay kullanmak yerine, yazarlar POS-RS
teknigi araciligiyla iki 6nemli parametreyi, yani icerik temelli sozlik alt uzaym ve
fonksiyonel sozliik alt uzayini kullanmiglar. Deneyler, Onerilen tekniklerinin
etkinligini temsil etmek i¢in on ayr1 kamuya acik veri kiimesi {lizerinde yiiriitiilmiis.
POS-RS' in, smiflandirma basarisint miikemmellestirmek ve diger metin
siiflandirma problemlerine uygulanmak i¢in tercih edilebilir bir yontem oldugu

sonucuna varilmis.

Bu tez kapsaminda, gelismis uzay ormanlarinda 6zellik se¢imi ve ozellik ¢ikarma
tekniklerinin etkinligi tizerine de karsilastirmali bir ¢alisma gergeklestirildi. Bu
alanda yapilmis olan c¢alismalar, bizim caligmamizin ortaya c¢ikmasinda bize

rehberlik etmis ve motivasyon saglamistir.

Yang ve Pedersen caligmalarinda [31], metin kategorizasyonu i¢in ozellik se¢im
yontemlerini degerlendirmisler. Bu amagla, dokiiman siklig1 (DF), bilgi kazanimi
(IG), karsilikl bilgi (MI), ki-kare (CHI) ve kelime giicii (TS) gibi bes farkli 6zellik
secim yontemine odaklanmislar. Bu yontemlerin katkisini degerlendirmek igin birisi
k-en yakin komsu smiflandirici ve digeri dogrusal en kiigiik karelere uygun
haritalama olmak tizere iki farkli simmiflandirma algoritmasi kullanmislar. Yazarlar,
Reuters-22173 ve OHSUMED olmak iizere kamuya ag¢ik iki veri kiimesi iizerinde
siniflandirma deneyleri gerceklestirmisler. Deney sonuglart IG ve CHI' nin en iyi
ozellik se¢cim yontemleri oldugunu ve smiflandirma dogrulugunu artirdigini

gostermis.

Benzer bir calismada [32], kapsamli deneysel ¢alismalar uygulanarak 6zellik se¢im
metodlarinin verimliligini arastirilmis. Forman, ki-kare, bilgi kazanci, olasilik oran,

belge frekansi, iki-normal ayirma (BNS) gibi bilinen 6zellik se¢im ydntemlerini
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vurgulamis. Ayrica, BNS’ nin yeni bir 6zellik se¢im metrigi oldugu ve F-1 (tpr) - F-1
(fpr) olarak tanimlandigini1 vurgulanmis. Burada, z-skoru ya da tpr olarak da bilinen
F-1, standart normal dagilimin ters kiimiilatif olasilik fonksiyonu, tpr ve fpr ise
sirastyla gercek pozitif oran ve yanlis pozitif oran olarak belirtilmis. BNS metriginin,
pozitif ve negatif sinifin iki esigi arasindaki ayrimi degerlendirdigi sdylenmis. Yazar,
bilgisayar bilimi bildiri 6zetlerinden toplanan Cora veri kiimesi ilizerinde deneyler
yapmis ve saf Bayes, C4.5, lojistik regresyon ve dogrusal kernelli SVM' yi
siniflandirma algoritmalar1 olarak kullanmislar. Forman, tiim 6zellikleri kullanarak
SVM' nin stiin performansini yenmenin zor oldugunu ve BNS’ yi kullanmanin
siiflandirma performansini artirabildiginin altini1 ¢izmis. Sonug olarak bu ¢aligmada,
binormal ayirma isleminin geleneksel 6zellik segme yontemlerinden daha iyi oldugu

iddia edilmis.

Diger bir ¢aligmada [33], Arapca dil makalelerinde bir 6zellik se¢im teknigi olarak
chi-square kullanarak smiflandirma performansini analiz etmeyi Onerilmis. Bu
makaleler tizerinde kelime kaldirma, filtreleme, sik kullanilan kelimeleri kaldirma
gibi yontemlerle on isleme siirecini uygulamislar. Ardindan SVM bir simiflandirict
olarak kullanilmis ve siiflandirma performansi hassasiyet, geri ¢agirma ve F-0l¢iisii
acisindan degerlendirilmis. Sonugta, 6nerdikleri ki-kare tabanli SVM simiflandiricisi
performansinin, saf Bayes ve k-NN yontemlerinin siniflandirma basarisindan iistiin

oldugunu vurgulamislar.

Bagka bir calismada [34], 6zellik se¢im yoOntemlerinin siniflara orantili dagilimi
olmayan veriler lzerindeki etkinligi arastirilmis. Metin kategorizasyon alaninda
ozellik se¢imi icin bilgi kazanimi (IG), ki-kare (CHI), korelasyon katsayis1 (CC) ve
olasilik oranlari (OR) teknikleri ve bunlarin gelistirilmis siirlimleri iizerinde
yogunlagilmis. Yazarlar, bunlardan bazilarinin (IG, CHI) iki tarafli metrikler denilen
pozitif ve negatif Ozellikleri birlestirdiginden ve kalanlarin (CC, OR) tek tarafh
metriklere sahip olup sadece olumlu 6zellikleri secti§inden bahsetmisler. Ozellik
segme yontemlerinin gelistirilmis silirlimleri, standart silirlimlerinin optimize
edilmesiyle elde edilmis. Ozellik segme ydntemlerinin basarisin1 dlgmek icin, veri
kiimesi olarak Reuters-21578 ve siniflandirici olarak saf Bayes ve lojistik regresyon
secilmis. Yazarlar, pozitif ve negatif 6zelliklerin (iki tarafli metrikler) kullaniminin

dengesiz dagilima sahip veriler iizerinde etkili olmadigini gdzlemlemisler.
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Gelistirilmis 6zellik se¢im tekniklerinin siniflandirma performansini arttirmak igin

biiyiik potansiyele sahip oldugunu belirtmisler.

Karinca kolonisi optimizasyonu {izerine de bir 6zellik se¢im teknigi olarak birgok
calisma bulunmaktadir. Bunlardan bir tanesinde [35], yiiz tamima sistemindeki
karinca kolonisi optimizasyonu (ACO) tabanli 6zellik segme teknigine odaklanilmas.
Bu yaklagimda, en kisa o6zellik uzunlugu ve smiflandirma basarisi agisindan en
uygun ozellik alt kiimesi, ACO ve sezgisel bilgi kullanilarak segilmis. Onerilen
algoritmanin katkisin1 gostermek icin, yazarlar genetik algoritma tabanli ve karinca
kolonisi optimizasyon tabanli 6zellik se¢im yontemlerini karsilastirmislar. Deney
sonuglari, ACO tabanli 6zellik se¢im tekniginin siniflandirma basarisini artirdigini

gostermis.

ACO lizerine bir baska calisma [36], metin kategorizasyon alaninda ACO' ya
dayanan yeni bir optimum 6zellik se¢im teknigini Onermis. Reuters veri kiimesinde
bilgi kazanimi, ki-kare ve genetik algoritma gibi gesitli 6zellik se¢im teknikleri
arasinda karsilastirmalar yapilmis. Onerilen algoritmanin diger o6zellik secim
yontemleriyle kiyaslandiginda iistiin bir simiflandirma performansina sahip oldugu
sonucuna varilmis. Calisma [37], ayrica bir 6zellik se¢cimi arama prosediirii olarak
ACO kullanmis. Ozelliklerin yerel onemi ve alt kiimelerin genel performansi
Onerilen algoritma tarafindan ele alinmis. Yazarlar, konugsma segmentine ve doku
smniflandirma problemlerine odaklanmislar ve ACO' nun genel siniflandirma
basarisin1 diger oOzellik se¢im yOntemiyle yani genetik algoritma (GA) ile
karsilastirmiglar. Yazarlar, ACO ile 6nerilen algoritmanin GA tabanli 6zellik segme

tekniginden daha iyi sonug verdigini bildirmisler.

Karinca kolonisi optimizasyonu, baska bir ¢alismada bir 6zellik se¢cimi ve model
gelistirme yontemi olarak kullanilmigs [38]. Urasil tiirevlerinin anti-HIV-1 aktiviteleri
icin kantitatif bir yap1 aktivite iligskisi modellemesi ger¢eklestirilmis. Molekiiler
tanimlayicilar ve pECS50 verileri iizerinde deneyler dogrusal (¢oklu dogrusal
regresyon ve kismi en kiiciik kareler regresyonu) ve dogrusal olmayan modeller
(destek vektdr makineleri regresyonu) ile gerceklestirilmis. Ozellikle SVM
regresyonu igin, lineer ve nonlineer tekniklerin, dogru tahminler agisindan ileri

adimli se¢im kullanarak kismi en kiiciik kareler regresyon temelli bir yontemden
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daha iyi oldugunu bildirmisler. Yazarlar, ¢alismayr ACO tabanli 06zellik se¢im
yonteminin MLR, PLS ve SVMR modelleriyle elde edilen 6nemli sonuglar sagladigi

sonucuna Varm1§1ar.

Yukarida bahsi gecen Ozellik segme yontemlerinin yani sira pek ¢ok aragtirmaci
ozellikle duygu analizinde daha dogru siniflandirma modelleri saglamak i¢in hem
0zellik seciminde hem de siniflandirmada derin 6grenme yaklagimina odaklanmaislar.
Liao ve dig. [39], calismalarinda derin O6grenim modellerini kullanan Twitter
verilerinin duygu analizini gerceklestirmeyi hedeflemisler. Bu amacla, basit bir
konvoliisyonel ndral ag modeli olusturmus ve SVM, saf Bayes smiflandiricilar gibi
geleneksel Ogrenme algoritmalarina kiyasla daha iyi siniflandirma performansi
sunulmus. Kisa metinler lizerinde duygu analizi yapabilmek i¢in karakterden ciimle
diizey bilgisine kadar kullanilan yeni bir derin konvoliisyonel noral ag, [40] taki
calisma tarafindan Onerilmis. Yaklasimlarinin, giincel ¢aligmalarin sonuglarindan
daha iyi performans gosterdigini vurgulamig ve STS veri kiimesi {lizerinde %86,4

siniflandirma dogruluguna ulastigini bildirmisler.

Bagka bir calisma [41], kelimelerin anlamlarin1 yorumlamak i¢in anahtar kelimelerin
onemini vurgulamis. Uzun kisa bellek ve kapili tekrarlayan iinite, IMDB ve
SemEval-2016 veri kiimelerinde anahtar kelime sozliik kullanilarak gergeklestirilmis.
Deney sonuglari, Onerilen modelin verimliliginin %]1-2 dogruluk iyilesmesi ile
dogrulandigin1 gostermis. Cin mikro bloglarinin duygu siniflandirmasi, [42] de
gelistirilmis tekrarlayan sinir ag1 modeli kullanilarak yapilmis. Uzun siireli
bagimlilig1 ¢6zmek i¢in tekrarlayan sinir aginin gizli katmanini uzun stireli kisa
siireli bellek yapisiyla degistirilerek bir ¢ikis yolu bulunmus. Sistemin siniflandirma
basarisinin, geleneksel makine 6grenimi algoritmasi olan, %3,17 hassasiyet oranina
sahip SVM’ den daha iyi oldugu vurgulanmis. Duygu simiflandirmasina iliskin bir
baska calismada [43], kopyalanmis tweetleri ve heterojen mikroblog duyarlilik
siniflandirmasi1 (MSC) olarak adlandirilan sosyal iliskileri kullanarak yeni bir
tekrarlayan rastgele yiiriiyiis ag1 hedeflenmis. Onerilen model, egitim asamasindaki
geri yayillim yoOntemini uygulayarak rastgele ylirlime katmanina sahip derin sinir
aglarina dayandirilmis. Modelin basarisin1 gostermek icin Twitter' dan bilinen ve
yaygin olarak kullanilan veri kiimeleri iizerinde deneyler yapilmis. Onerilen teknigin,

diger giincel c¢aligmalardan daha iyi smiflandirma performans: sergiledigi
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gbozlemlenmis. [44] te etkili ¢eviriden bagimsiz bir derin sinir ag mimarisinden
Twitter veri kiimesinde ¢ok dilli duygu analizi uygulamak igin bahsedilmis. Onerilen
modelin 6nemli bir kismi, sirasiyla, uzun kisa siireli bellek ve konvoliisyon aglari
kullanilarak kelime ve karakter diizeyindeki yerlesimlere dayandirilmis. Karakter
tabanli mimariyi, uzun siireli kisa stireli bellek yerlestirme, konvoliisyonel gémiilme,
i¢c ice gdmme donma, konvoliisyonel karakter seviyesi gomme ve geleneksel destek
vektorii makinesi algoritmasini degerlendirme metrikleri olan dogruluk ve f1-skoru
acisindan  karsilagtirmiglar.  Kapsamli  deney sonuglari, Onerilen teknigin
(konvoliisyon karakterli mimari), ¢ok dilli duygu analizinde, giincel derin noral

modellere kiyasla etkili oldugunu gostermisler.

Yapilan bagka bir caligmada [45], geleneksel o6zellik secim modellerinin
karsilastirilmasina ve belge diizeyi duygu siniflandirmasi i¢in derin &grenme
yaklagimlarina odaklanilmis. Bu karsilastirmali ¢alismada iki tip 6znitelik modeli
kullanilmis. Birincisinde, kelimelerin sirasini hesaba katmadan kelime frekansi,
ikincisinde ise kelimelerinin gomiilmesini kullanarak bagimlilik kavrami
degerlendirilmis. Lineer cekirdekli SVM simiflandirici, geleneksel yaklasimlarin
siniflandirma performansini gostermek icin kullanilmis. Tek-gdsterimli vektorler
veya ince ayarli semantik kelime gobekleri ile Onerilen derin 68renme temelli
modellerin, ayarlama teknigine gomiilmeyen kelimeden daha iyi sonuglar verdigini

bildirmisler.

Duygu siniflandirma gorevi i¢in topluluk stratejileri ve derin 6grenme metodolojileri
nin kombinasyonu iizerine sinirli ¢alisma yer almaktadir. [46]” da Onerilen ¢ok
katmanli perceptron temelli topluluk modeli, metinlerinde iyimser ya da kotiimser
olarak finansal metinlerin duygu puani tahmininde kullanilmis. Bu amagcla yazarlar,
ozellik olusturma asamasinda yeni bir 6zellik vektorii olusturarak 6zellik vektoriiniin
cesitliligini elde etmek i¢in konvoliisyonel sinir agi, uzun siireli kisa siireli bellek
yerlestirme, vektor ortalama ve 6zellik temelli dért model kullanmislar. Birlestirme
adim1 uygulandiktan sonra, ¢ok katmanli perceptron agi bir simiflandirici olarak
kullanilmis. Deneysel sonuglar, derin 6grenme ve Ozellik tabanli modellerin
performansinin olaganiistii sonuglar verdigini gostermis. [47], duygu simiflandirmasi
icin derin 6grenme ve topluluk tekniklerini degerlendirerek alan adaptasyonu

probleminin ele alinmasi Onerilmis. Saf Bayes, destek vektdr makinesi, oylama
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perseptron, karar agaci, lojistik regresyon, k-en yakin komsu ve rastgele orman temel
Ogreniciler olarak belirlenmis. Torbalama, artirma, rastgele altuzay ve basit oylama,
topluluk metotlar1 olarak kullanilmis. Derin 6grenme kismi, belirli bir yapay sinir ag1
sinifi olan otokodlayicidan olusmus. Yazarlar, ¢alismay1 gilincel literatiir ¢alismalar
ile karsilagtirildiginda oOnerilen yaklasimin dogruluk sonuglarinin 6nemli Slciide

arttigin1 raporlamiglar.

Son yillarda derin 6grenme teknikleri ile duygu analizi iizerine yapilan bir bagka
calismada [48] ise, derin 6grenme tekniklerinin basarisinin, geleneksel yiizey
modelleriyle birlestirilerek arttirilmast 6nerilmis. Bu amagla, derin 6grenmeye dayali
kelime gomiilmelerini ve dogrusal bir makine Ogrenme algoritmasini topluluk
sisteminin temel 6grenicisi olarak kullanan bir siniflandiriciya odaklanilmis. Daha
sonra, temel dgreniciyi ve diger yiizey siniflandiricilarini birlestirmek i¢in topluluk
stratejisi  uygulanmis. Kapsamli Kkarsilastirmali deneyler, onerilen tekniklerin

basarisinin orijinal versiyonlar1 Fl-skoru agisindan geride biraktigini gostermis.
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2. ONERILEN YONTEMLER

Ozellik uzaymni genisletmek, smiflandirma dogrulugunu arttirmak icin etkili bir
yontemdir. Ozellik uzayimi genisletmek igin orijinal 6zellikleri giris vektorleri olarak
kullanmak yerine, 6zelliklerin ¢esitli kombinasyonlar1 iiretilir ve orijinal 6zellik
uzayiyla birlestirilir. Gelismis 6zellik uzay1 olusturmak igin ana fikir, orijinal 6zellik
uzaymi genisletmektir. Simdiye kadar gelistirilmis 6zellik uzay1 {lizerine yapilan
calismalar, rastgele secilen ozellikleri [10] ya da yeni aday 6zellikleri belirlemek i¢in
kazang orani [11, 16] gibi belirli bir 6zellik segme yontemiyle seg¢ilmis 6zellikleri
kullanmuslar. Onceki ¢alismalarda belirtildigi gibi [10-11, 16] &zellik uzaymin

gelistirilmesi, siniflandirma performansina 6nemli bir katki saglamas.

Bu calisma kapsaminda, yukarida bahsedilen calismalardan esinlenerek topluluk
sisteminin siiflandirma basarisin1  genisletilmis uzay ormanlariyla iyilestirmeyi
hedefledik. Bu amagla, simdiye kadar uygulanmis olan rastgele secilen ozelliklerle
ve kazanim oraniyla segilen ozelliklerle genisletilen uzaylarin yanm sira daha once
ozellik uzayini genisletmek icin uygulanmamis yontemler olan bilgi kazanimi, ki-

kare, karinca kolonisi optimizasyonu, ve kelime gomiilmeleri tizerine yogunlasildi.
2.1. Ozellik Secim/Cikarim Yontemleri

Genel olarak, 6zellik se¢im siireci belirli bir zellik se¢im yontemine gore her bir
ozelligi puanlamak ve en iyi k sayida 6zelligi belirlemek iizerinedir. Bu béliimde,
orijinal 6zellik uzayiyla birlestirmek i¢in yliksek smiflandirma basarisina sahip en

onemli 6zellik kiimesinin olusturulmasina ¢aligildi.

Calismamizin ilk asamasinda, literatiirdeki oOzellik se¢gme Tlizerine yapilan
caligmalarindan esinlenilerek [49-56], rastgele 6zellik se¢imi yontemi, bilgi kazanimi
(IG), kazanim oram1 (GR) ve Kki-kare (CHI) o6zellik se¢imi yontemleri iizerinde
yogunlagildi. Sonrasinda, ¢ok bilinen ve uygulanan, sezgisel optimizasyon
yontemlerden biri olan karinca kolonisi optimizasyon teknigini Ozellik se¢me

yontemi olarak uygulandi. Son olarak, kullanilan metin igerikli veri kiimelerinden
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veri kiimesini en iyi ifade edebilecek anlamli 6zellikler olusturabilmek icin kelime
gomiilmeleri, ozellik c¢ikarim yontemi olarak kullanildi. Ozellik secim/gikarim

yontemleri detayli olarak asagidaki boliimlerde ele alindi.
2.1.1. Rastgele 6zellik secimi yontemi

Ozellik uzaymi genisletmek amaciyla veri kiimesindeki o6zellik sayisinmn yarist

adedince rastgele olarak secilen 6zellikleri igermektedir.
2.1.2. Bilgi kazanim yontemi

Bilgi kazanimi, bir veri kiimesinin bir 6znitelik lizerine boliinmesinden sonra entropi
azalmasina dayanmaktadir. Bir karar agacinin ingasi, en yliksek bilgi kazancini veren
Oznitelik bulmakla ilgilidir. Bir karar agaci, bir kok diigimden yukaridan asagiya
insa edilmektedir. Verilerin, benzer degerlere sahip Ornekler iceren alt kiimelere
ayrilmasmi icermektedir. Karar agaci insasinda kullanilan ID3 algoritmasi, bir
ozniteligin homojenligini hesaplamak icin entropi kullanmaktadir. Oznitelikler, ayni
smifa aitse (homojen) entropi 0, siniflar arasinda esit dagilmissa entropi 1, siniflar
arasinda rastgele dagilmigsa da O ile 1 arasinda bir degeri olmaktadir. D 6grenme

kiimesindeki bir 6zniteligi siniflandirmak icin gerekli bilgi olan D’ nin entropisi:

Bilgi(D)= - Z p,log, (pi) (2.1)
=

seklinde hesaplanmaktadir. Burada pi, D 6grenme kiimesindeki bir 6rnegin Ci
sinifina ait olma olasiligini ifade etmektedir. Ikinci adimda, veri kiimesi farkli
ozniteliklere boliinmektedir ve agacin her dali i¢cin entropi hesaplanmaktadir. D
kiimesi A Ozniteligine gore v pargaya boliindiikten sonra D’ yi siiflandirmak i¢in

gerekli olan bilgi asagidaki gibi formiilize edilmektedir:
o ~Dl
Bilgi, (D)= z H XBllgl(Dj) (2.2)
=1

Boliinmede kullanmak adina toplam entropi elde etmek icin bu entropi orantili olarak
eklenmektedir. Ortaya ¢ikan entropi, boliinmeden onceki entropiden ¢ikarilir. Elde

edilen sonug, bilgi kazanimi1 veya entropi azalmasi olarak adlandirilmaktadir:
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Kazanim(A)=Bilgi(D)-Bilgi, (D) (2.3)

Boylelikle, karar diigiimii olarak en biiyiik bilgi kazanci olan 6zniteligi secilmekte,

ve tlim veriler siniflandirilincaya kadar bu siire¢ tekrarlanmaktadir.
2.1.3. Kazanim orani yontemi

Bilgi kazanimi yontemi, hangi 6zelligin en biiyiik bilgi kazanci sagladigina baglh
olarak bir boliinmeyi se¢mektedir. Kazang, bitler cinsinden Ol¢iilmektedir. Bu
yontem iyi sonuclar vermesine ragmen, ¢ok sayida Oznitelige sahip degiskenlere
ayirmay1 kolaylastirmaktadir. Bagka bir deyisle, bilgi kazanim metodu ¢ok cesitli
degerlere sahip Ozellikleri segme egilimindedir. Bu problemi ¢ézmek igin bilgi
kazanim orani yontemi kullanilmaktadir. Bilgi kazanim orani yontemi ise, bilgi
kazaniminin hangi oraninin bu bdlme icin gergekten degerli oldugunu belirlemek
izere bir boliinmenin degerini igermektedir. En yliksek bilgi kazanim oranina sahip

ozellik secilmektedir. Bolinme bilgisi asagidaki gibi formiilize edilmektedir:

" D. D, |
BéliinmeBilgisi , (D)= - u xlog, (ﬁ) (2.4)
Boliinme bilgisi elde edildikten sonra A 6zniteliginin kazanim orani asagidaki gibi

hesaplanmaktadir:
KazanimOrani(A)=Kazanim(A)/Bo6liinmeBilgisi(A) (2.5)
2.1.4. Ki-kare ozellik se¢cimi yontemi

Bilgi kazanimi, sinif tahmini i¢in elde edilen bilgi bitlerinin sayisini, bir dzelligin
ortaya ¢ikmasini veya ¢ikmamasin bilerek degerlendirirken ki-kare, 6zellik ve sinif

arasindaki bagimsizlik eksikligini yorumlamaktadir [49-52].

Ki-kare testi, iki degisken arasinda bulunan iligkinin bagimsiz ya da bagimli
oldugunu belirlemeye yarayan ve ayrik veriler icin kullanilan bir hipotez test
metodudur. Ki-kare istatistigine dayanan Ozellik se¢imi yontemi iki asamayi
igcermektedir. Yontemin ilk asamasinda 6zelliklerin siniflara gore ki-kare istatistikleri

hesaplanmaktadir. ikinci asamasinda ise serbestlik derecesi ve belitlenen dnemlilik
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seviyesine gore ki-kaynasimi prensibiyle ki-kare degerlerine bakilarak veri kiimesi
icerisindeki tutarsiz Ozellikler bulunana kadar art arda Ozelliklerin ayristiriimasi

gergeklestirilmektedir.

Boylelikle, veri kiimesi igindeki herhangi bir 6zellik i¢in hesaplanan ki-kare degeri, o
ozelligin sinif igerisindeki bagimliligini 6lgmektedir. Sifir degerine sahip bir 6zellik,
o veri kiimesi i¢inde bagimsiz oldugunu gostermektedir. Yiiksek bir ki-kare degerine
sahip olan 0zellik ise veri kiimesini daha iyi ifade eden, daha tanimlayic1 6zellik
anlamma gelmektedir. Ki-kare degerinin hesaplanmasinda kullanilan denklemler

asagida verilmektedir:

CE.) (2.6)

Burada, k sinif sayisin1 Ajj gézlenen frekans degerini, Ejj beklenen frekans degerini

ifade etmektedir.

B (RixG;) (2.7)

B

Burada ise R;, i’ nci araliktaki veri sayisini, Cj j’ nci siniftaki gézlemlerin sayisini, N

ise siniflardaki toplam gézlem sayisini simgelemektedir.
2.1.5. Karinca kolonisi optimizasyonu o6zellik secimi yontemi

Karinca kolonisi optimizasyonu, ¢esitli alanlarda 6zellik se¢imi i¢in de kullanilabilen
bir optimizasyon teknigidir. Yuvadan besin kaynagina kokulu bir madde olan ve
karincalar tarafindan salgilanan feromon maddesi araciligiyla en kisa yollarin
bulunmasi ilkesine dayanmaktadir. Bu nedenle, feromon birikimi belli bir siire
boyunca en kisa yollar1 bulmak icin temel faktordiir. Salgilanan feromon yolu, daha
fazla karinca ve feromon patikasi tarafindan kullanilir ve her izole karinca i¢in daha
Once isaretlenmis yolu se¢meyi olasiliksal olarak zorlar. Daha az tercih edilen
yollarda, feromon zamanla buharlasir ve en kisa yol, karinca gecislerinin daha
yiiksek orami ile kesfedilir. Bu nedenle, karsilik gelen yolun se¢ilme olasiligim
belirlemek i¢in her karinca igin bir gegis olasilik kurali bulunmaktadir. Bu nedenle,

ACO teknigi, her seferinde optimum alt kiimeye aramayi yonlendirebilen 6zellik
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secim siireci i¢in caziptir [38]. Kolay uygulanabilmesi ve tistiin performansindan
dolay1 [57], 6zellik uzaymi zenginlestirmede ¢alismalart motive eden bir yontemdir.
Topluluk stratejisi i¢in 100 temel 6grenicinin kullanilmasi diisiintildiiglinde, her bir
temel 6grenici igin (her izole edilmis karinca icin) baslangigta rastgele ozellikler
kullanilmast beklenir. Ayrica, feromon yogunlugu, durgunluktan kaginmak i¢in her
bir karinca i¢in ¢izilen yol iizerinde giincellenir ve daha sonra izole edilen karincalar
farkli yollar (6zellikler) segebilirler. Bu nedenle, 6zellik uzayinin genisletilmesi, her
bir temel Ogrenici i¢in farkli 6zellikler ile saglanabilmektedir. Olasilik gecis kurals,

Denklem (2.8)’ deki gibi formiiliize edilir:

/ Z [2(©°] [%B] ifje Jgg\ (2.8)

(t) \ T1l (t) n 1B]

otherwise

Burada i, t zamaninda karincanin baslangi¢ noktasi, j ise gezinme sirasinda segecegi
ozelligi, k karinca sayisini, njij i 6zelligindeyken j 6zelligini segmedeki sezgisel tercih
edilebilirligini, Ji karinca k’ min ziyaret etmedigi ozellik kiimesini, Tij(t) (i, j)
kenarindaki sanal feromon miktarin1 gostermektedir. Ayrica, o global bilgi
saglamakta ve feromon degerinin nispi dnemini belirlemektedir, B ise sezgisel yerel
bilgidir. ACO o6zellik se¢im siirecinin ilk adimi, bir dizi k karinca iiretmektir. Bu
calismada karinca sayisi, veri kiimesi icindeki oOzelliklerin sayisina ayarland.
Boylece, her karinca rastgele bir ozellik ile basladi ve durma gostergesi yerine
getirilinceye kadar kenarlar1 olasiliksal olarak gezdiler. Sonrasinda, alt kiimeler
toplanip degerlendirildi. Algoritma belirli bir sayiy1 gergeklestirdikten veya optimal
bir alt kiilmeye ulastiktan sonra, genel 6zellik se¢im siireci en iyi 6zellik ¢iktis1 elde
edilerek sona erdi. Her iki durum da saglanamadiginda, feromonun yogunlugunu
giincellemek kaginilmaz oldugundan yeni karincalar iiretilip 6zellik se¢im siireci bir
kez daha tekrar etti. Feromon giincellemesi, her kenarda Denklem (2.9)” da belirtilen

kural tarafindan gergeklestirildi:
i (t+1)=(1-p) 1;;(D+ pAT;;() (2.9)

Burada, p feromon buharlagsma/giincelleme katsayisini, At;(t) ise her bir karinca

tarafindan biriktirilen feromon miktarim belirtmektedir.
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2.1.6. Kelime gomiilmeleri 6zellik ¢ikarimi yontemi

Bu calismada, ilk kez geleneksel 6zellik se¢imi teknikleri yerine word2vec araci
kullanilarak siniflandirict topluluklarla orijinal 6zellik uzaymi genisletmek icin
kelime gomiilmeleri/yerlesimleri kullanildi. Boylelikle, sayisal veri kiimelerinin
yaninda metin igerikli veri kiimelerini de kullanarak oOnerdigimiz yaklagimin

gecerliligi test edildi.

Word2vec, bir grup model kullanarak kelime yerlesimleri olusturmak i¢in kullanilan
bir aractir. Bu modeller, egitimli s1g, iki katmanl sinir aglar1 kullanarak sozciiklerin
dilsel baglamlarini yeniden yapilandirmayi dnermektedirler. Biiyiikk bir metin veri
kiimesi, word2vec tarafindan girdi olarak degerlendirilmekte ve veri kiimesindeki her
benzersiz sozciikle bir vektor uzayr olusturulmaktadir. Kelime vektorleri, vektor
uzaymda veri kiimesindeki ortak icerikleri paylasan sozciiklerin vektdr uzayinda
birbirine yakin olarak konumlandirilmasiyla olugmaktadir. Yani, word2vec,
sozciikleri vektorler olarak modellemeye izin veren en yaygin kullanilan

yaklagimlardan biridir.

Girdi Katmam Gizli Katman Cikti1 Katmam
w(t-2)
% e
e T \
\ w(t+1)
w(ft+2)

Sekil 2.1. Kelime gdmiilmelerini elde etmek i¢in kullanilan stirekli atlama grami
modeli
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Word2vec, kelimelerin dagitilmis bir temsilini gerceklestirmek icin iki modelli
mimariye, yani siirekli kelime torbalamaya (CBOW) ve siirekli atlama gramina (Skip
Gram) dayanmaktadir. CBOW modeli, kelime-anlam yaklasimi gibi baglam sirasini
gormezden gelerek, kelimeyi g¢evreleyen baglam sozciikleri verilen bir kelimeyi
tahmin eder. Ote yandan, siirekli atlama-gram modeli, verilen kelimeden o kelimeyi
cevreleyen kelimeleri tahmin etmeyi amaclamaktadir. Word2vec modeli, hiyerarsik
softmax veya negatif Ornekleme ile egitilmistir. Negatif Ornekleme teknigi,
orneklenmis negatif orneklerin log-olabilirligini en aza indirerek maksimizasyon
problemini tahmin ederken, hesaplamayi azaltmak i¢in bir Huffman agacin1 kullanan
hiyerarsik softmax yontemi, bir modelin maksimize etmeyi amagladig1 kosullu log-
olabilirlige yaklasir. Negatif ornekleme, frekansi fazla olan sézciikler icin diisiik
boyutlu vektorler ile daha 1yi sonuglar sunarken hiyerarsik softmax, gecme siklig1 az
olan kelimeler i¢in dikkate deger sonuglar vermektedir. Egitim yiizdesi arttiginda
hiyerarsik softmax yonteminin yararli olmadigini bildirmek 6nemlidir. Bu ¢alismada,
CBOW modeline kiyasla, nadir kelimeler i¢in kayda deger performansindan dolay1

Sekil 2.1’ de sematize edilen siirekli atlama modeline odaklanildi.
2.2. Genisletilmis Ozellik Uzay1

Yukarida belirtilen tekniklerle en anlamli 6zellikler ve kelime gomiilmeleri semantik
olarak elde edildikten sonra, 6zellik uzayini bu yontemlerle zenginlestirildi. Sonugta
olarak, temelde alt1 tip ve bunun tiirevleri olan genisletilmis 6zellik uzaylar1 elde
edildi. Bunlarm ilk dort tanesi geleneksel 6zellik se¢im teknikleriyle olusturuldu. Tlk
genisletilmis Ozellik uzayi, orijinal ozelliklerin ve rastgele secilen ozelliklerin
birlesiminden (orijinal+RND), ikinci genisletilmis 6zellik uzayir orijinal ve bilgi
kazanim teknigiyle (orijinal + IG) toplanan 6zelliklerin kombinasyonundan, ti¢lincii
genisletilmis 6zellik uzayr ki-kare yontemiyle elde edilen o6zelliklerin orijinal
ozelliklerle birlestirilmesinden (orijinal + CHI), dordiincii genisletilmis 6zellik uzay1
orijinal ve kazanim oran1 yontemiyle segilen Ozelliklerin kombinasyonundan
(original + GR), besinci genisletilmis 6zellik uzay1 ise orijinal 6zelliklerin karinca
kolonisi optimizasyonu metodu ile elde edilen 6zelliklerin birlesiminden (orijinal +
ACO) olustu. Sonuncusu ise, kelime gomiilmeleri ve orijinal 6zelliklerin (orijinal +
WE) birlestirilmesi yoluyla olusturuldu. Uzay genisletme parametresi {stiin

performansindan 6tiirii d/2 olarak ayarlandi. Yani, veri kiimesi d sayida 6zellige sahip
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ise Ozellik secim/¢ikarim yontemleriyle elde edilen d/2 sayida 6zellik, orijinal 6zellik
uzaymna ilave edildi. Bu durumda, ozelliklerin ilk kismi orijinal ozelliklerden
olusurken kalan kismi ise ayr1 ayr1 olmak {izere rastgele, IG tabanli, CHI tabanli, GR
tabanli, ACO tabanli, veya derin 6grenmeye dayali genisletilmis 6zellik uzay1 icin
sirastyla rastgele, IG, CHI, GR, ACO veya WE ile secilen 6zelliklerden olustu. Tez
kapsaminda Onerilen yaklasimimiz, Sekil 2.2° de sematize edilip Sekil 2.3° te
ayrintili olarak aciklandi.
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Sekil 2.2. Onerilen yontemlerle genisletilmis uzay ormanlart siireci

Calismamizda, zenginlestirilmis 06zellik uzayr olusturulduktan sonra, oOnerilen
topluluk sistemi i¢in temel smiflandiriciyr segmek ilizere cok merkezli saf Bayes
(MNB), c¢ok degiskenli saf Bayes (MVNB), destek vektor makinesi (SVM) ve
rastgele orman gibi geleneksel makine 6grenme algoritmalar1 uygulandi. Bir sonraki
adimda, ¢esitliligi korumak ve sistemin nihai kararini1 almak icin topluluk stratejisi

yuritildi.
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Verilen: E= {Xp, Yp} p=1.n = [X Y]. Burada X, egitim kiimesi dahil bir N*d
boyutlu matrisi, Y sinif etiketlerini i¢eren bir N boyutlu siitun vektoriinii, d 6zellik
sayisini, N egitim 6rneklerinin sayisini, T temel 6grenicilerin sayisini, BL;i temel
ogreniciyi, EA topluluk algoritmasini, Ejise BL; i¢in genisletilmis egitim kiimesini
simgelemektedir.

Baslangi¢: Topluluk boyutunu T, temel Ogrenici modeli BL;i ve topluluk
algoritmasin1 EA olarak se¢ilmektedir.

Egitim:
i=1"den T’ ye kadar

1. Ozellik secme tekniklerini (RND, IG, CHI, GR, ACO) veya kelime
gomiilmelerini (WE) kullanarak yeni 6zellikler (EXi) olusturulur.

d/2 sayida RND ile rastgele 6zellikler iiretilir ve Ri’ de saklanir veya
d/2 sayida IG ile 6nemli 6zellikler iiretilir ve Ii’ de saklanir veya

d/2 sayida CHI ile 6nemli 6zellikler iiretilir ve Ci’ de saklanir veya
d/2 sayida GR ile 6nemli 6zellikler tiretilir ve Gi’ de saklanir veya
d/2 sayida ACO ile 6nemli 6zellikler iiretilir ve A1’ de saklanir veya
d/2 sayida WE ile 6nemli 6zellikler olusturun ve Wi’ de saklanir.

=1

z=1’den d’ ye 2. maddeye kadar

Xi(2)" ve Ri(z) " veya Ii(z) " veya Ci(z) " veya Gi(z) " veya Ai(z) " veya Wi(z)
™ “nin 6zelliklerine fark operatorii uygulanarak X matrisinin j. yeni 6zelligi
olusturulur.

=i+l

i¢ dongli sonu

2. X matrisini (orijinal 6zellikler) sirasiyla Rj, li, Ci, Gi, Ai ve Wi (yeni o6zellikler)
ile ayr1 ayr birlestirerek sirasiyla Ei= [X RiY], Ei= [X IiY], Ei= [X CiY], Ei=
[X GiY], Ei= [X AiY] ve Ei= [X WiY] yeni egitim kiimesi (Ei) olusturulur.

3. EA'ya gore temel 6grenici BLi' yi E;j ile egitilir.

dis dongii sonu

Test:

1=1"den T ye kadar

1. Test 6rneginin 6zellik uzay genisletilir.

2. Genigsletilmis test 6rnegi BLi ile siniflandirilir.

dongii sonu

Temel Ogrenicilerin kararlari, secilen topluluk algoritmast EA' nin c¢ogunluk
oylamasi kuraliyla birlestirilir.

Sekil 2.3. Genisletilmis uzay algoritmasi
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2.3. Topluluk Stratejileri

Topluluk 6grenmesinde ¢esitlilik, dgrenme algoritmalarinin farkli belirlenmesiyle
saglanabilirken topluluk algoritmasinin ayni belirlendigi durumlarda ise veri
kiimesinin farkli versiyonlarim1 kullanarak saglanmaktadir. Bu boliimde, bu amag

dogrultusunda veri ¢esitliligi saglayan farkli yontemler ele alinmaktadir.
2.3.1. Torbalama yontemi

Torbalama en popiiler ve en eski topluluk tabanl algoritmalardan bir tanesidir. Farkli
egitim veri alt kiimelerinin tim egitim veri kiimesinin degistirilmesiyle rastgele
cizildigi yeniden Ornekleme yoluyla cesitlilik elde edilmektedir. Her bir veri alt
kiimesi, topluluk Ogrenicileri grubunda farkli bir 6grenici yetistirmek igin
kullanilmaktadir. Bireysel 6grenicilerin kararlarin1 cogunluk oylamasiyla birlestirip

nihai bir karara varilmaktadir.
2.3.2. Artirma yontemi

Artirma algoritmasi, yakin zamanlardaki makine Ogrenimindeki en Onemli
ilerlemelerden biri olarak kabul edilmektedir. Buradaki ana fikir, her bir 6rnegin bir
agirhikla iligkilendirildigi bir veri alt kiimesini kullanan bir grup &grenici
olusturmaktir. Zayif 6greniciler egitim verilerinin lizerine ¢esitli dagilimlarda tekrar
tekrar calisir. Baslangigta tiim Orneklerin esit agirligt bulunmaktadir. Her bir
yinelemede, oOnceki siiflandiricilarin  egitim hatalarina  bagl olarak, yanlis
smiflandirilmig 6rneklerin agirliklart gilincellenir. Her bir siniflandirici, egitim veri
kiimesinin giincellenmis bir dagitimindan aliman Orneklerin bir alt kiimesini
kullanmaktadir. Her adimda, 6nceki siniflandiricilar tarafindan yanlis tahmin edilen
ornekler, dogru olarak tahmin edilen 6rneklerden daha sik secilmektedir. Son karar,
bireysel siniflandirict tarafindan tahmin edilen siiflarin agirlikli cogunluk oyu ile
elde edilmektedir. AdaBoost, AdaBoost.M1, AdaBoost.M2, AdaBoost.R, Arcing ve
Real Adaboost [4, 6-8] gibi artirma algoritmasinin bir¢ok ¢esidi bulunmaktadir.
Deneylerimizde AdaBoost.M1 algoritmasi kullanildi.
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2.3.3. Rastgele altuzay yontemi

Rastgele altuzay (RS) toplulugu torbalama islemine benzemektedir ancak tiim
orneklerin yerine veri kiimesinden rastgele bir ozellik kiimesi se¢mektedir. D
ozellikleri (boyutlar) olan bir veri kiimesi verildiginde, RS rastgele d’ 6zelliklerini
d’<d olmak kosuluyla seger. Orijinal veri kiimesindeki 6zelliklerin biiyiik bir kismini
kapsayacak sekilde S farkli 6zellik alt kiimelerini almak i¢in S kez tekrarlanir. Daha
sonra S temel siiflandiricilar S 6zellik alt kiimeleri ile egitilir. Son karar, S temel
siiflandiricilarinin kararlarini bir oylama semasiyla birlestirerek elde edilir. Bazi
calismalarda [14, 58] ozelliklerin sayist egitim nesnelerinin sayisindan ¢ok daha

biiyiik oldugunda RS' nin iyi performans gostermesinin beklendigi belirtilmis.
2.3.4. Rastgele orman yontemi

Breiman [30] tarafindan tanitilan rastgele ormanlar, karar agaci siniflandiricilarinin
bir koleksiyonu oldugu belirtilmis. Rastgele ormanlar igin her bir temel
siiflandiricinin bir karar agaci oldugu torbalamanin 6zel bir uygulamasi seklinde
tanimlanabilir. Torbalama, her bir karar agaci i¢in egitim alt kiimelerini se¢mek i¢in
kullanilmaktadir. Rastgele ormanlarda kullanilan bolme kriteri, her bir diiglimiin
diger tim oOzellikler arasinda en iy1 Ozellik tarafindan ayrildigi standart karar
agaclarindan farklidir. Rastgele ormanlarda, Once rastgele bir Ozellik kiimesi
secilerek en iy1 boliinmeye, 6zelliklerin rastgele alt kiimesiyle karar verilmektedir.
Bu strateji iyi ¢aligsmakla beraber torbalamaya ek olarak algoritmaya ekstra rastsallik
da saglar. Rastgele ormanlar, hem 6rnek hem de 6zellik uzaylarinda uygulanan

rastlantisallik nedeniyle ezberleme siirecine dayaniklidir.
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3. DENEY KURULUMU

Tez kapsaminda gerceklestirilen deneylerde, genisletilmis uzay ormanlarinin
topluluk stratejileriyle olan basarisin1 6lgmek icin sayisal ve metin igerikli olmak
tizere iki farkli tiirde veri kiimeleri kullanildi. Sayisal veri kiimeleri, UCI makine
O0grenmesi deposundan elde edilen farkli boyut ve ozellikteki 36 veri kiimesinden
olusmaktadir. Metin icerikli veri kiimeleri ise dort tanesi Ingilizce ve dort tanesi de
Tiirkce olmak {izere haber sitelerinden yayinlanan haberleri ve sosyal medyada yer
alan bes farkl1 veri kiimesine ait tweetleri icermektedir. On islem yapilmadiginda veri
kiimelerinin karakteristik Ozellikleri Tablo 3.1, Tablo 3.2 ve Tablo 3.3’ de
gosterilmistir. Tablo 3.1° de F 6zellik sayisini, C smif sayisini, S ise 6rnek sayisini

gosterir.

Metin igerikli ingilizce veri kiimelerinden olan 20News-18828, 20News-19997, ve
Mininews, 20 haber grubu olarak adlandirilan veri kiimesinin {i¢ versiyonudur.
20News-19997, 20 haber grubu veri kiimesinin orijinal versiyonu iken 20News-
18828, ayni gonderileri tekrarlamadigindan orijinale gore daha az dokiiman
icermektedir. Ayrica her gonderinin igerisinde yer alan génderinin kimden geldigini
belirten “Kimden” ve gonderinin konusunun yer aldigi “Konu” bagliklar1 veri
kiimesinin igeriginden kaldirilmigti. 20 haber grubunun son versiyonu olan
Mininews ise orijinal veri kiimesinin kii¢iik bir alt kiimesi olup sinif basmna 100
dokiimandan olusan bir veri kiimesidir. Bu veri kiimelerinin ii¢ versiyonu da yirmi
farkli kategoriye sahiptir. Ingilizce veri kiimesi olarak bu veri kiimelerini kullanan
bircok ¢alisma [59-67] bulunmaktadir. Kullanilan son Ingilizce veri kiimesi olan
WebKB4, farkli iiniversitelerin bilgisayar bilimleri bdliimlerinden toplanan web
sayfalarini icermektedir. Ogrenci, fakiilte, personel, kurs, proje, boliim ve diger yedi
kategoriye daha sahiptir. Fakat, baz1 caligmalarda [59-60, 68] kullanilan WebKB veri
kiimesinin dort sinifli stiriimii kullanildigindan bu ¢alismada da dort sinifli versiyonu
tizerinde deneyler gerceklestirildi. Bu sebeple, veri kiimesi WebKB4 olarak
adlandirildu.
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Tablo 3.1. Sayisal veri kiimelerin karakteristik 6zellikleri

Veri Kiimesi No Veri Kiimesi |F| IC| |9

1 Abalone 10 19 4153
2 Anneal 62 4 890
3 audiology 69 5 169
4 Autos 71 5 202
5 balance-scale 4 3 625
6 breast-cancer 38 2 286
7 breast-w 9 2 699
8 col10 7 10 2019
9 Colic 60 2 368
10 credit-a 42 2 690
11 credit-g 59 2 1000
12 d159 32 2 7182
13 Diabetes 8 2 768
14 Glass 9 5 205
15 heart-statlog 13 2 270
16 hepatisis 19 2 155
17 Hypothyroid 31 3 3770
18 lonosphere 33 2 351
19 iris 4 3 150
20 kr-vs-kp 39 2 3196
21 labor 26 2 57
22 letter 16 26 20000
23 lymph 37 2 142
24 mushroom 112 2 8124
25 primary-tumor 23 11 302
26 ringnorm 20 2 7400
27 segment 18 7 2310
28 sick 31 2 3772
29 sonar 60 2 208
30 soybean 83 18 675
31 splice 287 3 3190
32 vehicle 18 4 846
33 vote 16 2 435
34 vowel 11 11 990
35 waveform 40 3 5000
36 Z00 16 4 84

Tablo 3.2° de yer alan diger dort metin icerikli veri kiimesi ise Tiirk¢e’ dir. Milliyet
veri kiimesi, Milliyet gazetesinin 2002-2011 yillar1 arasindaki haberleri icermektedir.
Bu veri kiimesinin kategorileri kafe, diinya, ege, ekonomi, giincel, siyaset, spor,
Tiirkiye, yasam olmak iizere dokuz tanedir ve her bir kategoride 1000 dokiiman
bulunmaktadir. Hiirriyet veri kiimesi, Hiirriyet gazetesinde 2010' dan 2011' e kadar
olan haberleri icermektedir. Bu veri kiimesindeki kategoriler diinya, ekonomi,

giincel, spor, siyaset, yasam olmak tlizere 6 tanedir ve her bir kategoride 1000
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dokiiman bulunmaktadir. 1150haber veri kiimesi ise yapilan bir ¢aligmadan [69] elde
edilmistir. Bes smifi olan (ekonomi, dergi, saglik, siyaset, spor) 1150haber veri
kiimesinin her kategorisi i¢in 230 dokiiman bulunmaktadir. Son Tiirk¢e veri kiimesi
Aahaber [70], Tiirkiye Ulusal Haber Ajansi olan Anadolu Ajansi tarafindan
yayinlanan gazete makalelerinden olusan bir veri kiimesidir. Bu veri kiimesinde sekiz
kategori ve her kategoriye ait 2500 dokiiman bulunmaktadir. Kategoriler Tiirkiye,
diinya, politika, ekonomi, spor, egitim bilimi, kiiltiir sanati ve ¢evre sagligidir.
Milliyet ve 1150haber kdse yazarlarinin yazilarini icermektedir, bu yiizden diger veri
kiimelerindeki haber metinlerine gore daha uzun ve resmidir. Ote yandan Hurriyet
veri kiimesi haber makalelerini icermektedir. Bu sebeple, daha diizensiz ve diger veri
kiimelerinin dokiimanlarindan ¢ok daha kisadirlar. On islem yapilmadiginda, veri
kiimelerinin agiklamalar1 Tablo 3.2' de siniflarin sayisi (|C|), dokiiman sayis1 (|D]) ve
kelime biiytikligi (|V]) dahil olmak {izere verilmektedir. Bu veri kiimeleri i¢in sadece

dokiiman siklig1 ticten az olan, sik olmayan kelimeleri filtrelendi.

Tablo 3.2. Ingilizce ve Tiirkge haber metinlerinin karakteristik dzellikleri

Veri Kiimesi |C| ID| V|
20News-18828 20 18828 50570
20News-19997 20 199997 43553

Mininews 20 2000 13943
WebKB4 4 4199 16116
1150Haber 5 1150 11040
Milliyet 9 9000 63371
Hurriyet 6 6000 18280
Aahaber 8 20000 14395

Kelimeyi koklerine ayiran algoritmalar veya sik kullanilan kelimeler listesiyle ortaya
cikabilecek sapmalar1 6nlemek adina veri kiimelerini herhangi bir 6n islemeye tabi
tutulmadi. Tablo 3.3’ deki ilk iki veri kiimesi, ¢ok bilinen bir ¢alismada [71]
kullanilan yontemlerle elde edildi. Son ii¢ veri kiimesi ise halka acik olup Twitter'
dan 2014 yilinda toplanan Ingilizce metinlerden olusmaktadir. Veri kiimelerinin simif
dagilimi1 ve ana temas1 Tablo 3.3' te 6zetlenmektedir. Deneyler, egitim kiimelerinin
seviyelerini degistirerek ve bir egitim verisi olarak %5, %10, %30, %50, %80, %90
oranlarin1  kullanarak gerceklestirildi. Dogruluk yiizdesi seviyeleri, karisiklig
onlemek adina “ts” eki ile kisaltildi. Algoritmalar, her bir egitim kiimesi seviyesinde,

rastgele 10 bolimiin boliimlenmesiyle baslatildi ve bu asamada katmanli 6rnekleme
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kullanildi. Istatistiksel anlamlilik testleri de birgok yerde kullanilirken dgrenci t-
testinin degerlendirilmesinde farkli tekniklerin dogruluk sonuglarinin yakinlig
gozlendi. Anlamlilik diizeyi 0,05 olarak ayarlandi ve olasilik ile 6grenci t-testi' nin
daha diisiik olmasi durumunda fark, istatistiksel olarak anlamli bulundu. Temel
Ogrenicilerin sayist [10, 16] 'de belirtilen {istiin performansindan otiirii 100" e
ayarlandi. Deneylerimizde temel Ogrenici sayisin1 10 ile 150 arasinda degistirirek
sistemin performansim1 gézlemledigimizde de temel Ogrenici sayisint 100’ e
sabitlenmesine karar verildi. Temel Ogrenicilerin kararlarin1 birlestirmek igin
homojen topluluk Ogrenmesi yapilan deneylerde tim topluluklar i¢in g¢ogunluk
oylamas: kullanilirken heterojen topluluk 6grenmesi yapilan deneylerde ¢ogunluk

oylamasina ek olarak istifleme yontemi de kullanildi.

Tablo 3.3. Twitter veri kiimelerinin karakteristik ozellikleri

Veri Kiimesi Pozitif Negatif Toplam Ana Tema
Sts-Gold 632 1402 2034 Genel
Sts-Test 181 177 358 Genel
Iphone6 371 161 532 Akilli Telefon
Archeage 724 994 1718 Oyun

Hobbit 354 168 522 Film

Ayrica, ACO 6zellik se¢im siireci igin bazi parametreleri belirtmek i¢in énemlidir. ik
olarak, karinca sayisi, her veri kiimesi i¢in 6zelliklerin sayisina esitlendi. Bu nedenle
karmca sayist veri kiimesine gore degisiklik gosterdi. ACO algoritmasinin belli
sayida gerceklesmesi gerektiginden temel 6grenicilerin sayist ile ayni olarak 100’ e
ayarlandi. Algoritma 100 kez uygulandiktan sonra feromon yogunlugu giincellendi
ve yeni bir karinca kiimesi olusturuldu ve islem bir kez daha yinelendi. Her bir
ozelligin ilk feromon yogunlugu ilk basta 1'e ayarlandi. Iki &nemli bilgi olan yerel ve
kiiresel bilgiler, karincalarin gezinimi ile ilgili olarak o=1 ve p=0,1 seklinde
belirlendi. Feromon izi buharlagma katsayisi, feromon yollarini giincelleyen ve 0 ile

1 arasinda bulunan bir parametre olup deneylerde 0,2 degeriyle kullanildu.

Topluluklarin performansint degerlendirmek ve onerilen yontemlerle gelistirilen
sistemin performansini 6lgmek amaciyla ¢esitli basar1 dinamikleri kullanildi. Bu
basar1 dinamikleri topluluk dogrulugu (EA), temel 6grenicilerin bireysel dogrulugu
(IA), temel G6grenicilerin kappa degeri (KP), F-6l¢iimii, egri altindaki alan (AUC)

seklinde siralanabilir. Kappa, bir ¢ift yonlii ¢esitlilik dl¢timiidiir ve iki siniflandirict
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ciktist  arasindaki anlasma  diizeyini olger [72]. Bizim c¢alisgmamizda,
siiflandiricilardan biri, bir temel 6grenici olarak istihdam edildi. Digeri ise temel
Ogrenici olarak kullanilan smiflandirict disindaki tiim temel 6grenicilerin oy ¢oklugu
kararin1 verdi. Toplulugun KP degeri, her bir temel Ogrenicinin ortalama kappa
degerine isaret edildi. Bu arada, KP degeri bir grubun ¢esitliligi ile dolayli olarak
orantilidir. Daha diisiik KP degerleri, Kappa 6l¢iimii ile degerlendirilen siniflandiric

ciktilart arasindaki anlagma diizeyinden otlirii daha yiiksek cesitlilik gosterir.

Tiim bunlara ek olarak kelime gomiilmelerinde Gensim tema modelindeki
word2vec'in Python versiyonu kullanildi. Deneylerimizde, bu modelin hiyerarsik
softmax yontemiyle egittigi siirekli atlama modeli kullanildi. Bu modelde, kelimeleri
gostermek icin 200 boyutlu bir vektér uzayr ve egitim penceresi de 5 olarak

ayarlandi.
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4. DENEY SONUCLARI

Deney sonuglari, sayisal ve metin igerikli veriler lizerinden olmak iizere ayr1 ayri

elde edildi.
4.1. Sayisal Veriler Kullanilarak Elde Edilen Sonuclar

Oncelikle sayisal veriler iizerinde rastgele ozelliklerle, IG, CHI, ve ACO
yontemleriyle elde edilen oOzelliklerle oOzellik uzaymi genisletip topluluk
yontemlerinin performanslarma yogunlagildi. Ilk asamada, ézellik uzaymi IG ve CHI
ile genisletildi. Orijinal versiyonlar ve gelistirilmis uzay ormanlari, topluluklarin
dogrulugu (EA), temel 6grenicilerin bireysel dogrulugu (IA) ve temel 6grenicilerin
(KP) kappa degeri agisindan karsilastirildi. Kisaltmalar asagidaki gibi kullanildi: BG:
Torbalama, RS: Rastgele Alt Uzay, RF: Rastgele Orman, Xo: X topluluk algoritmasi
icin veri kiimesinin orijinal 6zellik uzayi, Xic: X topluluk algoritmasi igin bilgi
kazanimli gelistirilmis uzay ormanlari, Xchi: X topluluk algoritmasi icin ki-kare

tabanl gelistirilmis uzay ormanlari, Ts: Egitim kiimesi yiizdesi.

Ortalama topluluk dogrulugu, 36 veri kiimesindeki egitim kiimesi yiizdeleri
cinsinden analiz edildi. Tiim egitim kiimesi yiizdeleri i¢cin genel perspektiften
bakildiginda, topluluk algoritmalarinin gelistirilmis siirlimlerinin orijinal versiyona
kiyasla iistiin siniflandirma performansina sahip oldugu goézlendi. Ayrica, IG tabanl
gelistirilmis uzay ormanlar1 genel olarak 36 veri kiimesinin hem orijinal versiyonunu
hem de CHI tabanl gelistirilmis uzay ormanlarimi performans agisindan geride
birakti. Ts80' deki topluluk dogruluklarini karsilastirdigimizda, performans sirasi
RFic>RSic>RFcHi> RSchi>BGi6>BGcHi>RFo>RS0o>BGo olarak elde edildi. Ts5 ve
ts50 harig, en iyi smiflandirma performans: tiim egitim kiimesi boyutlarinda RFc
tarafindan gerceklestirildi. Bu nedenle, IG tabanli gelismis uzay ormanlarinin
genellikle 36 veri kiimesi i¢in 6nemli Ol¢lide siniflandirma performansina katkida
bulundugu sonucuna varildi. Ts10' dan ts80' e kadar, orijinal topluluk
algoritmalarinin basar1 su sekilde siralandi: RF>RS>BG. Daha kiigiik egitim kiimesi

boyutlarinda, orijinal topluluk algoritmalarinin performans sirasi farkli oldu ancak
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dogruluk sonuglarinin yakinlig1 nedeniyle istatistiksel olarak anlamli oldugunu iddia
etmek igin yeterli olmadigi sonucuna varildi. Ayrica, RFic' nin ts50 ve ts5 seviyeleri
disindaki tiim egitim kiimesi ylizdelerinde digerlerinden daha iyi performans
gosterdigi de gozlendi. Ts50 ve ts5 i¢in, RSic diger yontemlere gore %2 daha iyi
performans sergiledi. Rastgele alt uzaymn bir topluluk algoritmasi olarak ve bir
ozellik uzay: gelistirme teknigi olarak bilgi kazaniminin kullanilmasi, bahsettigimiz
egitim kiimesi seviyelerinde en yiiksek dogruluk sonuglarina ulagsmaktadir. Tablo 4.1’
in sonunda ortalama dogruluk sonuglar1 verildi. Torbalama algoritmasi igin IG
tabanli gelismis uzay ormanlari, digerlerine kiyasla ts80' de %87,4 dogruluk oraniyla
en iyi smiflandirma basarisina sahip oldu. Torbalama algoritmasimin orijinal ve
gelistirilmis siiriimlerini karsilastirildiginda, performans sirasi su sekilde gozlendi:
BGic> BGcri> BGo. Benzer sekilde, IG tabanli gelismis uzay ormanlari, sirasiyla
%88,0 ve %88,2 dogruluk sonuglari ile rastgele alt uzay ve rastgele orman
algoritmalar1 icin digerlerinden daha iyi performans gosterdi. Torbalama algoritmasi
gibi, rastgele alt uzay ve rastgele orman algoritmalarinin orijinal ve gelistirilmis
stirimlerinin performans sirasinda da ayni sonuglar elde edildi. Bu nedenle, 1G
tabanli gelistirilmis uzay ormanlari, ortalama dogruluk sonuglar1 degerlendirildiginde
her bir topluluk algoritmasi i¢in siniflandirma performansini iyilestiren en iyi teknik

oldu.

Orijinal 6zellik uzay1 igin rastgele orman, %87,0 simiflandirma basarisi ile en iyi
topluluk algoritmasi oldu ve bunu sirasiyla %86,9 ile rastgele altuzay ve %~86,2
dogrulukla torbalama yontemi izledi. IG tabanhi gelismis uzay ormanlari igin
siniflandirma performanslari, orijinale benzer bir sekilde siralandi: RF> RS> BG ve
simiflandirma performansi, bu sonuglar giincel literatiir ¢alismalarin sonuglariyla
tutarlilik gosterdi [10]. Bu siralama ayni zamanda CHI tabanli gelistirilmis uzay
ormanlart i¢in de gegerli olup smiflandirma dogruluklar1 %87,8 (RF), %87,6 (RS),
%87,2 (BG) olarak sonuglandi. Rastgele orman ve rastgele alt uzay algoritmalarinin
smiflandirma  sonuglarinin ~ birbirine  yakin  oldugu ancak Tablo 4.1
degerlendirildiginde rastgele orman algoritmasimin genellikle digerlerine gore daha

iyi performans gosterdigi gozlemlendi. Dolayisiyla, bir o6zellik uzayr gelistirme

32



teknigi olarak bilgi kazaniminin kullanilmasinin ideal oldugu sonucuna varildi.
Yukarida bahsettigimiz gibi, orijinal ve gelistirilmis uzay ormanlarinin tiim
siirimlerini karsilastirildiginda smiflandirma basar1 siras1 su sekilde gozlendi:
RFic>RSic> RFcHi> RScHi> BGic> BGcHi>RFo>RSo>BGo. Deneysel sonuglari, 1G
temelli gelistirilmis Ozellik uzaylarinin ve topluluk algoritmasi olarak da rastgele
ormanlarin kombinasyonunun istiin siniflandirma performansma sahip oldugunu

gosterdi.

Daha kiiciik egitim kiimesi ylizdesi seviyelerinden farkli olarak, IG tabanli rastgele
orman algoritmasi ts10' dan ts80' e kadarki aralikta maksimum degerlere ulasti. IG
tabanli rastgele orman algoritmas: ve digerleri arasindaki dogruluk farki 6zellikle
ts30 ve tsl0'da %3' e kadar gbzlemlendi. Rastgele alt uzay algoritmasinin tiim
siirimleri ikinci en iyi siniflandirma performansina sahip oldu. Egitim kiimesi
yiizdeleri arttikga, tlim gelistirilmis uzay ormanlarinin basarist da artt1 ve bunun tersi
durum da gegerli oldu. Tiim topluluk algoritmalarinin orijinal versiyonlari, yliksek
egitim kiimesi ylizdelerinde bile en diisiikk siniflandirma dogruluguna ulasti. Bu
egitim kiimesi seviyelerinde, topluluk algoritmalarmin orijinal versiyonlarinin
seciminin, siniflandirma problemleri i¢in i1yi bir tercih olmayacagi kanisina varildi.
Bunun yaninda, performans artislar1 ile 6zellik sayis1 ve veri kiimelerinin siniflar
arasinda acik bir iligki olmadig1 gozlenmektedir. Bu durum, o6zellikle diisiik
siniflandirma performansina sahip olan abalone veri kiimesinde goézlenmektedir. Bu
veri kiimesinin drnek sayisina yakin 6renk sayisi olan veri kiimelerinde ¢ok daha iyi
siniflandirma performanst elde edilmektedir. Dolayisiyla, genisletilmis alan
ormanlarinin, veri kiimesi 6zelliklerinden bagimsiz olarak daha iyi bir performansa

sahiptir.
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Tablo 4.1. Topluluk algoritmalarinin gelistirilmis ve orijinal versiyonlariin ts80' de
siniflandirilmasi

Veri
Kiimesi BGy BGic BGci RSo RS RScvi RFo RFig  RFch
Numarasi

27,3 29,1 285 272 281 275 281 284 283
99,1 99,8 995 992 993 988 99,6 99,7 995
89,3 915 893 874 921 902 87,2 889 872
73,1 759 752 726 741 738 721 758 7572
86,1 98,2 96,4 870 945 921 881 993 976
734 74,6 741 753 753 753 754 741 735
97,3 98,1 975 978 97,7 97,7 978 978 97,8
81,6 819 80,8 81,7 816 815 817 81,7 817
853 86,7 86,4 859 881 875 842 873 86,7
10 88,1 89,1 888 89,2 892 887 886 884 879
11 77,9 792 788 776 792 786 781 795 787
12 99,1 99,8 99,7 990 996 993 999 992 995
13 76,9 77,3 766 762 774 765 77,1 784 779
14 74,1 758 754 751 779 772 743 735 730
15 82,2 827 822 836 834 830 842 836 830
16 82,9 864 857 857 879 875 860 872 869
17 99,6 99,7 996 97,7 999 999 99,7 998 998
18 939 954 949 949 958 951 940 957 952
19 97,1 97,0 968 95 976 973 969 964 96,8
20 99,1 99,3 99,2 984 995 990 988 993 9972
21 90,7 90,4 89,0 939 932 92,7 922 96,7 96,2
22 93,7 978 97,0 960 972 9,9 961 974 96,8
23 85,7 874 871 868 868 867 862 883 879
24 98,7 99,0 985 99,2 990 98,7 99,7 993 991
25 51,3 51,0 506 51,8 519 514 51,7 538 533
26 95,7 97,2 9,4 978 978 97,7 964 975 970
27 97,3 97,0 976 976 980 981 982 978 983
28 99,1 89,7 990 983 995 992 98,7 981 988
29 794 79,5 791 808 823 819 81,7 829 825
30 932 927 922 935 931 932 925 936 934
31 96,0 96,5 9,2 971 969 9,7 965 978 974
32 76,0 80,6 802 764 798 792 773 808 801
33 97,1 98,0 984 973 982 981 978 985 984
34 834 87,7 87,1 881 899 910 885 904 902
35 86,1 87,8 876 875 887 883 882 889 886
36 965 97,5 97,1 99,1 990 990 99,7 99,3 9972
ortalama 86,2 874 872 869 880 876 870 882 878

O©Coo~NoolThWwWwN -
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Tablo 4.2 yorumlandiginda elde edilen sonuglar su sekilde 6zetlenebilir: BGig, 36
veri kiimesinden 31’ inde BGo' dan daha yiiksek dogruluga sahip olup 31 sonugtan
13’ iinde anlaml bir kazanim elde etti. RS;c, 36 veri kiimesinden 28’ nde BGcni' den
daha yiiksek dogruluga sahip olup 28 sonuctan 8’ inde anlamli bir kazanim elde etti.
RFo, 36 veri kiimesinden 23’ {inde RSo' dan daha yiiksek dogruluga sahip olup 23
sonuctan 4’tinde anlamli bir kazanim elde etti. RFcni, 36 veri kiimesinden 24’ {inde
RScHI' dan daha yiiksek dogruluga sahip olup 24 sonugtan 6’ sinda anlamli bir

kazanim elde etti.

Tablo 4.2. Algoritma ¢iftleri arasindaki karsilastirma: “kazanim (anlamli
kazanim)/kayip (anlaml kayip)” satir ve siitunlar

Yontem| BGic BGcHi BGo RSic RSchi RSo RFic RFcHi RFo

BGe | 010 |33(6)/3(0) [31(13)/5(2)| 11(3)/25(8) [18(5)/18(4)| 22(7)/14(3) | 12(2)/24(6) [19(3)/17(6)| 24(5)/12(4)
BGeri | 300)/33(6) |  0/0 | 27(7)/9(1) | 8(2)/28(8) [13(1)/23(5)| 19(3)/17(3) | 7(1)/29(9) [L3(2)/23(7)| 15(5)/21(3)
BGo |52)/31(13)| 9(1)/27(7)|  0/0 | 2(0)/34(16) [5(0)/31(13)| 9(1)/27(8) | 4(0)/32(18) [B(1)/30(14)| 7(1)/29(10)
RSic 125(8)/11(3)| 28(8)/8(2) [34(16)/2(0)]  0/0 | 32(3)/4(0) [26(10)/10(0)| 14(2)/22(4) |17(5)/19(3)[26(10)/10(0)
RSchi |18(4)/18(5)[23(5)/13(1)[31(13)/5(0)| 4(0)/32(3) |  0/0 | 21(6)/15(2) | 13(2)/23(6) [12(3)/24(6)| 24(8)/12(0)
RS0 114(3)122(7)17(3)/19(3)| 27(8)/9(1) [10(0)/26(10)[15(2)/21(6)]  0/0 | 8(2)/28(17) | 9(3)/27(8) | 13(2)/23(4)
RFic 1h4(6)/12(2)| 29(9)/7(1) [32(18)/4(0)| 22(4)/14(2) [23(6)/13(2)| 28(17)/8(2) | 0/0 | 31(5)/5(0) [24(11)/12(1)
RFcHi 117(6)/19(3)[23(7)/13(2)[30(14)/6(1)| 19(3)/17(5) [24(6)/12(3)| 27(8)/9(3) | 5(0)/31(5) | 0/0 | 25(9)/11(2)
RFo [12(4)/24(5)[21(3)/15(5)[29(10)/7(1){10(0)/26(10)[12(0)/24(8)| 23(4)/13(2) [12(1)/24(11)[11(2)/25(9)  0/0

Tablo 4.3' te, gelistirilmis uzay ormanlari, orijinallerine kiyasla iistiin performans
sergiledi. Kazanim/kayip numarasi sirasi, daha dnce bahsedilen topluluk hassasiyeti
(EA) sonuglart ile uyumlu ¢ikti: RFic> RS> RFcHi> RSchi> BGic> BGcHi> RFo>
RSo> BGo. Orijinal topluluk algoritmalarinin performansi da literatiirdeki sonuglarla
uyumlu oldu: RFo> RSo> BGo. Bireysel dogruluk (IA) ve temel Ogrenicilerin
cesitliligi, topluluk basarisi igin onemli parametrelerdir. Tek tek temel 6grenicilerin
dogrulugu karsilastirildiginda, basar1 sirast sdyle gozlendi: BGic> BGo> BGceri>
RFic> RFchi> RSic> RScHi> RFo> RSo. Cesitlilik dlgimii (1-KP) su sekilde
siralandi: RSo> RFo> RFcHi> RSchi> RFic> RSic> BGchi> BGic> BGo. Bu
sonuglar, topluluk algoritmasinin performansinin, temel 6grenicilerin hem bireysel
dogruluguna hem de cesitliligine dayandigin1 gostermektedir. Dahasi, beklendigi gibi

ters orantili sonuglar elde edilmistir.
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Tablo 4.3' te, gelistirilmis uzay ormanlari, orijinallerine kiyasla iistiin performans
sergiledi. Kazanim/kayip numarasi sirasi, daha 6nce bahsedilen topluluk hassasiyeti
(EA) sonuglart ile uyumlu ¢ikti: RFic> RS> RFchi> RSchi> BGic> BGcHi> RFo>
RSo> BGo. Orijinal topluluk algoritmalarinin performansi da literatiirdeki sonuglarla
uyumlu oldu: RFo> RSo> BGo. Bireysel dogruluk (IA) ve temel 6grenicilerin
cesitliligi, topluluk basarist i¢in 6nemli parametrelerdir. Tek tek temel dgrenicilerin
dogrulugu karsilastirildiginda, basar1 siras1 soyle gozlendi: BGic> BGo> BGchi>
RFic> RFchi> RSic> RSchi> RFo> RSo. Cesitlilik 6lgtimii (1-KP) su sekilde
siralandi: RSo> RFo> RFchi> RSchi> RFic> RSic> BGchi> BGic> BGo. Bu
sonuglar, topluluk algoritmasinin performansinin, temel 6grenicilerin hem bireysel
dogruluguna hem de ¢esitliligine dayandigin1 géstermektedir. Dahasi, beklendigi gibi

ters orantili sonuclar elde edilmistir.

Onerilen yaklasimimmizin  etkinligini dogrulamak igin, deney sonuglarmin
karsilastirilmast giincel bir ¢alisma ile [10] degerlendirildi. Referans edien bu
calismada da, bizim ¢alismamizda oldugu gibi UCI veri deposundan 36 veri kiimesi
[73] ortak olarak kullanmistir. Tablo 4.4” te Xrnp, X' in topluluk algoritmasi oldugu
[10]' da oOne siiriilen rastgele se¢ilmis oOzellikleri ekleyerek gelistirilmis uzay

ormanlarini belirtmektedir.

Tablo 4.3. Algoritmalarin orijinal ve gelistirilmis uzay versiyonlarinin ts80' deki
basar1 dinamikleri: kazanim/kayipsayilari, ortalama EA, IA dogruluklar1 ve KP degeri

Yéntem Anlaml Kazanim- EA ortalama IA ortalama KP
Anlamli Kayip dogruluk dogruluk
BGic 11 87,47 80,93 73,42
BGchi 21 87,23 80,57 73,00
BGo -93 86,24 80,75 74,55
RSic 50 88,08 78,96 69,57
RSchi 18 87,68 78,57 68,63
RSo .33 86,96 7573 61,48
RFic 66 88,24 79,94 68,92
RFchi 29 87,89 79,21 68,24
RFo -27 87,07 77,36 64,57

36



Ortalama dogruluk sonuglar1 gz Oniinde bulunduruldugunda, rastgele orman
algoritmasinin tim gelistirilmis uzay ormanlar1 arasinda en iyi topluluk algoritmasi
oldugu gozlendi. Boylece, rastgele olusturulan gelismis 6zellik uzaymin
siniflandirma bagarisinin, deney sonuclar1 agisindan yaklagimlarimizla tutarli oldugu
aciktir. Topluluk algoritmalarinin siniflandirma performansi, tim gelismis teknikler
icin su sekilde gozlendi: RF> RS> BG. Ayrica, tez kapsaminda oOnerilen
yaklasimlarimiz, topluluk sisteminin rastgele genisletilmis uzay ormanlariyla
karsilastirildiginda sistemin smiflandirma basarisim1 artirdigi goriildii. Diger bir
deyisle, kapsamli deney sonuglari, onerilen gelistirilmis uzay ormani modellerinin
rastgele gelistirilmis uzay ormanlarindan Onemli Ol¢iide daha iyi performans
gosterebilecegini kanitladi. Ortalama dogruluk sonuglarindan gozlendigi iizere Xig,
XrnD' ye kiyasla yaklasik %1 iyilesme sagladi. Ayrica, deneylerimizde Xcwi iddiali
olup Xrnp ile orantili olarak rekabetgi bir performans sergiledi. Gelistirilmis
uzaylarin smiflandirma performanst goz Oniine alindiginda, siralama su sekilde

gerceklesti: Xic> XcHi> XRrND.

Sayisal veriler iizerinde gergeklestirilen deneylerimizin ikinci kismi ise Ozellik
uzayinin ACO tabanhi 6zelliklerle gelistirilmesidir. Calismamizin bu kisminda

topluluk dogrulugu (EA) degerlendirme 6l¢iitii olarak kullanildi.

Tablo 4.4. Giincel literatiir ¢alismayla ts50° de Onerilen yontemlerimizin
karsilastirilmasi

Yontem Ortalama dogruluk
BGrnp 1% 85,3

BGic 85,8

BGcHi 85,4
RSrnp 17 85,8

RSic 86,7

RSchi 86,0
RFgrnp (19 85,9

RFic 86,9

RFchi 86,4
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Kisaltmalar, topluluk algoritmalar1 ve 6zellik se¢im teknikleri i¢in 6nceki deneyden
farkli olarak su sekilde kullanildi: Xrp: X topluluk algoritmasi igin rastgele secilen
ozellikleri ekleyerek genisletilmis uzay ormani, Xaco+rp: X topluluk algoritmasi i¢in

rastgele secilmis ve ACO tabanl 6zellikler eklenerek genisletilmis uzay ormanlari.

Tablo 4.5. Topluluk algoritmalarinin genisletilmis ve orijinal versiyonlarinin ts80'de
siniflandirma dogruluklari

z fa) @ fa) % fa) % ;t =} % =} % 2 DD*C

! x o S =3 =3 o I} ) o

> ) o o > o 14 o

1 27,3 28,4292 27,2 27,2 275 28,1278 27,8 19 97,1 96,8 97,0 96,5 97,3 97,5 96,9 96,8 96,5
2 99,1 99,3 99,5 99,2 99,0 99,4 99,6 99,6 99,6 20 99,1 99,3 99,5 98,4 99,5 99,0 98,8 99,9 99,9
3 89,3895 90,4 87,4 90,6 92,1 87,287,3 87,2 21 90,7 89,2 90,4 93,9 92,4 92,8 92,2 96,1 98,3
4 73,1750 76,5 72,6 74,7 75,9 72,175,3 76,2 22 93,7 97,1 98,5 96,0 97,0 97,5 96,1 96,8 97,1
5 86,1 97,2 98,7 87,0 93,2 95,2 88,198,6 99,1 23 85,7 87,8 88,3 86,8 86,6 86,4 86,2 85,8 86,0
6 73,4 74,1749 753 75,1 75,0 75,473,1 74,4 24 98,7 98,9 98,7 99,2 99,7 99,9 99,7 99,9 99,9
7 97,3975 975 97,8 97,3 97,1 97,897,9 97,5 25 51,3 50,7 51,6 51,8 51,5 51,0 51,7 53,6 55,4
8 81,6 81,081,4 81,7 81,2 81,4 81,7815 81,7 26 95,7 96,5 97,6 97,8 97,6 97,5 96,4 97,1 97,8
9 85,3 86,5 87,9 85,9 87,2 87,8 84,286,8 89,5 27 97,3 97,7 97,7 97,6 98,2 98,7 98,2 98,0 98,5
10 88,1 88,8 89,1 89,2 89,0 89,2 88,6 87,7 88,3 28 99,1 99,0 99,9 98,3 99,2 99,6 98,7 98,6 98,3
11 77,9 78,8 79,3 77,6 78,7 79,3 78,178,6 79,0 29 79,4 79,1 795 80,8 80,7 80,5 81,7 82,4 83,7
12 99,1 99,7 99,7 99,0 99,6 99,9 99,999,9 99,9 30 93,2 92,8 93,0 93,5 93,2 93,0 92,5 93,4 94,6
13 76,9 76,6 76,3 76,2 76,9 77,1 77,178,0 78,7 31 96,0 99,9 99,9 97,1 96,5 96,8 96,5 97,6 97,6
14 74,1 75,8 76,2 75,1 77,3 77,9 74,374,0 74,5 32 76,0 77,2 77,7 76,4 79,8 80,9 77,3 80,2 84,1
15 82,2 82,3 82,1 83,6 83,2 83,0 84,282,1 83,7 33 97,1 98,0 98,6 97,3 98,2 98,6 97,8 98,2 98,4
16 82,9 85,7 86,7 85,7 87,4 88,0 86,086,9 87,4 34 83,4 87,6 89,5 88,1 91,0 92,5 88,5 90,4 91,3
17 99,6 99,5 99,4 97,7 99,9 99,9 99,7 99,7 99,5 35 86,1 87,7 88,2 87,5 88,4 88,9 88,2 88,7 88,0
18 93,9 94,9 95,6 94,9 95,1 95,4 94,094,3 94,0 36 96,5 97,1 97,8 99,1 99,0 99,0 99,7 99,7 99,5

Ortalama dogruluk 86,2 87,3 87,9 86,9 87,7 88,1 87,0 87,8 88,4

Siniflandirma basarisi, Tablo 4.5' te gortildiigii gibi, topluluk dogruluklar: agisindan,
ts80'de RFaco+rp> RSaco+rp> BGaco+rp> RFrp> RSrp> BGro> RFo> RSo> BGo
olarak siralandi. Ts30 disinda, en iyi smiflandirma performansi tiim egitim kiimesi
boyutlarinda RFaco+rp tarafindan gergeklestirildi. Bu nedenle, ACO' ya dayanan
gelistirilmis uzay ormanlarinin ve rastgele o6zelliklerin 36 veri kiimesi i¢in 6nemli
Olclide siiflandirma performansina katkida bulundugu iddia edilebilir. Ts30 disinda,
topluluk algoritmalarinin orijinal siirlimlerinin basar1 sirast RF> RS> BG oldu. Ts30
gibi daha kiiciik egitim kiimesi seviyelerinde, topluluk algoritmalarmin orijinal
versiyonlarin performans sirast farklt olup dogruluk sonuglarinin yakinligi
nedeniyle istatistiksel olarak kayda deger bir iddia talep etmek i¢in bu deneylerde de
yeterli olmadigi gozlemlendi. Ayrica, RFaco+rp, tS30 seviyesi digindaki tiim egitim
kiimesi yilizdelerinde digerlerinden daha iyi performans gosterdi. Ts30'da, RSaco+rp
rekabetci olup diger teknikleri %1 ile geride birakti. Topluluk algoritmasi olarak

rastgele alt uzayin ve 6zellik se¢im teknigi olarak ACO tabanli ve rastgele se¢ilmis
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ozelliklerin kombinasyonu, bu egitim kiimesi Seviyesinde en yiiksek dogruluk

oranlarini sagladi.

Tablo 4.5' in son kisminda, ortalama dogruluk sonuglari sunuldu. Torbalama
algoritmas1 i¢in ortalama dogruluk sonuglari, rastgele secilmis ve ACO tabanl
ozellikler ekleyerek genisletilmis uzay ormanlarinin digerlerine kiyasla ts80' de
%87,9 dogruluk degeriyle kazanan oldugunu gosterdi. Torbalama algoritmasinin
orijinal ve genisletilmis sliriimlerinin basar1 siras1 asagidaki sekilde elde edildi:
BGaco+rp> BGrp> BGo. Benzer sekilde, ACO+RD ile genisletilmis versiyon,
sirastyla %388,1 ve %88,4 dogruluk sonuglari ile rastgele alt uzay ve rastgele orman
algoritmalar1 i¢in digerlerinden daha iyi performans gosterdi. Torbalama algoritmasi
gibi, rastgele alt uzay ve rastgele orman performans siralamasi ayni oldu. Bu nedenle
sonuglarimiz, Onerilen yontem tabanli uzatilmis uzay ormani (ACO+RD), her
topluluk algoritmasinin smiflandirma dogrulugunu ortalama dogruluk sonuglari

acisindan gelistiren en iyi model oldugunu kanitladi.

Orijinal uzay ormanlart i¢in rastgele orman %87,0 siniflandirma basarisi ile en iyi
topluluk algoritmasi olup bunu sirasiyla %86,9 ile rastgele altuzay ve %286,2
dogrulukla torbalama izledi. ACO+RD tabanli genisletilmis uzay ormanlarinin
siniflandirma performansi, RF> RS> BG gibi bir siralamada siralanip siniflandirma
performans1 gilincel literatiir calismalariyla tutarlilik gosterdi [10]. Bu siralama,
rastgele secilmis Ozelliklere sahip genisletilmis uzay ormanlari i¢in de gecerli olup
siiflandirma dogruluklar1 agisindan %87,8 (RF), %87,7 (RS), %87,3 (BG) farklilik
gosterdi. Rastgele orman ve rastgele alt uzay algoritmalarinin siniflandirma
sonuclarinin birbirine yakin oldugu ancak rastgele orman algoritmasinin genellikle
Tablo 4.5' 1 degerlendirerek ts80' de digerlerini gectigi gozlendi. Bir 6zellik se¢im
teknigi olarak rastgele ozelliklerin ve ACO temelli 6zelliklerin modifiye edilerek
se¢cimi ve orijinal 6zellik uzayiyla bu 6zelliklerin konsolidasyonu 6zellik uzaymi
zenginlestirmek i¢in en iyl performans sunan yontem oldugu goriildii. Yukarida
belirttigimiz gibi, uzay ormanlarmin tiim siirlimlerini topluluk algoritmalarina gore
karsilastirildiginda,  siniflandirma  basart  sirast  su  sekilde  gozlendi:

RFaco+rD>RSAco+rRD>BGaco+rRD>RFRD>RSrp>BGrp>RF0>RS0> BGo.
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Deney sonuglari, rastgele ve ACO tabanli ozelliklerin modifiye edilmesiyle
olusturulan 0&zellik uzaymnin, topluluk algoritmasi olan rastgele orman ile
kombinasyonunun dikkate deger bir smiflandirma performansina sahip oldugunu
sergiledi. Daha kiigiik egitim kiimesi yiizdesi diizeylerinden farkli olarak, ACO+RD
ile rastgele orman algoritmasi ts80' de maksimum degere ulasti. Rastgele alt uzay
algoritmasinin tiim siiriimleri, rastgele orman algoritmasini takip eden en iyi ikinci
siniflandirma performanslaria sahip oldu. Egitim kiimesi yiizdeleri arttik¢a, tlim
gelistirilmis  uzay ormani siirimlerinin  basarilar1 da artti. Tim topluluk
algoritmalarinin orijinal versiyonlari, yiiksek egitim seti yiizdelerinde dahi en diisiik
simiflandirma dogrulugu sundu. Tablo 4.6, algoritma ¢iftleri arasinda yapilan
karsilagmalar1 gostermektedir. Bu sonuglara gére, BGaco+rp, 36 veri kiimesi i¢inden
28’ nde BGo' dan daha yiiksek dogruluga sahip olup bunlarin 15’ i anlaml ¢ikt.
RSaco+rp, 36 veri kiimesi i¢inden 21’1, BGaco+rp' den daha yiiksek dogruluga sahip
olup ve bunlarin 11”1 anlamli ¢ikt1. RFo, 36 veri kiimesi i¢inden 22’ si RSo' dan daha
yiksek dogruluga sahip olup bunlarin 4’ti anlamli ¢ikti. RFrp, RSrp'den, 36 veri
kiimesi i¢inden 19 veri kiimesinden daha yiiksek dogruluga sahip olup bunlarin 5’1

anlaml ¢ikt1.

Tablo 4.6. Algoritma ¢iftleri arasindaki Kkarsilastirma: “kazanim (anlamli
kazanim)/kayip (anlamli kayip)” satir ve siitunlar

Yontem  BGacowmo _ BGro BGo  RSacomo __ RSwo RSo  RFacomo __ RFro RFo
BGacosro  0/0  28(6)/8(0) 28(15)/8(0) 15(5)/21(11) 17(7)/19(6) 24(12)/12(3) 16(8)/20(9) 18(11)/18(6) 21(9)/15(5)
BGro 8(0)/28(6) 00 27(9)/9(1) 6(2)/30(12) 11(3)/25(8) 21(7)/15(5) 11(4)/25(14) 13(6)/23(9) 17(6)/19(5)
BGo 8(0)/28(15) 9(1)/27(9)  0/0  5(0)/31(14) 6(0)/30(15) 10(2)/26(10) 4(1)/32(17) 8(1)/28(14) 6(2)/30(10)
RSacosro 21(11)/15(5) 30(12)/6(2) 31(14)/50)  0/0  25(3)/11(0) 23(12)/13(1) 17(4)/19(8) 21(7)/15(4) 25(10)/11(1)
RSro 19(6)/17(7) 25(8)/11(3) 30(15)/6(0) 11(0)/25(3)  0/0  20(9)/16(1) 10(2)/26(9) 17(4)/19(5) 22(8)/14(0)
RSo 12(3)/24(12) 15(5)/21(7) 26(10)/10(2) 13(1)/23(12) 16(1)/20(9)  0/0  10(0)/26(14) 10(3)/26(8) 14(2)/22(4)
RFacosro  20(9)/16(8) 25(14)/11(4) 32(17)/4(1) 19(8)/17(4) 26(9)/10(2) 26(14)/10(0)  0/0  24(9)/12(0) 20(12)/16(1)
RFro  18(6)/18(11) 23(9)/13(6) 28(14)/8(1) 15(4)/21(7) 19(5)/17(4) 26(8)/10(3) 12(0)/24(9)  0/0  23(7)/13(2)
RFo 15(5)/21(9) 19(5)/17(6) 30(10)/6(2) 11(1)/25(10) 14(0)/22(8) 22(4)/14(2) 16(1)/20(12) 13(2)/23(7)  0/0
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4.2. Ingilizce ve Tiirkce Metinler Kullamlarak Elde Edilen Sonuglar

Deneylerin metin igerikli veriler iizerinde gergeklestirilen kisminda ise ilk agamada
Ozellik uzaymi genisletmeden topluluk algoritmalarinin siiflandirma basarilarin
homojen ve heterojen olarak ayri1 ayri olgiilmesi hedeflendi. Bunlar elde ettikten
sonra, Ozellik uzayimizi rastgele, GR, IG, ACO, WE gibi 6zellik se¢im/¢ikarim

teknikleriyle genisletip siniflandirma performansi iyilestirilmeye calisildi.

Ik olarak, topluluk &greniminde en iyi temel siniflandiriciy1 belirlemek adima gesitli
makine Ogrenme tekniklerinin siniflandirma basarilar1 analiz edildi. Bunun i¢in

kullanilan smiflandiricilar, MVNB, MNB, SVM ve DT smiflandiricilar: oldu.

Tablo 4.7. Bireysel siniflandiricilarin dogruluklar

Veri Kiimesi MVNB MNB SVM DT
20News-18828 88,52+0,42 86,26+0,36 84,18+0,79 79,82+0,72
WebKB4 84,10+1,12 85,64+1,17 89,85+0,96 77,45+1,07
Hurriyet 81,16:0,96 79,78+0,78 76,58+1,31 76,92+0,56
Aahaber 82,70+1,07 82,80+0,93 79,62+1,12 79,13+1,43
ortalama 84,12+0,89 83,62+0,81 82,56+1,05 78,33+0,95

Tablo 4.7, daha 6nce bahsedilen bireysel siniflandiricilarin degerlendirme sonuglarini
gostermektedir: Bireysel siniflandiricilarin siniflandirma sonuglari, Tablo 4.7' de ts80
i¢in elde edildi. MVNB' nin daha rekabet¢i oldugu ve diger siniflandirma tekniklerini
gectigi acikca goriildii. Boylelikle MVNB, topluluk siniflandiricilarini uygulamak
icin temel bir 6grenci olarak tercih edildi. Sonuglara gore, bireysel siniflandiricilarin
siiflandirma basari sirasini su sekilde gézlendi: MVNB> MNB> SVM> DT. Temel
siiflayicilarin farkli egitim kiimesi ylizdelerindeki basarisini da arastirmak amaciyla
20News-18828 veri kiimesi Sekil 4.1’ de analiz edildi. MVNB ve digerleri arasindaki
dogruluk degerleri genellikle kiiciik egitim kiimesi seviyelerinde daha yakinken,
MVNB' nin siiflama basarisi, 6zellikle ts30' dan ts90' a kadar olan egitim kiimesi
yiizdelerinde daha yiiksek ve daha belirgin oldu. Boylece, MVNB’ nin, topluluk
sistemini homojen olarak olusturmak igin segilebilecek en iyi temel 6grenici oldugu

sonucuna varildi.
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Sekil 4.1. 20News-18828 veri kiimesi i¢in temel siniflandiricilarin egitim kiimesi
yiizdelerine gore dogruluklari

Bir temel 0&grenici belirlendikten sonraki asamada egitim veri kiimelerini
cesitlendirmek amaciyla cesitli topluluk algoritmalari (torbalama, artirma, rastgele alt
uzay, rastgele orman) kullanildi. Tablo 4.8, cok degiskenli Bernoulli saf Bayes
modelini, ts80 igin bir temel siniflandirict olarak kullanan dort homojen topluluk
yonteminin smiflandirma dogrulugu sonuglarimi  gostermektedir. Bir topluluk
algoritmas1 olarak torbalama, 20News-18828 ve WebKB4 veri kiimeleri icin

siniflandirma performansini artirmak i¢in etkili sonuglar vermedigi saptandi.

Tablo 4.8. Topluluk algoritmalarinin siniflandirma dogruluklari

Veri Kiimesi BG BS RS RF
20News-18828 87,63+0,97 90,27+0,84 88,63+0,77 92,02+0,73
WebKB4 84,75+0,86 86,24+0,95 85,32+0,83 88,75+1,19
Hurriyet 82,24+1,02 81,77+0,79 83,62+0,85 84,13+0,96
Aahaber 83,16+0,88 85,91£1,05 84,69+0,96 87,35+1,37
ortalama 84,45+0,93 86,05+0,91 85,57+0,85 88,06+1,06

Torbalama yontemi, 20News-18828 icin yaklasik %1 dogruluk sonuglarini diisiirdii
ve ts80' de WebKB4 i¢cin MVNB siniflandiricisinin bagarisini ¢ok az artirdi. Hiirriyet
ve Aahaber veri kiimelerinde yaklasik %1'lik bir simiflandirma artis1 sagladigindan,
Tirkge veri kiimeleri i¢in de 6nemli bir performans artis1 elde edilemedi. Rastgele
altuzay, smiflandirma bagarilarini iyilestirmek i¢in torbalama ile benzer performans
gosterdi. Ingilizce veri kiimelerinde anlamli bir iyilestirme saglamamakla beraber
Tirkge veri kiimelerinde %?2' ye kadar dogruluklari artirdi. Bu nedenle, torbalama ve

rastgele alt uzay algoritmalarinin se¢iminin ¢cogu durumda Ingilizce metinlerde ¢ok
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ta anlamli olmadig1 gozlemlendi. Tercih edilecekse de, bu secimin siniflandirma
basarisin1 arttirmak icin Ozellikle Tiirkce gibi sondan eklemeli dillerden yana

kullanilmasinin daha belirgin sonuglar verecegi goriildii.

Diger taraftan, artirma ve rastgele ormanlar, torbalama ve rastgele alt uzay
algoritmalarina kiyasla daha belirgin siniflandirma performansi gosterdi. Artirma, tek
bir siniflandiricinin  performansina kiyasla yaklasik 9%2-3 oraninda iyilesme
saglarken smiflandirma basarisi, torbalama ve rastgele altuzaya gore %1 ila %3
arasinda degisti. Hiirriyet veri kiimesinde, artirma algoritmasi ¢ok hafif bir iyilesme
sagladl. Genel olarak, tiim veri kiimeleri i¢in topluluk tekniklerini belirlerken

torbalama ve rastgele alt uzay yerine artirma algoritmasina oncelik verilebilecegini

gozlemledik.
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Sekil 4.2. 20News-18828 veri kiimesi i¢in topluluk algoritmalarinin performans
karsilagtirmast

Sekil 4.2.2,4.2.3, 4.2.4, 4.2.5, farkl1 egitim kiimesi yiizdelerinde tiim veri kiimeleri
i¢in topluluk algoritmalarinin ve temel 6grenicilerin performans karsilagtirmalarin
gostermektedir. Sekil 4.2.2 ve 4.2.3' te, rastgele orman algoritmasinin 20News-18828
ve WebKB4 ve temel smiflandirict MVNB icin tiim egitim kiimesi yiizdelerinde

digerlerini astig1 agik¢a goriildii.

MVNB, her iki veri kiimesi i¢in torbalama algoritmasi ile benzer siniflandirma basari
oranint gosterdi. Dogruluk degerleri, daha kiiciik egitim kiimesi yiizdeleriyle
birbirine yakin olsa da, aralarindaki fark daha yiiksek egitim kiimesi seviyelerinde

artt1.
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Sekil 4.3. WebKB4 veri kiimesi icin topluluk algoritmalarinin performans
karsilastirmasi

Daha kiiglik egitim kiimesi boyutlarinda, rastgele ormanin baskinligi, Hurriyet i¢in
ozellikle ts1' den ts10' a ve Aahaber icin tsl'den ts30'a kadar gozlemlendi. Geriye
kalan egitim kiimesi yiizdelerinde, rastgele ormanin basari Oriintiisii digerlerine
benzerlik gosterdi. Ayrica, siniflandirmalarin bagari siralari, veri kiimelerine bagh
olarak degismekle birlikte en iyi siniflandirma performasinin rastgele orman topluluk
algoritmasina en kotii siniflandirma performansinin ise temel siniflandiricc MVNB'

ye ait oldugu goriildii.
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Sekil 4.4. Hiirriyet veri kiimesi i¢in topluluk algoritmalarinin performans
karsilastirmasi
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Sekil 4.5. Aahaber veri kiimesi icin topluluk algoritmalarinin performans
karsilastirmasi

4.3.Tiirkce Metinler Kullanilarak Elde Edilen Sonuclar

Diger bir deneysel calismamizda, heterojen topluluklarin siniflandirma performansini
sadece Tiirkce veri kiimeleri {izerinde arastirildi. ilk &nce, bireysel siiflandiricilarin
siiflandirma performanslarin1 birbirleriyle karsilagtirmak icin analiz edildi. Cok
degiskenli Bernoulli saf Bayes (MVNB) ve ¢ok terimli saf Bayes (MNB), destek
(SVM) ve

vektor makineleri rastgele orman (RF) oOgrenme algoritmalar

siniflandirma i¢in kullanildi.

Tablo 4.9. Bireysel siniflandiricilarin dogruluklari

Veri Kiimesi MVNB MNB SVM RF
1150haber 93,74+1,35 94,00+1,64 89,65+2,62 94,32+1,02
Milliyet 84,64+0,95 81,48+1,03 89,41+0,53 90,18+0,87
Hurriyet 81,16:0,96 79,78+0,78 76,58+1,31 84,13+0,96
Aahaber 82,70+1,07 82,80+0,93 79,621,12 87,35+1,37
ortalama 85,56+1,08 84,52+1,09 83,82+1,39 88,99-+1,06

Tablo 4.9, dort veri kiimesinde daha Once agiklanan bireysel siniflandiricilarin

degerlendirme sonuglarint ortalama dogruluk ve standart sapma agisindan
gostermektedir ve bu sonuglar tutma yonteminin 10 tekrar1 uygulanarak elde edildi.
RF’ nin daha rekabet¢i ve diger siniflandirma tekniklerinden daha iyi performans
gosterdigi goriildii. Bireysel siniflandiricilarin siniflandirma basar1 sirasi su sekilde
elde edildi: RF> MVNB> MNB> SVM. Heterojen topluluk sistemini kurmak icin,

MVNB, MNB, SVM ve RF algoritmalarin1 temel siniflayicilar olarak kullanildi.
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Temel siniflandiricilarin her birinin kararlari, cogunluk oylama (MV) ve yiginlama
(STCK) entegrasyon yontemleri ile birlestirildi. Tablo 4.10° da, tek siniflandiricilarin
her birinin smiflandirilma dogruluklari, ¢ogunluk oyuyla (Heter-MV) birlestirilen
heterojen toplulukla ve istifleme ile birlestirilen heterojen toplulukla (Heter-STCK)
karsilagtirildi. Tablo 4.10' da, Heter-MV ve Heter-STCK topluluklarinin tek bir
siiflandiricidan daha iyi dogruluklar tirettigi gozlendi. Heter-STCK toplulugu, tiim
temel siniflandiricilar ve Heter-MV ile kiyaslandiginda istiin - smiflandirma
performansin1 her veri kiimesi igin gosterdi. Heter-STCK, ¢ogunluk oylama
modeline gére maksimum %2 iyilestirme sagladi ve bu siniflandirma basarisi, farkl
veri kiimeleri i¢in tek siniflandiricilar ile karsilastirildiginda %2 ile %13 arasinda

degisti.

En diisiik ve en yiiksek dogruluk artislari, veri kiimelerine gore degismekle beraber
%3-8 1150haber i¢in, %4-13 Milliyet i¢in, %1-9 Hiirriyet i¢in ve Aahaber igin

maksimum %38 artig sergiledi.

Tablo 4.10. Bireysel siniflandiricilarin ve heterojen topluluk algoritmalarinin ts80’ de
siniflandirma dogruluklari

Yontem 1150haber Milliyet Hurriyet Aahaber
MVNB 93,74+1,35 84,64+0,95 81,16+0,96 82,70+1,07
MNB 94,00+1,64 81,48+1,03 79,78+0,78 82,80+0,93
SVM 89,65+2,62 89,410,53 76,58+1,31 79,62+1,12
RF 94,32+1,02 90,18+0,87 84,13+0,96 87,35£1,37
Heter-MV 95,710,83 92,27+0,76 84,08+0,51 87,06+0,97
Heter-Stck 97,16+1,23 94,57+2,06 85,44+0,92 87,73+1,17

Ozellikle Milliyet veri kiimesinde %13' liikk artis, topluluk stratejilerinin kullanimi
acisindan smiflandirma performansina onemli katki sagladi. Bu deneyin bir baska
gozlemi Heter-MV ve Heter-STCK heterojen topluluklarin performans sonuglarinin
random forest algoritmasindan daha iyi olmasi oldu. RF aslinda siniflandirici olarak

karar agac1 koleksiyonu kullanan homojen bir topluluk sistemidir.

Ayrica, her bir topluluk siniflandiricisinin performans sonuglari, dort veri kiimesinde
de daha ayrintili olarak arastirildi. Dogruluk, F-6l¢iimii ve AUC (Egri Altindaki
Alan) deneylerde degerlendirme kriteri olarak kullanildu.
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Tablo 4.11. Heter-MV topluluk algoritmasinin siniflandirma sonuglari

Veri Kiimesi Dogruluk F-Olgiimii AUC
1150haber 95,71+0,83 95,82+1,03 99,18+0,22
Milliyet 92,27+0,76 91,62+0,53 98,76+0,84
Hurriyet 84,08+0,51 83,75+0,96 99,82+0,09
Aahaber 87,06+0,97 85,90+0,41 97,66+0,34

Tablo 4.11, Heter-MV topluluk siniflandiricisinin performanslarini géstermektedir.
Cogunluk oylama modeli %95 (1150haber), %91 (Milliyet), %82 (Hiirriyet) ve %84
(Aahaber) F-puanlarina ulasti ve bu sonuglar, yigin olusturma yaklasimiyla
karsilastirildiginda sistem performansini dnemli Ol¢iide artirmadigi goriildii. Tablo
4.12, Heter-STCK istifleme topluluk yaklagiminin performanslarini gostermektedir.
Istifleme topluluk yaklasimi %97 (1150 haber), %94 (Milliyet), %84 (Hiirriyet), %85
(Aahaber) F puanlarina ulasti. AUC' nin 6l¢iimleri birbirine ¢ok yakin degerler ¢ikti.

Tablo 4.12. Heter-STCK topluluk algoritmasinin siniflandirma sonuglari

Veri Kiimesi Dogruluk F-Olgiimii AUC
1150haber 97,16+1,23 97,32+0,82 99,23+0,05
Milliyet 94,57+2,06 94,03+1,25 99,21+0,18
Hurriyet 85,44+0,92 85,57+1,10 99,73+0,27
Aahaber 87,73+1,17 86,81+0,72 98,45+0,71

AUC, smiflandiricilarin - dengesiz  veri  kiimeleri tiizerindeki performansini
degerlendirmek icin uygun olup yiiksek AUC degerlerine sahip siniflandirici, yanlis
pozitif oran1 en aza indirirken gercek pozitif orani en iist diizeye ¢ikarmaktadir.
Deneylerimizde, Heter-STCK' nin diger tiim yontemler arasinda istiin performansa

sahip oldugu agikca gozlendi.
4.4. Ingilizce Metinler Kullanilarak Elde Edilen Sonuglar

Tez kapsaminda yapilan bir sonraki deneyde ise topluluk sistemlerinin performansini
orijinal veri kiimesi iizerinden yorumlamak yerine orijinal veri kiimesini kelime
yerlestirmeleri/gdmiilmeleri {izerinden degerlendirmeye yogunlasildi. Bu amagla,
literatiirde sikca bahsedilen Ingilizce veri kiimeleri kullanildi. Ilk basta, kelime
yerlestirmeleri, orijinal veri kiimelerinden word2vec ile ¢ikarildi. Daha sonra,

bireysel smiflandiricilarin, hem orijinal veri kiimeleri hem de kelime
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yerlestirmelerinde, topluluk sisteminin temel siniflandiricisini  belirlemek igin
simiflandirma basarist  gozlendi. Temel Ogreniciyi belirlemek igin  6grenme
yontemlerinden ¢ok degiskenli Bernoulli saf Bayes (MVNB), ¢ok terimli saf Bayes
(MNB), destek vektor makineleri (SVM) ve karar agaglarin1 (DTs) kullanildi.
MVNB, veri kiimelerinin her iki siirimiinde de diger makine 6grenme algoritmalart

arasinda {istiin siniflandirma performansini sergiledi.

Tablo 4.13 ve Tablo 4.14' de goriildiigii gibi, MVNB, topluluk algoritmasinin temel
Ogrenicisi olarak orijinal veri kiimelerinde %83,89 ortalama dogruluk ve kelime
yerlestirmelerinde %85,41 ortalama dogruluk sergiledi. Bireysel siniflandirma basari
sirasint ile su sekilde gergeklesti: MVNB> MNB> SVM> DT. Ayrica, kelime
yerlestirmelerinin kullanimu, orijinal veri kiimeleriyle karsilastirildiginda MVNB' nin
ortalama dogruluk sonuglari acisindan yaklasik %2' lik bir artisla siniflandirma

basarisina katkida bulundugu gézlemlendi.

Tablo 4.13. Orijinal veri kiimelerinde temel siiflandiricilarin dogruluklari

Veri Kiimesi MVNB MNB SVM DT
20News-19997 75,68+1,02 76,06+0,84 61,84+1,13 54,154+0,77
20News-18828 88,52+0,42 86,26+0,36 84,18+0,96 79,82+0,72

Mininews 87,25+1,10 77,90+0,61 83,00+0,42 77,12+0,56
WebKB4 84,10+1,12 85,64+1,17 89,85+0,96 77,45+1,07
ortalama 83,89+0,92 81,47+0,75 79,72+0,87 72,14+0,78

Sistemin temel Ogrenicisini belirledikten sonra topluluk algoritmalari olarak
torbalama, rastgele alt uzay ve rastgele ormanlar, Tablo 4.13 ve Tablo 4.14' de
gosterildigi gibi hem orijinal veri kiimelerinden hem de kelime yerlestirmelerinde
egitim veri kiimelerini ¢esitlendirmek igin kullanildi. Torbalamanin, tiim veri
kiimeleri i¢in siniflandirma performansini, hem orijinal veri kiimeleri hem de kelime

yerlestirmeleri iizerinde ylikseltmek i¢in etkili olmadig1 gozlendi.

Torbalama yontemi, 20News-18828 ve Mininews i¢in dogruluk degerini yaklasik %1
azaltirken 20News-19997 ve WebKB4 igin Tablo 4.13' deki MVNB
smiflandiricisinin basarisini diisiik oranda artirdi. Torbalamanin sonuglari, Tablo
4.14’ de tiim veri kiimelerinin kelime yerlestirmeleri versiyonlari i¢in temel dgrenici

MVNB'in siniflandirma sonuglarina yakin ¢ikti. Diger bir deyisle, topluluk
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algoritmas1 olarak torbalamanin kullanilmasi siniflandirma performansinda 6nemli
iyilesme saglayamadi. Rastgele alt uzay, dogruluk oranlarii yaklasik %2 artirarak
ortalama hem torbalama algoritmasi hem de sistemin temel 6grenicisine (MVNB)
kiyasla daha iyi sonug verdi. Rastgele alt uzay, tek bir siniflandiricinin performansina
kiyasla yaklasik %1-2' lik bir iyilesme saglarken siniflandirma basarisi, Tablo 4.4.1'
de gorildigi gibi, orijinal veri kiimelerindeki torbalama yontemine kiyasla %1 ila
%2 arasinda iyilesme gozlemlendi. WebKB4 veri kiimesi harig, rastgele alt uzay
algoritmasi, Tablo 4.4.2' de goriildiigii gibi temel 6grenicisi ve torbalama yontemine
kiyasla, kelime yerlestirmelerinde yaklasik %2' lik bir artis sagladi. Ote yandan,
rastgele alt uzay ve rastgele orman, torbalama algoritmasina ve MVNB' ye kiyasla

belirgin siniflandirma performansi sergiledi.

Tablo 4.14. Kelime yerlestirmelerinde temel siniflandiricilarin dogruluklar
Veri Kiimesi MVNB MNB SVM DT
20News-19997 77,13+0,78 76,80+0,55 66,13+0,45 60,32+0,63
20News-18828 89,45+0,34 86,71+0,60 85,44+0,87 80,20+0,80

Mininews 88,70+0,94 80,44+0,92 86,23+1,00 78,14£1,06
WebKB4 86,35+0,47 87,36+1,02 90,55+0,74 79,51+£0,52
ortalama 85,41+0,63 82,83+0,77 82,09+0,77 74,54+0,75

Tablo 4.13 ve Tablo 4.14' ¢ detaylica baktigimizda rastgele orman algoritmasinin,
siniflandirma basarisi agisindan digerlerinden daha 1yi oldugu ve tiim veri kiimeleri
icin digerlerinden ¢ok daha istiin performans gosterdigi gozlemlendi. Rastgele
orman, smiflandirma basarisina Onemli bir katki saglamakla beraber temel
siiflandiricy, torbalama ve rastgele alt uzay algoritmalarinin basarisina kiyasla en az
%2, en fazla %5' lik iyilestirme sagladi. En diisiik ve en yiiksek dogrulukta yapilan
iyilestirmeler, 20News-19997 i¢in %1-6, 20News-18828 i¢in %2-6, Mininews igin
%2-4 ve WebKB4’ deki kelime yerlesimleri igin maksimum %3 artigla farklilik
gosterdi. Ayrica, dogruluk sonuglar1 {izerindeki gelistirmeler, Tablo 4.4.1' de
gosterildigi gibi 20News-19997 icin %1-5, 20News-18828 i¢in maksimum %4,
Mininews i¢in maksimum %3 artis, WebKB4 icin %1-4 artisla degismektedir.
Ozellikle 20News-19997 ve 20News-18828 veri kiimeleri icin, %6' lik artis, topluluk
stratejilerinin kullanimi agisindan smiflandirma basarisina 6nemli katki sagladigini

gosterdi. Dogruluklarin ortalama degerleri degerlendirilirken iistiin performansa
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sahip algoirtmalar agik¢a goriilmekle beraber bunlarin siniflandirma basarisi su
sekilde elde edildi: RF>RS>BG. Sonug olarak, rastgele ormanin metinsel verilerin
smiflandirilmasinda smiflandirma basarisini iyilestirmek i¢in digerleri arasindan bir

topluluk algoritmasi olarak segilmesinin anlamli oldugunu gézlemledik.

Bu asamaya kadar metin igerikli veri kiimelerinde topluluk algoritmalarinin
performansini inceledik. Topluluk algoritmalar1 kullaniminin siniflandirma basarisini
tyilestirdigini gozlemledik. Bundan sonraki asamada ise metin igerikli Ozellik
uzayimizi daha oOnce bahsettigimiz Ozellik se¢im yontemleriyle genisletmeyi, bu
0zellik uzaym1 homojen topluluklarla siniflamay1 ve siniflandirma performansini

incelemeyi hedefledik. Deneyimizde, Tiirkge bir veri kiimesi iizerinde yogunlastik.
4.5. Tiirkce Metinlerden Onerilen Yontemlerle Elde Edilen Sonuclar

Ilk olarak, cok degiskenli Bernoulli saf Bayes (MVNB), cok terimli saf Bayes
(MNB), destek vektor makineleri (SVM), rastgele orman (RF) gibi temel
siiflandiriciyr  belirlemek icin denetlenen makine Ogrenimi algoritmalarinin

siniflandirma performansi arastirildi.

Tablo 4.15. Temel ogrenicilerin tiim egitim kiimesi yiizdelerinde siniflandirma
dogruluklari

TS MVNB MNB SVM DT

80 82,70+1,07 82,80+0,93 79,62+1,12 79,13+1,43
50 81,10+0,96 81,96+0,76 78,83+1,24 78,21+1,20
30 79,96+1,24 80,45+1,04 77,50+0,88 77,42+0,92
10 74,60+1,36 76,18+0,87 73,46+1,10 72,80+0,98
5 69,12+0,95 72,40+1,25 69,50+1,38 67,91+1,40

Tablo 4.15, temel 6grenicilerin farkli ts yiizdelerindeki siniflandirma dogruluklarini
gostermektedir. MNB' nin siniflandirma performansi, diger temel 6grencileri belirgin
bir sekilde geride birakti. MNB' nin siniflandirma basarisinin, kiigiik egitim kiimesi
yiizdelerinde daha iyi oldugunu ve dogruluk degerlerinin daha yiiksek egitim kiimesi
seviyelerinde daha yakin oldugunu tespit ettik. Saf Bayes' in 6zellikle ts80 ve ts50'
deki iki modeli arasinda kiigiik bir fark olup diger algoritmalara nazaran %3-4 daha
istiin dogruluk degerlerine sahip oldugunu goézlemledik. Egitim prosediirii, daha

diisiik egitim kiimesi yiizdelerinde gergeklestirildiginden saf Bayes' in iki modelinin
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siiflandirma basarist arasinda kiigiik fark arttt ve MNB, diger temel 6grenicileri
ezici Ustiinliikle gecti. Ayrica, karar agacinin bir temel 6grenici olarak belirlenmesi,
en diisiik dogruluk degerleri nedeniyle smiflandirma performansi agisindan iyi bir
secenek olmayacagini gosterdi. Son olarak, temel 6grenicilerin siniflandirma basari
sirasi, MNB> MVNB> SVM> DT olarak siralandi ve MNB, topluluk sisteminin

diger asamalarina gecebilmek i¢in bir temel 6grenci olarak segildi.

Bir sonraki asamada, metin kategorizasyonu i¢in genisletilmis uzay ormanlarinin iki
farkl1 versiyonuna odaklandik. Ozellik uzayin1 genisletmek igin birincisinde, orijinal
Ozellik uzaymin rastgele ozelliklerine, ikincisi ise [11, 16]' da onerilen kazanim orant
tekniginin kullanimiyla yiiksek smiflandirma kapasitesine sahip olan o6zelliklerin
segimine odaklandik. Sonrasinda, 6zellik se¢imi yontemleriyle elde edilen yeni
ozellikler orijinal ozelliklerle birlestirilerek yeni genisletilmis ozellik uzayi
olusturuldu. Yeni o6zellik uzayr olusturulduktan sonra, egitim veri kiimesini
gesitlendirmek igin torbalama, rastgele alt uzay ve rasgtele orman topluluk
algoritmalar1 olarak kullanildi. Tim egitim kiimesi biiyiikliikleri ig¢in bir temel
smiflandirict1 olarak ¢ok terimli saf Bayes modelini kullanan simiflandirici

topluluklarla genisletilmis uzay ormanlari elde edildi.

Tablo 4.16. Tim egitim kiimesi boyutlarinda topluluk algoritmalar1 agisindan
genisletilmis uzay ormanlarinin siniflandirma dogruluklar

TS MNB BGcr RScr RFer BGro RSrp RFrp

80 82,80+0,93 83,75+0,72  85,42+0,85  88,12+0,92 83,42+0,43 83,70+1,40 84,18+0,73
50 81,96+0,76 82,37+1,26 84,16+0,99  87,55+1,20 82,14+0,78 82,40+0,95 83,57+1,09
30 80,45+1,04 81,50+0,94 83,47+1,24  86,06+0,77 81,33+1,66 81,52+1,13 82,90+1,48
10 76,18+0,87 76,84+1,06 79,32+1,12  81,24+1,01 76,42+1,21 77,50+2,14 78,63+2,27
5 7240+1,25 72,88+1,36 76,59+2,44  77,91£1,33 72,57+1,90 74,10+1,36 75,29+1,77

Tablo 4.16, tiim egitim kiimesi ylizdelerinde tutma yonteminin on tekrarini yaparak,
genigletilmis uzay ormanlarmin topluluk algoritmalari agisindan ortalama
siiflandirma dogruluklarini ve ortalamadan sapmalarin1 gostermektedir. Kisaltmalar,
topluluk algoritmalar1 ve Ozellik se¢im teknikleri i¢in su sekilde kullanildi: BG:
Torbalama, RS: Rastgele Altuzay, RF: Rastgele Orman, Xgr: Veri kiimesinin, X
toplulugu algoritmast igin kazang orani ile genisletilmis siirimii, Xgrp: Veri

kiimesinin X topluluk algoritmasi icin rastgele ozelliklerle genisletilmis siirtimi, Ts:
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Egitim kiimesi ylizdesi ve MNB, orijinal 06zellik uzayr versiyonuyla temel
ogrenicinin siniflandirma basarisin1 belirtti. Topluluk algoritmalarinin performans
siralamasi, hem rastgele olarak hem de kazang orani ile genisletilmis uzay ormanlari
icin diger deneylerimizde gozlemledigimiz siralamayla ayni ¢ikti: RF> RS> BG.
Tiim egitim kiimesi boyutlarinda RFcr en basarili topluluk algoritmasi iken BGrp
genisletilmis uzay orman teknikleri arasinda en diisiik dogruluk degerlerine sahip
oldu. Bununla birlikte, BGrp, temel 6grenicinin (MNB) siniflandirma performansina
kiyasla daha iyi oldugu goriildii. Bu sonuglar, genisletilmis uzay ormanlarinin
siiflandirma basarisina katki sagladiginin kaniti oldu. Siniflandirma basarisi, 6zellik
uzay1 uzatma teknikleri agisindan degerlendirildiginde, en iyi siiflandirma basarisi,
cogunlukla, kazanma orani teknigi ile gergeklestirildi ve bunu rastgele ozellikler
uzatilmis Ozellik uzay:r izledi. Bu durumda, 6zellik uzatma teknikleri ve orijinal

ozellik uzay: siniflandirma basarisi su sirayla elde edildi: GR> RD> Orijinal.

Genisletilmis tim wuzay teknikleri, topluluk algoritmalar1 ve sistemin temel
Ogrenicisine genis bir perspektiften bakildiginda, siniflandirma basaris1 su sekilde
gerceklesti: RFGr> RSgr> RFrp> RSrp ~ BGer> BGrp> MNB. Daha 6nce de
belirttigimiz gibi, ¢ogunlukla kazanim oramiyla genisletilmis uzay ormanlarinin
simiflandirma performansi, digerlerinden daha iyi performans gosterdi. RSrp ve
BGgr' nin sadece ts10 ve ts5' deki dogruluk degerleri agisindan farklilik gosterdigi ve
RSrp' nin daha kiigiik egitim kiimesi yiizdelerinde BGer' den daha iyi oldugu agik¢a

goriildi.

Sekil 4.6' da, 10" dan 150" ye degisen temel 6grenicilerin sayisinin, genisletilmis uzay
ormanlariin smiflandirma dogruluklarini gézlemlemek i¢in 6nemli bir 6lciit oldugu
gozlemlendi. Temel dgrenicilerin sayisi, 100" e yiikseltildiginde, dogruluk degerleri
her genisletilmis uzay ormani yontemi i¢in de artig sagladi. Bununla birlikte, temel
Ogrenicilerin sayis1 100' den sonra da artmaya devam ettik¢e siniflandirma basarisi
ters orantili olarak Onemli 6l¢iide azaldi. Bu nedenle, deneylerde temel &grenici

sayis1 100 olarak ayarlandi ve bu sonuglar, literatiirle uyumlu bulundu [10-11].
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Dogruluk 54 .

Temel 53renici sayis:

Sekil 4.6. Genisletilmis uzay ormanlarinin Aahaber veri kiimesinde temel 6grenici-

lerin sayilarina gore siniflandirma performanslari
Gergeklestirilen bir sonraki deneyde ise, metin igerikli 6zellik uzay1 6zellik se¢im
yontemleriyle genisletilerek heterojen topluluklarla smiflandirma performansinin
incelenmesi amaclandi. Deneyimizde, ii¢ Tiirk¢e veri kiimesi iizerine odaklandik.
Oncelikle, deneylerimizde ilk yaptigimiz is olarak birbirleriyle karsilastirmak
amactyla bireysel siniflandiricilarin = siniflandirma  basarisini - aragtirdik. Cok
degiskenli Bernoulli saf Bayes (MVNB), ¢ok terimli saf Bayes (MNB), destek vektor
makinesi (SVM) ve Random Forest (RF) temel siniflayicilar olarak kullanildi. Tablo
4.17’ de de goriildiigii tizere, ti¢ Tiirkge veri kiimesi tizerinde siniflandirma sonuglari
elde edildi. Tabloya ait her hiicre, tutma yonteminin 10 tekrarnin uygulanmasiyla
elde edilen siniflandirma dogruluklarini ve bu dogruluklarin ortalamadan sapmasini
icermektedir. RF' nin diger simiflandirma tekniklerine kiyasla daha iistiin bir
siniflandirma sonucu gosterdigi acik¢a goriilmektedir. Temel simiflandiricilarin
siiflandirma basari sirasinin su sekilde gézlendi: RF> MVNB> MNB> SVM. Temel
siniflandiricilarinin kararlarin1 birlestirmek amaciyla ¢ogunluk oylama (MV) ve

yigilama (STCK) entegrasyon yontemleri kullanildi.

Tablo 4.17. Temel siniflandiricilarin ts80° de siniflandirma dogruluklari

Veri Kiimesi MVNB MNB SVM RF

1150haber 93,74+135  94,00£1,64  89,65+2,62  94,32+1,02
Hurriyet 81,16+0,96  79,78+0,78  76,58+1,31  84,13+0,96
Aahaber 82,70+1,07  82,80£0,93  79,62+1,12  87,35+1,37
ortalama 85,56+1,08  84,52+41,09  83,82+139  88,99+1,06
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Tablo 4.18° de, her bir bireysel siniflandiricinin dogruluklari, ¢ogunluk oyuyla
(Heter-MV) elde edilen ve istifleme (Heter-STCK) ile elde edilen heterojen topluluk

sistemleriyle karsilastirildi.

Tablo 4.18. Temel siniflandiricilarin ve heterojen topluluklarin ts80° de siniflandirma

dogruluklari

Yontem 1150haber Hurriyet Aahaber
MVNB 93,74+1,35 81,16+0,96 82,70+1,07
MNB 94,00+1,64 79,78+0,78 82,80+0,93
SVM 89,65+2,62 76,58+1,31 79,62+1,12
RF 94,32+1,02 84,13+0,96 87,35+1,37
Heter-MV 95,71+0,83 84,08+0,51 87,06+0,97
Heter-Stck 97,16+1,23 85,44+0,92 87,73+1,17

Tablo 4.18' den de goriildiigii gibi, Heter-MV ve Heter-STCK topluluklar ile,
bireysel siniflandiricilardan daha iyi dogruluk sonuglari elde edildi. Heter-STCK,
hem tiim temel siniflandiricilar arasindan siyrilarak hem de Heter-MV c¢ogunluk
oylama toplulugu modelininin performansini gegerek iistiin siniflandirma basarisi
gosterdi. Heter-MV (¢cogunluk oylama topluluk modeli), topluluk dogruluklari
acisindan rekabet¢i oldugu ve ayrica bireysel siniflandiricilar ile karsilastirildiginda
daha iyi smiflandirma basarisina sahip oldugu goriildi. Heter-STCK, ¢ogunluk
oylama toplulugu modeline kiyasla siniflandirma basarisinin en fazla %2 oraninda
iyilesmesini sagladiginda, siniflandirma iyilestirmesi, farkli veri kiimeleri i¢in temel
siniflandiricilara bagli olarak %2 ila %9 arasinda degisiklik gosterdi. Diger bir
onemli gozlem, heterojen topluluk sisteminin istifleme yontemiyle siniflandirma
performansinin, rastgele orman (RF) algoritmasindan daha iyi olmasi oldu. Heter-
Stck, homojen topluluk sistemine (RF) gore iistiin siniflandirma basarisi1 gosterirken,
RF yoOntemiyle homojen topluluk sistemi ve cogunluk oylama modeline sahip
heterojen topluluk sistemi benzer siniflandirma performanslar: sergiledi. Bu nedenle,
istifleme yontemiyle elde edilen heterojen topluluk sisteminin performansi, 6nerilen

sistemin siniflandirma basarisi agisindan 6nemli oldugunu kanitlad.
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1150haber veri kiimesi igin Tablo 4.19, Hirriyet veri kiimesi i¢in Tablo 4.20, ve
Tablo 4.21 Aahaber veri kiimesi i¢in heterojen topluluk sisteminin orijinal ve
genisletilmis uzay versiyonlarinin ortalama siniflandirma dogruluklarin1 ts80 ig¢in

gostermektedir.

Tablo 4.19. Bireysel smiflandiricilarin ve heterojen topluluk algoritmalarinin
genigletilmis ve orijinal versiyonlarmin 1150haber veri kiimesinde ts80'deki
siniflandirma dogruluklari

Yontem Orijinal RND-ES GR-ES
MVNB 93,74+1,35 92,56+1,05 94,15+0,94
MNB 94,00+1,64 93,67+0,82 94,88+1,12
SVM 89,65+2,62 89,40+1,56 90,23+1,09
RF 94,32+1,02 94,15+0,93 95,56+0,73
Heter-MV 95,71+0,83 95,07+0,77 96,05+0,81
Heter-Stck 97,16+1,23 96,92+0,96 98,12+0,65

Rastgele 6zelliklerle (RND-ES) genisletilmis uzay ormanlari, 1150haber ve Aahaber
veri kiimelerindeki orijinal siirlimlerle orantili olarak daha kétii veya hemen hemen
ayni smiflandirma sonuglar1 sundu. Diger veri kiimelerinden farkli olarak, Hiirriyet,
orijinal versiyona kiyasla rastgele genisletilmis uzay ormanlarinda %1’ lik iyilestirme
ile genellikle daha iyi dogruluk sonuglar1 gosterdi. Ayrica, rastgele ozelliklerle
genisletilmis homojen (RF) ve heterojen topluluk sistemlerinin (Heter-MV ve Heter-
Stck) smiflandirma basarisi, tiim veri kiimeleri i¢in tek siniflandiricilarin

genisletilmis versiyonlarindan daha yiiksek dogruluklar sergiledi.

Tablo 4.20. Bireysel smiflandiricilarin ve heterojen topluluk algoritmalarinin
genisletilmis ve orijinal versiyonlarmin Hiirriyet veri kiimesinde ts80'deki
siniflandirma dogruluklari

Yontem Orijinal RND-ES GR-ES
MVNB 81,16+0,96 81,75+1,30 82,04+0,74
MNB 79,78+0,78 79,13+1,27 79,95+0,81
SVM 76,58+1,31 76,40+0,85 76,81£1,06
RF 84,13+0,96 85,36+1,00 86,47+0,95
Heter-MV 84,08+0,51 85,57+0,80 86,93+0,64
Heter-Stck 85,44+0,92 86,80+1,04 88,21+0,86
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GR tabanli genigletilmis uzay ormanlari, topluluk sisteminin siniflandirma
performansin1 énemli 6l¢iide etkiledi. GR tabanli genisletilmis uzay versiyonlari,
orijinal versiyonlara kiyasla 1150haber i¢cin %1, Hiirriyet icin %2-3 iyilesme ve

Aahaber veri kiimesi i¢in %1-2 artis sergiledi.

Tablo 4.21. Bireysel smiflandiricilarin ve heterojen topluluk algoritmalarinin
genisletilmis ve orijinal versiyonlarinin Aahaber veri kiimesinde ts80'deki
siniflandirma dogruluklari

Yontem Orijinal RND-ES GR-ES
MVNB 82,70+1,07 80,92+1,35 83,27+0,84
MNB 82,80+0,93 81,03+1,24 83,45+1,07
SVM 79,62+1,12 77,45+0,97 80,30+1,16
RF 87,35+1,37 84,18+0,73 88,12+0,92
Heter-MV 87,06+0,97 84,36+1,59 88,72+0,88
Heter-Stck 87,73+1,17 85,80+1,10 89,25+0,63

Ayrica, GR tabanli genisletilmis uzay ormanlari, diger genisletilmis uzay ormani
stirlimleri arasinda iistiin bagariya sahip oldu. GR tabanli model ile genisletilmis uzay
ormanlari, rastgele genisletilmis uzay ormanlari ile 1150haber ve Hurriyet igin %1-2
iyilesme, Aahaber icin %2-4 artis gdstermektedir. Ustelik, GR tabanli homojen (RF)
ve heterojen topluluk sistemlerinin (Heter-MV ve Heter-Stck) performansi, hem
rastgele genisletilmis uzay ormanlarin hem de tiim veri kiimeleri i¢in bireysel
simiflandiricilarin genisletilmis stiriimlerinin  siniflandirma performanslarint  gecti.
Son olarak, genisletilmis uzay ormanlarinin siniflandirma basarisi, 6zellik uzayi

gelistirme tekniklerine gore su sirayla elde edildi: GR> RND> Orijinal.
4.6. ingilizce Twitter Verilerinden Elde Edilen Sonuclar

Metin igerikli yapilan deneylerin sonuncusunda ise yine 6zellik uzayini genisletmeye
ve yeni Ozellik uzaymi topluluk algoritmalariyla harmanlamaya odaklanildi. Bu
asamaya kadar kullanilan uzay genisletme algoritmalarina ek olarak derin 6grenme
temelli kelime yerlestirmelerini elde eden ydntemler kullanildi. Son caligmanin
digerlerinden bir bagka farki ise sosyal medyada yayinlanan paylagimlarin duygu

analizine yogunlagmasi oldu.

Sonug olarak, sosyal medya kullanicilarinin paylagimlarindan faydalanarak onerilen

genisletilmis 6zellik uzay1 ve topluluk algoritmalari kombinasyonunun duygu analizi
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simiflandirmasina katki saglamasi amaglandi. Bu amagla, Twitter’ dan toplanmis ve

yaygin olarak kullanilan bes Ingilizce veri kiimesi iizerinde deneyler gerceklestirildi.

Gergeklestirilen deneyler, Tablo 4.22' de her temel siniflandiricinin duygu analizi
siniflandirma basarisin1  gostermektedir. Kalin degerlerle, en iyi puanlar ifade
edilmistir. F-6l¢lim ve dogruluk sonuglari, ¢calismamizin katkisini gostermek igin
degerlendirme Olgiitii olarak kullanildi. Kisaltmalar ise su sekilde kullanilmistir: BG:
Torbalama, BS: Artirma, RS: Rastgele alt uzay, RF: Rastgele orman, Xc: X topluluk
algoritmasi i¢in IG tabanli 6zelliklerle genisletilmis 6zellik uzayi, Xaco: X topluluk
algoritmasi i¢cin ACO tabanli 6zellikler ile genisletilmis Ozellik uzayr ve Xwe: X
topluluk algoritmas1 i¢gin WE tabanli 6zellikler ile genisletilmis 6zellik uzaym ifade

etmektedir.

Tablo 4.22. Temel simif simiflandiricilarin ts80'de ortalama F-6l¢iimii sonuglar

Veri Kiimesi MNB MVNB SVM RF
Sts-Gold 82,15+0,07 81,36+0,04 83,44+0,02 82,90+0,06
Sts-Test 81,3040,05 80,12+0,02 82,96+0,01 81,75+0,04
Iphone6 70,4240,03 74,48+0,05 73,66+0,03 72,1540,09
Archeage 85,1340,02 85,91+0,05 86,20+0,03 84,30+0,04

Hobbit 87,1040,04 84,36+0,02 90,4540,02 88,23+0,08
ortalama 81,224+0,04 81,25+0,03 83,34+0,02 81,87+0,06

Tablo 4.22' de goriildigii gibi, her temel siif simiflandiricisinin ortalama F-skor
degerleri dikkate alindiginda en 1yi F-skoru performansi SVM tarafindan elde edildi.
RF, MNB ve MVNB' den biraz daha iyi bir performansa sahipken, MNB ve MVNB
neredeyse ayni siniflandirma basarist sergilediler. Bu nedenle, bir temel 6grenicisi
olarak SVM, en yiiksek F-0l¢iim degerleri nedeniyle simiflandirma performansi
acisindan 1iyi bir se¢imdir. Sonugta, temel 6grenicilerin siniflandirma basar1 sirasi

SVM> RF> MVNB> MNB seklinde ger¢eklesti.

Sonuglar, dnerilen WE temelli topluluk sistemlerinin, diger genisletilmis 6zellik uzay
tabanli topluluk sistemlerinden herhangi birine gore daha iistiin siniflandirma
performansi sundugunu gosterdi. Siniflandirma basarisi, ts80° de Tablo 4.6.2' de
gorildiigi gibi, RSwe> BSwe> BGwe> RSaco> BSaco> BGaco> RSic> BSic>

BGic> SVM olarak siralandi. Gelistirilmis uzay tabanli topluluk sistemlerinin tiim
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stirimleri, temel simniflandiricilar ile karsilagtinnldiginda %5'e kadar iyilesme
saglayarak siniflandirma performansina 6nemli Ol¢lide katkida bulundu. Topluluk
algoritmalarinin performans sirasi, ortalama F-Ol¢climii sonuclari agisindan tiim
genisletilmis uzay versiyonlari i¢in RS> BS> BG seklinde siralandi. Dahasi, {istiin
basarisindan otiirii 6zellik uzayr derin 6grenme temelli Ozelliklerle genisletildi.
Topluluk algoritmas1 RS olarak ayarlandiginda, tiim veri kiimeleri i¢in uzay

genisletme tekniklerinin siniflandirma bagarist WE> ACO> IG seklinde oldu.

Tablo 4.23. Onerilen yontemin ts80'de ortalama F-6l¢iimii sonugclari

Yontem SVM  BGiec BSic RS BGaco BSaco RSaco BGwe BSwe RSwe
Sts-Gold 83,44 83,40 8345 8388 83,72 8391 8420 8646 86,95 88,44
Sts-Test 82,96 82,80 8291 83,14 8295 8312 83,77 8590 86,53 87,45
Iphone6 73,66 74,10 7425 7440 7475 7482 7510 77,23 78,67 79,95
Archeage 86,20 86,53 86,70 86,80 86,75 86,90 87,056 89,21 90,23 91,55

Hobbit 90,45 90,12 90,20 9055 90,44 90,73 91,33 94,22 9588 96,41
ortalama 83,34 83,39 8350 83,75 83,72 8390 84,29 86,60 87,65 88,76

IG ve ACO tabanli genisletilmis 6zellik uzayinin siniflandirma performansi rekabetci
olup topluluk algoritmalari agisindan sonuglarin yakinligi nedeniyle istatistiksel
olarak kayda deger bir iddiada bulunmak i¢in yeterli olmadi. Bu nedenle, bir topluluk
algoritmas1 rastgele alt uzaym ve WE tabanli genisletilmis 0Ozellik uzaymnin
kombinasyonu ts80'de en yiiksek sonuglarin elde edilmesini sagladi. Diger bir
deyisle, %88,76 (RSwe) sonugla Onerilen yontemimiz, ortalama F 6lgiimii sonuglar
acisindan bakildiginda tiim veri kiimelerinin siiflandirma performansini artiran en

iyi model oldu.
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Sekil 4.7. Ozellik uzay1 genisletme tekniklerinin dogruluk sonuglari

Sekil 4.7, uzay genisletme tekniklerinin siniflandirma performansini temel
Ogrenicilerin sayist agisindan gostermektedir. Gortldiigi gibi, 10 'dan 150" ye
degisen temel Ogrenicilerin sayisi, genisletilmis uzay tabanli tekniklerin
siniflandirma basarisint gézlemlemek i¢cin dnemli bir dlgiittiir. Temel 6grenicilerin
sayis1 100' e kadar yiikseltildiginde, dogruluk sonuglar1 her bir genisletilmis 6zellik
uzay1 yontemi icin de artig gosterdi. Bununla birlikte, temel 6grenicilerin sayis1 100’
den sonra da artmaya devam ettik¢e, siniflandirma basarisinin ters orantili olarak
onemli Ol¢lide azaldig1 gozlendi. Bu nedenle, deneylerde temel 0grenici sayisi, bu

deney icin de 100 olarak belirlendi.

Sekil 4.8' de, rastgele alt uzay algoritmasinin smiflandirma performansi Onerilen
genisgletilmis uzay yontemleri agisindan degerlendirildi. WE tabanli genisletilmis
uzay modeli, tim egitim kiimesi yiizdelerinde geleneksel 6zellik se¢im tekniklerini
geride birakti. WE tabanli ve IG tabanli modeller arasindaki dogruluk sonuglari farki,
daha kiigiik egitim kiimesi boyutlarinda %10' a kadar ¢ikt1. Ote yandan, ACO tabanli
genisletilmis uzay modeli, ortalama dogruluk sonuglari agisindan IG bazli modelden
daha rekabet¢ci oldu ve IG tabanli modelden %2 daha fazla bir iyilestirme
gerceklestirdi. Boylece, ACO tabanlt model ile WE tabanli model arasindaki fark,

daha kii¢iik egitim seti yiizdeleriyle maksimum %8'e ulasmis oldu.

59



100

95

90

85
80

Dogruluk

75

70
65

60
0 20 40 60 80

Ogrenme kiimesi yiizdesi
@~ RSIG - @- RSACO —@— RSWE

Sekil 4.8. Onerilen genisletilmis uzay teknikleri acisindan 6grenme kiimesi
yiizdelerine gore RS topluluk algoritmasinin dogruluk sonuglari

ACO tabanli model, ts80' deki IG bazli modele kiyasla yaklasik %]1' lik bir gelistirme
sergilemesine ragmen, iki modelin smiflandirma bagarisinin, tim egitim kiimesi
seviyelerinde genellikle birbirine ¢ok yakin oldugu gozlendi. Sonucta, 6zellik uzayini
genisletmek icin en iyi teknigin, derin 6grenme temelli 6zellikleri (WE) ¢ikarmak ve

orijinalleri ile entegre etmek oldugu gozlendi.
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Sekil 4.9. WE tabanl1 genisletilmis uzaylarin topluluk algoritmalari agisindan
dogruluk sonuglari

Sekil 4.9' da, temel Ogrenici SVM' in ve WE tabanli genisletilmis uzaylarin
siniflandirma basarisi, topluluk algoritmalar1 agisindan analiz edildi. WE tabanh
model ile 6zellik uzaymi genisletmek ve topluluk algoritmalarini kullanmak, ts80 ve

ts5' te temel O6grenicinin siiflandirma performansina kiyasla en az %3, en fazla %10
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iyilesme sagladi. Yani, onerilen modeller ile temel 6grenici arasindaki fark, daha
kiigiik yiizdelerde artarken daha biiylik yiizdelerde azalmis oldu. Egitim kiimesi
yiizdesi azaldikga, her topluluk algoritmasinin siniflandirma basaris1 arasindaki fark
da daha belirgin hale geldi. Ornegin, BS yontemi BG' ye gére %1 daha iyi
performans gosterirken RS modeli ts80' de BS' ye kiyasla %1 daha iyi bir geligtirme
sundu. RS ve BS, sistemin siiflandirma performansini, daha kiiciik yiizdelerde BG'
ye kiyasla sirasiyla yaklasik %4 ve %2 oraninda artirdi. Sonug olarak, derin 6grenme
temelli tekniklerle 6zellik uzaymi genisletmek ve bu 6zellik uzaymi topluluk
algoritmalariyla birlestirmek, tek bir smiflandiriciya kiyasla ¢ok daha iyi
siiflandirma performansi sundu. Sekil 4.9 ve 4.10, kisa metin siniflandirmasinda
derin 6grenme temelli Ozelliklerin kullanildigr genisletilmis 6zellik uzaymin, bir
topluluk algoritmasi olarak ta rastgele alt uzaylarin kullaniminin en iyi siniflandirma

performansini saglayacagini belirgin bir sekilde goriildii.
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Sekil 4.10. WE tabanli genisletilmis uzaylarin topluluk algoritmalart agisindan
dogruluk sonuglari

Onerilen teknigimizin katkisini gostermek icin deney sonuglarmin genisletilmis
uzaylar tizerindeki giincel literatiir ¢aligmalar1 [48, 74] ile karsilagtirilmasi 6nemlidir.
Tablo 4.24' te gorildigi gibi, kiyaslama yapilan ¢alisma [74], dokuz veri kiimesi
kullanmaktadir ve bunlardan dordii deneylerimizde kullandigimiz veri kiimeleriyle
ortaktir. Ayni deneysel ayarlar yapildiginda tiim veri kiimeleri i¢in Onerilen

yontemimizin istiinliigii ¢ok belirgin bir sekilde gézlendi.
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Tablo 4.24. Onerilen yontemin siniflandirma basarisimin F 6l¢iimii  sonuglari
acgisindan 1. calisma ile karsilastirilmasi

Yontem Sts-Test Iphone6 Archeage Hobbit
RSwe 87,4 79,9 91,5 96,4
1. c¢alisma 86,301 73,81 86,9074 92,1014

Diger calisma [48], topluluk sistemi i¢in dokuz farkli yontem 6nermis. Yazarlar, alti
veri kiimesi kullanmistir ve bunlardan biri Tablo 4.25' te goriildiigii gibi bizimkilerle
ortaktir. Onerdigimiz yéntem, MSG + bg teknigi disindaki tiim yontemleri geride
biraktl. Bizim %88,4 ve onlarin %89,2 F-0l¢ciimii sonuglar1 arasindaki kii¢iik fark,
deneysel ortamlardaki farkliliklardan kaynaklanabilir ve ortalama F-skorlarinin
yakinlig1 nedeniyle istatistiksel olarak elde edilen sonug¢larin anlamli oldugunu iddia

etmek yeterli degildir. Bu nedenle, Onerilen teknigimizin (RSwe), son giincel

calismalarin siniflandirma performanslarindan ¢ok daha iistiin oldugu kanitlandi.

Tablo 4.25. Onerilen yéntemin siniflandirma basarismin F 6l¢iimii sonuglari
acisindan 2. ¢alisma ile karsilastirilmasi

Yontem Sts-Gold
RSwe 88,4
Mgl 83,4

CEMSGV°[48] 83,5
CEMsgMERe] 84,5
Msgl#l 84,7
Msg gt ! 89,2
Mgal*8l 85,2
Mscarbg ! 85,2
CEMsgaV0*el 87,0
CEMsgaVEXE] 85,5
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5. SONUCLAR VE ONERILER

Topluluk sistemlerinin iistiinliigii, daha once de belirtildigi gibi makine 6grenimi
alaninda yaygin kabul goren bir varsayimdir. Bu yaklasima gore daha dogru ve
saglam modeller iiretilmesi tavsiye edilmektedir. Tez kapsaminda, genisletilmis uzay
ormanlarmin topluluk algoritmalarin1 kullanarak simiflandirma performansina
katkisinin arastirilmasi 6nerilmektedir. Bu amacla, 6zellik uzayi iizerinde daha once
denenmemis oOzellik secim/¢ikarim teknikleri kullanilarak genisletilmis uzay

ormanlart kavraminin bir adim daha ileriye taginmasi hedeflenmektedir.

Dahasi, bu ¢alisma, karinca kolonisi optimizasyonun, bilgi kazaniminin, ki-karenin
ve kelime yerlestirmelerinin kullanimi acgisindan smiflandirict topluluklart ile
genisletilmis uzay ormanlan iizerine yapilan ilk arastirmadir. Belirtilen tekniklerle
secilen Ozellikler, yeni bir genisletilmis 0zellik uzayr olusturmak igin orijinal
ozelliklerle harmanlanmaktadir. Sonrasinda topluluk algoritmalariyla, topluluk
sisteminin homojen ve heterojen olmasma bagli olarak sirasiyla veri kiimesi
cesitliligi ve smiflandirict gesitliligiyle siniflandirma performansiin artirilmasi
hedeflenmektedir. Kapsamli deneysel calismalar, onerilen yontemlerle gelistirilen
genisletilmis uzay ormanlarmin orijinal 6zellik uzaylarina ve giincel literatiir
calismalarin c¢esitli genisletilmis siiriimlerine kiyasla; siniflandirma performansinda
kayda deger bir artis saglamaktadir. Genel simiflandirma performanslari goz ontinde
bulunduruldugunda, orijinal 6zellik uzayina sahip uzay ormanlari, tiim egitim kiimesi
seviyelerinde en diisiik dogruluk oranlarina sahiptir. Gergeklestirilen deneyler ile
saptanan bu durum, orijinal 6zellik uzaymna sahip uzay ormanlarinin gelistirilmeye

ithtiyacinin oldugunu gostermektedir.

Topluluk algoritmalarinin simiflandirma performanslarindan elde ettigimiz sonuglar,
veri kiimelerinin 6zelliklerine ve kullanilan topluluk ©grenme yoOntemlerinin
cesitliligine gore degisiklik gostermektedir. Gergeklestirilen genel bir performans
degerlendirmesi sonucunda, homojen topluluk sistemleri kullanildiginda RF> RS>

BS> BG seklinde bir performans siralamasinin gegerli oldugu gézlenmektedir. Buna
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karsin, heterojen topluluk sistemi kullandiginda Heter-STCK’ nin Heter-MV’ ye
kiyasla temel siniflandiricilart entegre eden en iyi yontem oldugu goézlenmektedir.
Onemli bir detay olarak heterojen topluluk sistemlerinin, homojen sistemlere gére
cok daha iyi simiflandirma performansi sergiledigi goriilmektedir. Genisletilen 6zellik
uzaylarinin topluluk yontemleriyle harmanlamasindan ¢ikan sonuglar, orijinal 6zellik
uzay1 ile edilene gore ¢ok daha {iistiin bir performans sergilemektedir. Buradan
hareketle, calismamizin yap1 tasini olusturan 6zellik uzayr genisletme tekniklerinin

performans degerlendirmesine odaklanilmaktadir.

Orijinal oOzellik uzay1 ile rastgele genisletilen ve ACO ile genisletilen 6zellik
uzayinin sonuglari kiyaslandiginda en iyi performanst ACO’ nun sergiledigi
goriiliirken; rastgele 6zelliklerle genisletilen 6zellik uzayinin onu takip ettigi ve en
kotii siniflandirma basarisinin orijinal 6zellik uzayina ait oldugu gozlenmektedir. 1G
ve CHI ile genisletilen 06zellik uzaylar1 ile orijinal o6zellik uzaylarinin basarisi
kiyaslandiginda ise su siralama elde edilmektedir: IG> CHI> Orijinal. GR ile ve
rastgele genisletilen Ozelliklerle elde edilen genisletilmis oOzellik uzaylarinin
performansi yine orijinal 6zellik uzay ile kiyaslandiginda ise siralama su sekilde

gerceklesmektedir: GR> Rastgele> Orijinal.

Son olarak, IG, ACO ve WE ile genisletilen 6zellik uzaylari orijinal 6zellik uzay ile
kiyaslandiginda, en iyi performansin WE’ ye ait oldugu; onu sirasiyla ACO, 1G ve
orijinal 6zellik uzaylarinin siiflandirma basarilarinin takip ettigi gézlenmektedir.
Sonu¢ olarak, metin ve sayisal veriler dahil olmak iizere, ozellik uzaymin
genisletilmesinin ve bu genisletilmis yeni 6zellik uzaymin topluluk algoritmalariyla
homojen ve heterojen olarak ayr1 ayri harmanlamasinin sundugu basarili sonuglar,

onerilen tekniklerin literatiire katki sagladigin1 gostermektedir.

Genisletilmis uzay ormanlarinin siniflandirma basarisinin yani sira, yiirlitme zamani
analizi de test ve egitim siireleri agisindan degerlendirilmektedir. Daha fazla 6zellige
sahip olmas1 ve ozelliklerin arama siiresiyle dogrudan orantili olmasi nedeniyle,
orijinal uzaylara kiyasla genigletilmis uzay ormanlar1 i¢in daha fazla egitim siiresi
gerekmektedir. Test siiresine dair ipucu veren temel dgrenicilerin karmasikligi, bir
agactaki diiglim sayisiyla orantilidir. Bu nedenle, en karmagik temel 6greniciler en

bliylik agaglara sahip olmalarindan dolayir rastgele orman algoritmasi tarafindan
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olusturulmaktadir. Gelistirilmis uzay ormanlarinin, orijinal uzay ormanlarma kiyasla
daha kiiciik agaclara sahip olmalarindan dolayr daha az test siiresi gerektirdigini

vurgulamak 6nemlidir.

Twitter veri kiimelerindeki egitim stiresi, Intel® Xeon® E5-2643 3,30 GHz
makinede 12 is parcacig kullanilarak yaklasik 1 saat 25 dakika, Tiirkce ve Ingilizce
veri kiimelerindeki egitim siiresi yaklasik 3 saat 35 dakika ve UCI makine 6grenmesi
deposundan elde edilen 36 veri kiimesindeki toplam egitim siiresi yaklasik 1 saat 5
dakika olarak ger¢eklesmektedir. Onerilen modellerin egitiminin, grafik islem birimi
(GPU) ile gerceklestirilmesinin, egitim siiresi performanst iizerinde biiyilk bir
etkisinin olabilecegi diisiiniilmektedir. Gelecekte, onerdigimiz bu teknikleri derin
O0grenme temelli yapay sinir aglartyla harmanlayarak topluluk algoritmalarinin

siniflandirma basarisinin daha da artirilmasi hedeflenmektedir.
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