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Meme kanseri diinya genelinde kadinlar arasinda en sik goriilen kanser tiiriidiir. Meme
kanseri erken evrede teshis edilirse, tedavi edilmesi miimkiindiir. Bu ¢alisma meme
kanserinin tanist igin gelistirilmis makine dgrenme algoritmalarina dayali yeni bir
smiflandirma sistemi Onermektedir. Gelistirilmis makine 6grenme algoritmalar
olusturmak amaciyla Gznitelik se¢im ve hiperparametre optimizasyon yontemleri
kullanilmistir. Makine 6grenme algoritmasi olarak sirasiyla Karar Agaci, Naive Bayes,
Destek Vektdér Makinesi, K-En Yakm Komsu ve Topluluk Ogrenme ydntemleri
kullanilmigtir. Tim deneyler Wisconsin Meme Kanseri Veri (WBCD) seti ve
Mamografi Meme Kanseri Veri Seti (MBCD) olmak tizere iki farklt meme kanseri veri
seti lizerinde test edilmistir. Veri setlerinin en ayirt edici 6zniteliklerini belirlemek
amaciyla sirasiyla Relief, En Kiigiik Mutlak Daralma ve Se¢gme Operatorii ((Least
Absolute Deviation and Least Absolute Shrinkage and Selection Operator-LASSO) ve
Ardisik  Tleri Yénde Secim yontemleri kullanilmistir. Makine Ogrenme
algoritmalarindaki en uygun hiperparametreleri bulmak i¢in Bayes optimizasyon (BO)
yontemi kullanilmigtir. Calisma kapsaminda en 1yi siniflandirma oranini elde etmek
amactyla farkli deneyler yapilmistir. Onerilen 6znitelik segim-Bayes optimizasyon

hibrit yontemleri caligmada kullanilan makine 6grenme algoritmalarinin siniflandirma
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oranlarini artirmistir. Yapilan deneyler sonucunda, LASSO-BO-DVM yo6ntemi her iki
meme kanseri veri setinde de en yiiksek dogruluk, kesinlik, duyarlilik ve F1-skorunu
gostermistir (WBCD igin %98,95, %97,17, %100 ve %98,56; MBCD igin %97,95,
%98,28, %98,28 ve %98,28).

Anahtar Kelimeler: Meme Kkanseri, Makine 06grenmesi, Hiperparametre

optimizasyonu, Oznitelik se¢im yontemleri
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ABSTRACT

Doctor of Philosophy
DETECTION OF BREAST CANCER WITH IMPROVED MACHINE LEARNING
ALGORITHMS

Erkan AKKUR

TOBB University of Economics and Technology
Institute of Natural and Applied Sciences
Biomedical Engineering Science Programme

Supervisor: Prof. Dr. Osman EROGUL
Date: January 2023

Breast cancer is the most common cancer type among women worldwide. If breast
cancer is detected at an early stage, it can be cured. This study proposes a novel
classification model based improved machine learning algorithms for diagnosis of
breast cancer. Feature selection and hyperparameter optimization methods are used to
build improved the machine learning algorithms. Decision Tree, Naive Bayes, Support
Vector Machine, K-Nearest Neighbor and Essemble Learning methods are used as
machine learning algorithms, respectively. All experiments are tested on two different
datasets, Wisconsin Breast Cancer Dataset (WBCD) and Mammographic Breast
Cancer Dataset (MBCD). Relief, Least Absolute Deviation and Least Absolute
Shrinkage and Selection Operator (LASSO) and Sequential Forward Selection
methods are used to determine the most distinctive features of the datasets,
respectively. Bayesian optimization (BO) method is used to find optimal
hyperparameters in machine learning algorithms. Within the scope of this study,
different experiments are conducted in order to obtain the best classification rate. The
proposed feature selection-Bayes optimization hybrid methods have increased the
classification rates of the machine learning algorithms used in the study. As a result of

the experiments, LASSO-BO-SVM has showed the highest accuracy, precision, recall
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and F1-score in both datasets (%98,95, %97,17, %100, %98,56 for WBCD; %97.95,
%98,28, %98,28, %98,28 for MBCD).

Keywords: Breast cancer, Machine learning, Hyperparameter optimization, Feature
selection methods
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1. GIRIS

Meme kanseri kiiresel istatistiklere gore kadinlar arasinda en sik goriilen kanser
tiriidiir [1]. Meme kanseri meme dokusundaki hiicrelerin kontrolsiiz olarak
bliytimeleri ile tiimor adi verilen kistlerin olugsmasi sonucu meydana gelmektedir.
Meme tiimérleri iyi huylu ve kétii huylu olarak siniflandiriimaktadir. Iyi huylu
timorler kanser ile iligkisi bulunmamaktadir. Bu tip tiimorler viicudun diger
bolgelerine yayilmamaktadir. Kotii huylu tiimérler ise kanser 6zelligine sahiptir. Koti
huylu tiimorler tedavi edilmedikleri taktirde kontrolsiiz bir sekilde cogalabilmektedir.
Bu tiir timoérlerin yakinlarindaki dokulara yayilma potansiyelleri bulunmaktadir [2].
Meme kanserinin erken teshisi meme kanserine bagli 6liim oranlarini dnemli oranda
azaltmaktadir [3]. Meme kanserinin erken evrede teshisi i¢in yapay zeka yontemleri
kullanilarak yapilan calismalar oldukca 6nem arz etmektedir. Makine 6grenmesi bir
sistemin ge¢mis tecriibelerinden elde edilen 6grenmelerinden yararlanarak bir model
olusturan ve gelecekte meydana gelebilecek durumlar karsisinda tahminler yapmasini
saglayan bir yapay zeka dalidir. Bu yeteneklerinden dolayr makine 6grenme

algoritmalart meme kanserinin teshisinde yaygin bir sekilde kullanilmaktadir [4-6].

Oznitelik segim yontemleri ve hiperparametre optimizasyonu makine Ogrenme
algoritmalarimin smiflandirma performanslarim1 etkileyen iki 6nemli unsurdur.
Oznitelik se¢im yontemleri veri setlerindeki en faydali dznitelikleri segme ve bulma
siireci olarak tanimlanmaktadir. Oznitelik secim y&ntemleri veri setlerindeki dznitelik
kiimesinin boyutunu azaltmakta, makine 6grenme algoritmalarinin hizin1 ve basari
oranlarin1  artirabilmektedir [6,7]. Makine O6grenme algoritmalart ¢ok sayida
hiperparametre i¢cermektedir. Hiperparametreler, modelin 6grenemedigi ve egitim
siirecinden Once saglanmasi gereken parametrelerdir. Uygun hiperparametrelerin
ayarlanmasi makine Ogrenme algoritmalarin performanslarmi artirmaktadir.
Hiperparametre optimizasyonu makine Ogrenme algoritmalart i¢in en uygun
hiperparametre kombinasyonun belirlenmesidir [8-9]. Sonug olarak, 6znitelik se¢im
yontemlerinin ve hiperparametre optimizasyonun kullanilmasi makine o6grenme
algoritmalarinin basar1 oranlarini artirmaktadir. Literatiirde meme kanserinin makine

ogrenmesi ile tespiti ile ilgili ¢ok sayida ¢alisma yapilmaktadir. Ancak konu ile ilgili



literatiir caligmalar1 incelendiginde hiperparametre optimizasyonu ve dznitelik se¢im
yontemlerinin makine O6grenmesi algoritmalarinin smiflandirma performanslarina

etkisini inceleyen ¢alismalarin daha az oldugu goriilmistiir.

1.1 Tezin Amaci

Bu c¢alismada meme kanserinin tespiti igin gelistirilmis makine Ogrenme
algoritmalarina dayali bir siniflandirma sistemi 6nerilmistir. Bu kapsamda; ¢alismada
farkli makine 6grenme algoritmalari kullanilmis ve bu algoritmalarin siniflandirma
performanslarinin  artirilmasi  hedeflenmistir. Makine 06grenme algoritmalarinin
simiflandirma oranlarin1  artirmak amaciyla Oznitelik secim yontemleri ve
hiperparametre optimizasyonu birlestirilerek farkli hibrit modeller olusturulmustur.
Bununla birlikte 6znitelik se¢im yontemlerinin ve hiperparametre optimizasyonun
makine 6grenme algoritmalarina etkisi irdelenmis ve en yiiksek basari oranina sahip

hibrit modelin bulunmas1 hedeflenmistir.
Bu tez ¢alismasinda 6zet olarak;

e ki farkli meme kanseri veri seti 5 farkli makine dgrenme algoritmasi ile

siiflandirilmis ve algoritmalarin basari1 oranlari karsilagtirilmistir.

e Veri setlerindeki en secici ve ayirt edici oznitelikler 3 farkli 6znitelik se¢im

yontemi kullanarak belirlenmistir.

e Makine 6grenme algoritmalarinin en uygun hiperparametrelerinin belirlenmesi
maksadiyla Bayes optimizasyon yontemi kullanilmaistir.
e En yiiksek simiflandirma oranlarini elde etmek amaciyla her bir veri seti i¢in 25

adet farkli deney gergeklestirilmistir.

1.2 Tezin Kapsam

Bu calisma sekiz boliimden olusmaktadir. Birinci boliimde tezin amaci ve kapsami
sunulmustur. Ikinci bdliimde meme kanserinin tanimi yapilmis, meme kanserinin
tiirlerinden, risk faktorlerinden ve tam1 yontemlerinden bahsedilmistir. Ucgiincii
boliimde yapay zekanin tanimi yapilmis, makine 6grenme, yapay sinir aglart ve derin
ogrenme ile ilgili bilgiler verilmistir. Dordiincii boliimde son yillarda meme

kanserinin siniflandirilmasi ile ilgili yapilan literatiir caligmalar1 6zetlenmistir.



Besinci boliimde onerilen hibrit siniflandirma sisteminin akis semasi sunulmus ve
caligma kapsaminda kullanilan veri setleri ile bilgiler verilmis olup kullanilan
Oznitelik ¢ikarim, Oznitelik se¢im yontemleri, makine 6grenme algoritmalar1 ve
Bayes optimizasyon yontemi ayrintili olarak anlatilmistir. Son olarak makine
O0grenme algoritmalarinin siniflandirma oranlarinin degerlendirilmesinde kullanilan
performans kriterleri ile ilgili bilgiler verilmistir. Altinct boliimde 6nerilen hibrit
modellerin meme kanseri veri setleri tizerinde elde edilen siniflandirma sonuglarina
yer verilmistir. Yedinci boliimde onerilen modellerin performans sonuglarinin
birbirleri ve literatiirdeki benzer calismalar ile karsilastirmalart sunulmustur.

Sekizinci bolimde ¢alisma ile ilgili genel degerlendirmeler yapilmistir.






2. MEME KANSERI

Meme gogiis kaslarinin {izerinde bulunan ve orta hat gogiis kemiginin dis bolgesi ve
koltuk altinin 6n sinirindan asag1 dogru uzanan siit bezlerinden olusan damla seklinde
bir organdir [10]. Meme dokusunun igerisinde farkli anatomik yapilar bulunmaktadir

[11]. Sekil 2.1°de bu anatomik yapilar gosterilmistir.

Kan Damarlar:

L.obiiller
St Kanah

Deri

Yag
Kemik

Sekil 2.1: Meme anatomisi [11].

Meme dokusu anatomik olarak siit iretimini saglayan bezlerin olusturdugu
lobiillerden, siitiin bosaltma isleminin gergeklestigi kanallardan, kanallar ile lobiiller

arasini dolduran yag ve bag dokularindan olugsmaktadir [10-11].

Meme kanseri meme dokusunda bulunan hiicre biiyiimesini denetleyen genlerde
olusabilen mutasyon veya anormal degisiklikler sebebiyle olusmaktadir. Saglikli bir
bireyde bir hiicre boliinecegi zamani ve yeri bilme yetenegine sahipken, bilinci
kaybolmus bir hiicre kontrolsiiz bir sekilde boliinerek kansere neden olabilmektedir
[11].

Diinya Saglik Orgiitii’niin 2020 yili igin yaymmlamis oldugu kanser istatistikleri

raporlarina gére, meme kanseri diinya genelinde kadinlarda en yaygin kanser tiirtidiir.



Sekil 2.2°de diinya genelinde kadinlar arasindaki goriilen kanser tiirlerinin goriilme ve
Olim oranlart gosterilmistir. 2020 yili i¢in yaklasik olarak 2,3 milyon kisiye meme
kanseri teshisi konulmustur. Bu kanser tiirii tim kadinlarda goriilen kanser vakalarinin
yaklasik olarak %24,5’ini olusturmaktadir. Ayni1 raporlarda 2020 yilinda yaklasik
olarak 685.000 kadinin meme kanseri nedeniyle yasamini kaybettigi bildirilmektedir.
Meme kanseri sebebiyle hayatini kaybeden kadin sayisi tiim kanser 6liim sayisinin
yaklasik olarak %15,5’ini olusturmaktadir [1].

Other Breast
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28.9% Other  EEISH8
Leukemia
Colorectum Y50%
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ymphoma 3.8% b
26% OV;W ™, Colgrectum
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3.0% o
i P 0 . .
Cary : o D ol ?t;zylx uteri
Stomach 579 Stomach/-17
4.0% S 6.0%
Corpus uteri - é : .
: ervix uteri
4.5% Thyroid 6.5%
49%
(a) (b)

Sekil 2.2: Kanser tiplerinin diinya genelinde (a) goriillme ve (b) 6lim
orani [1].

Ulkemizde de diinya genelinde oldugu gibi meme kanseri kadinlar arasinda goriilen
en yaygin kanser tliridiir. Kanser Erken Teshis, Tarama ve Egitim Merkezi (KETEM)
tarafindan llkemiz genelinde ulusal meme kanseri taramalar1 ¢alismalari
yiriitiilmektedir. Toplum bazli taramalar Saglik Bakanligi Halk Saghgi Genel
Miidiirligi bilinyesinde bulunan Kanser Dairesi Baskanligi tarafindan yayimlanan
“Ulusal Kanser Tarama Standartlar1” dogrultusunda yapilmaktadir. Bu standartlara
gore 40-69 yas arasindaki kadinlar hedef grubu olusturmaktadir. Bu hedef grubuna
mamografi ile meme kanseri taramasi yapilmaktadir. Meme kanseri taramasinin

araligi 2 yildir [12].

2.1 Meme Kanseri Tirleri

Meme kanseri meme dokusunda bulunan hiicrelerde meydana gelmektedir. Meme

dokusunda olusan her meme tiimorii kanser degildir. Meme tiimorleri iyi huylu ve koti



huylu olmak iizer iki sinifta degerlendirilmektedir. Iyi huylu meme tiimérlerinin meme
kanseri ile herhangi bir iligskisi bulunmamaktadir. Fibradenom, adenozis, duktal ektazi,
yag nekrozu ve fibrokistik degisiklikler iyi huylu meme tiimori ¢esitleridir [13]. Kotii
huylu meme tiimorleri ise kanser ozelligine ve viicutta baska dokulara yayilma
potansiyeline sahiptir. Bu tiir meme tiimorlerinin kendi igerisinde bir siniflandirilmast
bulunmaktadir. Eger kanser siit kanallarinda olusuyorsa duktal karsinom, siit
bezlerinde olusuyorsa lobiiler karsinom adini1 almaktadir. Bu iki kanser tiirii de kendi
iclerinde iki grupta incelenmektedir. Lobiiler karsinom siit bezinin i¢inde meydana
gelirse lobiiler karsinom in sutu, siit bezinin disina ¢ikmis ise invaziv lobiiler karsinom
adin1 almaktadir. Duktal karsinom siit kanalinin igindeyse duktal karsinom in sutu,
disindaysa invaziv duktal karsinom seklinde tanimlanmaktadir [14-Url-1]. Sekil
2.3’de normal, duktal karsinom ve lobiiler karsinom meme dokusu hiicreleri

gosterilmektedir.

Normal Hiicreler Duktal Karsinom Lobiiler Karsinom

Sekil 2.3: Meme dokusunun patolojisinin animatif olarak gosterimi

[Url-2].
Duktal karsinom in sutu meme kanserinin en erken asamasinda olusmaktadir. Bu
kanser tlirtinde anormal hiicreler siit kanalimin disina ¢ikmayip meme dokusuna
yayilmamis durumdadir. Tedavi edilmedikleri zaman ise bazen meme dokusuna
yayllma potansiyeli bulunmaktadir. Kanserli bolgenin c¢ikarilmas: ile tedavi
edilebilmektedir. Elle muayene edilemeyecek kadar kiiciik olmalar1 sebebiyle
mamografi ile teshis edilmesi gerekmektedir [14, 15, Url-1, Url-2]. Invaziv duktal
karsinom kanser hiicrelerinin siit kanallarinin disina ¢iktig1 zaman olusmaktadir. Bu
kanser tiiriinde, anormal hiicre 6nce kanal i¢inde olugmakta daha sonra duvari gecerek
meme dokusuna yayilmaktadir. Baz1 durumlarda anormal hiicre meme dokusu disina
yayllma potansiyeline sahiptir. Bu kanser tiirii eger tedavi edilmezse oliimciil

olabilmektedir[14-Url-1]. Lobiiler karsinom in sutu, kanser hiicrelerinin siit bezlerinde



(lobiiller) olugmasi ile meydana gelmektedir. Lobiillerde meydana gelmeye baslayan
olusum lobiillerin i¢indedir ve meme dokusuna yayilmamis durumdadir. [Url-1].
Invaziv lobiiler karsinom, kanser hiicrelerinin siit bezlerinin disina ge¢gmeye basladig

formdur. Kanserli hiicre meme i¢ine ve meme disina yayilmis durumdadir [14, Url-1].

2.2 Meme Kanseri Risk Faktorleri

Guniimiizde, meme kanseri ile ilgili olarak nedeni kesin olarak bilinmemekle beraber
yapilan bilimsel ¢alismalar sayesinde, bu kansere neden olan bazi faktorler tespit
edilmistir. Meme kanserinin olusmasinda etkili oldugu varsayilan bu risk faktorlerini

5 ana grupta incelemek miimkiindiir.

Demografik 6zellikler
Reproduktif Oykii
Ailesel ve genetik faktorler

Cevresel etmenler

o B~ w D

Diger faktorler

Demografik o6zellikler: Kadin cinsiyeti meme kanserine yakalanma agisindan en
biiylik risk faktorii olarak degerlendirilmektedir. Kadinlarin artan yas1 cinsiyet kadar
onemli risk faktorlerinden birisidir. Bir kadinin meme kanserine yakalanma ihtimali
sekizde bir olarak kabul edilmektedir. Yas orani artik¢a bir kadinin meme kanserine
yakalanma orani da artmaktadir. Otuz yasinda bir kadinin meme kanserine yakalanma
orani Oniindeki y1l boyunca 1/250 iken, yetmis yasinda bir kadinin meme kanserine
yakalanma olasiligt 1/27°dir. Meme kanserine yakalanma agisindan 6nemli
paradokslardan birisi de meme kanserinin goriilme oranin siyahi kadinlara gore beyaz
kadinlarda %20 daha yiiksek olmasina ragmen, 6liim oranin siyahi kadinlarda daha
yiiksek olmasidir. Bu durumun sosyoekonomik kosullardan ve yasam tarzindan

kaynaklandig1 disiiniilmektedir [16-17].

Reproduktif Oykii: Reproduktif 6ykii bir kadmin ergenlik déneminde ilk adet
kanamasindan menopoz donemine kadar olan silire olarak tanimlanmaktadir.
Kadmlarin uzun siire Ostrojen hormonuna maruz kalmast meme kanserinin
gelismesindeki artisla iligkilidir. Ilk dogumun ileri yaslarda yapilmasi ya da hi¢ dogum

yapilmamasi da meme kanserinin gelismesindeki artisla iliskilidir.



Ailesel ve genetik faktorler: Aile oykiisi meme kanserine yakalanma agisindan
onemli bir risk faktoriidiir. Meme kanserine yakalanan olgularin yaklasik olarak %5-
10 oraninda ailesel oldugu goriilmektedir. Bir adet birinci derece yakinlarda meme
kanseri olgusu varsa, risk 1.80 oraninda artmaktadir. Iki adet ikinci derecede
yakinlarda meme kanseri olgusu varsa, risk 2.9 oraninda artmaktadir. Bir akraba otuz
yasindan 6nce meme kanserine yakalanmissa risk orani 2.9 kat, altmis yasindan sonra
meme kanseri goriilmiisse risk orani 1.5 kat artmaktadir. Meme kanseri goriilen
kadinlarda kansere neden olan gesitli kalitsal genler tanimlanmistir. Bu kalitsal genler
icinde en onemlileri BRCALl ve BRCA2 genleridir. Bu genlere sahip kadinlarda
yasamlari boyunca meme kanserine yakalanma riskinin %45-80 oraninda oldugu
kabul edilmektedir.

Cevresel etmenler: Cevresel etmenler sigara ve alkol kullanimi, beslenme
aligkanliklari, pasif yasam, hormon replasman tedavisi, sosyoekonomik diizey,

radyasyona maruz kalma gibi faktorlerdir.

Diger faktorler: Viicut kitle indeksi, proliferatif meme hastaliklari, meme dokusunun

dens 6zelligi ve kisisel meme kanseri dykiisii meme kanserini etkileyen diger faktorler

olarak degerlendirilebilmektedir [16-17].

2.3 Meme Kanserinde Tam

Meme kanseri erken evrede saptanabilirse tedavi edilebilme ihtimali oldukca
yiiksektir. Erken teshis ile meme kanserine bagli 6lim oranlarini azaltmak miimkiin
olabilmektedir. Tani yontemleri olarak kendi kendine muayene, klinik meme

muayenesi, goriintiileme yontemleri ve biyopsi kullanilmaktadir [10].

Kendi kendine muayene (KKM): Yirmi yasini gegen her kadmin adet dénemi
bittikten sonra ilk hafta i¢inde, adet gormeyenlerin ise ayin belli bir giinii kendisini
kontrol etmesi 6nerilmektedir. KKM yontemi sirasiyla bir ayna karsisinda viicuttaki
gorsel degisiklikler kontrol degerlendirildikten sonra yatarak elle yapilan muayene
olarak tanimlanabilmektedir. Diizenli olarak yapilan KKM yo6ntemi ile her kadin belli
bir siire sonra meme yapisini tantyabilmektedir. Boylece meme dokusunda ¢ikan ya
da ¢ikabilecek kitleleri erken evrede saptayabilecek seviyeye ulasilabilmektedir.
Meme kanserinin erken evrede belirtileri ¢ok net olmamaktadir. Kanserin ilerleyen

stireglerinde ise meme dokusunda izlenmesi gereken birtakim degisikler meydana



gelebilmektedir. Meme dokusunda kitlelerin ele gelmesi, boyutlarinda ya da seklinde
degisikler olusmasi, meme basindan akinti gelmesi ve dokudaki renk degisimleri

meme yapisindaki degisikliklere 6rnek olarak verilebilmektedir. [18].

Klinik meme muayenesi (KMM): Bu yontem bir doktor tarafindan KKM ile KMM
yontemindeki benzer adimlar takip edilerek yapilmaktadir. Hastalik hikayesinin
Ogrenilmesi ve gerekirse bazi tetkiklerin yapilmasi bu ydntemin asamalarindan

birisidir. Bu sayede sorun ile ilgili tami1 konabilmekte ve tedavi siireci

baslatilabilmektedir [19].

Goriintilleme Yontemi: Meme kanserinin erken tanisi amaciyla Mamografi,
Manyetik Rezonans (MR) Goriintiileme, Ultrasonografi ve Dijital Meme Tomosentez
yontemleri kullanilmaktadir [20]. Bu goriintiileme yontemlerinden mamografi meme
kanserinde en sik kullanilan ve ilk basvurulan yontemdir. Kirk yas tzerindeki
kadinlarin meme dokusu ile ilgili sikayeti olsun ya da olmasin yilda bir kez mamografi

¢ektirmesi Onerilmektedir [21].

Mamografi; memeyi goriintiileme amaciyla X-isinlar1 kullanan meme dokusunun
0zel bir radyografi tiirtidiir. Mamografi meme kanserinin erken teshisinde tarama ve
tan1 amacli kullanilmaktadir. Taramadaki temel ama¢ semptomu olmayan hastalarda
erken teshis koymaktir. Tanidaki amag ise semptomu olan hastalara teshis koymaktir.
Mamografi meme kanserinin yaklasik olarak %25-30 oraninda mortalite oranini
azaltmaktadir. Mamografi meme dokusunun glandiiler ve yag olusumlarini inceleyen
yumusak bir doku radyografi yontemi olarak degerlendirilmektedir. Konvansiyonel ve
dijital olmak {iizere iki grupta incelenmektedir. Konvansiyonel olan mamografilerde,
X-1s1m1 meme dokusundan gecerek bir kaset i¢inde bulunan rontgen filmini
etkilemektedir. Kaset i¢inde filmin banyo edilmesi ile mamografi goriintiisii
olusmaktadir. Dijital mamografi 2000°’li yillardan sonra gelistirilen bir teknolojidir. Bu
teknoloji meme dokusunun bir goriinti dedektorii ve bir kompresyon plakasi ile
sikigtirilarak rontgen filminin gekilmesi prensibine dayanmaktadir. Bu yontemde
meme iki yonden hafif¢e sikistirilmaktadir. Kompresyona ugramis memedeki farkl
dokularin X-1ginina karsi gostermis oldugu zayiflama miktarlar1 dnce dedektorler
yardimiyla elektriksel sinyale cevrilmektedir. Daha sonra da cesitli bilgisayar
algoritmalar: ile bu sinyaller goriintii haline doniistiiriilmektedir. Sonug olarak; iki

boyutlu ve parlaklik degisimini gosteren bir goriintii olusmaktadir [22]. Tek bir agidan

10



X-151n kaynagiin olmasi sebebiyle farkli dokularin iist iiste ¢akigmasi ile goriintii
tizerinde siliperpozisyon meydana gelmektedir. Ortaya ¢ikan goriintiiniin tersinin
alinmasi ile pektoral kas, damar ve siipheli bolgeler gibi yogun yapilarin agik tonlarda,

yag dokusu gibi bolgeler ise koyu ¢ikmaktadir [23-25].

Goriintillerde meydana gelen siliperpozisyon olayinin etkisini ortadan kaldirmak
amactyla mamografi ¢ekimi yapilirken meme dokusunun farkli acilarda goriintiisii
alinmaktadir. Mamografi cihazlarinda mediolateral oblik (MLO) ve kraniokaudal
(KK) seklinde iki farkli projeksiyonda goriintii tercih edilmektedir [23]. MLO
projeksiyonunda uygun a¢ida meme dokusunun biiyiikk bir boliimii goriintli alanina
girmekte ve meme dokusunun st kadran ve aksiyel kuyruk bolgesi daha iyi
gortintiilenmektedir. KK projeksiyonunda ise subareolar bolge, santral ve medial
meme dokusu goriintiilenmektedir. Bu iki farkli projeksiyondaki grafiler birbirini
tamamlamakta ve birinin gorlintlii alanina girmeyen bir lezyon diger projeksiyondaki
goriintli alanina girebilmektedir [25]. Rutin olarak bir mamografi ¢ekimi yapilirken
her iki projeksiyonda da goriintii alinmaktadir. Sekil 2.4’de sag ve sol meme

dokusunun iki projeksiyonda da goriintiisti gosterilmistir.

Sekil 2.4: Sag ve sol memenin KK ve MLO projeksiyonundaki
goriintiileri [26].

Mamografi goriintiileme yontemi ile meme dokusundaki farkli anormallikler
gozlemlenebilmektedir. Kitle, mikro-kalsifikasyon, asimetrik dansite, yapisal

distorsiyon gibi radyolojik bulgular mamografi yontemi ile tespit edilebilmekte ve
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izlenebilmektedir. Mamografi goriintiilerinde saptanan anormalliklerin klinisyen ve
radyologlar tarafindan degerlendirme siirecinde standart bir yontemin kullanilmasi
hastalarin dogru bir sekilde yonlendirilmesini saglamaktadir [27]. Bu amagla 1992
yilinda Amerikan Radyoloji Dernegi tarafindan “Meme goriintiileme raporlama ve
veri sistemi (Breast Imaging Reporting and Data System”-(BI-RADS)) olarak
adlandirilan ve mamografi yorumlanmasi i¢in standart bir yontem gelistirilmistir. BI-

RADS yo6nteminin son baskisi 2013 yilinda yayimlanmistir. BI-RADS sistemi,

e Tanimlama ve raporlamada kullanilacak terminolojide
standardizasyon saglama

e Malignite olasiliginin degerlendirilmesi,

e Klinik ve radyoloji arasinda iletisim kolayligi,

e Raporlarin standardizasyonu,

e Tibbi kayit ve izlem kolayligi,

gibi ozellikleri sayesinde radyologlara rehberlik etmektedir. Benzer sekilde manyetik
rezonans ve ultrasonografi icin de meme dokusunda olusan anormallikleri
degerlendirmek amaciyla BI-RADS rehberi yayimlanmistir. BI-RADS sistemi meme
lezyonlarinda olusan basta mikro-kalsifikasyon ve kitle anormalliklerini 6 farkl

kategoride yorumlamaktadir [27]. BI-RADS kategorileri:

Kategori 0: Ek tetkik gerektirdigini ifade etmektedir. Bu kategori mevcut olan
goriintiiler ile net bir karar verilemedigini ve bagka goriintiilere ihtiya¢ duyuldugunu

ifade etmektedir.

Kategori 1: Goriintiilerde herhangi bir lezyon olmadigini ifade etmektedir. Buna gore,
mamografi goriintlilerinde anormal bir olusum goézlenmemektedir. Gorlintiide
herhangi bir kist, kalsifikasyon veya lezyon goriilmemistir. Mamografi normal

ozelliklere sahiptir.

Kategori 2: Goriintiilerde tespit edilen lezyonlarn iyi huylu 6zellikte oldugunu
varsaymaktadir. Bu kategoride goriintii lizerinde lezyona benzer yapilar goriilmiistiir

ancak goriilen olusumlar ¢ok biiyiik olasilikla iyi huyludur.

Kategori 3: Goriintiilerde tespit edilen anormalliklerin biiyiik ¢ogunlukla iyi huylu

oldugunu varsaymaktadir. Bu kategoride kisa araliklar ile lezyonun durumunun takip
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edilmesi Onerilmektedir. Lezyonlarda herhangi bir biiyiime veya degisim olmasi

halinde biyopsi onerilebilmektedir.

Kategori 4: Stipheli anormallikler goriintiide agik¢a goriinmektedir. Anormalliklerin
iyi huylu veya kotii huylu o6zelliklere sahip olma durumu goriintii lizerinde
goriilmemektedir. Genellikle goriintiide goriillen bu anormallikler i¢in biyopsi

istenebilmektedir.

Kategori 5: Gorilintiide goriilen anormallikler biiyliik oranda kotii karakteristik

Ozelliklere sahiptir. Yine de kesin tan1 i¢in biyopsi istenmektedir.

Kategori 6: Goriintiide tespit edilen anormalliklerin kesin bir sekilde kotii karakteristik

ozelliklere sahip oldugu anlagilmaktadir [27].

Ultrasonografi; ses dalgalarim1  kullanarak  goriintii  olusturma temeline
dayanmaktadir. Bu yontemle, meme dokusunun i¢ yapist goriintiilenebilmektedir.
Meme yapist yogun olan hastalarda kullanilan etkili bir goriintiileme teknigidir.
Mamografi veya klinik muayenede siipheli lezyonlarin teshisinde ek bir goriis i¢in
tercih edilmektedir. Ultrasonografi maliyetinin diisiik olmas, taginabilirligi, uygulama

kolaylig1 ve risk tagimamasi nedeniyle tercih edilebilmektedir.

Manyetik Rezonans Goriintiileme; meme dokusu igerisindeki yapilar1 goriintiillemek
amaciyla biiyiik miknatislar vasitasiyla olusturulan giiclii manyetik alan igindeki
radyo-frekans dalgalarindan yararlanarak goriintii olusturmaktadir. Viicudun dogal
yapisinda goriinmeyen anormallikleri tespit etmede kullanilmaktadir. Genellikle,
yumusak dokularin goriintiilenmesinde genellikle tercih edilmektedir. MR, diger
yontemlerle tespit edilemeyen lezyonlar1 goriintiilemede yaklasik olarak %20-%25
oraninda etkilidir. Genellikle, meme taramasinin ilk asamasinda kullanilmamaktadir.
Bazi durumlarda ultrasonografiye destek amaciyla kullanilmaktadir. Meme kanseri
acisindan  yiiksek  riskli  hastalarda mamografiye destek amaciyla da

kullanilabilmektedir [2].

Dijital Meme Tomosentezinin; mamografiye gore tistiinliigii ti¢ boyutlu kesit goriintii
saglamasidir. Bu teknik sayesinde dens glandiiler doku siiperpozisyonu giderilerek
hem lezyonu saptama hem de var olan lezyonun Kkarakterize edilmesi

kolaylasmaktadir. Meme Tomosentezi mamografi tekniginin yalanci pozitiflik oranim
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diistirmektedir. Bu yoOntemde mamografiye gore ortalama glandiiler doz oram

artmaktadir [24, 28].

Meme Biyopsisi, meme goriintiileme tekniklerinde siipheli bir lezyon saptandigi
durumlarda, lezyonun kanserli olup olmadigini anlamak amaciyla meme biyopsisi
yapilmaktadir. Meme biyopsisi memeden alinan bir doku 6rneginin hiicre yapisi
diizeyinde patoloji laboratuvarinda incelenmesi temeline dayanmaktadir. Meme
biyopsisinin birgok farkli tiirti bulunmaktadir. Alinacak ornek miktarina, meme
yapisina ve lezyonun karakteristigine gore biyopsi tiirline karar verilmektedir. En ¢ok
kullanilan biyopsi ¢esidi igne tiirii sebebiyle tru-cut biyopsisidir. Bu teknikte, 6nce
lezyon ultrason ile goriintiilenerek ignenin giris noktast bulunmaktadir. Noktanin
cevresi steril hale getirilmekte ve lokal anestezi yapilmaktadir. Daha sonra ultrason
kilavuzlugunda tru-cut igne ile ile biyopsi islemi yapilmaktadir. ilgili bolgeden 6rnek
alinmakta ve igne c¢ikarilmaktadir. Giris bolgesi bantlanarak biyopsi islemi

bitirilmektedir [29].

Radyologlar giin i¢inde ¢ok sayida mamografi goriintiisiinii degerlendirme ve bu
degerlendirme stireci radyologlar iizerinde ciddi bir is yiikiine neden olabilmektedir.
Ayrica, goriintiileme yontemleri ile elde edilen goriintiilerin yiiksek boyutlu ve
karmasik yapisindan dolayi igeriginin degerlendirilmesi radyologlar i¢in zor ve zaman
alic1 bir islemdir. Son yillarda radyologlarin is ytiklerini azaltmak ve meme kanserinin
erken teshisinde radyologlara yardimci olmak maksadiyla bilgisayar destekli sistemler
(BDS) kullanilmaya baslanmistir. BDS sistemleri gozden kagan ya da yanlis
degerlendirilen lezyon sayisinin minimize edilmesi agisindan oldukc¢a Onemlidir.
Yapay zeka destekli BDS sistemleri meme kanseri tarama programlarinin
gelistirilmesine katkida bulunmaktadir. Yapilan ¢aligmalar yapay zeka yontemleri ile
olusturulmus karar destek sistemlerinin meme kanseri teshisinde yiiksek bir tani

performansina sahip oldugunu gostermektedir [24].
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3. YAPAY ZEKA

Yapay zeka bir veri 6rnegi iizerinden karar alabilen ve tahmin iglemlerini yapilabilme
yetenegine sahip algoritmalar biitiiniidiir. Yapay zeka kavrami ilk kez 1956 yilinda
Amerika’da iretilmistir. Yapay zeka verilerin depolanmasindaki iyilestirmeler ve
algoritmalarin hesaplama giicliniin artirilmasi sonucunda giintimiizde daha da popiiler
olmaya basglamistir. Yapay zeka makinelerin deneyimlerinden 6grenmeyi, yeni
girdilere uyum saglamayir ve insana benzer sekilde gorevler gerceklestirmeyi
hedefleyen algoritmalar olusturmay1 hedeflemektedir. 1980°1i yillarda yapay zekanin
bir alt dal: olan makine 6grenmesi gelistirilmistir. Makine 6grenmeye ek olarak derin
ogrenme de 2010’lu yillarda kullanilmaya baslanmistir [30]. Sekil 3.1°’de yapay
zekanin makine 6grenme siirecinden derin 0grenme siirecine kadar gelisim evreleri

gosterilmistir.

MAKINE

OGRENME :
DERIN

M o ™ OGRENME

DA

1950 1960 1970 1980 1990 2000 2010

Yapay Zekanin 1950'lerdeki erken bir iyimserlik dalgasindan sonra, bir alt kiimesi olan makine 6grenmesi sonrasinda da daha kigik bir alt
kiimesi olan derin 6grenmenin gelisim sagladigi donemler.

Sekil 3.1: Yapay zeka kavraminin gelisim siireci [30].

Yapay zeka yontemleri olarak sirasiyla makine 6grenme algoritmasi, yapay sinir aglari
ve derin 6grenme algoritmast kullanilmaktadir. Sekil 3.2’de yapay zeka tiirleri

arasindaki iliski gosterilmistir.
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Yapay Zeka

Makine Ogrenmesi

Yapay Sinir Aglari

Derin Ogrenme

Sekil 3.2: Yapay zeka tiirleri arasindaki iligki.
3.1 Makine Ogrenmesi

Makine 6grenmesi; bir veri setinin giris degerleri ile ¢ikis degerleri arasinda dogrusal
bir model olusturarak problemlerin ¢éziimii igin gelistirilmis hesaplama sistemi olarak

tanimlanabilmektedir. Sekil 3.3’de bir makine 6grenme mimarisi gosterilmistir.

Giris Oznitelik  Siniflandirma Cikis
¢ikarilmasi T

n_teatures .

Sekil 3.3: Makine 6grenme mimarisi.

Bir makine 6grenme modeli giris, Oznitelik ¢ikarilmasi, smiflandirma ve ¢ikis
asamalarindan  olusmaktadir.  Giris bolimiinde modele verilecek girdiler
tanimlanmaktadir. Bu girdiler goriintii veya text verisi olabilmektedir. Bir sonraki
asamada girdilerin tanimlanabilmesi i¢in Oznitelik kiimesi olusturulmaktadir.
Smiflandirma asamasinda ise olusturulan 6znitelik kiimesine gore hedeflenen sinif

c¢esitli modeller kullanilarak tahmin edilmektedir. Makine 6grenmesi; denetimli ve
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denetimsiz olmak tizere iki grupta incelenmektedir. Sekil 3.4°de denetimli ve

denetimsiz bazi makine 6grenme algoritmalar1 gosterilmistir.

o

Makine Ogrenmesi

o
o

Kiimeleme

Simflandirma Regresyon

Karar Agaci Dogrusal Regresyon K-Ortalamalar

Naive Bayes Rastgele Orman Hiyerarsik Kiimeleme

Temel Bilesen

K-En Yakin Komsu
Regresyonu

Temel Bilegenler Analizi

Topluluk Ogrenme

IIIII&J

Sekil 3.4: Makine 6grenmesi yontemleri.
3.1.1 Denetimli 63renme

Denetimli 6grenme giris ve ¢ikis arasinda kesin bir iligkinin bulundugu durumlarda
kullanilmaktadir. Veri setlerinin tamaminin etiketli olmasi gerekmektedir. Bu etiketli
veri setlerinin bir kism1 egitim siirecinde 6grenme islemi igin, bir kism1 da test verisi
icin kullanilmaktadir. Egitim siirecinde Ogrenme islemi etiketli bilgilerden
yararlanilarak yapilmaktadir. Test verisi kullanarak tahmin ya da smiflandirma
islemleri yapilmaktadir. Egitim siirecinde kullanilan veriler ile egitilen modelin
gercekte liretmesi gereken deger olup olmadigi denetlenmektedir. Sekil 3.5°de bir
denetimli 6grenme modeli gosterilmektedir [30]. Genel olarak siniflandirma islemi;
veri setlerinin daha 6nceden etiketleri belirlenmis olan verilere uygun bir formata
ayrilmasi olarak tanimlanmaktadir. Karar agaci (KA), destek vektor makineleri
(DVM) ve K-en yakin komsu (K-NN) algoritmalari en sik tercih edilen yontemlerdir.
Regresyon; bir veya birden fazla bagimsiz degisken ile hedeflenen degiskenin
birbirleri ile iliskilerinin matematiksel olarak ifade edilmesidir [30]. Dogrusal
regresyon ve temel bilesenler regresyonu literatiirde kullanilan regresyon

yontemlerinden bazilaridir.
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Giris

Etiket
Bunlar
elmadir.

Sekil 3.5: Denetimli 6grenme modeli [30].

#» Tahmin

Bu elma nu?

3.1.2 Denetimsiz 6grenme

Denetimsiz 6grenme yoOnteminin denetimli 6grenme yoOntemlerinden farki, veri
setlerinin etiketlenmemis olmasidir. Denetimsiz 6grenme mevcut olan veri setlerinde
bulunan Oznitelikler arasindaki iligskiyi arastirarak veri setlerini kendi iginde
gruplandirmaktadir. Sekil 3.6’da bir denetimsiz 6grenme modeli gosterilmektedir.
Kiimeleme islemi ise benzer veri setlerinin bir araya getirme islemidir. K-ortalamalar,
hiyerarsik kiimeleme ve temel bilesenler analizi en sik kullanilan kiimeleme

yontemidir [30].

Cikas

Model

® © ¢
(‘# (‘0 f‘# ’,‘0

Bu elma m?
' >
Sekil 3.6: Denetimli 6grenme modeli [30].

3.2 Yapay Sinir Aglar:

Yapay sinir aglar1 (YSA) esas olarak insan beyninin 6grenme, karar verme, algilama
gibi yetenekleri taklit ederek bu siiregleri otomatik olarak uygulamayi amaclayan

algoritmalar biitinidiir. Genel olarak YSA sistemi insan beynindeki biyolojik sinir

18



hiicrelerinin yapilarindan esinlenilerek olusturulmaktadir. Sinir hiicreleri, yeni bilgileri
¢cozliimleme ve baska hiicrelere bu bilgiyi aktarabilme yetenegine sahiptir [31]. Sekil

3.7°de bir YSA modeli yapis1 gosterilmistir.

Agirliklar

Tahmin

Glrlgle-r Onyarg:

X

0 Aktivasyon

Net Giris Fonksiyonu
Xy e
H(’I,
@ o

X, Aktivasyon
e ]

Transfer Fonksiyonu l

0.
X /
" @ Eslk

Sekil 3.7: Yapay sinir aglar1 yapisi [31].

Sekil 3.7’de goriilecegi lizere bir hiicreye n tane giris verisi verilmektedir. Giris verileri
agirliklar ile carpilarak tiim veriler toplanmaktadir. Bir sonraki asamada Onyargi
eklenmektedir. Bunun sonucunda da net yargi elde edilmektedir. Daha sonraki
asamalarda ise net girdi bir aktivasyon fonksiyonundan gecirilmekte ve bir ¢ikt1 verisi

olusturulmaktadir

3.3 Derin Ogrenme

Derin 6grenme; ¢ok katmanli sinir aglarindan bir model olusturan ve bu modele
sunulan veri setlerinin hiyerarsisini otomatik olarak yapilandiran bir makine 6grenme
algoritmasidir. Makine 6grenme ve YSA’dan farkli olarak, derin 6grenme veri
setlerinden otomatik olarak oznitelik ¢ikarabilmektedir. Oznitelik ¢ikarma ve
doniistiirme  islemleri i¢in dogrusal olmayan islem birim katmanindan
yararlaniimaktadir. Derin 6grenmede her bir katman onceki katmanin ¢ikis bilgisini
giris bilgisi olarak kabul etmektedir. Derin 6grenme, denetimli ya da denetimsiz olarak
modellenebilmektedir. Genel olarak derin 6grenme, veri setleri birgok Oznitelik
seviyesinin &grenilmesine dayanan bir model yapisina sahiptir. Ust seviyedeki
Oznitelikler daha alt diizeydeki Ozniteliklerden iiretilmekte ve bu sekilde hiyerarsik bir
yap1 olusturulmaktadir. Derin 6grenme modellerine 6rnek olarak evrisimsel sinir

aglari, uzun-kisa vadeli hafiza aglari, tekrarlayan aglar, derin inang sinir aglari, sinirl
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Boltzmann makineleri ve derin oto kodlayicilar verilebilmektedir [32-33]. Sekil 3.8’de

bir derin 6grenme modeli gdosterilmektedir.

Goriintii Evrisimsel % Simflama Soneg
Tam Baglant:
Katman Havuzlama -
.in T v
Girig Adtiere Ezberleme ~ pw —
|| pe=
r ' !] T‘:A-—’
| i = 4
BEERE =
m B = l | = ¢
N| I\ [F_”;
Input s ’-.:».‘r;
P Convalution Activitation Pooling Dropout [ ]—b
Image piS
S—
Full
Comected  Classification  Resulf

Sekil 3.8: Derin 6grenme modeli [32].

Genel olarak bir derin 6grenme modeli; giris, ara ve ¢ikis katmanlarindan
olusmaktadir. Giris katmani verilerin standart bir formatta hazirlanarak aga sunuldugu
boliimdiir. Ara katmanlar sirasiyla evrisimsel, aktivasyon, havuzlama, ezberleme ve
tam baglh asamalarindan olusmaktadir. Evrisimsel katmanda giris katmaninda
belirlenmis olan bir filtre veriler lizerinde gezdirilerek verilerden ayirt edici
Oznitelikler ¢ikarilmaktadir. Aktivasyon katmaninda elde edilen 6znitelik degerlerinin
belirli bir aralifa indirme islemi yapilmaktadir. Ozniteliklerin daha kiigiik araliklara
indirgendigi katmana havuzlama denmektedir. Bazi durumlarda egitim siirecinde
sistem kullanilan verileri ezberleyebilmektedir. Bu nedenle tasarlanmis olan ag
yapisinda bu verilerin aga unutturulmasi gerekebilmektedir.Verilerin aga unutturulma
islemi ezberleme olarak tanimlamaktadir. Cok boyutlu 6znitelik kiimesinin tek boyuta
indirgendigi bolim tam bagli katman olarak isimlendirilmektedir. Son bolim ise
siniflandirmanin yapildigt ¢ikis katmanidir. Bu katmanda kendisinden daha once
olusturulan bilgiler degerlendirilerek ag modelinin ¢ikis degerleri olusturulmaktadir.
Bu katmanda ¢ikis degerlerinin [0-1] arasina sikistirilmasini saglayan ve olasiliksal bir

hesaplamaya dayanan yumusatma islevi kullanilmaktadir [32].
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4. LITERATUR CALISMALARI

Meme kanseri diinyada ¢ok sayida kadinin 6liimiine neden olan hastaliklardan biridir.
Son yillarda meme kanserinin teshisi ile ilgili olarak ¢ok sayida calisma yapilmistir.
Bu boliimde makine 6grenme algoritmalarini kKullanarak meme kanserinin teshisi ile

ilgili olarak yapilmis giincel ¢calismalar 6zetlenmistir.

Asri ve dig. [34] ¢alismalarinda Naive Bayes (NB), DVM, KA) ve K-NN gibi makine
O0grenme yontemlerinin performanslarimi  karsilastirmistir.  Tiim  algoritmalar
Wisconsin Universitesi meme kanseri veri (WBCD) setinde uygulanmustir. Yapilan
deneyler sonucunda, %97,3 dogruluk orani, %98 kesinlik orani, %97 duyarlilik ve
%97 Fl-puani ile DVM yontemi diger yontemlerden daha iyi bir performans
gostermistir.

Naji ve dig. [35] WBCD veri seti iizerinde DVM, Lojistik Regresyon (LR), KA, K-
NN ve Rastgele Orman (RO) yontemlerin performanslarini karsilastirmistir. DVM
yontemi %97,2 dogruluk orani ile diger yontemlerden daha iyi bir performans
gostermistir.

Amrane ve dig. [36] WBCD veri seti tizerinde NB ve K-NN algoritmalarini uygulamis

ve algoritmalarin performanslarint karsilastirmistir. K-NN algoritmast %97,51

dogruluk orani ile en iyi sonucu gostermistir.

Ak [37] galismalarinda WBCD veri seti iizerinde LR, DVM, K-NN, NB, DT, RO
yontemlerinin siniflandirma performanslarini karsilagtirmistir. LR yontemi %98,1

dogruluk orani ile en iyi sonucu gostermistir.

Khan ve dig. [38] WBCD veri seti iizerinde RO, KA, K-NN, LR yontemlerinin
performanslarini karsilastirmistir. Calismada, LR yontemi %98 dogruluk orani ile en

iyi sonuca ulasmustir.

Omondiagbe ve dig. [39] WBCD veri seti iizerinde DVM, YSA ve NB yontemlerini
karsilastirmistir. Oznitelik secim yontemi olarak Dogrusal Diskriminant Analiz
yontemi tercih edilmistir. DVM yontemi %98,82 dogruluk, %98,41 duyarlilik ve

%99,07 6zgilliik orani ile en iyi sonuca ulagmustir.
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Khandezamin ve dig. [40] Wisconsin Meme Kanseri veri setleri lizerinde meme
kanserinin erken teshisi amaciyla LR-Veri Isleme Grup Yéntemi(VIGY) tabanh bir
model &nermistir. Calismada; LR yontemi Oznitelik segim yéntemi, VIGY ise
siniflandirma islemleri igin kullanilmustir. Onerilen hibrit yontem sirastyla %97,9,

%99,1 ve %84,6 dogruluk oranina ulagsmistir.

Hag ve dig. [41] Wisconsin Meme Kanseri veri setleri tizerinde meme kanserinin erken
teshisi amaciyla farkli 6znitelik segim yontemlerinin karsilastirmistir. Oznitelik se¢im
yontemi olarak sirasiyla Relief, Temel Bilesen Analizi ve Otokodlayici metotlarini
kullanmigtir. Siniflandirma icin DVM algoritmasi tercih edilmistir. Caligmanin
sonucunda Relief-DVM hibrit yontemi %99,91 dogruluk orant ile en yiiksek basariy1

gostermistir.

Bacha ve dig. [42] yeni bir yontem olarak Radyal Tabanli Kernel Asir1 Ogrenme
Makineleri yontemini gelistirmis ve gelistirdikleri yontemi Mamographic Image
Analysis Society (MIAS) ve WBCD veri setleri iizerinde test etmistir. Onerilen
yontem MIAS i¢in %100 dogruluk ve WBCD ig¢in ise %91,13 dogruluk orani

gostermistir.

Vadivel ve dig. [43] ¢alismalarinda meme tiimorlerini bulanik mantik kurallari ile
karakterize etmis ve mamografi goriintilerinden farkli geometrik 6znitelikler
tretmistir. Calismada Tarama Mamografisi i¢in Dijital Veri Tabani veri seti
kullanilmistir. Smiflandirma icin C5.0 algoritmasi kullanilmis ve algoritma %100

dogruluk oranina ulagmustir.

Jadoon ve dig. [44] calismalarinda DVM ve Evrigimli Sinir Ag1 yontemlerini
Mamografi i¢in Dijital Veri Tabani veri seti iizerinde uygulamistir. Evrisimsel Sinir

Ag1 %83,74 dogruluk orant ile en basarili sonuca ulagmstir.

Punitha ve dig. [45] iyi ve kot huylu meme tiimorlerini siniflandirmak i¢in YSA
modelini kullanmistir. Oznitelik ¢ikarim yontemi olarak Gri Seviye Es Olusum Matrisi
(GSEOM) ve Gri Seviye Kosu Uzunlugu Matrisi (GSKUM) metotlarini kullanilmistir.
Onerilen yontem Mamografi icin Dijital Veri Tabani veri seti {izerinde test edilmis ve

%98 dogruluk oranina ulagsmistir.

Bajcsi ve dig. [46] meme kanserini siniflandirmak amaciyla KA ve RO algoritmalarini

kullanmistir. Oznitelik ¢ikarim ydntemi olarak GSKUM metodu kullanilmistir.
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Onerilen yontem MIAS veri seti iizerinde test edilmis ve %100 dogruluk oranina

ulagmuistir.

Wang ve dig. [47] farkli makine 6grenme yontemlerini kullanarak meme kanserinin
teshisi i¢in bir ¢alisma gerceklestirmistir. Calismanin amaci hasta kayitlariin klinik
verilerine dayanarak meme kanserinin etkin bir sekilde tespit edilmesini saglamaktir.
Deneyler WBCD veri seti {izerinde test edilmistir. Siniflandirma algoritmasi olarak
sirastyla. DVM, YSA, NB ve Adaboost agaci yontemlerini kullanilmistir.
Calismalarinda 6znitelik se¢im yontemi olarak Temel Bilesenler Analizi yontemini

tercih etmislerdir.

Kumar ve dig. [48] meme kanserinin siniflandirilmasi amaciyla Bayes optimizasyon
yontemi ve RO algoritmasini kullanarak hibrit bir metot &nermislerdir. Onerilen

yontem WBCD veri seti tizerinde test edilmis ve %97,9 dogruluk oranina ulagmistir.

Bensaoucha [49] ¢alismasinda meme kanserinin tespiti i¢in farkli makine 6grenme
algoritmalarini WBCD veri seti lizerinde test eden bir model 6nermistir. Makine
ogrenme yoOntemlerinin hiperparametreleri Bayes optimizasyon (BO) yontemi ile
belirlenmistir. DVM yontemi %96,52 dogruluk orani ile en yiiksek basari oranina

ulagmustir.

Mate ve Somai [50] meme kanserini smiflandirmak amaciyla Oznitelik se¢im
yontemleri ile BO ydntemini birlestiren bir hibrit bir yéntem kullanmustir. Oznitelik
secim ydntemi olarak Ki-kare, Pearson Katsayisi, RO, LR, Ozyinelemeli Ozellik
Eliminasyonu ve Hafif Gradyan Artirma kullanilmistir. Siniflandirma i¢in K-NN, LR,
NB, RO, Ekstra Agaclar ve Quadratik Diskriminant Analizi gibi yOntemler
kullanilmigtir. Deneyler WBCD veri seti lizerinde test edilmistir. Ekstra Agaglar

yontemi %96,2 dogruluk orani ile en yliksek basar1 oranina ulagmistir.

Dhanya ve dig. [51] meme kanserini siniflandirmak amaciyla farkli makine 6grenme
ve Oznitelik se¢cim algoritmalarint kullanmistir. Deneyler WBCD iizerinde test
edilmistir. Deneyler sonucunda, NB ve Ardisik Ileri Yonde Segim (AIYS) hibrit

yontemi %98,24 dogruluk orani ile en yiiksek basari oranina ulagmistir.

Kumari ve dig. [52] meme kanserini smiflandirmak amaciyla Gradyan Artirma
Algoritmasi, RF, K-NN, YSA ve DVM yontemlerini kullanmistir. Oznitelik ¢ikarim

yontemi olarak GSEOM metodunu kullanmislardir. Deneyler MIAS veri seti tizerinde
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test edilmistir. Gradyan Artirma Algoritmast %95,6 dogruluk orani ile en yiiksek

basar1 oranina ulagmistir.

Vijayarajeswari ve dig. [53] meme kanserini siniflandirmak amaciyla DVM yo6ntemini
kullanmistir.  Oznitelik c¢ikarim yontemi olarak Hough Déniisiim yontemini
kullanilmistir. Onerilen metot MIAS veri seti iizerinde test edilmis ve %94 oraninda

basar1 oranina ulagmistir.

Ancy ve Nair [54] meme kanserini siniflandirmak amaciyla DVM yoOntemini
kullanmistir. Segmentasyon i¢in medyan filtre, gri seviye esikleme ve morfolojik
yontemleri kullanilmustir. Oznitelik ¢ikarim ydntemi olarak GSEOM metodunu
kullanmistir. Onerilen yontem MIAS veri seti iizerinde test edilmis ve %81 oraninda

basar1 saglamistir.

Alshammari ve dig. [55] meme kanserini simiflandirmak amaciyla farkli makine
O0grenme yontemlerini kullanmistir. Calisma kapsaminda 13 adet doku ve morfolojik
oznitelik ¢ikarilmistir.  Onerilen ydntem Imam Abdulrahman Bin Faisal
Universitesi’nden alinan 42 adet mamografi goriintiisii iizerinde test edilmistir.
Segmentasyon icin MATLAB Segmenter Tool programini kullanilmistir. Makine
ogrenme yontemlerinin hiperparametreleri BO yontemi ile belirlenmistir. Oznitelik
secim algoritmasi olarak AYIS ydntemi kullanilmistir. Deneyler sonucunda, DVM ve

NB yontemleri %100 oraninda bagar1 saglamistir.

Farid ve dig. [56] meme kanserinin erken teshisi amaciyla DVM ve Genetik Algoritma
tabanli bir model onermistir. Deneyler WBCD veri seti iizerinde test edilmistir.

Onerilen hibrit ydntem %98,25 oraninda basar1 saglamistir.

Ergin ve dig. [57] meme kanserinin erken teshisi amaciyla GSEOM tabanli bir model
Onermistir. Segmentasyon i¢in bolge biiyiitme yontemini, dznitelik ¢ikarim yontemi
olarak GSEOM yontemini, smiflandirma igin ise Fisher’in Dogrusal Diskriminant
Analiz yontemini tercih edilmistir. Deneyler MIAS veri seti lizerinde test edilmistir.

Deneyler sonucunda, 6nerilen yontem %82,48 dogruluk oranina ulagsmistir.

Farhan ve dig. [58] mamografi goriintiilerinin iyi huylu veya koti huylu olarak
siniflandirilmas1 amaciyla farkli 6znitelik ¢ikarim yontemlerini karsilastiran bir
yontem  &nermistir.  Oznitelik  ¢ikarim  ydntemi  olarak  Yerel  Ikili

Oriintii, ~Yonlendirilmis Gradyanlarin Histogrami ve GSEOM metotlarin
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kullaniimigtir. Deneyler MIAS veri seti lizerinde test edilmistir. Siniflandirma ig¢in LR
ve DVM algoritmalarmi kullamlmistir. Deneyler sonucunda, Yerel ikili Oriintii-LR

yontemi %92,5 dogruluk orani ile en yiiksek sonuca ulagsmistir.

Wang ve dig. [59] mamografi goriintiilerinin iyi-kotii huylu siniflandirilmast amaciyla
bir yontem Onermistir. Calismada 288 adet mamografi goriintiisii kullanilmigtir. 188
adet doku ve morfolojik dznitelik ¢ikarilmustir. Oznitelik se¢im algoritmasi olarak
LASSO yo6ntemi, smiflandirma i¢cin DVM yontemi kullanilmigtir. Egitim verisi i¢in

97,39%, test verisi i¢in ise %98,7 duyarlilik oran1 elde edilmistir.

Li ve dig. [60] mamografi goriintiilerinin iyi-kotii huylu siniflandirilmast amaciyla bir
yontem Onermistir. Caligmada 463 adet mamografi goriintiisii kullanilmustir. 846 adet
doku ve morfolojik dznitelik ¢ikarilmistir. Oznitelik se¢im algoritmasi olarak LASSO
yontemi, siniflandirma i¢in DVM ve LR algoritmalar1 kullanilmistir. Deneyler
sonucunda 10 adet 6znitelik se¢ilmis ve %80 dogruluk orani ile DVM ydntemi en iyi

oranina ulagmuistir.

Stelzer ve dig. [61] mamografi goriintiilerinde saptanan mikrokalsifikasyonlarinin
siiflandirilmasi amaciyla doku 6znitelikleri ve makine 6grenme yontemlerini birlikte
kullanan bir yontem 6nermistir. Calismada 226 adet mamografi goriintiisii, 249 adet
gri seviye histogram, GSEOM ve GSKUM doku 6znitelik yontemleri ve 6znitelik
yontemi olarak da temel bilesen analizi, siniflandirma algoritmasi olarak ¢ok katmanli

algilayic1 kullanilmistir. Calismanin sonucunda %98,4 dogruluk orani elde edilmistir.

Nugroho ve dig. [62] mamografi goriintiilerinin siniflandirilmasi amaciyla histogram
ve GSEOM yontemlerini kullanarak toplam 12 adet 6znitelik ¢ikarmistir. Oznitelik
secim algoritmas1 olarak Korelasyona dayali 0Oznitelik se¢im yodntemini tercih
edilmistir. Makine 0grenme algoritmasi olarak ¢ok katmanli algilayict kullanilmistir.
40 adet mamografi goriintiisii kullanilmis ve sunulan yontem %91,66 dogruluk

oranina ulagmistir.

Vijayarajeswari ve dig. [63] mamografi goriintiilerinin siniflandirilmas1 amaciyla
etkin bir siniflandirma yontemi Onermistir. MIAS veri seti {izerinden 95 adet
mamografi goriintiisii  degerlendirilmistir. Oznitelikler Hough doniisiimiinden
yararlanilarak ¢ikarilmistir. Siniflandirma islemi igcin DVM algoritmasi kullanilmastir.

Calisma sonucunda %94 dogruluk orani elde edilmistir.
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Ghergeout ve dig. [64] mamografi goriintiilerinin siniflandirilmasi amactyla bir
yontem Onermistir. Gorilintiilerden 6znitelik ¢ikarmak i¢cin  GSEOM ve GSKUM
yontemlerini kullanilmustir. Oznitelik segim ydntemi olarak Relief ve Minimum
Artiklik Maksimum Ilgililik tekniklerini, smiflandirma islemi igin Geri Yayilim
Algoritmasini kullanilmustir. Onerilen yéntem MIAS veri seti iizerinde test edilmistir.
Calisma sonucunda %95,2 iyi huylu tiimérler ig¢in %92 kotii huylu tiimoérler igin

siniflandirma performansi elde edilmistir.

Sapate ve dig. [65] mamografi goriintiilerinin iyi-ko6ti huylu siniflandirilmasi amaciyla
bir yontem 6nermistir. Caligmada 460 mamografi goriintiisii kullanilmistir. Mamografi
goriintiilerinden 48 adet geometrik ve doku Oznitelikleri ¢ikarilmistir. Siniflandirma
algoritmasi olarak K-NN ve DVM tercih edilmistir. Calisma sonucunda DVM

algoritmasi %85,56 dogruluk oranina ulagsmstir.

Loizidou ve dig. [66] mamografi goriintiilerinin iyi-kotii huylu smiflandiriimasi
amaciyla bir yontem Onermistir. 320 adet mamografi goriintiisii kullanilmistir.
Goriintiilerden cesitli sekil, histogram ve doku oznitelikleri ¢ikarilmustir. Oznitelik
secim algoritmasi olarak ANOVA ve t-test kullanilmistir. Smiflandirma i¢in 6 farkh

algoritma kullanilmis ve DVM algoritmast %99,55 dogruluk oranina ulagsmaistir.
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5. MATERYAL VE YONTEM

Bu ¢alismada meme kanserinin etkin ve dogru bir sekilde tespiti i¢in 6nerilen hiper-
parametre optimizasyon-oznitelik se¢im tabanl gelistirilmis makine 6grenme yontemi

tasarlanmustir. Onerilen siniflandirma sisteminin ¢alisma mekanizmas: Sekil 5.1°de

gosterilmistir.
Oznitelikler
- v _ 4
 Tim ~ Tim Oznitelik
Oznitelikler Oznitelikler Secimi
v it v
10-Kathh Capraz Dogrulama
+ v
Bayes Optimizasyonu
+ v
Makine Ogrenmesi
v
Performans Metrikleri

Sekil 5.1: Sistem akis semasi.
Sistemin ¢alisma mekanizmasindaki adimlar sdyledir:

1. Veri setinin yiiklenmesi
2. Ozniteliklerin belirlenmesi
3. Ozniteliklerin 6l¢eklendirilmesi
4. 10-katli ¢apraz dogrulama yontemi ile veri Setinin egitim ve test verisi olarak
boliinmesi
5. Smiflandirma
a. Oznitelik secim yontemleri ve hiperparametre optimizasyonu yéntemi
uygulamadan siniflandirma

b. BO tabanli makine 6grenme algoritmalarinin kullanilmasi
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c. Oznitelik yontemleri-BO optimizasyon tabanli makine &grenme
algoritmalarinin kullanilmasi

6. Deney sonuglarinin performans metrikleri ile karsilastirilmasi

5.1 Veri Setleri

Bu calismada, meme kanseri teshisi i¢in iki farkli kanser veri seti kullanilmistir. Veri
setlerinden birincisi literatiirde konu ile ilgili ¢alismalarda sik kullanilan Wisconsin
Meme Kanseri Veri Seti (Wisconsin Diagnostic Breast Cancer-WBCD) veri seti,
ikincisi hastane ortaminda olusturulmus Mamografi Meme Kanseri Veri seti

(Mamographic Breast Cancer Dataset-MBCD) veri setidir.

5.1.1 Wisconsin meme kanseri veri seti

Bu veri seti, WBCD Wisconsin Universitesi Genel Cerrahi boliimiinden Dr.William
Wolberg tarafindan igne ucu genisligindeki bir meme kitlesinin biyopsi ile alinarak
goriintiilenmesi ve bu goriintiilerin  Wisconsin Universitesi Bilgisayar boliimii
arastirmacilarindan  William Nick Street tarafindan sayisallastiriimasi ile
olusturulmustur. Veri seti Kaliforniya Universitesi-Irvine’de bulunan Makine
Ogrenme Deposunda kamuya agik bir sekilde paylasima sunulmustur. Veri setinde 212
tanesi kotii, 357 tanesi iyi huylu olmak {izere toplam 569 6rnek bulunmaktadir. Her bir
veri Ornegi i¢in 30 tanimlayict 6zellik, bir adet teshis sinifi, bir adet hasta kimligi
olmak tizere toplam 32 adet 6znitelik veri setinde bulunmaktadir. 30 adet 6zniteligin
10 tanesi tiimor hiicresinin ¢ekirdegi iizerinden direkt olarak 6l¢iimlenmis, 20 tanesi
ise bunlara bagli olarak hesaplanmig sayisal degerleri ifade etmektedir [67-69]. Veri

seti igin tanimlanan 6znitelikler Cizelge 5.1°de gosterilmistir.

5.1.2 Mamografi meme kanseri veri seti

Calismada kullanilan ikinci veri Seti, retrospektif olarak 2015-2020 yillari arasinda
Ankara Egitim ve Arastirma Hastanesi Radyoloji boliimiinde tetkik gérmiis olgularin
mamografi goriintiilerinden olusmaktadir. Retrospektif olarak toplanan bu veri seti
icin Ankara Egitim ve Arastirma Hastanesi Etik Kurulu’ndan (319/E-20 sayili karar
ile-EK) onay alinmistir. Retrospektif calismanin dogas1 geregi hasta bilgileri goz ardi

edilmistir.
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Cizelge 5.1: WBCD veri seti 6znitelikleri.

No | Oznitelik No | Oznitelik No | Oznitelik

1 Ortalama yarigap 11 | Yarigap siddeti 21 | En kot yarigap

2 Ortalama doku 12 | Doku siddeti 22 | En koti doku

3 Ortalama gevre 13 | Cevre siddeti 23 | En koti cevre

4 Ortalama alan 14 | Alan siddeti 24 | En kot alan

5 Ortalama piirtizsiizlik | 15 | Piiriizsiizlik siddeti 25 | En kot purtizsiizlik

6 Ortalama yogunluk 16 | Yogunluk siddeti 26 | En kott yogunluk

7 Ortalama igbiikeylik 17 | I¢biikeylik siddeti 27 | En kot i¢cbikeylik
Ortalama igbiikeylik Icbiikeylik noktasi En kotii i¢biikeylik

8 noktasi 18 Siddeti 28 | noktast

9 Ortalama simetri 19 | Simetri siddeti 29 | En kotii simetri
Ortalama fraktal

10 | boyut 20 | Fraktal boyut siddeti 30 | En kotu fraktal boyut

Mamografi goriintiilerinde kitlesi olan olgular, patoloji incelemesi sonucunda meme
kitlelerinin iyi veya kotii huylu olarak belirlenmis olan olgular, patolojik incelemesi
yoksa en azindan 2 yillik takip sonrasi iyi huylu meme kitlesine sahip olan olgular
caligmaya dahil edilirken, mamografi goriintiilenmesinden 6nce herhangi bir tedavi
gecmisi olan olgular ve diislik kaliteye sahip olan mamografi goriintiileri olan olgular
calisma disinda birakilmistir. Sonug olarak 101 olguya ait mamografi goriintiileri
caligmaya dahil edilmis olup bu hastalarin 40 tanesi iyi huylu meme Kitlesine sahip
iken, 61 tanesi de kotii huylu meme kitlesine sahiptir. Calisma kapsaminda kullanilan
biitiin goriintiiler IMS Giotto (Bologna-italya) dijital mamografi cihaz1 ile
kaydedilmistir. Biitiin goriintiiler Ankara Egitim ve Arastirma Hastanesi PACS
(Picture Archiving Communication Systems-Goriintii Arsivleme ve lletisim
Sistemleri) sisteminden almmis ve DICOM (Tipta Dijital Géoriintiileme ve iletisim-

Digital Imaging and Communications in Medicine) formatinda kaydedilmistir. 101
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olguya ait meme kitlesinin goriindiigit MLO ve/veya CC projeksiyonunda toplam 195
adet mamografisi kullanilmistir. Caligma kapsaminda kullanilan MBCD veri setine ait
olgu sayisi, yas bilgisi, goriintii sayisi, kotii ve iyi huylu olgu sayisi1 bilgileri Cizelge
5.2’de gosterilmistir. Mamografi veri setindeki iyi ve kotii huylu bazi 6rnek goriintiiler

Sekil 5.2°de gosterilmistir.

Cizelge 5.2: Mamografi meme kanseri veri seti bilgileri.

OLGU POPULASYONU
Olgu sayisi 101
YAS
Ortalama 57.5
Standart sapma 12.4
En kiigiik 34
En biiyiik 89
IYI-KOTU HUYLU
Iyi Huylu 40
Koéti Huylu 61
GORUNTU SAYISI
Iyi Huylu 79
Kétii Huylu 116

Iyi
Huylu

Kotii
Huylu

Sekil 5.2: Mamografi veri setindeki iyi ve kotii huylu bazi 6rnek
goriintiiler.
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5.1.2.1 Mamografi goriintiilerindeki siipheli boélgelerin belirlenmesi ve

boliitlenmesi

Mamografi goriintiilerindeki meme lezyonlarinin tespitini  yapabilmek igin
goriintiilerden ilgili bélgelerin ¢ikarilmasi gerekmektedir. Mamografi goriintiilerinden
stipheli meme lezyonlarinin bulundugu ilgili bolgelerin (ROI) ¢ikarilmast islemine
boliitleme islemi ad1 verilmektedir. Boliitleme sonucunda sadece lezyonun bulundugu
bolgelerin tutulmasi ve gereksiz kisimlarin goriintiiden ¢ikarilmasi amaglanmaktadir.
Mamografi goriintiilerindeki meme lezyonlarmin bulundugu ilgili bolgelerin

goriintiiden ¢ikarilmasi i¢in sunulan algoritma Sekil 5.3’de gosterilmektedir.

Goriintiilerin [saretlenmesi

Gri Seviye Yogunluk Esikleme

ikili Goriintitye Cevirme

Morfolojik Islemler

Y

Lezyonun Cikarilmasi

Sekil 5.3: Mamografi goriintiilerinden siipheli lezyonlarin ¢ikarilmasi.

Gériintiilerin Tsaretlenmesi: 20 yillik ve 5 yillik iki radyolog tarafindan ortak bir
fikir birligine varilmasi sonucu, RadiANT DICOM Viewer programi yardimiyla

meme lezyonlarinin sinirlari yesil renkle belirlenmistir.

Gri Seviye Yogunluk Esikleme: Yesil renkle belirlenen siirlar {izerinde gri seviye
yogunluk esikleme algoritmasi uygulanmistir. Esikleme algoritmasi temel olarak
goriintiiyli olusturan piksel matris degerlerinin belli bir degerden kiiciik veya biiyiik
olanlarin baska bir degere esitlenmesidir. Bu sekilde istenmeyen yogunluk degerine
sahip olan piksel degerleri goriintlii matrisinden ¢ikarilmis olmaktadir. Esik degerinin
alt smir1 “minimum yogunluk esigi”, list sinirina ise “maksimum yogunluk esigi”
olarak tanimlanmaktadir. Alt sinir ve ist sinir arasindaki piksel degerleri lezyon
olabilecek ilgi alanlarin1 (ROI) olusturmaktadir. Bu iki yogunluk degeri arasinda kalan

piksel degerleri nodiil olabilecek ilgi alanlarini olugturmaktadir. Minimum yogunluk
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esiginden kiiciik ve maksimum yogunluk esiginden biiyiik piksel degerleri O degerini
almakta ve bu alanlar siyah olmaktadir [70]. Bu ¢alismada kullanilan mamografi
goriintiilerinde radyologlar tarafindan yesil renkle isaretlenen kitlelerin gri diizey
araliklar1 belirlenmistir. Uzun denemelerden sonra minimum yogunluk esigi olarak
100, maksimum yogunluk esigi olarak da 145 piksel degerleri belirlenmis ve bu iki

deger icin esikleme yapilmaistir.

ikili goriintiiye cevirme: Gri seviye yogunluk esikleme yonteminden sonra
goriintiiler ikili gorlintiiye ¢evrilmektedir. Sonu¢ olarak sadece “1” ve “0”
degerlerinden olusan bir matris olusmaktadir. Ikili goriintii {izerinde komsuluk

incelemesi yapilarak bir yapiy1 olusturan pikseller tespit edilebilmektedir.

Morfolojik islemler: Esikleme ve ikili goriintiiye gevirme islemlerinden sonra
goriintiilerde sagak, girinti veya bosluk gibi bozukluklar meydana gelebilmektedir.
Morfolojik islemler sayesinde goriintii izerinde olusan bozukluklar: giderilerek yapiy1
olusturan pikseller daha da belirgin hale getirilebilmektedir. Asindirma ve genlestirme
genel olarak iki temel morfolojik islemdir. Asindirma islemi ikili goriintiideki yapiy1
kiicliltmeye veya inceltmeye ¢aligmaktadir. Genlestirme islemi iki gortintiideki yapiy1
biiylitmeye veya kalinlastirmaya calismaktadir. Asindirma islemi goriintii iizerinde
birbirine ince bir giiriilti ile baglanmis olan iki veya daha fazla sayida yapinin
birbirinden ayrilmasi i¢in, genisletme islemi ise ayni yapimn bir giiriiltii ile ince bir
bicimde boliinmesi ile iki ayr1 yapr olarak gorlinmesini engellemek amaciyla
kullanilmaktadir. Bu iki islem aslinda birbirinin tersi olarak tanimlanmaktadir.
Goriintli  lizerindeki bolgelerde asindirma ve genisletme islemlerinden birisi
uygulandiginda komsu bolgeler zit olan isleme tabi tutulmaktadir. Bagka bir deyisle,
asindirma islemi gergeklestirilirken komsu alanda genisletme islemi uygulanmis

olmaktadir [71-72].

Lezyonun Cikarilmasi: Morfolojik islemler uygulandiktan sonraki ikili goriintii ile
orijinal mamografi goriintlisii c¢arpildiktan sonra siipheli lezyonun goriintiiden

c¢ikarilmasi saglanir.

Sekil 5.4’de mamografi goriintiilerindeki siipheli meme lezyonlarin belirlenmesi ve

boliitlenmesi ile ilgili 6rnek goriintiiler gosterilmektedir.
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Orijinal Mamografi isaretlenmis Goriintii ikili goriinti Siipheli meme lezyonu
goriintiisii

Sekil 5.4: Mamografi goriintiilerindeki slipheli meme lezyonlarin
belirlenmesi ve boliitlenmesi ile ilgili 6rnek goriintiiler.

5.1.2.2 Oznitelik ¢ikarim yéntemleri

Stipheli meme lezyonlar i¢in 6znitelik ¢ikarimi bilgisayarl destek sistemlerinin meme
kanserini etkin bir bigimde teshis edilmesi agisindan son derece dnemlidir. Literatiirde
pek ¢ok farkli 6znitelik ¢ikarim yontemi Onerilmistir. Iyi ve kotii huylu meme
lezyonlariin birbirinden ayrilmasi i¢in kullanilan 6znitelik ¢ikarim yontemleri doku
ve morfolojik Ozellikler olmak {izere iki ana grupta incelenebilmektedir [73]. Bu
kapsamda, siipheli meme lezyonlar1 igin hesaplanan doku ve morfolojik 6zellikler

Cizelge 5.3’de gosterilmistir.

Morfolojik ozellikler; BI-RADS kriterlerine goére, mamografi goriintiilerinde
tanimlanan stipheli lezyonlarin karakterize edilmesini saglamaktadir. Meme
lezyonlarinin 1yi huylu veya koti huylu timoér kategorisine girme olasiligim
belirlemede morfolojik 6zellikler kritik bir dneme sahiptir. Morfolojik 6zellikler genel

olarak siipheli meme lezyonlariin sekil ve fiziksel 6zelliklerini yansitmaktadir.
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Cizelge 5.3: MBCD veri seti 6znitelikleri.

No | Oznitelik No | Oznitelik No | Oznitelik No | Oznitelik
. Korelasyon
1 |Alan 15 | Incelik oram 29 | Aralik 43 | bilgisi olglimii 2
Kok kare Kisa kosu
2 | Cevre 16 | Sekil indeksi 30 | ortalama 44 | vurgusu
Uzun kosu
3 |Mak. Yarigap |17 | Ortalama 31 | Medyan 45 | vurgusu
Gri seviye
4 | Min yarigap 18 | Standart Sapma | 32 | Zitlik 46 | diizensizligi
Kosu uzunluk
5 | Euler sayist 19 | Varyans 33 | Korelasyon 47 | diizensizligi
6 | Dis merkezlilik | 20 | Yumusaklik 34 | Enerji 48 | Kosu yiizdesi
Dusiik gri seviye
7 | Katilik 21 | Carpiklik 35 | Homojenlik 49 | kosu vurgusu
Kareler Yiksek gri seviye
8 | Entropi 22 | Basiklik 36 |toplami 50 | kosu vurgusu
Ortalama Toplam Kisa kosu diisiik
9 | Eslenik ¢ap 23 | mutlak sapma | 37 | ortalama 51 | gri-seviye vurgusu
Toplam Kisa kosu yiiksek
10 | Uzatilmighik 24 | Minimum 38 | varyans 52 | gri-seviye vurgusu
Toplam Uzun kosu diisiik
11 | Dairesellik 1 |25 | Maksimum 39 | entropi 53 | gri-seviye vurgusu
10.dereceden Varyans Uzun kosu yiiksek
12 | Dairesellik 2 26 | yiizdelik dilim | 40 | farklar1 54 | gri-seviye vurgusu
90.dereceden Entropi
13 | Kompaktlik 27 |ylzdelik dilim |41 | farklar
Ceyrekler Korelasyon
14 | Dagilim 28 | arasi aralik 42 | bilgisi dl¢iimii 1

Iyi huylu tiimérler oval, yuvarlak ve keskin sinirli morfolojik 6zellikler ile kétii huylu
tiimorler ise diizensiz, mikrolobiile, belirsiz ve spikiiler 6zellikler ile tarif edilmektedir.
Iyi huylu tiimérler, kétii huylu tiimdrlere gére mamografi gériintiilerinde daha kiiciik
bir alan kaplamaktadir [74]. Bu kapsamda mamografi goriintiilerinde saptanan stipheli
meme lezyonlarinin iyi veya kotli huylu timor kategorisine girme olasiligini
belirlemek i¢cin 16 tane morfolojik 6zellik hesaplanmistir [74-75]. Bu ozellikler,

aciklamalar ve formiiller Esitlik 5.1- 5.11 arasinda gosterilmistir.

Alan: Stipheli meme lezyondaki toplam piksel sayisini ifade etmektedir.
Cevre: Siipheli meme lezyonunun siirindaki toplam piksel sayisini ifade etmektedir.
Maximum yarigap: Lezyonun merkezinin en uzak kosesine olan mesafesidir.

Minimum yari¢ap: Lezyonun merkezinin en yakin kosesine olan mesafesidir.
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Euler sayisi: Lezyondaki ayrik bolgelerin sayisi ile delik sayis1 arasindaki farki ifade
etmektedir.

D1s merkezlilik : Lezyonun eliptik 6zellikleri ifade etmektedir.

MinYaricap )2
Max Yaricap

Dis merkezlilik = \/ 1-( (5.1)

Katilik: Lezyonun toplam piksel sayisinin konveks alan igindeki piksel alanina orani

olarak ifade edilmektedir.

Kanultk = ( Alan ) 5.2
A= \Konveks Alan 5-2)
Entropi : Lezyonun sekil yapisindaki bozukluk miktarini 6lgmektedir.

Entropi = Z p(log,(p)) (5.3)

Eslenik cap: Lezyonla ayni alana ait dairenin ¢apidir. Yuvarlak ve oval diizenli

goriiniimlii lezyonlan diizensiz yapidaki lezyonlardan ayirmak i¢in kullanilmaktadir.

) 4x Alan
Eslenik ¢cap = 7 (5.4)

Uzatilmishk: Yuvarlak ve oval diizenli goriiniimlii lezyonlar1 diizensiz lezyonlardan

ayirmak i¢in kullanilmaktadir.

Alan

Uzatilmislik = (5.5)

(2 Max.Yarigap)?

Dairesellik 1: Oval 6zellige sahip iyi huylu lezyonlarin diizensiz yapidaki kotii huylu

lezyonlardan ayirmak i¢in kullanilmaktadir.

Dairesellik 1 = /LZ (5.6)
IT Max.Radius

Dairesellik 2: Oval 6zellige sahip iyi huylu lezyonlarin diizensiz yapidaki kotii huylu

lezyonlardan ayirmak i¢in kullanilmaktadir.
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Min.Yaricap

Dairesellik 2 = \/ (5.7)

Max.Yarigap

Yogunluk: Lezyonun bulundugu bdlgenin piiriizsiizliik derecesini 6lgmek igin

kullanilmaktadir.

2VAlan 1l

Cevre

Yogunluk = (5.8)

Sacilma: Kotii huylu lezyonlarin  karakteristik  6zelliklerini  belirlemek igin

kullanilmaktadir.

Max.Yarigcap

Sagtlma =
agilma Alan

(5.9)

Incelik orani: Cizgisel yapiya sahip olan bélgeleri diger yapida olan bélgelerden

ayirmak i¢in kullanilmaktadir.

4l1Alan
Cevre?

incelik orani = (5.10)

Sekil indeksi: Lezyonun kenar bosluklari ile ilgili bilgi vermek i¢in kullanilmaktadir.

Cevre

Sekil indeksi = (5.11)

2 Max.Yarigcap

Doku 6znitelikleri; goriintiiniin bir bolgesinde bulunan piksellerin yogunluklarinin
istatiksel Ozniteliklerinin bir kiimesi olarak tanimlanabilmektedir [76]. Bu g¢alisma

kapsaminda histogram, GSEOM ve GSKUM o6znitelik yontemleri kullanilmigtir.

Histogram oznitelikleri; goriintiilerin histogram yogunluk 06zelliklerinden farklh
istatiksel Ozelliklerin ¢ikarilmasi prensibine dayanmaktadir. Bu 6znitelikler birinci
dereceden istatiksel 6zellik olarak tanimlanmakta ve goriintiilerdeki piksellerin gri-
seviye dagilimlarindan hesaplanmaktadir [77]. Bu c¢alismada, stipheli lezyon
bolgelerinden ortalama, standart sapma, varyans, yumusaklik, carpiklik, basiklik,
ortalama mutlak sapma, minimum, maksimum, 10.dereceden yiizdelik dilim,
90.dereceden yiizdelik dilim, ¢eyrekler arasi aralik, aralik, kok kare ortalama ve
medyan olmak tiizere 15 adet farkli istatiksel ozellik cikarilmistir. Bu 6zellikler,

ozelliklere ait agiklamalar ve Esitlik 5.12-5.19 arasinda gosterilmistir.
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Ortalama (): Gri seviye degerlerinin ortalama degerini ifade etmektedir.

1
o= NZ X, (5.12)

Standart sapma (o): Gri seviye degerlerinin standart sapmasidir.

1 N
o= |7 ) (- w? (5.13)

Varyans: Gri seviye degerlerinin varyansidir.

var = ¢ (5.14)

Yumusaklik: Bir bélgedeki yogunlugun géreceli yumusakliginin dl¢iistidiir.

Yumusaklik =1 — 5.15
v 1+o° ( )
Carpiklik: Piksel degerlerinin ortalama etrafindaki simetrikliginin 6l¢tistidiir.
135X — w?
ki = - =522 —— 5.16
Carpiklt N = ( )
Basiklik: Piksel degerlerinin dagilimindaki sivrilik derecesinin 6lglimiidiir.
1YL X - w?*
Bastklik = == — - 5.17
astkl N o ( )

Ortalama mutlak sapma: Piksellerin ortalama arasindaki ortalama uzakliktir. Pikseller

arasindaki degiskenligi gostermektedir.

Ortalama mutlak sapma = %Z?’:lIXi —uy (5.18)
Minimum: Lezyon i¢indeki en kii¢iik piksel yogunlugudur.
Maksimum: Lezyon i¢indeki en yiiksek piksel yogunlugudur.

10.dereceden yiizdelik dilim: Piksellerin 10.dereceden yiizdelik dilim oranini

gostermektedir.

90.dereceden ylizdelik dilim: Piksellerin 90.dereceden yiizdelik dilim oranim

gostermektedir.
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Ceyrekler arasi aralik: Piksel yogunluk dagiliminin orta araligini ifade etmektedir.

Dagilimin bir {ist ceyregi ve bir alt ceyreginin arasindaki fark olarak hesaplanmaktadir.

Aralik: Lezyon i¢indeki gri seviye yogunluk araliklar ifade etmektedir. Maksimum
gri seviye degeri ile minimum gri seviye degeri arasindaki fark olarak

hesaplanmaktadir.

Kok kare ortalama: Lezyon igindeki gri seviye yogunluklarinin karelerinin aritmetik

ortalamasinin karekokii olarak tanimlanmaktadir.

Karekok ortalama = (5.19)

Medyan: Siipheli lezyonun ortanca gri seviye yogunlugunu ifade etmektedir.

Gri seviye es olusum matrisi (GSEOM); Haralick tarafindan o6nerilen goriintiiniin
ikinci derece olasilik fonksiyonlarindan yararlanilarak olusturulan doku analizlerini
istatiksel olarak hesaplayan bir yontemdir. GSEOM piksellerin komsu pikseller ile
iligkisi hakkinda bilgi saglamaktadir. Belli bir yonde ve aralarinda belli bir uzaklik
bulunan gri seviyeli c¢ift piksellerinin birbirlerine gore olusum sikliklarini
tanimlamaktadir. GSEOM hesaplanirken goriintii matrislerinin yon ve komsuluk
degerlerinden yararlanilmaktadir. NXN boyutlu bir goriintii matrisine ait P es olusum
matrisi Esitlik 5.20°de gosterilmektedir. Esitlik 5.20°deki 4, x yoniindeki piksel
degerini ve 4, y yoniindeki piksel degerini, i merkez pikseli, j ise komsu pikseli
belirtmektedir [75, 76].

P j) = Z Z {1,I(x,y)ve Ix+4,),1(y+4,) =] ise} (5.20)
x=1y=1

0, diger durumlar

Sekil 5.5’de (a) matrisi 4x4’liik bir goriintiiye ait bir matris gosterilmistir. (b) matrisi
ise (a) matrisinin GSEOM matrisini gostermektedir. (a) matrisindeki en biiyiik piksel
degeri 5 oldugu i¢in (b) matrisi 5x5 boyutundadir. (a) matrisinin ilk satirinda 5 degeri
iki kez belirtilmis olup bu nedenle (b) matrisinde ilk satir ve besinci siitun degeri 2
olmustur. (b) de belirtilen GSEOM matrisinde (a) matrisindeki piksellerde bir tekrar
yoksa ilgili piksel degeri 0 olarak belirlenmistir. (a) matrisinde 1’den 1’e herhangi bir
gecis olmamasi nedeniyle (b) matrisindeki birinci satir ve siitun piksel degerleri 0

olarak belirtilmistir.
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1] 5] 2| 3

a) b)

Sekil 5.5: Gri Seviye es olusum matrisinin elde edilmesi.
GSEOM matrisinden tretilen 6znitelikler Esitlik 5.21-5.35 arasinda gosterilmektedir.

Zitlik: Gortintiideki lokal degisim miktarini ifade etmektedir.
N
Zithk = Z P (i —j)? (5.21)
Lj

Korelasyon: Piksel ¢iftlerinin ortak olasilik olusumunun 6l¢iisiinii ifade etmektedir.

N
i—o,)j—0oy,)P.,j
Korelasyon = Z ( X)(J y) @) (5.22)
GxOy

ij

Enerji: GSEOM matrisi i¢indeki karesel elemanlarin toplamini ifade etmektedir.
N
Enerji = Z P(i, )2 (5.23)
Lj

Homojenlik: GSEOM matrisi i¢indeki piksel dagilimlarimin diyagonale olan

yakiliginin dl¢iisiinii ifade etmektedir.

(5.24)

N P(. .)

— LJ
H = E —_—
omojenlik T+ (—))
ij

Kareler toplami: GSEOM matrisi icindeki piksel dagilimlarini 6lgmek igin

kullanilmaktadir.

39



N
Kareler toplami = Z(i —w2P3,j) (5.25)

Lj
Toplam ortalama: GSEOM matrisi i¢indeki gri seviye dagiliminin ortalamasini

Olgmektedir.

2N

Toplam ortalama = Z [Pyyy (1) (5.26)
i=2
Toplam varyans: GSEOM matrisi igindeki gri seviye dagiliminin varyansini
Olgmektedir.

Toplam varyans = ¥, (i — Toplam Ortalama)?P,, (i) (5.27)

Toplam entropi: GSEOM matrisi i¢indeki gri seviye dagilimindaki bozukluklar
Olgmektedir.

2N
Toplam entropi = — Z Pyiy(D)log (Pyyy (1)) (5.28)
i=2

Varyans farklar: GSEOM matrisi icindeki gri seviye farklarmin varyansini
Olgmektedir.

N-1

Varyans farklari = Z(i)sz_y(i) (5.29)

=0

Entropi farklari: GSEOM matrisi igindeki gri seviye farklarinin entropisini

Olgmektedir.

N-1
Entropi farklart = — Z P._, (i) log ( Px_y(i)) (5.30)
i

Korelasyon bilgisi 6l¢iimii 1: GSEOM matrisi igindeki iki farkli pikselin korelasyon

Ol¢limiinii ifade etmektedir.

Hyy — Hyy 1

Korelasyon bilgisi 6lcimi 1 = ——————
Y g ’ maX(HxHy)

(5.31)
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Hyy = =XV P(i,j) log(P(i, ) (5.32)

Heyl = =3 P(i, ) log (P.()B, () (5.33)
Hy2 == ) ROP()log (PP () (5.34)
Lj

Korelasyon bilgisi 61¢iimii 2: GSEOM matrisi igindeki ortak entropiler arasindaki farki

Olgmektedir.

Korelasyon bilgisi 8l¢iimii 2 = /1 — e~2HXY2=HXY (5.35)

Gri seviye kosu uzunlugu matrisi (GSKUM); ikinci dereceden istatiksel doku analiz
yontemlerinden birisidir [78]. Bu yontem goriintiideki farkli uzunluklarin gri seviye
sayilarinin hesaplanmasina dayanmaktadir. Gri seviye uzunlugu, ayni gri seviye
degerlerine sahip dogrusal olan komsu goriintii noktalar dizisi olarak
tanimlanmaktadir. Gri seviye kosusu ayni yonde ayni gri seviyeye sahip olan siral
piksel kiimesinden olusmaktadir. Kosu uzunlugu kosudaki piksel sayisini, kosu
uzunlugu degeri ise goriintiideki kosularin meydana gelis sayisini ifade etmektedir.
Piksel yogunlugu yiiksek olan dokular kiigiik kosma egilimi gosterirken, piksel
yogunlugu diisiik olanlar ise yiiksek kosma egilimi gostermektedir. Bu yontem ile
uzun ve kisa wuzunluklarda yiiksek ve diisik gri tonlama seviyeleri
belirlenebilmektedir. GSKUM yapisinda orijinal matris boyutu kosu uzunlugunun
maksimum smnir degerini belirtmektedir. Gri seviye belirlenme islemi matrisdeki her

deger i¢in yapilmaktadir [76, 78].

Sekil 5.6’da  bir goriintiinin GSKUM yapisinin olusturulmasi gosterilmistir. (a)
matrisi goriintiiyii, (b) matrisi ise (a) matrisine ait GSKUM’ yu ifade etmektedir. (a)
matrisindeki en biiyiik say1 4 oldugundan gri seviyesi 1-4 arasinda incelenmistir. 4x4
matrisler i¢in maksimum kosu sayis1 4 degerini alabilmektedir. (a) matrisinde art arda
durumu ikinci satir ikinci siitun, ti¢lincii satir tiglinci siitun ve {igiincii satir dordiinct
stitunda piksel 3 degerini gostermekte ve bu nedenle (b) matrisinde 3 gri seviye degeri
icin kosu uzunlugu 3 degerini almaktadir. (a) matrisindeki tiim piksel degerleri benzer

sekilde incelenerek (b) matrisi olusturulmaktadir.
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a) b)

Sekil 5.6: Gri seviye kosu uzunlugu matrisinin elde edilmesi.

GSKUM matrisi olusturulurken bazi 6zelliklere de ulasilabilmektedir. Bu 6zellikler ve
ozelliklere ait formiiller Esitlik 5.36- 5.46 arasinda gosterilmistir. Esitliklerdeki p(i,j)
kosu uzunlugundaki i ve j.’inci noktadaki degerini, Ng gri seviye sayisini, Ny

maksimum kosu uzunlugunu ifade etmektedir.

Kisa kosu vurgusu: Matristeki kisa kosularin dagilimini 6lgmektedir. Her kosu

uzunluk degerinin uzunlugunun karesine boliinmesi ile hesaplanmaktadir.

Ng Ny L.
1 p(i,j)
Kisa kosu vurgusu = — (5.36)
Niosu = ))

Uzun kosu vurgusu: Matristeki uzun kosularin dagiliminit 6lgmektedir. Her kosu

uzunluk degerinin uzunlugunun karesi ile ¢arpilmasi ile hesaplanmaktadir.

1 Ng Ny
Uzun kosu vurgusu = Z Z p(i, ) j? (5.37)
Nkosu i=1 =1

Gri seviye diizensizligi: Matris boyunca gri seviyelerin benzerligini 6l¢mektedir.

1 Ng Ny
Gri seviye diizensizligi = Z Z p(i, )))? (5.38)
Nicosu i=1 j=1

Kosu uzunlugu diizensizligi: Matris boyunca kosularin benzerligini 6l¢mektedir.
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Ny Ng

1
Kosu uzunlugu diizensizligi = 2(2 p(i,)))? (5.39)
Nkosu

j=1 i=1

Kosu ylizdesi: Matristeki toplam kosu sayisinin olast kosu sayisina oranidir.

1 2 EN )
Neosu 337 (57, p (i)

Diisiik gri seviye kosu vurgusu: Diisiik gri seviye kosularmin dagilimini 6l¢gmektedir.

Kosu ylizdesi = (5.40)

N‘g NT P
o 1 p(i,j)
Dusiik gri seviye kosu vurgusu = — (5.41)
Nkosu i=1 = l

Yiiksek gri seviye kosu wvurgusu: Yiiksek gri seviye kosularinin dagilimini

Olgmektedir.

Yiiksek gri seviye kosu vurgusu = N—Z Z] 0@, Jj? (5.42)
kos

Kisa kosu diisiik gri seviye vurgusu: Matristeki kisa kosu ve diisikk gri seviye

degerlerinin ortak dagilimini 6lgmektedir.

Ng Ny

kowzzpﬁi}? (543

i=1j=

Kisa kosu dusiik gri seviye vurgusu =

Kisa kosu yiiksek gri seviye vurgusu: Matristeki kisa kosu ve yiiksek gri seviye

degerlerinin ortak dagilimini 6l¢mektedir.

Ng Ny

Nkosuzzp“ DE (s

i=1j=

Kisa kosu yuksek gri seviye vurgusu =

Uzun kosu diisiik gri seviye vurgusu: Matristeki uzun kosu ve diisiik gri seviye

degerlerinin ortak dagilimini 6l¢mektedir.

Ng Ny

p(, J)J
Uzun kosu diisiik gri seviye vurgusu = —_— (5.45)
Nk0§u

i=1j=

Uzun kosu yiiksek gri seviye vurgusu: Matristeki uzun kosu ve yiiksek gri seviye

degerlerinin ortak dagilimini 6lgmektedir.
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Ng Ny

1 -
T L QPGNP (546

i=1j=1

Uzun kosu yliksek gri seviye vurgusu =

5.2 Veri Olceklendirilmesi

Veri setlerinde bulunan ozniteliklerin farkli 6lgeklere sahip olmasi veri setinin
modellenmesini  olumsuz olarak etkilemektedir. Bu nedenle 6zniteliklerin
Ol¢eklendirilmesi algoritmalarin veri Setleri ile modellenmesi agisindan 6nem arz
etmektedir. Oznitelik 6lgeklendirme verilerde bulunan bagimsiz dzellikleri sabit bir
aralikta standartlastirmak icin kullanilan bir tekniktir. Olgeklendirmedeki temel amag;
farkli 6zniteliklerdeki sayisal degerleri ortak bir deger araligina getirmek ve biiyiik
farklar1 belirli bir diizen igerisinde gostermektir. Z-skor yontemi verilerin
6l¢eklendirilmesi amactyla siklikla kullanilan bir metottur. Bu yontemde her 6znitelik
icin ortalama degerinden uzaga ve nitelik degerindeki standart sapmaya gore yeni
deger hesaplanmaktadir. Z-skor yonteminin formiilii Esitlik 5.47°de gosterilmistir
[79]. Esitlik 5.47°deki v’ yeni degeri, v Oznitelik degerini, u ortalamay1 ve o standart

sapmay1 gostermektedir.

v = (5.47)

5.3 Oznitelik Se¢im Yoéntemleri

Yiiksek boyutlu veri setlerinde ¢cok boyutluluk sik¢a rastlanan problemlerden birisidir.
Veri setindeki ¢ok boyutluluk veri setinin karmagikliginin yani sira bir hedef ile
iliskilendirilen Ozniteliklerin ayirt edici olmayanlarinin ¢ok sayida olmasi
siniflandirma algoritmalarinin 6grenme siirecinde zorluklara sebebiyet vermektedir.
Oznitelik se¢im ydnteminin amaci bir veri seti icerisindeki en faydali dznitelikleri

bularak verideki dznitelik sayisini azaltmaktir. Oznitelik segim ydntemleri;

Oznitelik kiimesinin boyutunu diisiirmektedir.

Mgili olmayan ve giiriiltiilii 6zniteligi ortadan kaldirmaktadir.
Veri setini sadelestirmektedir.

Veri setinin kalitesini artirmaktadir.

Kaynak tasarrufu saglamaktadir.

I L T L

Siniflandirma algoritmasinin hizin1 ve basar1 oranini artirmaktadir.
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Oznitelik se¢im islem siireci Sekil 5.7°deki adimlardan olusmaktadir. Ilk asamada veri
setinden bir 6znitelik alt kiimesi olusturulmaktadir. Sonraki asamada ilgili 6znitelik
farkli formiiller ile se¢im durumuna karar verilmektedir. Sonugta; segilen 6znitelik alt

kiimeye eklenmektedir. Bu islem siireci durdurma kriterini saglanana kadar devam
etmektedir [80].

Veri Kiimesi

Sekil 5.7: Oznitelik secim islem siirecleri.

Genel olarak 6znitelik se¢im algoritmalar1 Sekil 5.8°de gosterildigi gibi filtre tabanl
yontemler, sarmal tabanli yontemler ve gomiilii yontemler olmak tizere 3 grupta

incelenmektedir [81].

Sekil 5.8: Oznitelik secim ydntemleri.

5.3.1 Filtre tabanh yontemler

Filtre-tabanli yontemler 6zniteliklerin 6nem derecesini hesaplamak amaciyla 6znitelik

ile hedef degisken arasindaki iliskiyi esas olarak almaktadir. Bu yontemler uzaklik,
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tutarlilik ve bilgi gibi istatiksel verileri dikkate alan fonksiyonlar araciligiyla
hesaplama yapmaktadir. Sekil 5.9°da filtre tabanli 6znitelik se¢im yonteminin ¢alisma
adimlart gosterilmektedir. Bu sekilde calisan tekniklerde veride bulunan her bir
Oznitelik i¢in bir degerlendirme fonksiyonu kullanilarak farkli  skorlar
hesaplanmaktadir. Hesaplanan bu skorlar igerisinde en yiliksek degere ulasan

Oznitelikler alt kiimeye dahil edilmektedir [82-83].

Sekil 5.9: Filtre tabanli 6znitelik yontemlerinin ¢alisma adimlari.

5.3.1.1 Relief

Relief yontemi Kira ve Rendel tarafindan 1992 yilinda gelistirilmistir. Bu yontem veri
setinden rastgele segilen bir 6rnegin bulundugu sinifa yakinhigina ve farkli siniflara
olan wuzaklhigina bagli bir model olusturarak Oznitelik se¢im islemini
gerceklestirmektedir. Bu yontemde Oncelikle bir 0Oznitelige bir agirlik degeri
atanmakta daha sonra da belirlenen bir esik deger {iizerinden yararli bulunan

Oznitelikler segilmektedir [84].
Algoritmanin temel ¢aligma asamalar1 sdyledir.

1. Veri setinden siniflara ait en yakin 6zniteliklerin se¢ilmesi
2. Ogzniteliklerin agirhiklarinin belirlenmesi

3. Hesaplanan agirliklarin siralanmasi
4

. Eniyi “n” kadar 6zniteligin se¢ilmesi

Algoritmanin agirlik hesaplama yontemi Esitlik 5.48’de gosterilmistir. Esitlikte R
relief 6zniteliginin 6nem derecesini, AS ayni smiftaki en yakin 6znitelik degerini, Fs

ise farkli siniftaki en yakin 6znitelik degerini gostermektedir [85].

R = Ri—l - (xl- - ASi)Z + (xi - FSi)z (548)
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5.3.2 Sarmal tabanh yontemler

Sekil 5.10°da sarmal tabanli yontemlerin ¢alisma adimlar1 gsterilmektedir. Oznitelik
se¢im slireci bu yontemlerde bir dogru smiflama oranina baglidir. Bu siireg, farklh
O6grenme algoritmalar1 kullanilarak en iyi tahmin oranina sahip olanlarin segilmesi ile
saglanmaktadir. En iyi 6znitelik alt kiimesinin belirlenmesinde sarmal yontemler, filtre
tabanli yontemler ile karsilastirildiginda daha iyi sonuglar vermektedir. Ancak sarmal

tabanli yontemler daha yiiksek hesaplama islemi gerektirmektedir [86-88].

| &
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Sekil 5.10: Sarmal tabanli yontemlerin ¢alisma adimlari.

5.3.2.1 Ardisik ileri yonde secim (AIYS)

Whitney tarafindan Onerilen sade ve etkili bir sarmal tabanli O6znitelik se¢im
yontemidir. Bu yontem bos bir 6znitelik kiimesi ile baglamaktadir. Her tekrarlayan
stirecte daha once Oznitelik kiimeye dahil edilmemis bir 6zniteligin eklenmesi ile
oznitelik se¢im siireci tamamlanmis olmaktadir. Ozniteliklerin kiimeye eklenip
eklenmemesinde, 6zniteligin siniflandirma basarisina etkisi dikkate alinmaktadir. Her
tekrarda sadece bir tane 0znitelik eklenerek siniflandirma yonteminde artis olmayana

kadar bu siireg devam etmektedir. AIYS yonteminin asamalar1 asagidaki gibidir [83].

Bos bir 6znitelik kiimesi belirlenir (X={@}).

Siradaki en iyi 6znitelik segilir (X '=argmaxx+ [K (Xi+ x")]).

Eger K (Xi+ x")>K(Xi) ise, Xi+1= Xi+ X", i=i+1 olarak glincellenir.
Adim 2

Dur.

a > w e
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5.3.3 Gomiilii yontemler

Gomiili yontemler bir veri setinde en yararli 6znitelikleri segmek amaciyla 6grenme
algoritmalarinin kalite 6lgiitlerinden faydalanmaktadir. Bu yontemler biinyelerinde
hem siniflandirma algoritmast hem de Oznitelik se¢im algoritmasini birlikte
barindirmaktadir. Ayrica smiflandirma ve Oznitelik se¢gme iglemlerinin 6grenme
stiregleri birbirleri ile es zamanli olarak gerceklestirilmektedir. Bu yontemin amact;
bir 0znitelik kiimesinde yer alan alt kiimeler arasinda bir arama algoritmasindan
yararlanarak en iyi ¢6ziimii bulmaktir [83, 87]. Gomiilii yontemlerin ¢alisma mantigi

Sekil 5.11°de gosterilmistir.

| '
En yi alt kiime segim » Orenme Alsormas+
Performans

b

Onnitelk Kiimest

Sekil 5.11: Gomiilii yontemlerin ¢aligma adimlari.

5.3.3.1 En kii¢iik mutlak biiziilme ve se¢im operatorii (LASSO)

1996 yilinda Tibshirani tarafindan 6nerilmis bir gomiilii 6znitelik se¢im algoritmasidir
[89]. Yontem bir regresyon modeli olusturularak bagimsiz degiskenlerin degerlerinden
faydalanilarak bagimli degiskenlerin degerlerini tahmin etmeyi amaglamaktadir.
Olusturulan regresyon modelinde bagimsiz degiskenlerin katsayilarmin tahmini ve
degisken se¢imi es zamanli olarak yapilmaktadir. Regresyon modeli olusturulurken en
kiigiik kareler yontemi kullanilmaktadir. Bagimsiz degiskenler veri kiimelerindeki
ozniteliklere karsilik gelmektedir. Regresyon modeli kurulurken ¢apraz dogrulama ve
ceza parametresi kullanilabilmektedir. Ceza parametresi veri seti i¢in daha az énemli
olan ozniteliklerin sifir degerini almasini istemektedir. Bu nedenle ceza parametresi
Ozniteliklerin katsayilarina biiziilme uygulamaktadir. Ceza parametesinin degeri
Ozniteliklere uygulanilacak olan biiziilme miktarin1 belirlemektedir. Yontemde
Ozniteliklerin katsayilarini belirlemek amaciyla L1 ceza fonksiyonu kullanilmaktadir.

L1 ceza fonksiyonu 6zniteliklerin katsayilarinin biiyiikliiklerinin mutlak degerine esit
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bir fonksiyon eklenmesidir. Lasso yontemi ile 6zniteliklerin katsayilarin hesaplanmasi

icin Esitlik 5.49’dan yararlanilmaktadir.
1 N P P
Buasso = argg min (= > i = Bo = Y Xy B2+ 2 ) 15 1) (5:49)
i=1 j=1 j=1

Esitlikte 5.49°daki N say1s1 gbzlem sayisint, yj ¢ikis degerini, X;, j 6znitelik kiimesini, A
ceza parametresini ve P ise lasso katsayilarini ifade etmektedir. Sonug olarak sifir
katsayisina sahip Oznitelikler 6znitelik kiimesinden elenmesi ile 6znitelik se¢im islemi

tamamlanmis olmaktadir [89, 90].

5.4 Capraz Dogrulama

Veri seti genellikle smiflandirma siirecinden Once egitim ve test verilerine
ayrilmaktadir. Capraz dogrulama veri setinin egitim ve test verilerine ayrilma
yontemlerinden birisidir. Egitim verisi, olusturulan modelin 6grenme isleminin
gerceklestigi (egitim ve dogrulama verileri ile), test verisi ise degerlendirme
asamasinda modelin performanisin1 6lgmek {izere kullanilan veri setidir. Bu yontem
egitim verisi ile olusturulan modeli egitirken, geriye kalan veriler (dogrulama) ile de
modelin performansinit 6lgmektedir. Capraz dogrulama yontemi egitim asamasinda
ezberlemeyi Onleyerek agin daha verimli bir sekilde 6grenmesini saglamaktadir. k-
katmanli yontem en sik kullanilan ¢apraz dogrulama ydntemlerinden birisidir. Bu
yontem uygulanirken veri seti (k-katli olarak) k adet alt kiimeye boliinmektedir. Bu
kiimelerden bir tanesi dogrulama verisi olarak k-1 tanesi de egitim verisi olarak
degerlendirilmektedir. Boylelikle veri setinin her noktasi en az bir kere dogrulama
verisi olarak kullanilmis ve modelin performansit daha dogru bir sekilde
degerlendirilmistir [91]. Sekil 5.12°de 10-katli-¢apraz dogrulama ydntemi ile bir veri
setinin egitim adimlar1 gosterilmistir. 9 parga egitim verisi kalan par¢a da dogrulama
verisini tanimlamaktadir. Sonug¢ olarak, egitim islemi 10 dogrulama o6l¢iimiiniin

ortalamasi alinarak hesaplanmaktadir.

49



Orijinal Veri Seti

Dogrulama Sonuglart Test Sonuglari
Sekil 5.12: 10-katl1 capraz dogrulama.

5.5 Smmiflandirma

Siniflandirma, benzer ozelliklere sahip bir veri setinin onceden belirlenmis veri
gruplarindan hangisine ait oldugunun tahmin edilmesi islemidir. Siniflandirma
algoritmalar1 yeni bir 6genin daha once tanimlanmis olan kategorilerden hangisine
girme olasiligini hesaplamak amaciyla kullanilmaktadir [92]. Literatiir caligmalarinda
genellikle siniflandirma islemi ig¢in makine 6grenme algoritma tercih edilmektedir. Bu
calisma kapsaminda, siniflandirma algoritmalar1 olarak KA, NB, DVM, K-NN ve TO

yontemleri uygulanmaistir.
5.4.1 Karar agaci

Denetimli bir makine algoritmasi olup genellikle regresyon ve siniflandirma amaciyla
kullanilmaktadir. Bu algoritmanin amaci veri setini belirli bir karar kurallarn
cergevesinde daha anlasilir kiigiik alt gruplara bolmektir. KA agacin kuruldugu ve
siiflandirilmanin gergeklestirildigi iki asamadan olusmaktadir. Bir karar agaci kok,
diigtimler, dallar ve yaprak (terminal di{iglim) olmak {izere dort asamadan
olusmaktadir. Kok tiim goézlemlerin veya populasyonun bulundugu bolimdiir.
Siniflandirma siireci bu bdliimden baglamaktadir. Homojen yapidaki gozlemler dogal
olarak ayni smifta yer alacak ve kok dallanma yapmadan siniflandirma siireci sona
erecektir. Hetorojen yapidaki gézlemlerde kok, gozlemleri siniflara bdlen en iyi

nitelige gore iki veya daha fazla sayida dala ayirarak yeni diigiimleri olusturmaktadir.
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Gozlemleri siniflara bdlen en iyi nitelik, modelde bulunan bagimsiz degiskenleri
betimlemektedir. Bélme islemi sonrasinda meydana gelen yeni diigiimler kendi
iclerinde homojen bir yapiya sahip, birbirleri arasinda ise hetorojen gozlem
gruplarindan olusmaktadir. Yeni diiglimler gézlemlerin niteliklerine gore tekrardan
dallara ayrilmaktadir. Bu islem siireci daha iyi bolme kalmayana kadar stirmektedir.
Karar agacmin dallanma yapmayan son diigiimii terminal diigiim olup gozlemlerin

atandiklar1 smiflar1 gostermektedir [93]. Sekil 5.13°de bir karar agaci modeli

gosterilmektedir.
Kok
~ Evwet I Hay1r
l Diigiim I Diigiim
Evet I Hawvir Evet I Hayir

Yaprak Yaprak l Yaprak I Yaprak

Sekil 5.13: Karar agaci yapisi.

Agaclarda meydana gelen diiglimlerin dallanma yapip yapmayacaginin
belirlenmesinde en sik kullanilan kriterler entropi ve bilgi kazancidir. Entropi verilerle
ilgili diizensizligin bir 6l¢iisiidiir. Veri homojense entropi 0 degerini, verideki degerler
esit olarak boliinmiigse 1 degerini almaktadir. Agac yapisinin entropi degerini en aza
indirgeyen boliinmeler yapmasi beklenmektedir. En 1yi boliinmeyi belirlemek
amaciyla da bilgi kazanci kullanilmaktadir. Bilgi kazanci entropideki belirsizligi

Ol¢mektedir. Entropi ve bilgi kazancinin formiilleri Esitlik 5.50 ve Esitlik 5.51°de

gosterilmektedir.
c
Entropi = Z —plog, p; (5.50)
i=1
o . |5y .
Bilgi kazanci(S, A) = Entropi(S) — WEntropL(S,,) (5.51)

Esitlik 5.50°deki p belirli bir sinifa ait grubun yiizdesini, Esitlik 5.51°deki A kiimenin

boliinmiis bir parcasini, S orijinal veri setini ve Sy ise 0zniteligi A degeri olan S alt
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kiimesini gostermektedir. En yliksek bilgi kazancina sahip olan Oznitelik, karar

agacinda dallanma i¢in tercih edilmektedir [94].
5.4.2 Naive Bayes

Kosullu olasilik kuralini temel esas olarak alarak bir 6genin belirli bir kategoriye girme
olasiligini hesaplamaktadir. Denetimli bir makine 6grenme algoritmasidir. Algoritma
bir sinifta bulunan bir 6zniteligin degerinin etkisinin diger 6zniteliklerden bagimsiz
oldugunu varsaymaktadir. Bu varsayim islemi kosullu olasilik kurali olarak
tanimlanmaktadir. Kosullu olasilik kurali Bayes Teoreminden faydalanilarak
hesaplanmaktadir. Bayes Teoremi daha once olusan bir olaym olasiligi dikkate
alindiginda, bir olayimn olusma olasiligin1 bulmaktadir. Bayes Teoremi her sinif i¢in
belirli bir 6genin o sinifa ait olma olasiligini tahmin etmeyi amaglamaktadir. Daha
basit bir deyisle, bir A olasili§i daha 6nceki bir olayr ve bagiml olasiligi temsil
ediyorsa bir B olayinin gergeklesme olasiligi Bayes Teoremi ile hesaplanabilmektedir.
Bayes teoremi Esitlik 5.52 ile ifade edilebilmektedir [95].

P(A/B).P (B)

P(B/A) = T

(5.52)
P(B/A) A olay1 meydana geldiginde B olayinin olma olasiligini, P(B) B olayinin olma
olasiligini, P(A/B) A olay1 meydana geldiginde B olayinin olma olasiligini ve P(A)
olaymin olma olasiligini ifade etmektedir. A olay1 bilinen bir B olayimin olasiligin
hesaplamak i¢in Bayes Teoremi A ile B olaylarinin birlikte gergeklestigi vakalar
saymakta ve A’nin tek bagma gerceklestigi vaka sayisina bolmektedir. Her sinifin
bagka bir olay olasiligi (Ci) ise NB algoritmasi tarafindan Bayes Teoremi ile
hesaplanabilmektedir. Siniflandirma algoritmasi kendisine bir sinif verildiginde A
Ozniteliklerinin bagimsiz oldugunu varsaymaktadir. Bu sebeple olasilik sinifi belirtilen
her 6genin bireysel kosullu olasiliklarinin ¢arpimai ile elde edilmektedir [96]. Bu islem

stireci Esitlik 5.53’de gosterilmektedir.
P (Ci/A1...Am) =P(Ci). P (AI/C)) ...... P(Am/Ci). P (A) (5.53)

Bu algoritma simiflandirma igin az miktarda egitim verisi kullanmasi nedeniyle hem

ikili hem de ¢oklu siniflandirma problemlerinde kullanilabilmektedir.
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5.4.3 Destek vektor makineleri

Denetimli makine 6grenme yontemlerinden birisidir. Bu algoritma bir verinin en iyi
smiflara ayiran bir hiper diizlem egrisinin bulunmasini amaglamaktadir. Hiper diizlem
egrisi iki smifa da en uzak noktadadir. Egitim verileri kullanilarak hiper diizlem
bulunmaktadir. Test verileri hangi hiper diizlemin hangi tarafinda bulunuyorsa o sinifa
atanmaktadir. Hiper diizlem egrisi dogrusal olmayan 6rnekleri dogrusal bir sekilde
bolmektedir. Hiper diizlem ayrica degisik ornekler arasindaki maksimum boélme
isleminin yapilmasini saglamaktadir [97]. Sekil 5.14’de destek vektor makineleri

algoritmasinin ¢alisma mantig1 gosterilmistir.

Y eksent

7 - .7 - Destek
7 Wektorleri

> eksemn

Sekil 5.14: Destek vektér makinesi.

Sekil 5.14’de kirmizi ve maviler olmak flizere iki farkli smif belirtilmektedir.
Siniflandirmadaki temel amag¢ yeni gelecek ornegin hangi sinifa atanacagina karar
verilmesi iglemidir. Siniflandirmanin yapabilmesi igin iki sinifi birbirinden ayiran bir
dogru ¢izilmektedir. ki yesil dogru arasinda kalan bdlgeye margin ad1 verilmektedir.
Margin iki farkli siif arasinda kalan bosluk olarak tanimlanmaktadir. Marginin
boyutu ne kadar genis olursa siniflar o kadar birbirinden iyi ayristirilabilmektedir. Bu

yonteminde siniflara atanma islemi Esitlik 5.54 ile bulunmaktadir.

4

y:

5 T
{O egerw' x+b <0 (5.54)

1 egerwix+b=0

w agirlik vektoriinii, y’ ¢ikis vektoriini, x giris vektoriinii ve b sapmay1 ifade
etmektedir. Yeni ¢ikan deger i¢in sonug 0’a esit ya da biiyiik olursa mavi noktalara

yakin, 0’dan kii¢iik olursa kirmizi noktalara daha yakin olacaktir [98]. Verilerin bir
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hiper diizlem ile ayrilamamasi durumunda ¢ekirdek fonksiyonu kullanilabilmektedir.
Cekirdek fonksiyonu 6rneklerin ¢ok boyutlu ve dogrusal yontemler ile ayrilabilen bir
alana tasiyarak siniflandirma islemi  yapmaktadir. Siniflandirma islemi bir
optimizasyon fonksiyonu ile yapilmaktadir. Optimizasyon fonksiyonun formiilii
Esitlik 5.55’deki gibidir. g(x) optimizasyon fonskiyonunu, a reel sayilarda herhangi

bir degeri ve K ise ¢ekirdek fonksiyonunu ifade etmektedir.

g(0) =X,y K(qy) +b (5.55)

Hiper diizlem olmadig1 i¢in b sapma degeri ihmal edilebilmektedir. Sapma degeri
cekirdek fonksiyonu islevlerinde kullanilmaktadir. Smiflandirma islemlerinde
dogrusal ¢ekirdek, polinom ¢ekirdek, sigmoid ve radyal tabanli ¢ekirdek fonksiyonlari
kullanilabilmektedir [99].

5.4.4 K-en yakin komsu

Denetimli makine 6grenme algoritmalarindan birisidir. Algoritmadaki temel mantik
veri setine yeni gelen bir 6ge ile k adet komsu arasindaki mesafenin hesaplanmasidir.

Algoritmanin ¢aligsma asamalar1 sOyledir.

e Kk sayisi belirlenir. Bu deger komsu siniflar arasindaki uzaklik ve siniflandirma
performansina direkt etki etmektedir.

e Veri setlerine verilecek yeni 6genin mevcut olan verilere gore uzakliklari
hesaplanir. Uzaklik hesabi icin Minkowski, Oklid, Manhattan ve Chebyschev
fonksiyonlar1 kullanilabilmektedir.

e Bulunan uzakliklardan en yakin k. komsu dikkate alinmakta ve Oznitelik
degerlerine gore yeni 6genin K. komsu sinifina atanarak tahmin edilmesi

istenen siif degeri bulunur [30].
5.4.5 Topluluk 6grenme

Iki ya da daha fazla simiflandirma algoritmasinin tahmin sonuglarinin birlestirilmesi
ile olusturulmaktadir. Tahmin sonuglarinin birlestirilmesi oylama ile ya da sonuglarin
ortalamasi alinmasi seklinde yapilabilmektedir [100]. Torbalama (bagging) ve
yukseltme (boosting) yontemleri en sik kullanilan topluluk 6grenme yontemlerinden
ikisidir [101]. Bu yontemler genellikle egitim siirecinde KA algoritmasindan

yararlanmaktadir [102].
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Torbalama yontemi ilk kez 1996 yilinda Breiman tarafindan 6nerilmistir. Bu yontemde
ayn1 biiyiikliikkte farkli egitim veri kiimeleri olusturulmaktadir. Biitiin egitim verileri
birbirlerine paralel bir sekilde es zamanli olarak ¢alistiritlmaktadir. Tiim algoritmalar
once ayn1 veri setine verilerek test edilmektedir. Daha sonra genel sonuglar oylanarak
smiflandirma islemi tamamlanmaktadir [103]. Sekil 5.15’de torbalama Ogrenme

algoritmasinin ¢calisma asamalar1 gosterilmistir. Buna gore;

e Islem siireci veri setinden ¢ok sayida alt kiimeler olusturularak baslamaktadir.
e Alt kiimeler birbirlerinden bagimsiz ve birbirlerine paralel bir bigimde

ilerlemektedir. Bu islem siireci bir model olusturana kadar devam etmektedir.
e Son tahminler tiim modellerde olusan tahminlerin birlestirilmesi ile

olusturulmaktadir.

Yiikseltme algoritmalar1 ise torbalama algoritmalarinin aksine sirali bir sekilde
calistirilmaktadir. Bu algoritmalarda temel amag veri setlerine farkli agirlik verilerek

elde edilen karar agaglarindan tahminler yapilmasidir [101].
Yiikseltme algoritmasinin ¢aligma asamalar1 sdyledir:

e Veri setinden bir alt kiime segilir.

e Veri setindeki tiim noktalara esit agirlik verilir.

e Alt kiime i¢in bir model olusturulur.

e Olusturulan bu model veri setinin tahminleri i¢in kullanilir.

e Yontemdeki hatalar gercek ve tahmin edilen degerlerin birlikte kullanilmasi ile

bulunur.
e Yanlis tahmin edilen 6rneklere daha fazla agirlik degeri verilir.
¢ Yeni bir model olusturulur ve tekrardan tahmin iglemi gergeklestirilir.

e Daha 6nceki modellerin hatalarin1 diizelten ¢oklu model mekanizma yapilar

olusturulur.

e Bu tekrarlamali siire¢ istenen model sayisinda ve dogruluk degerinde bir sinira

ulasana kadar devam eder.

e Olusturulan son model tiim modellerin ortalama degerlerini temsil etmektedir.
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Sekil 5.15: Torbalama yontemi.
5.6 Hiperparametre Optimizasyonu

Makine 6grenme algoritmalari tasarlanirken kullanilan parametreler egitim siirecinde
veri setinden dogrudan elde edilebilen veya programeci tarafindan Onceden
tanimlanmisg olanlar olmak {iizere ikiye ayrilmaktadir. Bu parametreler model
parametreleri ve hiperparametrelerdir. Model parametreleri veri setlerinden direkt
olarak 6grenilebilmektedir. Program tasarimcisinin modeli kurarken bu parametreler
i¢in ayarlama yapmasi beklenmemektedir. Model parametreleri 6grenme siirecinin bir
pargast olarak kabul edilmektedir. DVM destek vektorleri model parametresine
ornektir. Hiperparametrelerin model parametrelerin aksine veri setinden tahmin
edilmesi miimkiin degildir. Bu nedenle tasarimci tarafindan ayarlanmasi
gerekmektedir. DVM cekirdek sayisi, K-NN k sayis1 ve TO 6grenme sayis1 makine
Ogrenme algoritmasindaki hiperparametrelere 6rnek olarak verilebilmektedir. Makine
O0grenme algoritmalar1 olusturulurken daha yiiksek siniflandirma sonuglar1 elde

edilmesi i¢in hiperparametrelerin optimize edilmesi gerekmektedir [104].

Hiperparametre optimizasyonu bir modelin performansini en iist diizeye ¢ikaran en
dogru hiperparametre kombinasyonun bulunma siireci olarak tanimlanabilmektedir.
Makine 6grenme algoritmalarinda hiperparametreler manuel ve otomatik olarak
ayarlanmaktadir. Manuel olarak hiperparametelerin belirlenmesi isleminde tasarimci
olusturacagi model i¢in farkli hiperparametre kombinasyonlarini denemekte ve en iyi
performans gosteren hiperparametreleri se¢gmektedir. Hiperparametrelerin manuel
olarak belirlenmesi islemi siireg ile ilgili tasarimciya daha fazla kontrol imkan1 verse

de zaman alicidir. Dikkate alinmasi gereken ¢ok sayida hiperparametre oldugunda
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hiperparametrelerin manuel olarak belirlenmesi ¢ok pratik bir yontem degildir.
Hiperparametrelerin otomatik olarak ayarlanmasi islemi hali hazirda var olan
algoritmalarin kullanilmasi ile gerg¢eklesmektedir [104]. Sekil 5.16°da genel olarak bir
hiperparametre optimizasyon siirecinin akis semasi gosterilmistir. Genel olarak biitiin
hiperparametre optimizasyon algoritmalar1 benzer akis semasini kullanmakta ve
sadece yeni parametre setinin belirlenmesinde farkliliklar gostermektedir. Baslangig
ve yeni olusturulan parametreler bir amag¢ fonksiyonu ile degerlendirilmektedir.
Parametre setinde bulunan her 6ge i¢in hesaplanan performans degeri son olarak bir

veri tabaninda saklanmaktadir [105].

Hiperparametre Optimizasyonu

Baslangi¢ parametre seti
Amag fonksiyonu Sonuglar
iterasyonlar Son

Yeni parametre seti

Sekil 5.16: Genel bir hiperparametre optimizasyon siirecinin sematik
akist.

Hiperparametre optimizasyonu algoritmanin dogrulugunu hesaplamak i¢in ¢apraz
dogrulama iglemini kullanan bir amag¢ fonksiyonundan yararlanmaktadir. Capraz
dogrulama verinin k alt kiimeye bdliinmesi ve daha sonra da bu k alt kiimenin her
birinin test verisi olarak kullanilmas1 anlamina gelmektedir. Boylece olusturulan alt
kiimelerin k. mc1 alt kiime test verisi olarak, kalan k-1 alt kiimeler ise egitim ve
validasyon i¢in kullanilmaktadir. Sekil 5.17 olusturulan k-katli ¢apraz dogrulamay1
gostermektedir. Buna gore, ilk olarak veri seti k adet pargaya boliinmektedir. Daha
sonra, her bir alt parganin test verisi olarak kullamildigi k adet iterasyon
gerceklestirilmektedir. Kalan k-1 parga egitim ve dogrulama i¢in kullanilmaktadir. Her
bir iterasyon igin, amag¢ fonksiyonu olarak karekok ortalama hatasi (Root Mean
Squared Error-RMSE) hesaplanmaktadir. Esitlik 5.56 ortalama hata karesinin

hesaplanmasini gostermektedir. Esitlik 5.56°daki @, ;. = (@1 ;anmins - =+ P rahmin]

modelin tahminini, @’j=[ ¢’1 ........ ©’j] test veri setinin referansini ifade etmektedir.
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' 1% ' 2
Eeesti(@ratmin ®) = | (P catmin = 91 (5.56)
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k adet iterasyon
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Sekil 5.17: k-kath ¢apraz dogrulama.

Hiperparametre optimizasyonu optimizasyon problemini ¢dzmeyi amaglamaktadir.
Esitlik 5.57°de  hiperparametre  optimizasyonun formiili  gosterilmektedir.
Hiperparametre optimizasyonu, modelin referans verilerini olabildigince dogru olarak
tahmin etmeye c¢alismaktadir. Esitlik 5.57’deki FEtest validasyon verisinde
degerlendirilen ortalama hata karesine gibi en aza indirilecek olan amag fonksiyonunu,
[* en diisiik degeri veren hiperparametre setini ve | ise L alanindaki herhangi bir degeri

ifade etmektedir.

I* = minEtest (5.57)
l

Biitiin hiperparametre optimizasyon yontemlerinde amag¢ fonksiyonun hesaplanmasi
islemi benzerdir. Amag¢ fonksiyonundaki her bir iterasyon hiperparametre
konfigurasyonun degerlendirilmesine  karsilik  gelmektedir.  Hiperparametre
optimizasyon yOnteminin yapisina gore yeni hiperparametrelerin se¢im kriterleri
degiskenlik gostermektedir. Genel olarak literatiirde siklikla kullanilan hiperparametre
optimizasyon yoOntemleri 1zgara arama, rastgele arama ve BO’dur. lzgara arama
yonteminde her bir konfigiirasyon parametresi i¢in bir degerler kiimesi se¢ilmekte ve

bu degerlerin tim kombinasyonlar1 degerlendirilmektedir. Bu degerlendirme siirecinin
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sonunda kombinasyonlarin en iyisi dondiiriilmektedir. Rastgele arama yontemi
rastgele parametreler olusturmakta ve bu parametrelerin sonuglarini elde edilen en iyi
sonugla karsilastirmaktadir. En 1yi sonugtan daha iyi bir sonug elde edildigi taktirde en
1yi parametreler en iyi sonucu veren parameteler ile degistirilmektedir. Bu islem stireci
durma kriteri saglanana kadar devam etmektedir. BO en iyi hiperparametre
kombinasyonunu bulmak i¢in makine dgrenme algoritmalarindan faydalanmaktadir.
Bu yontemde daha 6nceki sonuglarin degerlendirilmesi ile hiperparametreler i¢in yeni
sonuglar tahmin edilmektedir. Bayes optimizasyonu bu islem siirecini Gauss siirecini
kullanarak gergeklestirmektedir. Durma kriteri saglanana kadar bahsedilen bu islem
stireci devam etmektedir. En iyi sonuca ulasilana kadar elde edilen bir 6nceki sonuglar
kaydedilmektedir. BO olasiliksal bir hesaplama metodu kullandigindan 1zgara arama
ve rastgele arama yontemlerine gore daha az degerlendirme yaparak sonuca daha hizli
bir sekilde ulasabilmektedir. Bahsedilen bu avantajlarindan dolay1r ¢alisma
kapsaminda makine 6grenme algoritmalarinin hiperparametre opitimizasyonu i¢in BO

yontemi kullanilmustir [104, 105].
5.6.1 Bayes optimizasyonu

Optimizasyon en genel haliyle; amag¢ fonksiyonu adi verilen gergek degerli bir
fonksiyonu en aza indiren noktalari bulma islemidir. Hiperparametre, bir
siniflandiricinin (6rnegin bir destek vektor makinesinin kutu kisitlamasi veya giiglii bir
topluluk toplulugunun 6grenme hiz1 gibi) dahili bir parametresidir. Bu parametreler,
bir siniflandiricinin performansini gii¢lii bir sekilde etkileyebilmektedir. Buna ragmen
hiperparametreleri optimize etmek zor veya zaman alict bir islemdir.
hiperparametreleri optimize edilmesi bir siniflandiricinin veya regresyonun gapraz

dogrulama kaybin1 en aza indirmeye ¢alismak anlamina gelmektedir.

Bayes optimizasyonunda 1zgara ve rastgele arama yoOntemlerinden farkli olarak
gecmisteki hareketler kaydedilmekte, sonraki hareketlerin belirlenmesinde gegmisteki
hareketler referans olarak alinmaktadir. Izgara ve rastgele arama yontemlerinde her
iterasyonda amag¢ fonksiyonun g¢agrilmasi durumu mevcuttur. Bu durum oldukca
maliyetli bir islemdir. Bu problemi diizeltmek i¢in BO yonteminde bir sonraki
hiperparametre kombinasyonunu belirlemek i¢in amag fonksiyonun ¢agrilmasi yerine
bir vekil fonksiyon tanimlanmaktadir. Vekil fonksiyon olusturmanin faydasi; islev

amag fonksiyonuna yapilan 6nceki ¢agrilara dayanarak, degerlendirmek i¢in yalnizca
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en umut verici hiperparametre setini segerek amag fonksiyonuna yapilan ¢agri sayisi
azaltilmasidir. BO yontemi genel olarak girig olarak verilen bir ama¢ fonksiyonunun
maksimum veya minimum yapan noktalarin bulunmasini amaglamaktadir. BO
yonteminde amag fonksiyonun bir olasiliksal modelini olusturulmaktir. Olusturulan bu
olasilik modeli asil amag¢ fonksiyonunda kullanilmak {izere en iyi sonu¢ veren
hiperparametreleri bulmak i¢in kullanilmaktadir. Algoritma, olasiliksal tahmin
modelinin olusturulmasi i¢in Bayes Teoreminden yararlanmaktadir. Hiperparametre

optimizasyonu i¢in kullanilan genel formiil Esitlik 5.58°de gosterilmistir.
xt =argmax f(x) x €H (5.58)

Burada f(x) ama¢ fonksiyonunu, H hiperparametreler kiimesini, x H uzayimdaki
herhangi bir alt kiimeyi ve x* yeni hiperparametre alt kiimesini ifade etmektedir. Bu
esitlikteki amac¢ validasyon setinde en iyi sonuglart verebilecek olan

hiperparametreleri segmektir [106, 107].

Bayes optimizasyonunda olasiliksal vekil modeli ve bir edinim fonksiyonu olmak
tizere iki temel bilesen bulunmaktadir. Vekil model biitiin gozlemlenen noktalari amag
fonksiyonuna sigdirmayr amaglamaktadir. Olasiliksal vekil modelin tahmine dayali
dagilimi elde edildikten sonra edinim fonksiyonu kesif ve somiirii arasindaki dengeyi
bulmaktadir. Boylece edinim fonksiyonu  kullanilarak  farkli  noktalar
kullanilabilmektedir. Kesif, fonksiyonun yiiksek belirsizlik alanlarindan 6rneklenmesi
olarak tanimlanmaktadir. SOmiirli, fonksiyonun yiiksek degerlere sahip olan
noktalardan o6rneklenmesi islemidir. Kesif ve somiirii arasinda kurulan denge
ornekleme sayisinin azalmasimi saglamaktadir. Bu durumda, fonksiyon birden ¢ok

yerel maksimum noktasina sahip olsa da modelin performans: artmaktadir.

Bayes optimizasyonunda vekil model olarak Gauss siireci siklikla kullanilmaktadir.
Bayes optimizasyonu veriyi fit etmek ve sonsal dagilimi giincellemek amaciyla Gauss
stirecini kullanmaktadir. Gauss siireci parametrik olmayan bir model olup parametre
sayist sadece girdi degerlerine baghdir. Gauss siireci, bir Gauss dagiliminin sonsuz
boyutlu bir rastlantisal siirece bir uzantisi olarak tanimlanmaktadir. Gauss siireci temel
olarak 6n olasilik dagilimimi varsayarak son olasilik dagilimimi tahmin etmekte ve
egitim verilerine dayanarak on olasilik dagilimini gilincellemeyi amaglamaktadir.
Gauss siirecinin temel amaci verilen x degerlerinin tlizerinde tahmine bir dayali bir

dagilim1 6grenerek tahminlere gore yeni degerlendirmelerin yapilabilme olanaginin
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saglanabilmesidir. Gauss siireci Gauss dagilimina benzer olarak kovaryans ve
ortalama fonksiyonlar1 ile tanimlanmaktadir. Gauss siirecinde bilinmeyen f
fonksiyonunun ortalama fonksiyonu (m(x) ve kovaryans fonksiyonu (k (x, x”) olan bir
stireci takip ettigi varsayilmaktadir. Bir Gauss siireci Esitlik 5.59°daki gibi

tanimlanabilmektedir.

f(x) ~ GS(m(x), k(x,x")) (5.59)

Gauss stirecinde ortalama fonksiyonu sifir olarak kabul edilmektedir (m(x)=0).

Kovaryans fonksiyonu ise Esitlik 5.60’daki gibi ifade edilmektedir.
1 2
k(x;,x;) = exp (—§||xl- - x;]1%) (5.60)

Esitlikteki x;j ve Xj i. ve J. dereceden Ornek noktalarini, k(xi,xj) ise kovaryans
fonksiyonunu ifade etmektedir. Eger xj ve Xj degerleri birbirine yakinsa kovaryans

matris degeri 1 yakinsarken aksi durumda ise 0 degerine yakinsamaktadir.
f(x) amag fonksiyonun sonsal dagilimini elde etmek amaciyla izlenen siire¢ soyledir:

1. Oncelikle f fonksiyonun degerleri gozlemlenen egitim veri setine (D)
atanmaktadir. (D = {x;, f;(x)}}_;). Daha sonra f fonksiyonun degerleri ¢ok
degiskenli normal dagilima gore ¢izdirilmektedir. (f~ N (0, K)). Bu durum
k( X, xj)=1 oldugunda gegerlidir.

2. f fonksiyonuna goére yeni Ornek noktasindaki fu1=f(Xw+1) degerleri
hesaplanmaktadir. Gauss slirecinin varsayimina gore, fi:t egitim setindeki ek

noktayi ft+1 ise boyutlu normal dagilimi temsil etmektedir [107].

Sekil 5.18’de iki gozlem i¢in tek boyutlu bir Gauss siirecini gdstermektedir. Sekildeki
siyah noktalar veri noktalarnin gozlem degerlerini, siyah egri amag¢ fonksiyonun
tahmin edilen ortalama degerlerini ifade etmektedir. Mavi alanlar tahmin edilen vekil
modelin standart sapma derecesini gostermektedir. ki gdzlem noktasindaki aralik
darsa standart sapma degerleri kiigiilmektedir. Bu durum, heniiz aragtirllmamig bir

yerde daha biiyiik fonksiyon degerlerinin olabilecegi anlamina gelmektedir [106, 107].
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X, x.
Sekil 5.18: Tek boyutlu gauss stireci [106].
Bu durumda vekil fonksiyonu ve kiimiilatif dagilim fonksiyonu kullanilarak
“lyilestirme Olasilig1” (Probability of Improvement-PI) hesaplanabilmektedir. PI
fonksiyonu Esitlik 5.61°deki gibi hesaplanabilmektedir. P1 fonksiyonu mevcut optimal
degerden daha iyi bir degere sahip noktanin bulunmasini amaglamaktadir. Yeni 6rnek
model degeri ile mevcut optimal deger arasindaki fark € kadar ise yeni 6rnek model
mevcut optimal degerinin yerini almaktadir.

PIG) = P(f() = f(x*) +8) = (L0 (5.61)

Edinim fonksiyonu olarak “Beklenen lyilestirme” (Expected Improvement-EI) terimi
kullanilmaktadir. Iyilestirmenin derecesi (I) yeni &rnek nokta degeri ile mevcut

optimal deger arasindaki fark olarak tanimlanmaktadir. lyilestirmenin derecesi Esitlik

5.62 ile ifade edilmektedir.

1= max(0, fr41(x) — f(x)) (5.62)

Burada f;,;(x) yeni 6rnek nokta degerini, f(x*) ise mevcut optimal degeri ifade
etmektedir. Yeni 6rnek nokta degeri mevcut optimal degerinden daha az ise iyilestirme
fonksiyonu sifir degerini almaktadir. EI fonksiyonun optimizasyon stratejisine gore,
EI degerinin mevcut optimal degerine gore maksimize edilmesi amaglanmaktadir. Bu

durum Esitlik 5.63 ile ifade edilmektedir.

x = argmaxE(maxfr4,(x) — f(x)) (5.63)

Esitlik 5.63’deki E terimi beklenen degeri ifade etmekte ve olasilik yogunluk

fonksiyonu ile hesaplanmaktadir. Sonug olarak, eldeki var olan gézlemlere dayanarak
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bir sonraki adimda secilecek hiperparametre kiimesinin belirlenmesi ic¢in her
iterasyonda belirlenen sayida aday c¢ozimler bulunmaktadir [106]. Bayes
optimizasyon algoritmasi, sinirli bir etki alaninda x i¢in bir skaler amag¢ fonksiyonunu
f(x) en aza indirmeye ¢alismaktadir. Bu amag fonksiyonu deterministik ya da stokastik
olabilmektedir. Amac¢ fonksiyonu ayni x noktasinda degerlendirildiginde farkli
sonuglara ulasabilmektedir. BO yodntemindeki minimizasyon isleminin temel

asamalar1 soyledir:

e f(x) amag fonksiyonun Gauss siire¢ modelinin belirlenmesi,

e Bayes Teoremi kullanilarak gilincelleme prodesiiriiniin olusturulmasi,

e Bu giincelleme prosediiriiniin her yeni f(x) degerlendirilmesinde Gauss siire¢
modelini degistirmesi i¢in kullanilmast,

e Yeni x noktasinin bulunmasi i¢in maksimize edilmis bir edinim fonksiyonun

olusturulmasidir.

Bayes optimizasyon algoritmasi degisken sinirlar igerisinde rastgele alinan ilk
degerlendirme noktalarmin (xi noktalar1) yi=f(X;) fonksiyonun degerlendirilme
stirecinden olusmaktadir. Bu siirecte degerlendirme hatalar1 mevcutsa, siire¢ basaril
ilk degerlendirme noktalarmma ulasana kadar rastgele nokta alinmaktadir. Bayes

optimizasyon algoritmasindaki daha sonraki adimlar soyledir:

e Fonksiyonlar iizerinde sonsal bir dagilim elde etmek i¢in f (x)' in Gauss siire¢
modeli giincellenmektedir.
e Edinim islevini maksimize eden yeni x noktalarinin bulunmasi

amaclanmaktadir.

Bayes optimizasyonu maksimum iterasyon sayisi, sabit bir zaman aralifina ve
durdurma kriterine ulagma gibi kriterleri saglandiginda algoritma sonlanmis
olmaktadir. Bu ¢aligma kapsaminda makine 6grenme algoritmalarinin BO yontemi ile
hiperparametelerinin optimize edilmesi i¢in maksimum iterasyon sayisi 30 olarak
secilmistir [106]. Calismada makine 6grenmesi i¢in kullanilan parametreler Cizelge

5.4’de gosterilmistir.
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Cizelge 5.4: Makine 6grenmesinde kullanilan hiperparametreler.

Algoritma Hiperparametreler Arama Arahg:
Mak. Diigiim Sayist [1-568]
KA Diigiim Kriteri Gini indeksi, Maksimum sapma azaltma
Dagilim Adi Gauss, Cekirdek
NB Cekirdek Tipi Gauss, Kutu, Epanechnikov, Uggen
Cekirdek Fonksiyonu Gauss, Dogrusal, Quadratik, Kiibik
Cekirdek Olgegi [0,001-1000]
DVM Kutu Kisitlama Seviyesi | [0,001-1000]
Standartlastirilmis Veri Dogru/Yanlis
Komsu Sayisi [1-285]
K-NN Uzaklik Metrigi City Block, Correlation, Euclidian, Hamming,
Jaccard, Mahalanobis, Minkowski, Spearman
Standartlastirilmis Veri Dogru/Yanlis
Topluluk Metodu Bag, GentleBoost, LogitBoost, AdaBoost,
_ RUSBoost
Ogrenme Sayis1 [10-500]
TO Ogrenme Orani [0,001-1]
Mak. Diigiim Sayisi [1-568]

5.7 Simiflandirma Algoritmalarinin Performans Degerlendirme Kriterleri

Smiflandirma algoritmalarinin etkinligi, karmasiklik matrisinden elde edilen dogru
pozitif (DP), yanlis pozitif (YP), dogru negatif (DN) ve yanlis negatif (YN)
degerlendirme kriterlerini dikkate alarak hesaplanmaktadir. Karmagiklik matrisi DP,
YP, DN ve YN ifadelerini bir tablo sekinde sunmaktadir [108]. Cizelge 5.5’de

karmagiklik matrisi gosterilmistir.

Cizelge 5.5: Kamagsiklik Matrisi

Tahmin Gergek
Pozitif Negatif
Pozitif DP YP
Negatif DN YN
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DP: Bir 6genin pozitif oldugu dogru tahminlerin sayisini ifade etmektedir. Gergekte

hasta olan ve algoritmaya gore hasta olarak siniflandirilan 6rnek sayisidir.

YP: Bir 6genin negatif oldugu yanlis tahminlerin sayisini ifade etmektedir. Gergekte

hasta olmayan ancak algoritmaya goére hasta olarak siniflandirilan 6rnek sayisidir.

DN: Bir 6genin pozitif oldugu yanlis tahminlerin sayisini ifade etmektedir. Gergekte

hasta olan ancak algoritmaya gore hasta degil olarak siniflandirilan 6rnek sayisidir.

YN: Bir 6genin negatif oldugu yanlis tahminlerin sayisini ifade etmektedir. Gergekte

de algoritmaya gore hasta degil olarak siniflandirilan 6rnek sayisidir.

Dogruluk: Bir modeldeki dogru tahmin edilen 6rneklerin, toplam veri seti sayisina
orani olarak ifade edilmektedir. Siniflandirma algoritmasiin vakalari ne kadar iyi
tahmin edebildigini O6l¢mektedir. Esitlik 5.64-Esitlik 5.67°de sirasiyla dogruluk,
kesinlik, duyarlilik ve F1-skoru hesaplamalari1 gosterilmistir.

DP + DN
DP +DN +YP+YN

Dogruluk = (5.64)

Kesinlik: Dogru pozitif olarak bulunan érnek sayisinin tahmin edilen tiim pozitif 6rnek

Sayisina oranidir.

Kesinlik = bP 5.65
esinlik = 25=~p (5.65)

Duyarlilik: Dogru pozitif olarak tahmin edilen 6rneklerin ger¢cek dogrulara oranidir.

DP

DP +YN (5.66)

Duyarlilik =

F1-skoru: Duyarlilik ile kesinlik parametrelerinin harmonik ortalamasidir.

F1— sk _ 2.Kesinlik. Duyarlilik c 67
SO = Yesinlik + Duyarlilik (5.67)
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6. DENEYSEL CALISMALAR VE SONUCLAR

Calisma kapsaminda KA, NB, DVM, K-NN ve TO 6grenme algoritmalar1 olmak iizere
5 farkli makine 6grenme yontemi meme kanserinin teshisi amaciyla kullanilmistir.
Calisma kapsaminda kullanilan ilk veri meme kanseri bulgularini igeren Wisconsin
Meme Kanseri Veri Seti (WBCD)’ dir. ikinci veri seti ise Ankara Egitim ve Arastirma
Hastanesi Radyoloji boliimiinden 101 hastaya ait mamografi goriintiilerinden
olusmaktadir (MBCD-Mamografik Meme Kanseri Veri Seti). ikinci verideki
mamografi gorlintiileri {izerinde radyologlar tarafindan isaretlenen siipheli meme
lezyonlarinin saptanmasi (ROI’lerin belirlenmesi) i¢in gri seviye esikleme yontemi ve
morfolojik operatorler kullanilmigtir. Her bir ROI igin 54 tane morfolojik ve doku
oznitelik hesaplanmustir. iki farkli meme kanseri veri seti iizerinde meme kanserinin
tespiti i¢in en yiiksek siniflandirma oranlarin1 elde etmek i¢in farkli deneyler

yapilmistir.

e Ilk once her iki veri setindeki biitiin dznitelikler (BO) makine 6grenme
algoritmalarina giris verisi olarak verilmis ve MATLAB programi tarafindan
gelistirilen fonksiyonlarindan yararlanilarak siniflandirma iglemi yapilmistir.

e Daha sonra tekrardan biitiin 6znitelikler (BO) makine 6grenme algoritmalarina
giris olarak verilmistir. Makine 6grenme algoritmalarinin hiperparametreleri
BO yontemi kullanilarak optimize edilmistir. BO yontemi i¢in MATLAB
Statistics and Machine Learning Toolbox araytizii kullanilmigtir [109].

e Son olarak ise sirastyla veri setindeki ayirt edici 6znitelikler sirasiyla Relief,
LASSO ve AYIS o6znitelik se¢im yontemleri kullanarak belirlenmistir. BO
yontemi kullanarak makine 6grenme yoOntemlerinin hiperparametreleri

optimize edilmistir.

Oznitelik secim yéntemleri icin MATLAB tarafindan gelistirilen “relieff”, “lasso” ve
“sequentialfs” fonksiyonlarindan yararlanilmistir. “relief” fonksiyonu en yakin 10
komsuyu kullanarak 6zniteliklere agirlik vererek onem sirasina gore siralamaktadir.
Yiiksek agirlik degerine sahip olan 6znitelikler siniflandirma sonucuna daha fazla etki
ederken, diisiik agirlik degerine sahip olanlar daha az etki etmektedir. Tiim agirliklar

hesaplandiktan sonra ayirt edici Ozellikleri se¢cmek i¢in bir esik degeri
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uygulanmaktadir [Url-3]. Bu ¢alismada esik degeri olarak 0 segilmistir. Ozniteliklerin
agirliklar1 0'dan biiyiik olan 6znitelikler se¢ilmistir. “lasso” fonksiyonu 10 katli ¢apraz
dogrulama yontemini kullanarak dogrusal bir regresyonun Kkatsayilarin
belirlenmesine olanak saglamaktadir. Lasso teknigi veri setlerinde bulunan 6znitelik
katsayilarini belirlerken cezalandirilmis regresyon yontemi olarak da adlandirilan bir
Biiziilme yontemi kullanmaktadir. Bu yontemdeki temel amag hata kareler toplamini
minimize eden katsayilari, katsayilara ceza uygulayarak bulmaktir. ilgisiz olan
Ozniteliklerin katsayilar1 0’ a esitlenmektedir. 0 degerinden biiyiik katsayilara sahip
olan 6znitelikler se¢ilmistir [Url-4]. MATLAB’da bulunan “sequentialfs” fonksiyonu
AIYS modelini olusturmak i¢in kullanmaktadir. Bu fonksiyon bos bir 6znitelik
kiimesinden baslayarak, heniiz se¢ilmemis 6zniteliklerin herbirini sirayla ekleyerek
aday Oznitelik alt kiimeleri olusturmaktadir. Her aday 6znitelik kiimesi igin egitim ve
test verilerinin giris ve ¢ikis alt kiimelerini art arda cagirarak 10 katli ¢capraz dogrulama
islemini gergeklestirmektedir. Egitim verilerinin giris ve ¢ikis alt kiimeleri X ve Y
satirlarinin ayni alt kiimesini igerirken test verilerinin giris ve ¢ikis alt kiimeleri
tamamlayici satir alt kiimesini igermektedir. Bir modeli egitmek igin egitim verileri
(giris ve ¢ikig) kullanilmaktadir. Olusturulan bu model kullanilarak giris test verileri
tahmin edilmekte ve son olarak da ¢ikis test verilerinden tahmin edilen degerlerin
kayip ol¢iisti dondiiriilmektedir. Genel olarak kayip 6lgiimleri regresyon modelleri i¢in
hata karelerinin toplamini ve smiflandirma modelleri i¢in yanhs smiflandirilmis
gozlemlerin sayisini icermektedir. Her bir aday 6zellik alt kiimesi i¢in ortalama kriter
degerlerini hesapladiktan sonra, “sequentials” fonksiyonu ortalama kriter degerini en
aza indiren aday Ozellik alt kiimesini segmektedir. Bu islem daha fazla 6znitelik

eklemek kriterini diistirmeyene kadar devam etmektedir [Url-5].
6.1 Oznitelik Se¢im Yontemi Sonrasinda Elde Edilen Ayirt Edici Oznitelikler

Sekil 6.1’de WBCD veri setine 6znitelik yontemleri uygulandiktan sonra veri seti i¢in
secilen ayirt edici 6znitelik sayilarr gosterilmistir. Veri setine ait 30 adet dznitelikten
sirastyla Relief, LASSO ve AIYS yontemleri uygulandiktan sonra sirasiyla 12, 10 ve

4 oznitelik ayirt edici 6znitelik olarak bulunmustur.
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Sekil 6.1: WBCD veri seti i¢in 6znitelik yontemleri uygulandiktan
sonra ayirt edici Oznitelikler.

MBCD veri seti i¢in ise 0znitelik yontemleri uygulandiktan sonra se¢ilen ayirt edici
Oznitelik sayilar1 Sekil 6.2°de gosterilmistir. 54 6znitelikten sirasiyla Relief, LASSO
ve AIYS yontemleri uygulandiktan sonra 16, 8 ve 3 adet ayirt edici Oznitelik

bulunmustur.
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0 .
Toplam Relief LASSO AYIS

Sekil 6.2: MBCD veri seti i¢in Oznitelik yontemleri uygulandiktan
sonra ayirt edici 0znitelikler.

Cizelge 6.1’de WBCD ve MBCD veri setleri igin Relief yontemi uygulandiktan sonra

secilen Oznitelikler belirtilmistir.
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Cizelge 6.1: WBCD ve MBCD veri setleri i¢in Relief yonteminden
sonra secilen ayirt edici Oznitelikler.

Secim Yontemi WBCD MBCD
Ortalama yarigap Cevre
Ortalama doku Min yarigap
Ortalama igbiikeylik Di1s merkezlilik
Yaricap siddeti Katilik
Cevre siddeti Uzatilmislik
Alan siddeti Dairesellik 2
Icbiikeylik siddeti Dagilim
Simetri siddeti Varyans
En kotii yaricap Ortalama mutlak sapma
Relief En koti doku 90.dereceden yiizdelik dilim
En kot cevre Korelasyon
En kotii simetri Varyans farklar
Korelasyon bilgi 6l¢iimii 2
Gri seviye diizensizligi
Kosu yiizdesi
Diisiik gri seviye kosu vurgusu
Kisa kosu diisiik gri-seviye
vurgusu

Cizelge 6.2°de WBCD ve MBCD verileri i¢in LASSO yontemi uygulandiktan sonra

secilen Oznitelikler belirtilmistir.

Cizelge 6.2: WBCD ve MBCD veri setleri igin LASSO yo6nteminden
sonra secilen ayirt edici 6znitelikler.

Secim Yontemi WBCD MBCD

Ortalama yarigap Cevre
Ortalama doku Katilik
Ortalama i¢biikeylik noktas1 | Sekil indeksi
Yarigap siddeti Ortalama
Piiriizsiizliik siddeti Varyans

LASSO Icbiikeylik noktas: siddeti Medyan
En Kkotii yarigap Homojenlik
En kotii doku Kosu uzunluk diizensizligi
En kotii plriizsiizlik
En fotu fraktal boyut

Cizelge 6.3°"de WBCD ve MBCD veri setleri icin AIYS ydntemi uygulandiktan sonra

secilen Oznitelikler belirtilmistir.
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Cizelge 6.3:WBCD ve MBCD veri seti icin AIYS ydnteminden sonra
secilen ayirt edici 0znitelikler.

Secim Yontemi WBCD MBCD
Ortalama yarigap Katilik
. En kotii yaricap
AVIS = Kontrast
En kotii doku Kosu yiizdesi
En kotii cevre

6.2 Karar Agaci Algoritmasinin Sonuglari

Cizelge 6.4°de WBCD veri seti i¢in KA sonuglar1 gosterilmistir. KA; herhangi bir
Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler giris
verisi olarak kullanilinca sirasiyla %92,10 dogruluk, %90,10 kesinlik, %88,4
duyarlilik ve %89,46 Fl-skor oranini gostermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %92,80 dogruluk, %91,04 kesinlik,
%89,77 duyarlilik ve %90,4 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
teknigi birlikte hibrit olarak kullanilinca sirastyla %94,03 dogruluk, %91,51 kesinlik,
%92,38 duyarlilik ve %91,94 F1-skoru elde edilmistir LASSO 6znitelik yontemi ve
BO teknigi birlikte hibrit olarak kullanilinca sirasiyla %95,43 dogruluk, %94,33
kesinlik, %93,46 duyarlilik ve %93,90 Fl-skoru elde edilmistir. AYIS &znitelik
yontemi ve BO teknigi birlikte hibrit olarak kullanilinca sirasiyla %94,55 dogruluk,
%92,45 kesinlik, %92,89 duyarlilik ve %92,67 Fl-skoru elde edilmistir. Cizelge
6.4’deki tlim sonuglar kargilastirildiginda, KA yontemi i¢in LASSO-BO yontemi en

yiiksek siniflandirma oranina ulagmistir.

Cizelge 6.4:WBCD veri seti i¢in KA yontemi siiflandirma sonuglari.

Deney Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
BO 92,10 90,10 88,84 89,46
BO-BO 92,80 91,04 89,77 90,40
Relief-BO 94,03 91,51 92,38 91,94
LASSO-BO | 9543 94,33 93,46 93,90
AYIS-BO 94,55 92,45 92,89 92,67

Cizelge 6.5°de MBCD veri seti igin KA sonuglar1 gosterilmistir. KA; herhangi bir
Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler giris

verisi olarak kullanilinca sirasiyla %91,28 dogruluk, %92,24 kesinlik, %93,04
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duyarlilik ve %92,64 Fl-skor oranini gostermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %92,31 dogruluk, %93,10 kesinlik,
%93,91 duyarlilik ve %93,51 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
teknigi birlikte hibrit olarak kullanilinca sirasiyla %95,38 dogruluk, %96,55 kesinlik,
%95,73 duyarlilik ve %96,14 F1-skoru elde edilmistir. LASSO 06znitelik yontemi ve
BO teknigi birlikte hibrit olarak kullanilinca kullanilinca sirastyla %94,36 dogruluk,
%95,69 kesinlik, %94,87 duyarlilik ve %95,28 F1-skoru elde edilmistir. AYIS
Oznitelik yontemi ve BO teknigi birlikte hibrit olarak kullanilinca sirasiyla %93,85
dogruluk, %95,69 kesinlik, %94,07 duyarlilik ve %94,87 F1-skoru elde edilmistir.
Cizelge 6.5’deki tiim sonuglar karsilastirildiginda, KA yontemi igin Relief-BO

yontemi en yliksek siniflandirma oranina ulagsmstir.

Cizelge 6.5: MBCD veri seti igin KA yontemi siniflandirma sonuglari.

Deney Dogruluk | Kesinlik | Duyarhilik | F1-Skoru
BO 91,28 92,24 93,04 92,64
BO-BO 92,31 93,10 93,91 93,51
Relief-BO 95,38 96,55 95,73 96,14
LASSO-BO | 94,36 95,69 94,87 95,28
AYIS-BO 93,85 95,69 94,07 94,87

6.3 Naive Bayes Algoritmasinin Sonuglari

Cizelge 6.6’da WBCD veri seti igin NB sonuglar1 gosterilmistir. NB; herhangi bir
Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler giris
verisi olarak kullanilinca sirasiyla %93,50 dogruluk, %90,10 kesinlik, 992,27
duyarlilik ve %91,17 F1-skor oranmi gostermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %94,38 dogruluk, %92,45 kesinlik,
%92,45 duyarlilik ve %92,45 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla %96,66 dogruluk, %97,17
kesinlik, %94,06 duyarlilik ve %95,59 Fl-skoru elde edilmistir. LASSO 6znitelik
yontemi BO yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla %95,43
dogruluk, %93,87 kesinlik, %93,87 duyarlilik ve %93,87 Fl-skoru elde edilmistir.
AYIS oznitelik yontemi ve BO ydntemi teknigi birlikte hibrit olarak sirasiyla
kullanilinca %95,08 dogruluk, %92,92 kesinlik, %93,81 duyarlilik ve %93,36 F1-
skoru elde edilmistir. Cizelge 6.6’daki tiim sonuglar karsilastirildiginda, NB yontemi

icin Relief-BO yontemi en yiiksek siniflandirma oranina ulagmustir.
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Cizelge 6.6: WBCD veri seti i¢gin NB yontemi siiflandirma sonuglari.

Deney Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
BO 93,50 90,10 92,27 91,17
BO-BO 94,38 92,45 92,45 92,45
Relief-BO 96,66 97,17 94,06 95,59
LASSO-BO 95,43 93,87 93,87 93,87
AYIS-BO 95,08 92,92 93,81 93,36

Cizelge 6.7°de MBCD veri seti i¢cin NB sonuglar1 gosterilmistir. NB; herhangi bir
Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitlin 6znitelikler giris
verisi olarak kullanilinca sirasiyla %90,26 dogruluk, %90,51 kesinlik, %92,92
duyarlilik ve %91,70 Fl-skor oranini goéstermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %91,28 dogruluk, %92,24 kesinlik,
%93,04 duyarlilik ve %92,64 Fl-skoru elde edilmistir. Relief 6znitelik yontemi ve
yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla %93,85 dogruluk, %95,69
kesinlik, %94,06 duyarlilik ve %94,87 Fl-skoru elde edilmistir. LASSO 6znitelik BO
yontemi teknigi birlikte hibrit olarak kullanilinca %94,36 dogruluk, %94,83 kesinlik,
%95,66 duyarlilik ve %95,24 F1-skoru elde edilmistir. AYIS 6znitelik yontemi ve BO
teknigi birlikte hibrit olarak kullanilinca %95,9 dogruluk, %95,69 kesinlik, %97,37
duyarlilik ve %96,52 Fl-skoru elde edilmistir. Cizelge 6.7°deki tiim sonuglar
karsilastirildiginda, NB yontemi igcin AYIS-BO yontemi en yiiksek smiflandirma

oranina ulasmistir.

Cizelge 6.7: MBCD veri seti i¢in NB yontemi siniflandirma sonuglari.

Deney Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
BO 90,26 90,51 92,92 91,70
BO-BO 91,28 92,24 93,04 92,64
Relief-BO 93,85 95,69 94,06 94,87
LASSO-BO | 94,36 94,83 95,66 95,24
AYIS-BO 95,9 95,69 97,37 96,52

6.4 Destek Vektor Makine Algoritmasinin Sonuclari

Cizelge 6.8°de WBCD veri seti icin DVM sonuglar1 gosterilmistir. DVM; herhangi bir

Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler giris

verisi olarak kullanilinca sirasiyla %95,96 dogruluk, %93,4 kesinlik, %95,66
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duyarlilik ve 94.52% F1-skoru oranini gostermistir. BO yontemi kullanilip biitiin
Oznitelikler girig verisi olarak kullanilinca sirasiyla %96,84 dogruluk, %93,4 kesinlik,
%98,02 duyarlilik ve %95,66 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla %98,77 dogruluk, %100
kesinlik, %96,81 duyarlilik ve %98,38 F1-skoru elde edilmistir. LASSO 6znitelik
yontemi ve BO yontemi teknigi birlikte hibrit olarak kullanilinca sirastyla %98,95
dogruluk, %97,17 kesinlik, %100 duyarlilik ve %98,57 F1-skoru elde edilmistir. AYIS
Oznitelik yontemi ve teknigi birlikte hibrit olarak kullanilinca sirasiyla sirasiyla
%97,19 dogruluk, %94,37 kesinlik, %98,05 duyarlilik ve %96,18 F1-skoru elde
edilmistir. Cizelge 6.8’deki tiim sonuglar karsilagtirildiginda, DVM yontemi igin
LASSO-BO yontemi en yiiksek siniflandirma oranina ulagsmistir.

Cizelge 6.8: WBCD veri seti i¢in DVM yontemi siniflandirma

sonuglart.
Deney Dogruluk | Kesinlik | Duyarhilik | F1-Skoru
BO 95,96 93,4 95,66 94,52
BO-BO 96,84 934 98,02 95,66
Relief-BO 98,77 100 96,81 98,38
LASSO-BO | 98,95 97,17 100 98,57
AYIS-BO 97,19 94,37 98,05 96,18

Cizelge 6.9°da MBCD veri seti igin DVM sonuglart gosterilmistir. DVM; herhangi bir
Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler giris
verisi olarak kullanilinca sirasiyla %90,77 dogruluk, %91,38 kesinlik, %92,99
duyarlhilik ve %92,18 Fl-skoru oranini gostermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %92,82 dogruluk, %93,97 kesinlik,
%93,97 duyarlilik ve %93,97 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
yontemi teknigi birlikte hibrit olarak kullanilinca %95,9 dogruluk, %96,56 kesinlik,
%96,56 duyarlilik ve %96,56 F1-skoru elde edilmistir. LASSO 6znitelik yontemi ve
BO yontemi teknigi birlikte hibrit olarak sirasiyla %97,95 dogruluk, 98,28 kesinlik,
%98,28 duyarlilik ve %98,28 F1-skoru elde edilmistir. AYIS &znitelik yontemi BO
yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla %96,41 dogruluk, % 97,42
kesinlik, %96,59 duyarlilik ve %97 Fl-skoru elde edilmistir. Cizelge 6.9°daki tiim
sonuglar karsilastirildiginda, DVM yontemi i¢in LASSO-BO yontemi en yliksek

siniflandirma oranina ulasmistir.
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Cizelge 6.9:0 MBCD veri seti igin DVM yontemi siniflandirma

sonugclari.
Deney Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
BO 90,77 91,38 92,99 92,18
BO-BO 92,82 93,97 93,97 93,97
Relief-BO 95,9 96,56 96,56 96,56
LASSO-BO | 97,95 98,28 98,28 98,28
AYIS-BO 96,41 97,42 96,59 97

6.5 K-En Yakin Komsu Algoritmasinin Sonuglari

Cizelge 6.10°da WBCD veri seti igin K-NN sonuglart gosterilmistir. K-NN; herhangi
bir 6znitelik se¢im yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler
giris verisi olarak kullanilinca sirasiyla %95,43 dogruluk, %92,46 kesinlik, %95,15
duyarhilik ve %93,78 Fl-skoru oranini gostermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %95,78 dogruluk, %92,93 kesinlik,
%95,64 duyarlilik ve %94,26 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla Sirastyla %96,48 dogruluk,
%93,87 kesinlik, %96,61 duyarlilik ve %95,22 F1-skoru elde edilmistir. LASSO
Oznitelik yontemi ve teknigi birlikte hibrit olarak kullanilinca sirasiyla %97,19
dogruluk, %93,4 kesinlik, %99 duyarlilik ve %96,12 F1-skoru elde edilmistir. AYIS
Oznitelik yontemi ve BO yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla
%98,06 dogruluk, %95,29 kesinlik, %99,51 duyarlilik ve %97,35 Fl-skoru elde
edilmistir. Cizelge 6.10°daki tiim sonuglar karsilastirildiginda, K-NN ydntemi i¢in

AYIS-BO yontemi en yiiksek smiflandirma oranma ulasmustir.

Cizelge 6.10: WBCD veri seti igin K-NN yontemi siniflandirma

sonuglart.
Deney Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
BO 95,43 92,46 95,15 93,78
BO-BO 95,78 92,93 95,64 94,26
Relief-BO 96,48 93,87 96,61 95,22
LASSO-BO | 97,19 93,4 99 96,12
AYIS-BO 98,06 95,29 99,51 97,35
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Cizelge 6.11°de MBCD veri seti i¢in K-NN sonuglar1 gosterilmistir. K-NN; herhangi
bir dznitelik se¢im yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler
giris verisi olarak kullanilinca sirasiyla %85,13 dogruluk, %88,8 kesinlik, %86,56
duyarlilik ve %87,66 Fl-skoru oranini gostermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %90,26 dogruluk, %92,25 kesinlik,
%91,46 duyarhilik ve %91,85 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
yontemi teknigi birlikte hibrit olarak kullanilinca sirasiyla %94,36 dogruluk, %95,69
kesinlik, %94,88 duyarlilik ve %95,28 F1-skoru elde edilmistir. LASSO 06znitelik
yontemi BO yontemi teknigi birlikte hibrit olarak sirasiyla %95,38 dogruluk, %95,69
kesinlik, %96,53 duyarlilik ve %96,11 Fl1-skoru elde edilmistir. AYIS &znitelik
yontemi ve BO yontemi teknigi birlikte hibrit olarak sirasiyla %96,92 dogruluk,
%98,28 kesinlik, %96,62 duyarlilik ve %97,44 Fl-skoru elde edilmistir. Cizelge
6.11°deki tiim sonuglar karsilastirldiginda, K-NN yéntemi i¢in AYIS-BO yéntemi en

yiiksek siniflandirma oranina ulagmistir.

Cizelge 6.11: MBCD veri seti igin K-NN yontemi siniflandirma

sonuglart.
Deney Dogruluk | Kesinlik | Duyarhilik | F1-Skoru
BO 85,13 88,8 86,56 87,66
BO-BO 90,26 92,25 91,46 91,85
Relief-BO 94,36 95,69 94,88 95,28
LASSO-BO | 95,38 95,69 96,53 96,11
AYIS-BO 96,92 98,28 96,62 97,44

6.6 Topluluk Ogrenme Algoritmasinin Sonuglar

Cizelge 6.12°de WBCD veri seti i¢in TO sonuglar1 gosterilmistir. TO; herhangi bir
Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler giris
verisi olarak kullanilinca sirasiyla %95,08 dogruluk, %92,45 kesinlik, %94,23
duyarlilik ve %93,33 Fl-skoru oranini gostermistir. BO yontemi kullanilip biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %95,61 dogruluk, %93,4 kesinlik,
%94,74 duyarlilik ve %94,06 F1-skoru oranini gostermistir. Relief 6znitelik yontemi
ve BO teknigi birlikte hibrit bir yontem olarak kullanilinca sirastyla %96,30 dogruluk,
%93,87 kesinlik, %96,14 duyarlilik ve %94,99 F1-skoru orani gostermistir. LASSO
Oznitelik yontemi ve BO teknigi birlikte hibrit bir yontem olarak sirasiyla %98,24
dogruluk, %98,11 kesinlik, %97,19 duyarlilik ve %97,65 F1-skoru orani géstermistir.
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AYIS &znitelik yéntemi ve BO ydntemi birlikte hibrit bir yéntem olarak kullanilinca
sirastyla %97,01 dogruluk, %95,28 kesinlik, %96,65 duyarlilik ve %95,96 F1-skoru
oran1 gdstermistir. Cizelge 6.12°deki tiim sonuglar karsilastirildiginda, TO yontemi

icin LASSO-BO yontemi en yiiksek siniflandirma oranina ulagmustir.

Cizelge 6.12: WBCD veri seti i¢in TO ydntemi smiflandirma sonuglari.

Deney Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
BO 95,08 92,45 94,23 93,33
BO-BO 95,61 93,40 94,74 94,06
Relief-BO 96,30 93,87 96,14 94,99
LASSO-BO | 98,24 98,11 97,19 97,65
AYIS-BO 97,01 95,28 96,65 95,96

Cizelge 6.13°de MBCD veri seti icin TO sonuclar1 gosterilmistir. TO; herhangi bir
Oznitelik secim yontemi ve optimizasyon teknigi kullanmadan biitiin 6znitelikler giris
verisi olarak kullanilinca sirasiyla %89,23 dogruluk, %91,38 Kkesinlik, %90,6
duyarlilik ve %90,99 Fl-skoru orani gostermistir. BO yontemi kullanilip, biitiin
Oznitelikler giris verisi olarak kullanilinca sirasiyla %91,79 dogruluk, %93,1 kesinlik,
%93,1 duyarlilik ve %93,1 F1-skoru elde edilmistir. Relief 6znitelik yontemi ve BO
yontemi teknigi birlikte BO yontemi teknigi birlikte hibrit olarak sirasiyla %95,38
dogruluk, %95,70 kesinlik, %96,55 duyarlilik ve %96,10 F1-skoru elde edilmistir.
LASSO o0znitelik yontemi ve BO teknigi teknigi birlikte hibrit olarak %97,43
dogruluk, %98,28 kesinlik, %98,24 duyarlilik ve %97,85 F1-skoru elde edilmistir.
AYIS 6znitelik yontemi ve BO ydntemi teknigi birlikte hibrit olarak sirasiyla %95,9
dogruluk, %97,41 kesinlik, %95,76 duyarlilik ve %96,58 F1-skoru elde edilmistir.
Cizelge 6.7°deki tiim sonuglar karsilastirildiginda, TO yéntemi icin LASSO-BO

yontemi en yliksek siniflandirma oranina ulagsmstir.

Cizelge 6.13: MBCD veri seti i¢in TO ydntemi siniflandirma sonuglari.

Deney Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
BO 89,23 91,38 90,60 90,99
BO-BO 91,79 93,10 93,10 93,10
Relief-BO 95,38 95,70 96,55 96,10
LASSO-BO | 97,43 98,28 98,24 97,85
AYIS-BO 95,9 97,41 95,76 96,58
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6.7 Oznitelik Se¢im Yéntemlerinin ve Bayes Optimizasyonun Smiflandirma

Algoritmalarina Etkisi

Sekil 6.3’te WBCD veri seti igin Oznitelik se¢im yontemlerinin ve BO tekniginin
siniflandirma algoritmalarina etkisi dogruluk oranlar1 acisindan gdésterilmistir. BO
metodu sirasiyla KA, NB, DVM, K-NN ve TO algoritmalarinin dogruluklarint %0,7,
%0,88, %0,88, %0,35 ve %0,53 oraninda artirmistir. LASSO-BO yontemi KA’ nin
dogruluk oranin1 %2,63, Relief-BO yontemi NB’nin dogruluk oranini %2,28, LASSO-
BO yontemi DVM’nin dogruluk oranmi %2,11, AYIS-BO yéntemi K-NN’nin
dogruluk oranimm %2,28 ve LASSO-BO yontemi TO’nmin dogruluk oranini %2,63

artirmistir.
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Sekil 6.3:WBCD veri seti i¢in hibrit yontemlerin smiflandirma
algoritmalaria dogruluk agisindan etkisi.

Sekil 6.4’te MBCD veri seti oznitelik se¢im yontemlerinin ve BO tekniginin
siniflandirma algoritmalarina etkisi dogruluk oranlari agisindan gosterilmistir. BO
metodu sirastyla KA, NB, DVM, K-NN ve TO algoritmalarimin dogruluklarin1 %1,03,
%1,02, %2,05, %5,13 ve %2,56 oraninda artirmistir. Relief-BO yontemi KA’nin
dogruluk performansimi %3,07, AYIS-BO yéntemi NB’nin dogruluk performansini
%4,62, LASSO-BO DVM’nin dogruluk performansini %5,13, AYIS yéntemi K-
NN’nin dogruluk performansin1 %6,66 ve LASSO-BO yéntemi TO’nin dogruluk

performansini %5,64 oraninda artirmistir.
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Sekil 6.4: MBCD veri seti ic¢in hibrit yontemlerin siniflandirma
algoritmalaria dogruluk agisindan etkisi
Sekil 6.5’te WBCD veri seti 6znitelik se¢im yontemlerinin ve BO tekniginin
smiflandirma algoritmalarma etkisi kesinlik oranlar agisindan gdsterilmistir. BO
strastyla KA’ nin kesinlik performansini %0,94, NB’nin kesinlik performansini1 %2,35,
DVM’nin kesinlik performansint %0,0, K-NN’nin kesinlik performansimni %0,47 ve
TO’nin kesinlik performansmi %0,95 oranlarinda artirmistir. LASSO-BO yéntemi
KA’nin kesinlik performansini  %3,29, Relief-BO yontemi NB’nin  kesinlik
performansini %4,72, LASSO-BO DVM’nin kesinlik performansint %3,77, AYIS-
BO yontemi K-NN’nin kesinlik performansini %2,36 ve LASSO-BO yéntemi TO’nin
kesinlik performansini1 %4,71 oraninda artirmastir.
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Sekil 6.5: WBCD veri seti i¢in hibrit yontemlerin smiflandirma
algoritmalarina kesinlik agisindan etkisi.
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Sekil 6.6’da MBCD veri seti igin 6znitelik segim yontemlerinin ve BO tekniginin
siniflandirma algoritmalarina etkisi kesinlik oranlari agisindan gosterilmistir. BO
sirastyla KA’ ’nin kesinlik performansini %0,86, NB’nin kesinlik performansin1 %1,73,
DVM’nin kesinlik performansim1 %2,59, K-NN’nin kesinlik performansin1 %3,45 ve
TO’nin kesinlik performansmi %21,72 oranlarinda artirmistir. Relief-BO yontemi
KA’nin kesinlik performansmm %3,45, AYIS-BO yéntemi NB’min kesinlik
performansini %3,45, LASSO-BO yontemi DVM’nin kesinlik performansimi1 %4,31,
AYIS-BO ydntemi K-NN’nin kesinlik performansini %6,03 ve LASSO-BO yontemi

TO’nin kesinlik performansini %5,18 oraninda artirmustir.
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Sekil 6.6: MBCD veri seti icin hibrit yontemlerin siniflandirma
algoritmalarina kesinlik agisindan etkisi.

Sekil 6.7’de WBCD veri seti igin 6znitelik se¢im yontemlerinin ve BO tekniginin
siniflandirma algoritmalarina etkisi duyarlilik oranlart agisindan gosterilmistir. BO
sirastyla KA’ nin duyarlilik performansint %0,93, NB’nin duyarlilik performansini
%0,18, DVM’nin duyarlilik performansini %2,36, K-NN’nin duyarlilik performansini
%0,49 ve TO nin duyarlilik performansin1 %0,51 oranlarinda artirmistir. LASSO-BO
yontemi KA’nin duyarlilik performansin1 %3,69, Relief-BO yontemi NB’nin
duyarhilik performansint %1,61, LASSO-BO DVM’nin duyarlilik performansini
%1,98, AYIS-BO yéntemi K-NN’nin duyarlilik performansini %3,87 ve LASSO-BO

yontemi TO’nin duyarlilik performansini %2,45 oraninda artirmugtir.
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Sekil 6.7: WBCD veri seti icin hibrit yontemlerin siniflandirma
algoritmalaria duyarlilik agisindan etkisi

Sekil 6.8’de MBCD veri seti igin 6znitelik se¢im yontemlerinin ve BO tekniginin
siiflandirma algoritmalarina etkisi duyarlilik oranlar1 agisindan gdsterilmistir. BO
sirastyla KA’ nin duyarlilik performansint %0,87, NB’nin duyarlilik performansinm
%0,12, DVM’nin duyarlilik performansini %0,98, K-NN’nin duyarlilik performansini
%4,9 ve TO’nin duyarlilk performansin1 %2,5 oranlarinda artirmustir. Relief-BO
yontemi KA’min duyarlilk performansini %1,82, AYIS-BO yéntemi NB’nimn
duyarhilik performansint %4,33, LASSO-BO DVM’nin duyarlilik performansini
%4,31, AYIS-BO yéntemi K-NN’nin duyarlilik performansini %5,16 ve LASSO-BO

yontemi TO’ nin duyarlilik performansini %5,14 oraninda artirmistir.
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Sekil 6.8: MBCD veri seti igin hibrit yontemlerin smiflandirma
algoritmalarina duyarlhlik acisindan etkisi

81



Sekil 6.9°da WBCD veri seti i¢cin 6znitelik se¢cim yontemlerinin ve BO tekniginin
siniflandirma algoritmalarina etkisi F1-skoru oranlari acgisindan gdosterilmistir. BO
sirastyla KA’nin Fl-skoru performansini %0,94, NB’nin Fl-skoru performansini
%1,28, DVM’nin F1-skoru performansini %1,14, K-NN’nin F1-skoru performansini
%0,48 ve TO’nin F1-skoru performansin1 %0,73 oranlarinda artirmistir. LASSO-BO
yontemi KA nin F1-skoru performansint %3,5, Relief-BO yontemi NB’nin duyarlilik
performansin1 %3,14, LASSO-BO DVM’nin F1-skoru performansini %2,91, AYIS-
BO yontemi K-NN’nin Fl-skoru performansimi %3,09 ve LASSO-BO yontemi

TO’nin F1-skoru performansini %3,59 oraninda artirmistir.
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Sekil 6.9: WBCD veri seti icin hibrit yontemlerin siniflandirma
algoritmalarma F1-skoru agisindan etkisi

Sekil 6.10°da MBCD veri seti i¢in 6znitelik se¢im yontemlerinin ve BO tekniginin
siniflandirma algoritmalarina etkisi F1-skoru oranlar1 agisindan gdosterilmistir. BO
sirastyla KA’nin F1-skor performansini %0,87, NB’nin F1-skor performansini %0,94,
DVM’nin F1-skor performansint %1,79, K-NN’nin F1-skor performansini %4,19 ve
TO’nin F1-skor performansinmi %2,11 oranlarinda artirmustir. Relief-BO ydntemi
KA’nin Fl-skoru performansini %2,63, AYIS-BO yoéntemi NB’nin Fl-skor
performansini %3,88, LASSO-BO DVM’nin F1-skor performansini %4,31, AYIS-BO
yontemi K-NN’nim F1-skor performansini %5,59 ve LASSO-BO yéntemi TO’nin F1-

skor performansini %4,75 oraninda artirmistir.
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Sekil 6.10: MBCD veri seti igin hibrit yontemlerin smiflandirma

algoritmalaria F1-skoru agisindan etkisi
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7. TARTISMA

Bu calismada meme kanserinin etkin bir sekilde siiflandirilmasi amaciyla hibrit bir
siniflandirma sistemi dnerilmistir. Onerilen hibrit siiflandirma sistemi gelistirilmis
makine dgrenme algoritmalarmi kullanmaktadir. Oznitelik yontemleri ve BO ydntemi
birlestirilerek gelistirilmis makine dgrenme algoritmalari olusturulmustur. Oznitelik
yontemleri olarak sirastyla Relief, LASSO ve AIYS kullanilirken makine 6grenme
algoritmalar1 olarak ise KA, NB, DVM, K-NN ve TO yontemleri tercih edilmistir.
Makine 6grenme algoritmalarinin hiperparametrelerini belirlemek igin BO ydntemi
kullanilmistir. Calismanin ana amact; 6znitelik se¢cimi ve hiperparametre optimizasyon
yontemlerinin makine dgrenmesi algoritmalarinin performanslari iizerindeki etkisini
aragtirarak meme kanseri teshisi igin en yiiksek performansa sahip hibrit modelin
belirlenmesidir. Calisma kapsaminda onerilen hibrit modeller iki farkli meme kanseri
setinde c¢esitli deneyler yapilarak test edilmistir. Meme kanserinin teshisi ii¢ farkli
siiflandirma siireci uygulanmugtir. ilk asamada, hicbir sekilde optimizasyon ve
Oznitelik yontemi kullanmadan biitiin Oznitelikler siniflandiricilara giris olarak
verilmis ve makine 6grenme yontemlerinin performanslari performans kriterleri ile
degerlendirilmistir. Ikinci asamada, BO ydntemi kullanarak yine biitiin 6zellikler
siniflandiricilara giris olarak verilmis ve algoritmalarin performanslar1 tekrardan
degerlendirilmistir. En son asamada, sirasiyla Relief, LASSO ve AIYS y&ntemleri
kullanilarak veri setleri i¢in ayirt edici 6znitelikler belirlenmis ve segilen 6znitelikler
algoritmalara girig olarak verilmis ve makine 6grenme yontemlerinin siniflandirma
performanslar1 degerlendirilmistir. Son asamada da ikinci asamada oldugu gibi makine
O0grenme algoritmalarinin hiperparametreleri BO yontemi kullanarak ayarlanmistir.
WBCD veri setinde tanimlanmis olan 30 adet 6znitelikten Relief, LASSO ve AIYS
yontemleri uygulandiktan sonra sirasiyla 16, 8 ve 3 6znitelik se¢ilmistir. MBCD veri
seti i¢in ise tanimlanmus olan 54 adet 6znitelikten Relief, LASSO ve AIYS yontemleri
uygulandiktan sonra da sirasiyla 12, 10 ve 4 6znitelik se¢ilmistir. KA algoritmasinin
WBCD veri seti igin LASSO-BO ve MBCD veri seti igin Relief-BO kombinasyonlart,
NB WBCD veri seti i¢in Relief-BO ve MBCD veri seti icin AYIS-BO
kombinasyonlari, DVM algoritmasinin WBCD ve MBCD veri setleri igin LASSO-BO
kombinasyonlari, K-NN algoritmasinin WBCD ve MBCD veri setleri icin AYIS-BO
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kombinasyonlari, TO algoritmasinin WBCD ve MBCD veri setleri icin LASSO-BO
kombinasyonlar1 en yiliksek siniflandirma oranlarina ulagsmistir. Sekil 6.3-6.10
arasinda BO ve her smiflandirici i¢in en yiliksek basari oranina sahip 6znitelik-BO
hibrit yontemlerinin makine 6grenme algoritmalarinin siiflandirma performanslarina
etkisi incelenmistir. Yapilan karsilastirmalar neticesinde BO optimizasyonu makine
o6grenme algoritmalarinin performanslarini dogruluk, kesinlik, duyarlilik ve F1-skor
degerlendirme 6lgiitleri agisindan artirdig1 gériilmiistiir. Oznitelik seg¢im ydntemleri ve
BO yontemi birlikte kullanilarak olusturulan hibrit modellerin ise makine 6grenme
algoritmalarinin simiflandirma performanslarint énemli oranda artirdigr goriilmiistiir.
Makine ogrenme algoritmalarinin performanslarindaki bahsedilen bu artiglar
dogruluk, kesinlik, duyarlilik ve F1-skor performans degerlendirme dlgiitleri cinsinden
Sekil 6.3-6.10 arasinda gosterilmistir. Cizelge 7.1-7.2 ve Sekil 7.1-7.2’de WBCD ve
MBCD veri setleri i¢in en yiiksek siniflandirma oranlarina sahip hibrit modelleri
gostermektedir. Her iki veri seti iginde LASSO-BO-SVM hibrit modeli en yiiksek
dogruluk, kesinlik, duyarlilik ve F1-skor oranina sahiptir (WBCD %98,95, %97,17,
%100, %98,57; MBCD %97,95, %98,28, %98,28, %98,28).

Cizelge 7.1: WBCD veri seti igin en basarili hibrit yontemler

Yontem Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
LASSO-BO-KA 95,43 94,33 93,46 93,9
Relief-BO-NB 96,66 97,17 94,06 95,59
LASSO-BO-DVM 98,95 97,17 100 98,57
AYIS-BO-K-NN 98,06 95,29 99,51 97,35
LASSO-BO-TO 98,24 98,11 97,19 97,65

Cizelge 7.2: MBCD veri seti i¢in en basarili hibrit yontemler

Yontem Dogruluk | Kesinlik | Duyarhlik | F1-Skoru
Relief-BO-KA 95,38 96,55 95,73 96,14
AYIS-BO-NB 95,9 95,69 97,37 96,52
LASSO-BO-DVM 97,95 98,28 98,28 98,28
AYIS-K-NN 96,92 98,28 96,62 97,44
LASSO-BO-TO 97,43 98,28 98,24 97,85

Literatiirde yapilan benzer calismalar ile LASSO-BO-SVM hibrit ydnteminin

karsilastirilmasi Cizelge 7.3°de sunulmustur.
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Sekil 7.1: WBCD veri seti igin en basarili hibrit yontemler
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Sekil 7.2: MBCD veri seti i¢in en basarili hibrit yontemler.

Cizelge 7.3: LASSO-BO-SVM yonteminin literatiirdeki benzer
caligmalar ile karsilastirilmast

Referans Metot Veri Seti Dogruluk
Mate ve dig, [50] BO-Asir1 Agag WBCD %96,2
Siniflandirict

Kumar ve dig, [48] BO-RO WBCD %97,9

Asri ve dig, [34] DVM WBCD %97,13

Bensaoucha [49] BO-DVM WBCD %96,52

Khandezemin ve dig, LR-VIGY WBCD %97,9

[40]

Onerilen Yontem LASSO-BO-SVM WBCD 998,95
MBCD %97,95
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Mate ve dig, [50] WBCD veri seti iizerinde BO-asir1 aga¢ siniflandirici yontemini
kullanmis ve %96,2 dogruluk orani elde etmislerdir. Kumar ve dig. [48] WBCD veri
setinde BO-RO yo6ntemini uygulamis ve %97,9 dogruluk oranina ulasmistir. Asri ve
dig. WBCD veri setinde DVM yo6ntemini uygulamis ve %97,13 dogruluk orani elde
etmigtir. Bensoucha [49] WBCD veri setinde meme kanserinin siniflandirilmasi
amaciyla BO-DVM yontemi uygulamis ve %96,52 dogruluk orani elde etmistir.
Khandezemin ve dig. [40] LR-VIGY yéntemini WBCD veri setinde test etmis ve
%97,9 dogruluk orami elde etmistir. Literatiirdeki makine 6grenme yoOntemleri
kullanarak meme kanseri tespiti i¢in yapilan calismalar incelendiginde, bu ¢alisma
kapsaminda onerilen LASSO-BO-DVM hibrit yonteminin yiiksek bir siiflandirma

oranina sahip oldugu goriilmiistiir.
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8. SONUC VE ONERILER

Bu boliimde ¢alisma kapsaminda denenmis olan bir ¢ok deney sonucunda varilan

degerlendirmeler sunulmustur. Bu degerlendirmeler sdyledir:

Makine 6grenme algoritmalari pek ¢ok hiperparametre igermektedir. Tim
hiperparametre kombinasyonlarin1 tek tek denemek ve en uygun
kombinasyonun se¢ilmesi bulmak tasarimcilar i¢in olduk¢a zaman alic1 ve zor
bir islemdir. Bu nedenle, hiperparametre optimizasyon ydntemlerinin
kullanilmast en uygun hiperparametre kombinasyonun bulunmasi ig¢in son
derece yararli bir iglemdir. Calisma kapsaminda makine O6grenme
algoritmalarmin hiperparametrelerinin  ayarlanmasi1 i¢in BO ydntemi
kullanilmis ve bu yontem makine 6grenme algoritmalarinin performanslarini
artirmistir. Bu yiizden BO yontemi makine 6grenme algoritmalarinin en uygun
hiperparametrelerinin  se¢ilmesi agisindan etkili bir teknik olarak
degerlendirilebilir.

Veri setlerindeki belirlenen  6zniteliklerinin  sayis1 makine &6grenme
algoritmalarinin siniflandirma oranlarini 6nemli oranda etkilemektedir. Hem
veri setlerindeki Oznitelik boyutunu azaltmak hem de makine 68renme
algoritmalarinin siniflandirma performanslarini artirmak i¢in farkli 6znitelik
se¢cim yontemlerinin kullanilmas: faydalidir. Caligma kapsaminda kullanilan
oznitelik se¢cim yontemleri hem veri setlerindeki 6znitelik sayisini azaltmaya
hemde smiflandirma oranlarina olumlu etkisi bulunmaktadir.

Oznitelik segim yontemleri ve hiperparametre optimizasyon ydntemin
uygulanmast makine Ogrenme algoritmalarinin performanslarint olumlu
etkilemektedir. Bu ¢alismada 6znitelik se¢im yontemleri ve hiperparametre
optimizasyon yontemi birlestirilerek farkli hibrit modeler olusturulmustur.
Olusturulan bu hibrit modeller ¢alismada kullanilan herbir makine 6grenme
algoritmalarinin performanslarini artirmistir.

Her iki meme kanseri veri setinde de yapilan bir ¢ok uygulama sonucunda
LASSO o6znitelik secim yontemi ve DVM algoritmasi en yiliksek sonuca

ulagmustir.
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Sonug olarak, ¢alisma kapsaminda onerilen hibrit modellerden LASSO-BO-
DVM yontemi literatiirde meme kanserinin teshisi i¢in yapilan ¢aligmalar ile
karsilastirildiginda iyi bir siniflandirma oranina sahiptir. Bu nedenle 6nerilen
yontem bagka verilerin siniflandirilmasi iginde kullanilabilir.

Bu ¢alisma kapsaminda meme kanserinin siiflandirilmasi i¢in 6nerilen hibrit
yontem umut verici sonuglara ulagsmis olsa da, bu ¢alismanin bazi
sinirlamalar1 bulunmaktadir. Calismada kullanilan mamografi goriintiilerinin
tek bir merkezden alinmasi ve ornek sayisinin smirlt olmasit bir dezavantaj
olarak kabul edilebilir. Mamografi goriintiilerinden ROI’lerin ¢ikarilmasi i¢in
literatiirde baz1 ¢alismalarda otomatik segmentasyon yontemleri de tercih
edilmistir [110-111]. Bununla birlikte yari-otomatik segmentasyon yontemi
kullanilarak %90 dogruluk oranlarina ulasan calismalar da literatiirde
bulunmaktadir [59, 61, 112]. Yiiksek sayida drnek sayisina ulasildiginda, derin
O0grenme algoritmalart siniflandirma islemleri igin yiiksek performans
gosterebilmektedir. Bu nedenle makine 6grenme algoritmalarina alternatif
olarak derin 6grenme yontemleri de gelecek galismalarda kullanilabilir. Ornek
sayisinin az oldugu c¢alismalarda, bu tezde Onerilen hibrit yontemlerle
gelistirilmis  makine  Ogrenme  algoritmalarinin  kullanilabilecegini

diistinmekteyim.
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