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Teknolojinin gelismesi ve Internet’in yayginlagmasi ile birlikte, bilgiye ulagmak
oldukga kolaylasmistir. Milyarlarca bilgiye saniyeler igerisinde kolaylikla ulasabilme imkani,
beraberinde bilgi bombardimani denilen problemi de getirmistir. Bu problemin {istesinden
gelmek adina, bilgi yiginlarinin igerisinde ihtiya¢ olanin hangisi olabilecegini tahmin etmek
tizere Oneri Sistemleri olusturulmustur. Birbirinden farkli yaklasimlar1 bulunan onlarca &neri

sistemi igerisinde en yaygin olarak kullanilan tekniklerden biri Ortak Filtreleme sistemleridir.

Ortak Filtreleme sistemlerinde kullanicilar bilgi sahibi olduklari {iriinlere oy vererek
karakterlerini ortaya koyarlar ve sistem de karsiliginda bilgi sahibi olmadiklar1 triinleri
begenip begenmeyeceklerini sdyler. Ortak filtreleme sistemlerinde triinler genel anlamda
degerlendirilir ancak bazen; bir driine tek bir agidan yaklagmaktansa birden fazla
perspektiften yaklagmak, sistemin daha basarili olmasini saglar. Bu baglamda, ¢oklu-6l¢utlii
Oneri sistemleri gelistirilmistir. Bu doktora tezinde, ¢oklu-6l¢itlii ortak filtreleme sistemleri
derinlemesine incelenmis ve kaba kiimeler teorisi kullanilarak olusturulmus toplama

fonksiyonu tabanli 6zgiin bir yaklagim sunulmustur.

Geleneksel ortak filtreleme sistemlerinin Slgeklenebilirlik, seyreklik gibi problemleri
mevcuttur ve ¢oklu-6lgiitlii ortak filtreleme sistemleri de ortak filtreleme sistemlerinin ¢oklu
uzay1 olarak degerlendirildiginden, bu problemler ¢ok daha biiyiik sorun teskil etmektedir.
Ayrica, kriterler arasindaki iliskinin ortaya ¢ikarilmasi da bu sistemler i¢in bir bagka
optimizasyon problemidir. Dolayisiyla sistemin tahmin tiretmedeki dogrulugun artirilmasi bir
zorluk olarak karsimiza ¢ikmaktadir. Bu doktora tezinde, goklu-6lgiitlii ortak filtreleme

sistemlerinin tahmin dogrulugunun artirilmasi adina birtakim yaklasimlarda bulunulmustur.
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Bu sistemlerin icerdigi problemlerin {istesinden gelebilmek adina Kaba Kiimeler

Teorisinden faydalanilan 6zgiin bir yaklagim 6nerilmistir.

Anahtar Sozciikler: Veri Madenciligi, Oneri Sistemleri, Ortak Filtreleme, Coklu-
Olgiitlii Ortak Filtreleme, Kaba Kiimeler Teorisi.
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ABSTRACT

THE USE OF ROUGH SETS THEORY IN MULTI-CRITERIA RECOMMENDER
SYSTEMS
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Accessing the information has become quite easier with the development of technology
and the discovery of the Internet but the opportunity to get billions of data in seconds brought
the problem called Information Overload with it. In order to overcome this problem,
recommender systems that predicts the necessary information from tons of data has been
proposed. Within the dozens of different approaches for recommender systems, collaborative

filtering is one of the most commonly used systems for making predictions.

In collaborative filtering recommender systems, the users put forth their characteristics
by giving rating to the products they know and the system produces prediction to the products
they do not have any idea in return. In traditional collaborative filtering, the products are
considered as a whole, but sometimes approaching to a product from multiple aspects makes
the system more successful. In this context, multi-criteria recommender systems are
developed. In this PhD dissertation, in-depth study of multi-criteria recommender systems is
performed and an aggregation function-based multi-criteria collaborative filtering using

Rough Sets Theory is proposed as a novel approach.

The traditional collaborative filtering systems have problems such as scalability and
sparsity. Since the multi-criteria collaborative filtering systems are considered as the extended
version of the traditional single-rating collaborative filtering systems, these problems pose a
much grater problem. Additionally, revealing the relation between criteria is yet another
optimization problem. Hence, increasing the accuracy in prediction is a challenge. In this
dissertation, a number of approaches have been made to improve the predictive accuracy of
multi-criteria recommender systems. A novel approach which uses Rough Sets Theory has

been proposed to overcome the challenges of these systems.



Keywords: Data Mining, Recommender Systems, Collaborative Filtering, Multi-
Criteria Collaborative Filtering, Rough Sets Theory.
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1. GIRIS

Giiniimiizde, Internet’in hizli gelisimiyle birlikte, ihtiyag olunan her tiirlii bilgiye
erismek miimkiin olmustur. Insanlar alisveris yaparken, seyahat ederken, gazete veya
kitap okurken Internet’in kendilerine sundugu hizmetleri kullanmaktadirlar. Bankacilik
islemlerini gerceklestirmek i¢in bankaya gitmek, bir kitap, film, miizik albtimii, kiyafet
vs. satin almak i¢in magazalar1 dolagmak veya yeni seyahat ettigi bir sehirde saatlerce
kalacak yer aramak zorunda kalmaktan 6nemli 6l¢tide kurtulmuslardir. Giinliik hayatta
pek ¢ok ihtiyacimizi karsilayan Internet ortaminda kullanicilar, ihtiyaglari dogrultusunda
aradiklarina kolaylikla erigebilseler de verinin fazlaligi ve ¢esitliligi sebebiyle {irtin se¢cimi
konusunda sorunlar yasayabilmektedirler. Ornegin, diinyanin en biiyiik e-ticaret
sitelerinden biri olan Amazon.com' tek basina milyonlarca iiriinii oturdugumuz yerden
satin alabilmemiz i¢in iiriinleri tek bir ¢ati altinda toplamayi basarabilmistir. Ancak,
Internet’e erisen kullanic1 sayisinin ve gevrimigi {iriin sayisinin artmasiyla birlikte bilgi
bombardimani (Lu vd., 2015) adi verilen ciddi bir problem olusmus, binlerce iirtin
arasindan musterinin hangi tiriinii segmesi gerektigini bilmesi neredeyse olanaksiz hale

gelmistir.

Giinliik hayatta karsimiza ¢ikan se¢enekler arasinda se¢im yapmak bir¢ogumuz i¢in
onemli bir problem olmustur. Kitap satin almak i¢in gittigimiz bir kitabevinde onlarca raf
icerisinde bulunan binlerce kitaptan hangisini segcmemiz gerektigi, ilk kez seyahat
ettigimiz bir sehirde hangi restoranlari tercih etmemiz gerektigi, bir konuyu anlamak i¢in
internette buldugumuz onlarca kaynak igerisinden okumaya hangisinden baslamamiz
gerektigi hep bir soru isaretidir. Hepimiz bir film izlemeden ya da bir aktiviteye
katilmadan 6nce yapmak istedigimiz sey hakkinda bilgi sahibi olmak isteyen birilerinden
yardim almak isteriz. Bu davranisimizin ardinda yalnizca kararsizlik degil, zamandan
kazanmak, gereksiz yere para kaybetmemek gibi bircok sebep yatar. Miisterilerin bu
problemini ortadan kaldirabilmek i¢in, kullanicilara kisisel Oneriler sunan sistemler
kullanmaya baglamislardir. (Goldberg vd., 1992; Resnick ve Varian, 1997; Han ve
Kamber, 2006).

Tavsiye sistemleri, miisterilerine hakkinda fikir sahibi olmak istedikleri iirtinlere
tahmin tireten sistemlerdir (Yirgu ve Meier, 2016). Sistemin tahmin tiretebilmesi i¢in,

genellikle miisterilerin karakteristigi hakkinda bilgi sahibi olmasi gerekir. Bu amagla,

! https://www.amazon.com



migsterilerin tirtinler hakkinda vermis olduklar: tercihleri toplar. Tercihler iki yolla
toplanabilir (Y1 vd., 2014): Direkt olarak — bir diger deyisle tistii agik — ; Uirlinler hakkinda
yorum yapmasini veya oy vermesini isteyerek veya dolayli olarak — bir diger deyisle iistii
kapalr — ; musterilerin siklikla ziyaret ettigi web siteleri, ¢erezler adi verilen; dil tercihleri,
konum bilgileri gibi faydali bilgiler iceren metin pargalari, bir {irlinii incelerken
gecirdikleri zaman, tirtinii inceleme siklig1 gibi bilgiler kullanilarak (Oard ve Kim, 1998;
Park ve Pennock, 2007). Sistem, bu tercihler yardimiyla, kullanicinin triinleri begenip

begenmedigini anlamaya ¢aligir.

Tavsiye sistemlerinin tahmin tretme yaklagimlarina gore de farkli tiirleri
mevcuttur: Icerik tabanl filtreleme, ortak filtreleme (OF), demografik filtreleme, olay
tabanli muhakeme ve melez filtreleme yaklasimlari. Bu tez g¢alismasinda, tavsiye
sistemlerinin en yaygin 6rneklerinden biri olan OF ve OF sistemlerinin, nesneleri birden
fazla kistas lizerinden incelemeye olanak taniyan ¢esidi olan ¢oklu-6l¢titlii ortak

filtreleme (COOF) sistemleri tizerinde durulmustur.

Geleneksel OF sistemleri bir kullanic1 veya bir iirtin i¢in degerlendirme yaparken,
ilgili nesneyi tek bir acidan degerlendirmektedir. Oysa bir {rlinii tek bir agidan
degerlendirmek, o riin ile ilgili yeterli bilgiye erisemememize neden olabilir. Bu
nedenle, ilgili tirlinli 5nceden belirlenmis birkag kistas tizerinden degerlendirmek sistemin
daha basaril1 olmasini saglayabilir. Ornegin, aymi otele giden ve o otele sayisal olarak
ayni degerlendirmeyi yapan iki kullanicidan biri oteli konumundan 6tiirti begenirken,
digeri ise temizliginden 6tiirli begenmis olabilir. Ayn1 degerlendirmeyi yapmis olmalari,
bu iki kullanicinin o otel ile ilgili ayn1 goriislere sahip oldugu anlamina gelmeyebilir. Bu
durumun arastirmacilar tarafindan fark edilmesi tizerine, geleneksel OF sistemlerinin

genisletilmis hali olan COOF sistemleri literatiire dahil olmustur.

OF sistemlerinin kitlik, 6l¢eklenebilirlik, veri seyrekligi, soguk baslangic, gizlilik
gibi birgok problemleri mevcuttur ve COOF sistemleri OF sistemlerinden ¢ok daha fazla
veri igerdiginden bu problemler daha biiyiik ve daha karmasik sorunlar teskil etmektedir.
Ayrica, kriterler arasindaki iliskinin ortaya ¢ikarilmasi da bir baska optimizasyon
problemidir. Bu tez ¢alismasinda, COOF sistemlerinin &zellikle dogruluk ve seyreklik
gibi problemlerinin iistesinden gelinmeye ¢alisilmis, kriterler arasindaki iligkilerin ortaya
dokiilmesinin sistem performansini ne derece etkiledigi anlasilmaya calisilmistir. Bu

problemlerin istesinden gelebilmek adina, veri kiimelerindeki gizli ortintiileri basaril bir
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sekilde ortaya ¢ikaran Kaba Kiimeler Teorisi (KKT)’nden faydalanilmistir. KKT nin
eksik veya kesfedilmemis oriintiileri ortaya c¢ikarmadaki basarist KKT’yi COOF
sistemlerine entegre etmemizdeki baslica sebeplerden bir tanesidir. Ayrica, Bulanik
Kiimeler (Aydemir ve Giindiiz, 2020) veya Notrosofik Kiimeler (Dat vd., 2019) gibi
yaklasimlarin aksine, KKT’nin ¢ikarim yapmak icin ek bir bilgiye veya iiyelik
fonksiyonuna ihtiya¢ duymamast bu ¢alismada KKT’nin tercih edilmesindeki
etkenlerden bir digeridir. Son olarak, heniiz literatiirde, KKT’nin COOF sistemlerine
dahil edildigi herhangi bir sistemin olmayisi da bu yontemi gelistirmemizdeki

motivasyonlarimizdan biridir.

Tezin sonraki boliimleri sirasiyla su sekildedir: Ikinci boliimde tavsiye sistemleri
ve ¢esitlerinden kisaca bahsedilmis, {i¢iincii boliimde ise tezin ana odak noktasi olan OF
sistemlerinin ¢esitlerinden, bu sistemlerde yasanan problemlerden ve sistemin ¢alisma
yapisindan bahsedilmistir. Dérdiincii boliimde COOF sistemleri anlatilmis ve besinci
bolimde COOF sistemlerinde KKT kullamminin nasil gerceklestirildigi {izerinde
durulmustur. Altinc1 boliimde, 6nerilen sistemin basarisi deneysel bulgular ile test edilmis

ve son olarak, sekizinci boliimde tez ¢alismasi sonu¢landirilmstir.



2. TAVSIYE SISTEMLERI

Tavsiye sistemleri, diger bir deyisle Oneri Sistemleri, literatiirde dort ana
kategoride toplanir (Takacs, 2009). Bu dort kategori su sekilde siralanabilir: Metinlerden
cikarimlarin yapildigr icerik tabanli filtreleme, {irlin veya kullanicilarin profillerinin
cikarildigr demografik filtreleme, sayisal oylardan ¢ikarimlarin yapildig: ortak filtreleme
ve bahsi gegen filtreleme sistemlerinin avantajli yanlarini bir araya getirerek, dogruluk,

performans gibi sorunlarini ortadan kaldirmay1 hedefleyen melez yaklagimlar.

2.1.icerik Tabanh Filtreleme

Igerik tabanl filtreleme sistemlerinde kullanicilar, hakkinda bilgi sahibi olduklar1
tirtinlere metinsel yorumlarda bulunurlar. Sistem kullanici metninin i¢erigini inceleyerek
tirin hakkindaki tercihini ortaya ¢ikarir. Bu yaklasimda tahmin kalitesini artirmak igin
kullanicilarin karakteristigi hakkinda bilgiler veren meta datalar, tiriinleri kategorize

etmeye yarayan etiketler (Tag’ler) kullanilabilir.

2.2.Demografik Filtreleme

Bu yaklagimda miisterilerin Stereotipi adi verilen yasi, cinsiyeti, uzmanlik alani,
mesleki bilgileri gibi kaliplasmig bilgiler temel alinarak demografik kurallar olusturulur
ve bu kurallar temel alinarak tavsiye {iretilir (Vozalis ve Margaritis, 2007). Ornegin bir
otel rezervasyon sisteminde kullanicilarin yagsi, cinsiyeti gibi temel bilgiler kullanilarak
miisterilerin tercihleri hakkinda genel bilgiler edinilebilir. Beel vd., (2013) ¢alismalarinda

yasli miisterilerin genglere oranla daha fazla tavsiye istedigini ortaya koymustur.

2.3.0rtak Filtreleme

Ortak filtreleme (OF), birgok ¢evrimigi satici tarafindan tavsiye amaglh kullanilan
en popiiler ve basarili bilgi filtreleme sistemidir. Ilk olarak 1992°de Tapestry Projesi’nin
tasarimcilari tarafindan ortaya atilan (Goldberg vd., 1992) OF sistemleri, gliniimiizde e-
ticaret uygulamalarindan arama motorlarina kadar bir¢ok 6nemli alanda yer bulmus
sistemlerdir. Pratikte oldukga hizli ve basarili bir sistem olan OF sistemleri en popiiler
tavsiye sistemlerindendir ancak bu sistemin basarisi yeterli sayida kullanic1 oylari

olmasina baghdir (Q. Li ve Kim, 2003; Han ve Kamber, 2006; Ahn, 2008).

2.4.Melez Yaklasimlar
Her tavsiye sisteminin bir digerine gére avantajli ve dezavantajli yanlar1 vardir.

Ornegin OF sistemleri igerik tabanli filtreleme sistemlerine gore ¢ok daha hizli ¢alisir.



Milyonlarca nesnenin yer aldig1 bir veri kiimesi ile ¢aligmak OF i¢in oldukga kolay iken
icerik tabanl filtreleme sistemleri alan (domain) modelleme ve meta data ¢ikarimi gibi
adimlara ihtiya¢ duyar. Bunun yani sira OF sistemlerinde “Gray Sheep” adi verilen,
kullaniciya higbir gruba dahil olamamasindan &tiirii tavsiye tiretememek gibi bir problem
mevcutken, icerik tabanli filtrelemede boyle bir sorun yoktur. Dolayisiyla her filtreleme
sisteminin kendine has avantajlar1 ve dezavantajlar1 vardir ve baz1 problemleri ortadan
kaldirmak i¢in bu farkli sistemleri bir araya getirmek sorunlarin énemli 6l¢iide ortadan
kalkmasini saglar. Bu tiir sistemlere melez sistemler denir. Kisaca ifade etmek gerekirse
melez yaklagimlar, filtreleme sistemlerinin problemlerinin {istesinden gelinmesi amaciyla
bir araya getirilen sistemlerden olusurlar (Jung vd., 2004; Mathew vd., 2016; Yang vd.,
2017).



3. GELENEKSEL ORTAK FiLTRELEME SiSTEMLERI

OF sistemlerinin temelinde yatan diisiince; hakkinda bilgi sahibi olduklar tirtinlere
benzer tercihlerde bulunan kullanicilarin, yeni bir {irline olan tercihlerinin de benzer
yonde olacagi seklindedir. Bir diger deyisle, ge¢miste benzer tercihlerde bulunan
kullanicilarin gelecekte de benzer egilimlerde bulunacag: diistincesidir (Goldberg vd.,
2001; O'Mahony, 2004; Ricci vd., 2011). Ornegin ayn1 miizigi dinleyip benzer tercihlerde
bulunan kullanicilar gelecekte dinleyecekleri miizikler hakkinda tercih verirken tiriinler

hakkinda yine benzer yaklasimlarda bulunacaklardir.

Bu yaklagima gore sistem ilk olarak kullanici tercihlerini goz 6niinde bulundurarak
hedef kullaniciya benzeyen kullanicilar1 — bir diger deyisle komsular1 — bulur, ardindan
tahminde bulunulacak hedef {irtinle ilgili komsularin tercihlerini kullanarak ilgili

kullanicinin o iirtinii begenip begenmeyecegini tahmin eder.

OF sistemlerinin kullanicilar1 tanityabilmesi ve tahmin {iretebilmesi i¢in, sistem
kullanicilardan hakkinda fikir sahibi olduklari tirtinlerle ilgili tercih belirtmesini ister. Bu
tercihler genellikle ikili begeni degerleri (Goldberg vd., 1992; Mild ve Reutterer, 2003)
ve sayisal deger yelpazesi (Herlocker vd., 1999; Sarwar vd., 2001) seklinde iki ¢esittir.
Ikili begeni degerleri ‘0> ve ‘1 seklindedir. ‘0’kullanicinin iiriinii begenmedigini, ‘1° ise
begendigini ifade eder. Sayisal deger yelpazesi ise kullanicinin {iriinii sevme derecesine
olanak veren ¢oklu begeni degerlerinden olusur. Ornegin yelpazenin 1°den 10’a sayilarla
ifade edildigi bir sistemde, en kotii deger olan 1°den en iyi deger olan 10°a dogru, 1-2-3
kullanicinin tirtinti begenmedigini, 4-5-6 {irtin hakkinda tarafsiz kaldigini, 7 ve yukarisi
degerler ise kullanicinin o {iritinii begendigini temsil eder. Bazi sistemler ise tercihler i¢in
harf notasyonunu tercih eder (Koren ve Sill, 2013). Ornegin Yahoo!Movies veri tabani
filmler i¢in tercih olarak A’dan F’ye harf derecelendirme sistemi kullanir. En iyi tercih
A", en kétii tercih ise F olacak sekilde 13 adet tercih degeri vardir. Sistem kullanicilarin
tercihlerini N x M’lik bir kullanici-liriin matrisinde toplar. N sistemde kayitli kullanici
sayisini temsil ederken, M ise Uriin sayisini temsil eder. Matrisin hiicrelerinde ilgili
kullanicinin ilgili {irtine denk gelen tercihini belirten sayisal degerler bulunur. Toplanan
kullanic1 tercihlerinin bir araya getirildigi bu matris yardimiyla sistem kullanicilar
arasindaki benzerlikleri ortaya ¢ikararak, kullanicinin hakkinda fikir sahibi olmadig1 bir
tirtin hakkinda benzerlerinin verdikleri tercihler {izerinden bir tahmin degeri liretmeye

calisir.



OF sistemlerinin, kullanicilardan bilgi sahibi olduklari tirtinler hakkinda bilgi
istemesi islemi direkt bilgi toplama yontemidir. Bunun disinda, OF sistemleri dolayl veri
toplama yontemine de bagvurabilir. Bu ydntem sayesinde sistem, daha 6nce de ifade
edildigi tizere, kullanicilarin bir tiriinii incelerken harcadiklari zaman, bir tiriine tiklama
sayisi, ziyaret ettikleri web siteleri tarafindan olusturulan ¢erezler gibi bilgiler vasitasiyla
kullanicilar1 daha iyi analiz etmeye caligir. Bir kullanicinin bir iirtinti defalarca ziyaret
etmesi, o Urlinii sevdigini veya satin almak istedigini gosterir. Dolayisiyla sistem,
kullanict o iirtin hakkinda fikir belirtmemis olsa bile {irtinii sevdigini varsayarak tavsiye

tiretebilir.

Tablo 3.1. Geleneksel OF sistemlerinde drnek bir kullanici-iiriin matrisi

Kullanic Uriin 1 Uriin 2 Uriin 3 Uriin 4 Uriin M
Kullanier 1 5 3 8 6 ?
Kullanier 2 -- 6 5 1 --
Kullanic1 3 3 -- 5 -- . 4
Kullanici 4 6 3 8 6 3
Kulla;11c1 N 5 3 8 6 . 8

Tablo 3.1°de bir OF sisteminde toplanan verilerin bir arada bulundugu 6rnek bir
kullanici-iriin matrisi gosterilmektedir. Kullanicilarin tercihleri 1 ile 10 arasinda sayilarla
ifade edilmistir. Matriste ‘—’ ile ifade edilen hiicreler kullanicinin ilgili tirtinle ilgili bir
tercihinin olmadigini ifade etmektedir. 7’ isareti ile gosterilen hiicre hedef kullanici olan
birinci kullanicinin hakkinda tahmin istedigi hedef {iriinii ifade eder. Birinci kullanicinin
verdigi tercihlere bakilarak sistem tirtinlere birinci kullaniciyla birebir ayni tercihlerde
bulunan »’inci kullanicty1 komsu olarak belirler. Birinci kullaniciya hedef tirtinle ilgili
tahminde bulunurken bu kullanicinin o iirtine vermis oldugu oy ‘8’ oldugundan sistem
hedef {iriin i¢in ‘8’ tahmininde bulunacaktir. Ornegimizde komsuluk secimi igin sistem
tek bir kullaniciy1 degerlendirmis olsa da gergek sistemlerde komsu sayisi 1°den fazladir
ve sistemin en kaliteli tahmini {iretebilmesi icin secilen komsuluk sayisi deneysel

sonuglarla belirlenir.
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Gorsel 3.1. OF Mantigina Genel Bakis

OF sistemlerinin, talep edilen nesneye tavsiye liretmenin yani sira, top-n listesi
olarak adlandirilan bir 6zelligi mevcuttur (Sarwar vd., 2001). Sistem, kullanicilarindan
tahmin istemelerini beklemeksizin, kullanicilarina hakkinda bilgi sahibi olmadig1 tim
tirtinlerle ilgili tavsiye tretir. Bu tavsiye iiretimi sonucu hesaplanan degerleri; en
biiylikten en kii¢lige siralayarak, kullaniciya en ¢ok begenebilecegi N adet {irlinii sunar.
Bu sayede, kullanicilarin sistemi daha etkin kullanabilmesine olanak saglar. Ozetle, OF
sistemlerinin tahmin {iretimi ve fop-n listesi tavsiyesi olarak iki temel fonksiyonelligi

bulunmaktadir.

3.1.0rtak Filtreleme Cesitleri

OF sistemleri algoritmik yaklasimlarina gore iki temel kategoriye ayrilirlar: Model
tabanli yaklasim ve Hafiza tabanli yaklasim. Model tabanli yaklasimda tekil deger
ayristirma, gizli anlamsal modelleme, bayes aglar1 gibi veri madenciligi veya makine
Ogrenimi algoritmalar1 kullanilarak modeller olusturulur ve bu modeller araciligiyla
kullaniciya tavsiye tretilir. Hafiza tabanli yaklasim ise bu tez ¢alismasinin ¢cogunlugunda
anlatildign tlizere kullanici oylari kullanilarak tavsiye tiretme yaklasimidir. OF

sistemlerinin ayrica, kullanici tabanli ve {iriin tabanli yaklagimlar1 da mevcuttur.

Her iki yaklasimin da kendine 6zgii avantajlar1 ve dezavantajlar1 vardir. Ornegin;
hafiza tabanli yaklasimlar model tabanli yaklasimlara gore daha yiiksek dogruluk
basarimi saglarken, model tabanli yaklasimin ise ¢evrimici performansi hafiza tabanli
sistemlere gore daha bagarilidir. OF sistemi tasarlanirken genellikle model veya hafiza
tabanli yaklasimlardan biri kullanilirken, bu iki yontemin kaynastirildigi melez

yaklasimlar da literatiirde yer almaktadir (Pennock vd., 2000; Lemire ve Maclachlan,
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2008). Su ve Khoshgoftaar (2009), calismasinda hafiza tabanli, model tabanli ve melez
yaklagimlar1 tek bir tabloda karsilagtirmistir. Tablo 3.2’de OF sistemleri cesitleri,

kullanilan teknikleri, avantajlar1 ve dezavantajlari ile irdelenmistir.

Tablo 3.2. OF Tekniklerine Genel Bir Bakis (Su ve Khoshgoftaar, 2009)

OF Kategorisi

Ornek Teknikler

Avantajlan

Dezavantajlar

Hafiza-tabanli OF

* Kullanic/Uritin Tabanli
OF
* Kullanic/Uritin Tabanlt

top-n Tavsiyelendirme

* Uygulamast kolay
* Yeni veri kolaylikla
eklenebilir.

* Tavsiye edilecek
iirtintin igerigi onemli
degildir.

* Esdeger iirtinlerin

6lgeklenmesi basittir.

* Sistem performansi
kullanicilarin verdigi
oylara baglhdir.

* Veri ne kadar
seyrekse performans o
kadar diiser.

* Yeni kullanicilara
tavsiye Uretilemez.

* Biiyiik
veritabanlarinda
6lceklenebirlik

sinirlidir.

Model-tabanli OF

* Bayes Aglar1 (Bayesian
Belief Network)
* Kiimeleme (Clustering)

* Markov Karar Siiregleri

* Seyreklik,
6lceklenebilirlik
problemlerinin

iistesinden gelinebilir.

* Model olusturmanin
sisteme yiikii vardir.
* Olgeklenebilirlik ile

tahmin performansi

* [cerikle Zenginlestirilmis
OF

* Hafiza ve Model Tabanli
OF Sistemleri

problemlerinin
istesinden gelinebilir.
* Tahmin performansi
arttirlir.

* Seyreklik ve gri
koyun gibi
problemlerin
iistesinden kolaylikla

gelinebilir.

(The Markov Decision * Tavsiye Uretimi icin | arasinda bir denge
Process) sezgisel bagintilar olusturmak gerekir.
* Gizli Anlamsal Yaklagim | bulunabilir. * Ozellikle boyut
(Latent-Semantic indirgeme
Approach) tekniklerinde faydali
* Boyut Indirgeme bilgi kaybi olur.
Teknikleri

Melez yaklagimlar | * igerik Tabanli OF * OF sistemlerinin * Sistemin

uygulanmasi daha
masrafli ve zorludur.
* Daha iyi performans
icin daha ¢ok harici

bilgiye ihtiya¢ duyulur.




3.2.0rtak Filtrelemenin Zorluklar:
OF sistemleri bilgi filtrelemede ve e-ticaret uygulamalarinda oldukg¢a basarili olsa
da bu sistemlerin baz1 kisitlamalar1 mevcuttur. Bu bsliimde OF sistemlerinin en onemli

problemleri agiklanmuistir.

3.2.1. Dogruluk

Kullanicilarin beklentilerini karsilamakta yetersiz kalan kalitesiz tavsiye sistemleri
cevrimici saticilarin satig oranlarini olumsuz yonde etkiler. Kullanicilar tarafindan daha
cok tercih edilebilmek ve rakiplerinin Oniine gegebilmek icin ¢evrimi¢i hizmet
saglayicilart dogru ve kaliteli tahminler {iretebilen tavsiye sistemleri kullanmalidir.
Tavsiye sisteminin bir {iriin hakkinda tahmin tiretirken kullanicinin begenebilecegi bir
irlin i¢in olumsuz tavsiye liretmesi sistemin sayginligini 6nemli dl¢iide diistirmese de
begenmeyecegi bir {iriinii tavsiye etmesi kullanicinin sisteme olan giivenini diisiiriir ve
saticinin miisteri kaybetmesine neden olur. Bu baglamda sistemin dogrulugundan ve

kaliteli tavsiyeler tirettiginden emin olunmalidir.

3.2.2. Olceklenebilirlik

OF sistemlerinin, kullanicilara tavsiye lretebilmek i¢in, veri tabaninda yer alan
varliklar1 tamimaya ve birbirleri ile olan benzerlikleri 6grenmeye ihtiyact vardir. Bu
gorevi yerine getirebilmesi icin birtakim karmasik matematiksel ve istatistiki
hesaplamalara ihtiya¢ duyar. Onlarca veya yiizlerce varlik i¢in bu tiir hesaplamalar
yapmak basit olsa da, binlerce hatta milyonlarca kullanic1 ve tirtiniin yer aldig1 bir veri
tabaninda sistemin hizli ve efektif ¢caligsmasi olduk¢a zordur. OF sistemlerinin kullanicilar
tarafindan kabul gorebilmesi i¢in sistemin ¢evrimigi tepki siiresinin kabul edilebilir bir
stirede gerceklesmesi gerekmektedir. Bu problem, literatiirde, 6l¢eklenebilirlik problemi

olarak adlandirilir.

3.2.3. Veri seyrekligi ve soguk baslangic problemi

OF sistemine yeni dahil olan bir kullanic1 ilk asamada sistemdeki bir {irtin hakkinda
tercih belirtmediginden yeni kullaniciya benzer kullanicilarin bulunabilmesi miimkiin
degildir. Benzer bir sekilde sisteme yeni bir tiriin eklendiginde, heniiz o {iriinle ilgili higbir
kullanict tercih belirtmediginden, sistemin {iriinii bir kullaniciya tavsiye edebilmesi
miimkiin degildir. Bu durum soguk baslangi¢ problemi olarak adlandirilir (Wei vd.,

2017).
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OF sisteminin gilivenilir sonuglar tiretebilmesi i¢in kullanicilarin yeterli sayida
tirini oylamasi, {lriinlerin de yeterli sayida kullanici tarafindan oylanmis olmasi
gerekmektedir. Kullanici birkag {iriine oy vermedikg¢e veya bir lirline yeterli sayida tercih
belirtilmedik¢e sistemin 6zellikle yeni kullanicilar veya triinler arasindaki iliskiyi
kurabilmesi miimkiin degildir ve bu durum sistemin kesin ve giivenilir tavsiyeler

olusturmasini zorlastirmaktadir.

3.2.4. Anlamdashhk

Veri tabaninda yer alan bir iriin dikkat edilmeden farkli isimle yeniden veri
tabanma eklenebilir. Ornegin, gida iirlinleri satan bir e-ticaret sitesi veri tabaninda,
Onceden ‘86916440° barkod numarasi ile eklenmis bir {iriiniin barkod numarasinin iiretici
firma tarafindan ‘86916235 olarak degistirildigini varsayalim. Eski iirin sistemden
cikarilmadan ayni tirlin farkli barkod numaras: ile eklendigi takdirde ayni iirtin hem
‘86916440’ barkod numarasi ile hem de ‘86916235 barkod numarasi ile veri tabaninda
yer alacaktir. Bu durumda kullanicilarin bir kismi eski {iriine oy vermeye devam ederken
bir kism1 da yeni tirtine oy verecektir. Bu durum, sistemin o triin i¢in saglikli tavsiye
tiretebilmesini engellerken ayni1 zamanda seyreklik problemini de arttirmaktadir. E-ticaret
sitelerinde bu ve benzeri durumlar sik¢a yasandigindan bu problem dikkate alinmasi

gereken bir problemdir.

3.2.5. Gri koyun (Gray Sheep) problemi

Sisteme yeni dahil edilmis bir kullanicinin veya tiriiniin ilk etapta soguk baslangi¢
problemi mevcut iken oy verilmeye baslandiktan sonra da gri koyun (gray sheep) adi
verilen problem ortaya cikabilir. Sistemin, entelektiiel olarak tamimladigi bir grup
kullanict veya triin vardir. Bu gruba dahil olan {irtinler sistemin geneli tarafindan oy
almayan, ¢cok az insan tarafindan oy verilmis iirtinlerdir. Benzer bir sekilde yine bu gruba
dahil olan kullanicilar, kullanicilarin genelinin oy verdigi iirinlerden ziyade baska
tirtinlere oy veren kisilerdir. Sistem, bu kisiler veya tirtinler i¢in verilen oylardan mantikl
sonuglar elde edemeyebilir. Gri koyun problemi bu tiir durumlar icin ifade edilir. Ozetle,
bir varligin, verilen oylardan sonra ortaya ¢ikan karakteristiginin hi¢bir grupla benzerlik

gosterememesi durumunda, sistemin hedef varliga tavsiye liretememesi problemidir.

3.2.6. Gizlilik
OF sistemlerinin veri tabanlart miisterilerin aligveris aliskanliklar1 ve

karakteristikleri ile ilgili detayli bilgiler icermektedir (Elahi vd., 2016). Misteriler
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verilerini ¢evrimigi saticilarla paylasirken ayni zamanda mahremiyetlerini de paylagsmig
olurlar. Bu durum, baz1 kotii niyetli kisi veya sirketler tarafindan kullanilabilir. Bu
durumda kullanicilar istenmeyen pazarlama stratejileri, santaj, fiyat ayrimeciligi, devlet
gbzetimine tabi tutulmak gibi durumlarla karsilasabilirler (Zhang vd., 2014). Ornegin,
kisi siyasi icerikli veya yasak bir {irlinii satin almigsa, satic1 veya sisteme sizan birileri
tarafindan santaja maruz kalabilir veya devamli pahali {irtinler satin alan miisteriye satici,
alim giictiniin yiiksek oldugunun farkinda olarak bir triinii diger kullanicilara sattigi
fiyatin daha {istiine satmak isteyebilir. Bu tip tehlikelerin farkinda olan musteriler tiriinler
hakkindaki tercihlerinin agiga ¢ikmasini istemediklerinden OF sistemlerinin gizlilik

problemlerini ¢6zmesi ve giivenilir oldugunun taahhtidiinti verebilmesi gerekir.

3.2.7. Shilling Ataklar

Kotl niyetli kisiler veya sirketler bazi triinlerin popiilaritesini artirmak veya
disiirmek amaciyla veri tabanina sahte profiller yerlestirerek sistemi manipiile etmeye
calisabilir. OF sistemleri genel olarak halka agik sistemler olduklarindan, sisteme sahte
profillerin girmesine engel olamaz fakat birtakim algoritmalarla saldir1 profillerini
kesfedebilir ve sistemi kotii niyetli kisilerden koruyabilir fakat bu saldirilara karsi tam
anlamiyla korunabilmek miimkiin degildir ve dolayisiyla bu durum OF sistemlerinin

zorluklar1 arasindadir.

3.3.0F Sistemi Uygulamasi: Bir Ornek

Bu boliimde, OF sistemlerinin tavsiye tiretimi agamalarinin nasil gergeklestirildigi,
ornek bir veri matrisi lizerinde gosterilmistir. Elimizde 6 adet kullanici ve 6 adet {iriin
iceren basit bir veri matrisi olsun. Bu veri kiimesinde kullanicilar, bazi tirlinlere 1 ile 5
arasinda oy vermistir. Veri kiimesinde, kullanicilarin oy belirtmedigi hiicreler ‘--’ ile
ifade edilmistir. Hedef kullanic1 olan Ferhat, 6. {iriin olan Fular igin sistemden tavsiye
istemektedir. Dolayisiyla, ilgili kullanicinin  hedef fiiriintine ait hiicre 7 ile

gosterilmektedir. Veri matrisinin anlik goriintiisii Tablo 3.3’te yer almaktadir.

Tablo 3.3. OF sistemi tavsiye iiretimi igin olusturulmus drnek bir kullanici-iiriin matrisi

Atk Bere Ciizdan Dizlik Eldiven Fular
Ahmet -- 3 -- 4 1 2
Burcin 2 4 1 -- 3 1
Ceyda - 5 3 2 4 —
Defne 5 -- 2 1 -- 3
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Emin 3 5 -- 1 2 4
Ferhat 4 4 -- 2 3 ?

OF Sistemi hedef {irline tavsiye liretimi i¢in su agsamalar1 uygulayacaktir:
e Benzerlik Hesab1
e Komsuluk Secimi

e Tahmin Uretimi

3.3.1. On asama: bilgi toplama

OF sistemlerinin tavsiye tiretimi i¢in gerekli asamalarinin uygulanabilmesi i¢in
sistemin birtakim onbilgilere ihtiyaci vardir. Bu bilgiler benzerlik hesabinda kullanilacak
6l¢titiin ihtiyaci olan veriler, tahmin iiretiminde kullanilacak yontemin gereksinimleri gibi
bilgilerdir. Ornegin, benzerlik hesaplamasinda korelasyon tabanli bir yaklasim
uygulanacaksa ve tahmin {retiminde Pearson Correlation Coefficient (PCC)
kullanilacaksa, sistemin kullanicilarin oy ortalamalari, standart sapmalari ve z-skor
verileri gibi verilere ihtiyact vardir. Benzerlik hesaplamasinda uzaklik metrikleri
kullanilan bir sistemde ise bu tip verilere ihtiya¢ olmaz. Bu 6rnegimizde OF sistemi
tavsiye tretimi i¢in PCC metrigini kullanacag i¢in, oncelikle ihtiyacimiz olan verileri

derleyecegiz.

On asamada sistem, veri kiimesinde yer alan kullanici oylarinm aritmetik
ortalamalarini, standart sapmalarin1 ve z-skor degerlerini hesaplayip kaydetmektedir.

Kullanic1 oylarinin aritmetik ortalamasi hesabi denklem 3.1°de verilmistir (Medhi, 1992).

n

— 1 a1+a2+"'+an

T,=—) a;= , 3.1

« nz . 3.
i=

T4, a kullanicisinin vermis oldugu oylarin aritmetik ortalamasini, n, kullanicinin iiriinlere
vermis oldugu oy sayisini, a; ise a kullanicisinin 7’inci verdigi sayisal oy degerini ifade

eder. Bu durumda, kullanicilarin vermis oldugu oylara gére aritmetik ortalamalart su

sekilde hesaplanir:
FAhmet — 3+4:1+Z — 2’5
FBur(;in = w =22
FCeyda = % =3,5
FDefne — 5+2:1+3 — 2, 75
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_ 3+5+142+4 _

TEmin = — 5 3
— 4+4+2+3
YFerhat = 5 = 3,25.

Kullanicilarin standart sapmalari, vermis olduklar1 oylar ve aritmetik ortalamalari

yardimiyla bulunur. Standart sapma formiilii denklem 3.2°de verilmistir (Medhi, 1992).

1 n
- E AV 3.2
Oq n—-1 i_l(al az) , ( )

Verilen formiilde o, a kullanicisinin standart sapmasini, #, kullanicinin {iriinlere vermis
oldugu oy sayisini, a; ise a kullanicisinin aritmetik ortalamasini ifade eder. Bu durumda,

kullanicilarin standart sapmalari su sekilde hesaplanir:

O ahmet = J%Z;Ll[(B —-2,5)2+ (4-2,52+ (1-2,5)%+ (2-2,5)2] = 1,29

O Burgin = J§2?=1[(2 —2,22+ (4-2,2)2+ (1-2,2)2+ (3-2,2)%+ (1-2,2))| =1,30

O'Ceyda = J%E;":l[(s - 3! 5)2 + (3 i 3: 5)2 + (2 - 3: 5)2 + (4 - 31 5)2] = 1: 29

Obefne = \/§2§=1[(5 ~2,75)2+ (2—-2,75)2+ (1-2,75)2 + (3—2,75)%] = 1,70

OFmin = \/iZ?ﬂ[(B -3)2+ (5-3)2+ (1-3)2+ (2-3)2+ (4—3)%] =1,58

Orerhat = J§2?=1[(4 —3,25)2+ (4—3,25)2+ (2—3,25)2 + (3 —3,25)?] = 0,95.

Standart sapmasi ve aritmetik ortalamasi bilinen bir kullanicinin vermis oldugu oylarin

z-skor degeri denklem 3.3°te verilen formdiil ile hesaplanir (Gravetter vd., 2020).

Tai—Ta

2, = [wiTe (3.3)

) oq

Z, i, a kullanicisinin 7”inci Grliniiniin z-skorunu, 74 ;, @ kullanicisinin i’inci tirline verdigi
sayisal oy degerini, T, a kullanicisinin vermis oldugu oylarin aritmetik ortalamasini ve
0, ise a kullanicisinin standart sapmasini ifade eder. Bu bilgilere gore z-skor degerleri

hesaplanarak Tablo 3.4’te verilen z-skoru matrisi elde edilir.

Tablo 3.4. Ornek kullanici-iiriin matrisinin z-skoru verileri ile doldurulmus hali

Atki Bere Ciizdan Dizlik Eldiven Fular
Ahmet -- 0,38 -- 1,16 -1,16 -0,38
Burgin -0,15 1,38 -0,92 -- 0,61 -0,92
Ceyda - 1,16 -0,38 -1,16 0,38 --
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Defne 1,31 -- -0,43 -1,02 -- 0,14
3.3.2. Asama 1: benzerlik hesabi

OF sisteminin, 6n asamada ihtiyac1 olan bilgiler hesaplandiktan sonra 1. asama olan
benzerlik hesabi yapilmaktadir. Bu asamada hedef iiriin veya kullanicinin, diger iirtin
veya kullanicilar ile olan benzerlikleri, birtakim metrikler araciligiyla bulunur. Bu
asamada, daha once de belirtildigi tizere PCC metrigi kullanilmistir. PCC o6l¢iitii ile
benzerlik hesabi formiilii denklem 3.4°te verilmistir (Herlocker vd., 1999).

_ 2y (ra = 7) % (r — 7)

= 3.4
Wau 04 X Oy ’ (3.4)

wa,u hedef kullanici a ile komsu kullanict v arasindaki benzerligi, m hedef kullanici a ile
komsu kullanici #’nun ortak olarak oyladigi tirtin sayisini, r4; hedef kullanici a’nin hedef
tirline vermis oldugu oyu, r,,; komsu kullanici #’nun hedef {iriine vermis oldugu oyu, 7;
hedef {irtine verilen oylarin ortalamasini, o, ve g, ise sirasiyla, hedef kullanici a ile komsu
kullanict #’nun standart sapmalarini ifade eder. Belirtilen denklem, kullanici tabanl
sistemlerde kullanicilar arasindaki benzerligi ortaya ¢ikarmakta kullanilir. Ayni
yaklasimla, iki tirtin arasindaki benzerligi de hesaplamak miimkiindiir. Denklem 3.4’te

verilen formiil, denklem 3.5’te verilen formiille 6zetlenebilir.

m
Woy = Z Zg X Zy, (3.5)

Bu durumda, hedef kullanici Ferhat’in diger kullanicilarla olan benzerligi su sekilde

hesaplanir:

Weerhatahmer = (0,78 X 0,38) + (1,30 x 1,16) + (0,26 x —1,16) = —0,91

Wrerhat gurem = (0,78 X —0,15) + (0,78 x 1,38) + (~0,26 x 0,61) = 0,80

Wrerhat,ceyaa = (0,78 X 1,16) + (—1,30 x —1,16) + (~0,26 x 0,38) = 2,32

Wrerhatperne = (0,78 X 1,31) + (=1,30 x —1,02) = 2,36

Wrerhat pmin = (0,78 X 0) + (0,78 x 1,26) + (—1,30 x —1,26) + (—0,26 X —0,63) = 2,80.

3.3.3. Asama 2: komsuluk secimi

Bu asamada OF sistemi, l.asamada bulunan benzerlik degerleri araciligiyla
komsuluklar1 belirler. Komsuluk belirleme asamasinda k en yakin komsu (k-NN), esik
(threshold) ve mutlak esik (absolute threshold) gibi yaklasimlar mevcuttur. Bu
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ornegimizde A-NN yaklasimi kullanilmigtir. K degeri 4 olarak belirlenmis ve buna gore

hedef kullanic1 Ferhat igin bir 6nceki asamadaki verilere gore su sekilde se¢ilmistir:

WrEerhat Emin ~ WFerhat,Defne ~ WFerhat,Ceyda ~ WFerhat Burcin ~ WFerhat,Ahmet
K = {Emin, Defne, Ceyda, Burgin}.
3.3.4. Asama 3: tahmin tiretimi
OF sistemi son asamada, hedef iirline tahmin {iretimi i¢in, belirlenmis olan 4 adet
komsunun oylar1 yardimiyla tahmin tiretimi gergeklestirmektedir. Bu asamada OF
sisteminin, hedef kullanicinin komsularinin agirliklart ve z-skor degerleri yardimiyla

olusturacagi tahmin tiretimi formiilii denklem 3.6°da verilmistir.

Zﬁl Wau X Zuq
Z?;1 Wau

Pag =Tq+ 04 X (3.6)

Sonug olarak, hedef kullanic1 Ferhat’in hedef {iriin Fular’1 begenip begenmeyecegini

belirten OF tahmini su sekilde hesaplanarak islem tamamlanmas olur.

3254005, 280%063)+(236x0,14)+(0,80x-092) __
Paqg = 2, - (2,80 + 2,36 + 0,80) i

Bu durumda OF sisteminin Ferhat adli kullanict i¢in Fular adli tirline liretmis oldugu
tahmin 5 {izerinden 3,47°dir. Bu da Ferhat’in daha 6nce diger tirtinlere belirtmis oldugu
oylara bakilarak, komsularinin verdigi oylar yardimiyla Fular adli {irtinii begenecegi

anlamina gelmektedir. Ornek kullanici-iiriin matrisinin son hali Tablo 3.5’te verilmistir.

Tablo 3.5. Tavsiye iiretimi sonrasi kullanici-iiriin matrisinin gorintiisii

Atki Bere Ciizdan Dizlik Eldiven Fular
Ahmet -- 3 -- 4 1 2
Burcin 2 4 1 -- 3 1
Ceyda - 5 3 2 4 —
Defne 5 -- 2 1 -- 3
Emin 3 5 -- 1 2 4
Ferhat 4 4 -- 2 3 3,47

3.4.0F Sistemleri icin Yapilan Calismalar
Literatiirde OF sistemleri tizerine yapilmis bazi calismalar 6zet olarak asagida

belirtilmistir.
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[k ortaya atildig1, 1992 yilindan bu yana OF sistemleri ile ilgili yiizlerce ¢alisma
yapilmistir. Tapestry projesi’nde (Goldberg vd., 1992) ilk kez kullanildiginda, haber
gruplar1 i¢in olusturulmus c¢ok sayida elektronik posta ve mesajin filtrelenmesi ig¢in
yardimina basvurulan OF sistemleri, daha sonra makale, kitap, film, sehir, otel, restoran
gibi bir¢ok alanda tavsiye tiretimi i¢in kullanilmistir. Chen vd. (2005) OF sistemlerini
kitap tavsiye etmesi i¢in kullanmigtir. Cleger-Tamayo vd. (2011) kullanicilarin ilgisini
cekebilecek haberleri top-n listesi olarak sunan bir OF sistemi gelistirmistir. Sun vd.
(2014) kullanicilara tavsiye iiretirken, onlarin sosyal iliskilerinden faydalanan, sosyal
aglar icin gelistirilmis bir tavsiye sistemi olusturmustur. Benzer bir sekilde, Zheng ve Li
(2011), sosyal aglarda sikca kullanilan Etiket (Tag) ve Zaman bilgilerini kullanan bir OF
sistemi gelistirmistir. Jia vd. (2015), OF sistemlerini, turistler i¢in kisiye 6zgii cazibe
merkezleri tavsiyesinde kullanmistir. Li vd. (2007) OF sistemlerini miizik tavsiye {iretimi
icin kullanmistir. Miizik alaninda tavsiye sistemi kullanimina bir baska 6rnek ise Tan vd.
(2011) tarafindan 6nerilen ¢aligmadir. Bunlarin yani sira OF sistemlerinin en yaygin
ornekleri, film tavsiye tiretiminde karsimiza ¢ikmaktadir. Ungar ve Foster (1998), Shan

ve Banerjee (2010), Chen vd. (2015) bunlardan yalnizca birkagidir.

[k 6nerilmeye baslandig1 dénemlerde OF sistemlerinde tahmin iiretimi yapilirken,
yalnizca kullanicilarin dirlinler i¢in belirtmis olduklar1 sayisal oylar hesaba katilmistir.
Hafiza tabanl olarak adlandirilan bu sistemler, uygulanmasi kolay (easy-to-implement),
hizl1 ve efektif sonuglar veren sistemlerdir. Kullanici-tabanli ve {iriin-tabanli olmak {izere
ikiye ayrilir. Hafiza tabanli sistemlerin ortaya ¢ikisi her ne kadar 90’11 yillara dayansa da,
hizli ve efektif olusu dolayisiyla bugiin de arastirmacilar tarafindan kullanilmaktadir.
Sarwar vd. (2001), Linden vd. (2003), Gao vd. (2011), Li vd. (2016) ¢alismalarinda iiriin-
tabanli OF sistemlerini analiz etmistir. Zhao ve Shang (2010), Jia vd. (2015) ve Koohi ve
Kiani (2016) ise ¢alismalarinda kullanici-tabanli OF sistemlerini analiz etmeyi tercih
etmiglerdir. Daha iyi sonuglar tiretmek adina kullanici ve iirtin tabanli sistemleri bir araya

getiren ¢alismalar da yapilmistir (Wang vd., 2006; Thakkar vd., 2019).

Hafiza tabanli OF sistemleri her ne kadar baslangicta uygulanmasi basit ve hizli
sistemler olsa da sisteme yeni tiriin ve kullanicilarin eklenmeye devam etmesi ile birlikte,
onceki boliimde de ifade edilen &lgeklenebilirlik problemi ciddi boyutlara ulagmaya
baslar. Bu sorunun tistesinden gelmek isteyen arastirmacilar, model tabanli yaklagimlar

ad1 verilen yaklasimlar 6nermistir. Bu yaklasim ile sistem, dahil edilen her yeni varlik
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icin benzerlik ve komsuluk hesaplamalarini tekrar tekrar yapmak yerine; hesaplamalarini
belirli araliklarla yaparak sistemin ¢ok daha hizli calismasini saglar. Model olusturmak
icin lineer cebir, yapay zeka, gizli siniflama (latent class), sinir aglar1 veya kiimeleme gibi
yontemler kullanilir. Goldberg vd. (2001), PCA (Principal Component Analysis - Temel
Bilesen Analizi) ad1 verilen yontem araciligtyla kullanicilart gruplayan bir model tabanl
yaklagim oOnermistir. Chee vd. (2001), kiimeleme yontemi ile benzer kullanicilar
gruplayarak tavsiye tiretimi yapan ve bu sayede hafiza tabanl sistemlere goére daha hizli
sonug veren bir OF sistemi gelistirmistir. Jiang vd. (2015), sosyal kullanicilara POI (Point
of Interests) ad1 verilen ihtiya¢ noktalar1 i¢in tavsiye tireten model tabanli OF yaklagimi
Onermistir. Tavsiye {lretirken yalnizca geo-etiketleri kullanmakla kalmamig, aymni
zamanda ihtiya¢ noktalar1 i¢in kiiltiirel, mimari, kent simgesi gibi ¢ikarimlarda da
bulunarak algoritmik performansi artirmay1 hedeflemislerdir. Ortega vd. (2016), matris
faktorizasyonu yardimiyla grup tavsiyeleri treten bir OF sistemi yaklagiminda

bulunmugtur.

OF sistemleri literatiirde yalnizca algoritmik yaklagimlarina gore incelenmemistir.
OF sistemlerinin zorluklarinin iistesinden gelmek i¢in de ¢ok sayida spesifik ¢alisma
yapilmistir. Bu ¢alismalarin en yogun olarak yapildig1 problemler veri seyrekligi (data
sparsity), 6l¢eklenebilirlik (scalability), anlamdaslilik (synonymy) ve shilling ataklardir.
Bobadilla vd. (2012), sinirsel 6grenme temelli optimizasyon kullanilarak olusturulmus
bir benzerlik Ol¢iiti 6nererek soguk baslangic probleminin {istesinden gelmeye
calismistir. Fernandez-Tobias vd. (2016) de kullanicilarin kisiliklerini ortaya ¢ikaran
birtakim harici bilgiler yardimiyla soguk baslangic probleminin {iistesinden gelmeye
calismistir. Zhang vd. (2005) tekil deger ayrisimi kullanilarak olusturulan bir yontem ile
sistemin, seyreklik ve ortalama hesap yliikiinii disiirmeyi amag¢lamistir. Polat ve Du
(2003), rasgele hale getirilmis sarsim teknikleri yardimiyla gizliligi koruyan bir OF
sistemi gelistirmistir. Bu sayede verdikleri oylarin baskalar1 taratindan 6grenilmesini
istemeyen kullanicilarin oylari veri toplayicilarinin erisimine engellenmigtir. Chirita vd.
(2005), shilling atak profillerini tespit eden bir algoritma yardimiyla shilling atak

problemini ortadan kaldirmay1 amaglamistir.
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4. COKLU-OLCUTLU ORTAK FiLTRELEME SiSTEMLERI

Geleneksel OF sistemleri kullanicilarin tiriinlere verdikleri oylari kullanarak tavsiye
tiretmektedir. Bu tiir sistemlerde kullanicilar, tirtinler hakkindaki genel goriislerini sayisal
rakamlar (6rnegin; 10 {izerinden 8) veya dereceler (6rnegin; 5 yildiz {izerinden 4 yildiz)
ile ifade ederler. Ancak bazi durumlarda tirtintin geneline oy vermek o iirtin hakkindaki
tercihlerimizi tam anlamiyla ortaya koyamayabilir. Ornegin, insanlar bir film hakkinda
tercihlerini belirtirken izledikleri filmi farkli agilardan degerlendirir ve filmin yonetmeni,
kurgusu, oyunculuklari, gérsel efektleri vb. unsurlarini ayr1 ayr1 degerlendirirler. Filmin
genel olarak begenilip begenilmediginin anlasilmasinda, bu degerlendirmeler belirleyici
olur. Aynmi filmi izleyen iki farkli kullanicidan biri filmi oyuncu kadrosundan dolay1
begenirken, digeri kurgusundan dolay1 begenmis olabilir. Ancak, ikisi de filmin genel
anlamda degerlendirdiginde, ayni oylar1 vermis olabilirler. Benzer bir sekilde bir otelde
konaklayan iki miisteriden biri otelin servisini, digeri ise oteli bulundugu konumdan
dolay1 tercih etmis olabilir. Bu durumda geleneksel filtreleme sistemleri, kullanicilar
aslinda farkli tercihlere sahipken bu kullanicilar1 komsu olarak belirleyebilir ve bu durum
sistemin kaliteli tahminde bulunmasina engel olabilir. Bu problemin ortadan kaldirilmasi
icin tavsiye sistemleri, coklu-6l¢iitlii oylarla birlestirilmistir (Adomavicius ve Tuzhilin,

2005; Kermany ve Alizadeh, 2017).

Coklu-Olgiitlii Ortak Filtreleme (COOF) sistemleri, kullanicilarin iirtinleri farkli
acilardan degerlendirmesine imkan saglayarak geleneksel OF sistemlerine gére daha
kisisellestirilmis ve daha kaliteli tavsiyeler sunar. Bu sistemlerde geleneksel OF
sistemlerinde kullanilan Kullanici — Uriin matrisine ek olarak Olgiit boyutu da
bulunmaktadir. Sistem tarafindan tirtinler i¢in & adet 6lgiit belirlenir ve kullanicilardan bu
Olctitler icin tercih belirtmesi istenir. Kullanicilarin sistem tarafindan belirtilen 6l¢iitlerin
disinda, tirtinlerin biitiinitine tercihlerini belirtebilmeleri i¢in ayrica bir 6l¢iit daha bulunur.
Bu olglit, genel degerlendirme Olciitii veya ortalama degerlendirme Olgiitli seklinde
tanimlanabilir. Genel tercih 6l¢iitii ile birlikte kullanicilar bir tirtiniin £+1 6l¢iitii ile ilgili
tercihlerini belirtirler. Sistem bu tercihleri ii¢ boyutlu Kullamc: x Uriin x Olgiit
matrisinde toplar ve bu verileri kullanarak tavsiye {iretir. Tablo 4.1°de COOF

sistemlerinde 6rnek bir matrisin iki boyutlu gosterimi bulunmaktadir.
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Tablo 4.1. COOF sistemlerinde érnek bir kullanici-iiriin-kriter matrisi

Uriin 1 Uriin 2 Uriin 3 Uriin 4 Uriin M
Kullanier 1 54,4,6,6 32,2,4,4 87,7,9,9 64,4,8,8 ?
Kullanici 2 . 64,4,8,8 55,5,5,5 11,1,1,1 .. [
Kullanier 3 33333 e S4466 e - 43344
Kullanic1 4 65,577 32244 87,799 64488 ... 34422
Kullamcr N 56,644 34422 89,9,7,7 658,844 . 87,799

Kullanicilar, tirtinlerin dort adet alt 6lgiitii ve geneli i¢in tercihlerini belirtmislerdir.
Tercihlerde ilk sirada ve biiyiik punto ile gosterilen degerler genel tercihleri, diger dort
tercih tirtintin Olgiitleri i¢in sirasiyla verilen tercihleri temsil etmektedir. Bu matrisin
Tablo 3.1°de belirtilen geleneksel OF sistemine ait kullanici-liriin matrisinden farki,
olgtitler i¢in verilen tercihlerin de yer almasidir. Tipk: diger sistemde oldugu gibi bu
sistemde de komsu sayisinin 1 oldugunu ve birinci kullanicinin 72’ inci tirlinii i¢in tahmin
istendigini varsayalim. Geleneksel OF sisteminde tekil tercihleri kullanan sistem #’inci
kullaniciy1 komsu olarak belirlemis ve komgunun m’inci tirline vermis oldugu 8’ degerini
tahmin olarak belirtmisti. Ancak bu Ornekte sistem, kullanicilarin Slgiitlere vermis
olduklar1 oylara bakarak aslinda birinci kullanici ile 7’inci kullanicinin ¢ok da benzer
kullanicilar  olmadigim1 ~ gorebilmektedir.  Olgiitlere  verilen tercih  degerleri
gozlemlendiginde hedef kullanicimiz olan birinci kullanici ile »’inci kullanici farkli
tercihler belirtmisler ve tirlinlerin geneline tamamen ayni tercihlerde bulunmus olsalar da
farkli tercihlere sahip kullanicilardir. Bu ornekte dordiincti kullanicimiz  birinci
kullaniciya en yakin tercihlerde bulunan kullanict oldugundan komsu olarak doérdiincii
kullanicr segilir ve dordiincii kullanic1 m’inci tirtine ‘3° degeri verdiginden sistem hedef

kullanicimiza tahmin olarak ‘3 degeri sunacaktir.

COOF sistemlerinin galigma prensibi genel olarak geleneksel tekil dlgiitlii OF
sistemlerine benzerdir. Iki sistem arasindaki tek fark genel tercihler i¢in tahmin iiretirken
yapilan yaklasimlardir. Uriinlerin 6lgiitleri icin yapilan komsuluk hesabi ve tahmin
tiretme islemi geleneksel OF ile yapilir. Genel tercihler i¢in ise genellikle iki farkli
yaklasim uygulanir: Benzerlik tabanli yaklagim ve toplama fonksiyonu tabanh

yaklasimlar (Adomavicius ve Kwon, 2007).
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4.1. Benzerlik Tabanli COOF Sistemleri

Benzerlik tabanli COOF sistemleri, olgiitlerin her biri icin bagimsiz olarak
geleneksel OF sistemlerinde uygulanan prosediirleri uygulayarak ol¢ilit bazinda
benzerlikleri hesaplar ve genel tercihler i¢in kullanilacak benzerlik hesabi i¢in de dlgiitler
icin Uretilen benzerlikleri kullanarak tahmin iiretir. Adomavicius ve Kwon (2007) genel
tercihlerde kullanicilar arasindaki benzerligin hesaplamasinda iki farkli yaklagimda
bulunmuslardir: Olgiitler igin iiretilen benzerlik degerlerinin ortalamasi veya minimum
benzerligin secilmesi. Minimum benzerligin se¢ilmesindeki amag, en kotii senaryoda
sistemin performansini tespit etmek iken, benzerliklerin ortalamasinin alinmasindaki
amag ise sistemin ortalama performansini tespit etmektir. Bu yaklagima gore iki kullanict

u ve u' arasindaki ortalama benzerlik hesab1 denklem 4.1°de verilmistir.
Bnzon(u, u') = ﬁZﬁ‘zO Bnzi(u, u') 4.1)

Formiilde % ile belirtilen deger kriter sayisini, Bnz;(u, u") ile ifade edilen deger i’inci
kriter i¢in kullanici u ve u arasindaki benzerligi ifade eder. Kullanic1 u ve ' arasindaki

minimum benzerlik hesabi ise denklem 4.2°de verilmistir.

BnzZmin(u, u') = l_ Eglnk Bnz(u, u) (4.2)

Bilindigi tizere geleneksel OF sistemlerinde benzerlik hesabi yapilirken uzaklik
metrikleri (distance metrics) adi verilen birtakim istatistiki hesaplamalar yapilir.
Adomavicius ve Kwon (2007) ¢oklu boyutlu uzaklik metrikleri yardimiyla benzerlik
hesaplamas: yapilabilecegini 6nermistir. Bunun i¢in, calismalarinda, Manhattan, Oklit
veya Chebyshev ¢oklu boyutlu uzaklik metriklerinden herhangi birinin
kullanilabilecegini dnermislerdir. Calismalarinda, kullanicit u ve u' arasindaki uzaklik

denklem 4.3’te 6zetlenmistir.

, 1 N
dxuttame(u, u') = mZieI(u,w) doy(R(u,))R(u’, 1)) (4.3)

Formiilde d harfi ile ifade edilen deger Ingilizce tanimiyla distance olan uzaklik ifadesinin
kisaltmasini, I(u,u’) degeri ile ifade edilen deger kullanici u# ve u"’nun ortak olarak oy
verdigi {irlin sayisini, R(u, i) ve R(u', i) ifadeleri ise sirasiyla kullanict u ve 1" nun belirli
bir iirtintin her bir kriterine verdigi oylar1 iceren veri kiimelerini ifade eder. Belirtilen
formiil yardimiyla hesaplanan, kullanict u ve u' arasindaki uzaklik son olarak denklem

4.4’te verilen formiil araciligryla benzerlik degerine doniistiirtiliir.
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1

Bnz(u, u') = (4.4)

Ttdignamiaiuu’y

Bu noktada bilinmesi gereken bir ince ayrim bulunmaktadir: Uzaklik 6l¢iitii ile
benzerlik 6lgiitii birbirleri ile zit anlamli olarak iliskilidir. Iki kullanici arasindaki uzaklik
ne kadar kiigiikse aralarindaki benzerlik o kadar biiytiktiir. Benzer bir sekilde iki kullanict
arasindaki uzaklik ne kadar biiyiikse aralarindaki benzerlik te bir o kadar kiigiiktiir. Iki
kullanic birbirleri ile her anlamda 6zdes ise aralarindaki uzaklik degeri 0 ve benzerlik
degeri 1°dir. Iki kullanic1 arasinda higbir benzerlik yok ise bu durumda bu iki kullanicinin

uzaklik degerleri 1, benzerlik degerleri ise 0 olacaktir.

4.2. Toplama Fonksiyonu Tabanl COOF Sistemleri

Bu sistemlerin temelinde yatan diislince {irliniin Olciitleri ile geneline verilen
tercihler arasinda bir iligki oldugu varsayimidir. Her bir 6lg¢iitiin genel tercihler tizerinde
belirli oranlarda etkisinin bulundugu distiniilir. Bu yaklasimda, genel tercihlerin
belirtildigi kriter, bir baska bagimsiz kriter gibi diistinilmez; diger kriterlerin file ifade

edilen bir toplama fonksiyonu olarak degerlendirilirler:

ro = f(ry, 1o, 0, T) 4.5)

Toplama fonksiyonu tabanli COOF sistemleri ii¢ asamalidur:
1. Herhangi bir tavsiye teknigi kullanilarak & adet kriter i¢in tavsiye liretimi
2. Alan uzmani, istatistiki yontemler veya makine Ogrenimi gibi teknikler
araciligiyla bir toplama fonksiyonu ¢ikarimi
3. Uretilen tahminler ve gikarimi yapilan toplama fonksiyonu araciligiyla genel
tercih kriteri i¢in tahmin tiretimi
Birinci asamada, ortam & adet tek boyutlu sistem olarak diistiniiliip her bir kriter
icin ayr1 ayri tavsiye sistemi olusturulmaktadir. Bu noktada dikkat edilmesi gereken
nokta, tavsiye lretimi asamasinda yalnizca OF sistemlerinin kullanilmasinin zorunlu
olmadigi, icerik tabanli filtreleme veya melez yaklasimlarla da sistemin tavsiye

tiretebilmesi 6zgiirligiine sahip olundugudur.

Ikinci asama toplama fonksiyonunun cikarimi islemidir. Bu asamada, her bir
kriterin genel tercih kriteri tizerinde nasil bir éneminin oldugu ortaya ¢ikarilir. Bu
baglamda en temel yaklasim, 4lan Uzman: olarak ifade edilen ve sistem tarafindan 6n

tanimlanmig sabit oran yaklasimidir. Tiim kriterlere esit agirlik vermek ve kriterlerin
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ortalamasini almak gibi yaklagimlar bu yaklagima bir 6rnektir (Adomavicius ve Kwon,
2007). Bir diger ve oldukca etkili bir yaklagim ise, regresyon analizi gibi bazi istatistiksel
yontemlerin kullanimidir (Jannach vd., 2012; Bilge ve Kaleli, 2014; Nilashi vd., 2016).
Son olarak, yapay sinir aglari gibi makine 6grenimi teknikleri ile de toplama fonksiyonu

cikarimi yapmak miimkiindiir (Nilashi vd., 2014).

Bu tez c¢alismasinda onerilen toplama fonksiyonlu COOF sistemi, istatistiki
yontemle olusturulmus sistemlere bir 6rnektir. Bu sisteme gére geleneksel OF sistemi
araciligiyla kriterler i¢in {iretilen tahminler, Kaba Kiimeler Teorisi (KKT) araciligiyla
ortaya ¢ikarilan kriterlerin agirliklari, bir lineer regresyon yaklasimi ile denklem 4.6’da
verilen formiilde bir araya getirilmis ve genel tercihler i¢in tahmin {iretimi
gergeklestirilmistir:

To = Wil + Wory + oo+ Wiy +C, (4.6)

Formiilde w ile ifade edilen ve 1°den £’ya kadar olan degerler kriterler i¢in sistem
tarafindan bulunan agirliklari, » ile ifade edilen degerler her bir kriter icin {iretilen
tahminleri, ¢ ise verilerden elde edilen sabit bir degeri ifade eder. K adet dl¢iit i¢in her bir
Ol¢titlin orani, o 6lgiit i¢in verilen tercihle ¢arpilir ve toplanarak o kullanici i¢in genel
tercih degeri hesaplanir. Gorsel 4.1°de toplama fonksiyonu tabanli COOF sistemlerinin

genel konsepti yer almaktadir.

Veri Seti
{rortts = ilk)

o ry Ik ry Ik
f fonksiyonunu 6gren k adet kriter icin tavsiye (iret

_ Makine Ogrenimi « igerik-tabanli filtreleme
« Istatistiki Yontemler . OF

i Melez yaklasimlar

ro = f(ry, ra, ..y 1)

I [ [ |

B | e B

J

Ortalama oyu tahmin et

r'o=Ar'y, r'y oo ')

Gorsel 4.1. Toplama fonksiyonu tabanli COOF yaklasimina genel bakis

23



4.3. COOF Sistemleri icin Yapilan Cahsmalar

“Coklu-6l¢iitlii” ifadesi literatiirde yalnizca COOF sistemleri icin kullanilmamustir.
Bu ifadeye literatiirde, Coklu-Olgiitlii Karar Verme (COKV) mekanizmalar1 ve Coklu-
Olgiitlii Tavsiye Sistemleri (COTS) ad1 altinda pek ¢ok kez basvurulmaktadir. Bilindigi
tizere OF sistemleri tavsiye sistemlerinin, yalnizca sayisal oylarla ilgilenen bir alt dalidir
ve COOF sistemleri disinda da ¢coklu-olciitlii verilerden istifade eden sistemler mevcuttur.
Bunun yam sira, birtakim problemlerin {istesinden gelebilmek icin COKV
mekanizmalarindan yararlanan COOF sistemleri de mevcuttur. Sonug olarak, oncelikle
bu kavramlan ilgilendiren ¢alismalardan bahsetmek COOF sistemlerini anlamamizda

bize fayda saglayacaktir.

COKV, ozetle, belirli sayida ol¢iit icerisinden en faydal 6lciitlerin belirlenmesi
islemidir. Literatiirde, bu baglamda igin 6nerilmis ¢ok sayida COKV mekanizmasi
mevcuttur ve en popiiler olanlart AHP - Analytic Hierarchy Process (Saaty, 1986;
Hinduja ve Pandey, 2018), ANP - Analytic Network Process (Saaty, 1996; Pamucar vd.,
2017), TOPSIS — Technique for Order of Preference by Similarity to Ideal Solution
(Hwang vd., 1993; Joshi ve Kumar, 2016) ve ELECTRE - ELimination Et Choix
Traduisant la REalité’dir (Benayoun vd., 1966; Rashid vd., 2018). Adomavicius vd.
(2011) calismalarinda, COKV mekanizmalarini kullanarak tavsiye iireten COTS
sistemlerini incelemis ve bu c¢alismalar1 kategorik olarak bir araya getirmistir.

Calismalarini, Roy (1996)’un ¢alismasinda belirttigi adimlar 1s1ginda gerceklestirmistir.

Tavsiye sistemlerinin, gergek hayat uygulamalarinda, g¢oklu-ol¢iitlii verilerle
calisan Ornekleri her gecen giin daha fazla karsimiza cikmaktadir. Ozellikle e-ticaret
sitelerinde 6rneklerine siklikla rastladigimiz ¢oklu-6l¢iitlii veri tabanlari, arastirmacilarin
ilgi odagi olmustur. Arastirmacilarin siklikla c¢alistigt veri tabanlarindan biri,
TripAdvisor, HRS.com gibi otel degerlendirme sitelerinin verileridir (Fuchs ve Zanker,
2012; Jannach vd., 2012; Nilashi vd., 2015). Bir diger ¢coklu-6l¢iitlii veri tabani ise Yahoo
Movies! veri kiimesidir (Jannach vd., 2012; Nilashi ve Ithin, 2014; Kermany ve Alizadeh,
2017). Calismalarda kullanilan bir diger ¢oklu-olgiitlii veri kiimesi ise Zagat’s Guide adi
verilen restoran degerlendirme veri kiimesidir (Teng ve Lee, 2007). Bunlarin yani sira,
farkli senaryolarda kullanilmak tizere kendi c¢oklu-ol¢iitlii veri kiimesini olusturan

arastirmacilar da mevcuttur (Hu, 2014).

24



Hafiza ve model tabanli geleneksel OF sistemlerinin genisletilmesi ile olusturulan
benzerlik tabanli COOF sistemleri iizerine yapilan ¢alismalar sunlardir: Manouselis ve
Costopoulou (2007), hafiza tabanlt OF sistemleri yardimiyla ¢evrimigi kullanicilara e-
market tavsiyesi veren bir COOF sistemi 6nermistir. Tang ve McCalla (2009) da benzer
bir yaklasimla, makale tavsiyesi iireten bir COOF sistemi &nermistir. Bilge ve Kaleli
(2014), tirtin odakli hafiza tabanli OF sistemlerinin farkli uzaklik o6lgiitleri kullanilarak
davranislarinin karsilastirildign bir COOF sistemi ¢alismas1 sunmustur. Sahoo vd. (2006)
calismalarinda, Si ve Jin (2003) tarafindan 6nerilen FMM (Flexible Mixture Model)
modelini genisleterek ¢coklu-o6l¢iitlii model tabanli bir yaklagim sunmustur. Li vd. (2008),
OF sistemlerinde kullanilan Tekil Deger Ayrisimi’ni ¢oklu lineer yapida kullanarak
(Multi-linear Singular Value Decomposition) model tabanl bir COOF sistemi Snermistir.
Liu vd. (2011) de kullanicilarin kiimelenmesi ile olusturulan modellerden istifade eden
bir OF yaklasimi ile COOF sistemi sunmustur. Hu (2014) te genel tercih kriteri igin

degisken olmayan indeksleri kullanan kullanici tabanli COOF sistemi gelistirmistir.

COOF sistemlerinin toplama fonksiyonu temelli orneklerine literatiirde sikca
rastlamaktayiz. Bu yontemlerin 6nemli bir ¢ogunlugu regresyon analizi ve makine
Ogrenimi yontemleri etrafinda toplanmistir. Toplama fonksiyonlu yaklasim ilk olarak
Adomavicius ve Kwon (2007) tarafindan Onerilmistir. Liu vd. (2011), Least Square
Regresyon yontemi ile olusturulmus toplama fonksiyonu tabanli COOF sistemi
Onermistir. Jannach vd. (2012) ise, ¢alismalarinda hem kullanici hem de iirtin temelli
Support Vector Regresyonu’nu agirlikli olarak bir araya getirdigi WeightedSVM
metodunu &nermistir. Bilge ve Kaleli (2014), benzerlik-tabanli COOF sisteminin yani
sira lineer regresyon tabanli toplama fonksiyonlu COOF sistemi {izerine de calismustir.
Nilashi vd. (2015), onceki toplama fonksiyonu tabanli sistemlerden daha dogru sonuglar
alabilmek adina, kullanici segmentlerinin kiimeleme yontemi ile otomatik olarak

belirlendigi bir gelistirilmis regresyon tabanli COOF sistemi &nermistir.

Bahsi gecen tiim bu yaklasimlarm yani sira, geleneksel OF ve COOF sistemlerinin
problemlerinin tistesinden gelebilmek i¢in 6nerilen melez yaklasimlar da literatiirde genis
bir yer almaktadir. Shambour ve Lu (2011) {iriin tabanli OF sistemlerinin problemlerini
yenebilmek adina iiriin odakli hafiza tabanli COOF sistemi ile anlamsal filtrelemeyi bir
araya getirdigi Multi-Criteria Semantic-enhanced CF (MC-SeCF) yaklasimini 6nermistir.

Zarrinkalam ve Kahani (2012) makale alintilama iizerine yaptig1 ¢alismasinda, COOF ile
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icerik-tabanli filtreleme sistemlerini bir araya getirmistir. Nilashi vd. (2014a), COOF
sistemlerinin problemleri olan Seyreklik ve Olgeklenebilirlik problemlerinin iistesinden
gelebilmek icin, HOSVD (Higher-Order Singular Value Decomposition: Yiiksek
Mertebeden Tekil Deger Ayristirma) ve ANFIS (Adaptive Neuro-Fuzy Inference System:
Sinirsel-Bulanik Cikarim Sistemi) yontemlerini biraraya getirmistir. HOSVD
Olgeklenebilirlik problemi i¢in boyut indirgemede kullanilirken, ANFIS seyreklik
problem i¢in bulanik kurallar ¢ikarimi igin kullanilmistir. Yine Nilashi vd. (2014b),
COOF sistemlerinin tahmin dogrulugunu artirmak adina, ANFIS ve SOM (Self-
Organizing Map: Kendini Diizenleyen Harita) Kiimelemesi yontemlerini biraraya
getirerek melez bir COOF yaklasiminda bulunmustur. Kermany ve Alizadeh (2017),
kriterler arasindaki iliskiyi ortaya ¢ikarmak icin adaptif bir sinirsel-bulanik ¢ikarim
sistemi Onermistir. Calismalarinda benzerlik hesabi i¢in, bulanik Cosine ve Jaccard
ol¢titlerini bir araya getirmis ve sistemin giivenilirlik ve giirblizliik gibi problemlerinin
tistesinden gelebilmek i¢in de iirtin ve kullanici tabanli benzerlikleri konveks bir

kombinasyonda bir araya getirmistir.
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5. COKLU-OLCUTLU ORTAK FILTRELEME SiSTEMLERINDE KABA
KUMELER KULLANIMI

Daha onceki boliimlerde bahsedildigi gibi COOF sistemleri, benzerlik tabanli ve
toplama fonksiyonu tabanli olmak tizere iki ana kategoriye ayrilir. Benzerlik tabanl
COOF sistemleri k-boyutlu bir geleneksel OF sistemi olarak diisiiniiliir ve her kriter i¢in
tavsiye Uretildikten sonra komsuluk sec¢imi i¢in gerekli yaklagimlar uygulanir ve bu
sayede genel tercih kriterine tavsiye iiretilir. Toplama fonksiyonu tabanli COOF
sistemlerinde ise kriterler ve genel tercihlerin yer aldigi kriter arasindaki iliskiler
irdelenerek, istatistiki, makine Ogrenimi gibi yontemler araciligiyla kriter

agirliklandirmasi yapilir. Kriterlerin agirliklandirilmasi asamasinda devreye KKT girer.

5.1. Kaba Kiimeler Teorisi

Pawlak (1982) tarafindan gelistirilen KKT eksik, tutarsiz ve gereksiz veri igeren
veri kiimelerinde belirsizliklerin ve kuskularin iistesinden gelen bir matematiksel
metottur (Bonikowski ve Bryniarski, 1998). KKT tutarsiz veri igindeki gizli ortintiileri
ortaya ¢ikarmaya olanak saglar. Ayrica KKT 6znitelik se¢me, 6znitelik ¢ikarma veya elde
etme, karar kurallar1 elde etme ve oriintii elde etme gibi bir¢ok islem i¢in de kullanilir.
KKT’nin bu basarisi, onun bir¢ok alanda kullanilmasina neden olmustur. KKT nin ilk
asamasini olusturan bilgi sistemi, satirlar1 nesneleri (6rnekleri, numuneleri) ve siitunlari
Oznitelikleri gosteren genis ve kapsamli bilgi iceren bir matristir. Bir bilgi sistemi, S =
(U, A) ¢ifti ile tanimlanir. Bilgi sisteminde bahsi gegen U, bos olmayan sonlu nesne
kiimesi ve A4, sonlu 6znitelik kiimesi ise a: U = V, her a € A i¢in bir V, 6znitelik deger
kiimesi mevcuttur. Burada, 4 6znitelik kiimesine, kosul nitelikler kiimesi de denilir. Eger
bir bilgi sisteminde bir karar niteligi de varsa bu bilgi sistemine karar sistemi veya tablosu

denir.

Bir karar sistemi, var olan problem veya olusturulmus olan model hakkinda genis
ve kapsamli bir sekilde bilgileri barindirmaktadir. Buna bagli olarak, bu bilgi sistemi
gereksiz yere ¢ok bliylimiis, genislemis olabilir. Herhangi bir B € A oldugunda, B
Ozniteliklerinin her alt kiimesi ayirt edilemezlik bagintist adi verilen, U evreninin bir
denklik bagmtisini tanimlar. (x, y) ikilisi, U’dan durum, nitelik ¢iftleri olmak {izere,
denklem 5.1°de tanimlanan bir /NDs(B) denklik bagintisina B-ayirt edilemezlik bagintisi

denir.
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IND;(B) = {(x,y) € U2 | Va € Ba(x) = a(y)} (5.1)

KKT’de temel yaklasim sudur: Eger X nesne kiimesi, 6znitelik kiimesinin
Ozelliklerini kullanarak kesin bir bi¢imde tanimlanamiyorsa alt ve {ist yaklagimlar ile

gosterilebilir.
e Altyaklagim kiimesi R(X) ile gosterilir ve kiimeye kesin olarak ait olan nesneler

kiimesidir. Yani her X; nesnesinin X e kesin olarak ait oldugunu ifade eder. Alt

yaklagim kiimesi denklemi, denklem 5.2°de gosterilmektedir.

R(X) ={X; € U|[Xilinpsry © X} (5.2)

e Ust yaklasim kiimesi ise kiimeye ait olma olasilig1 olan nesneler kiimesidir. Yani
her X; nesnesinin Xe ait olabilecegini ifade eder. Ust yaklasim kiimesi denklemi,

denklem 5.3’te gosterilmektedir.

R(X) = {X; € U|[X;linpsry N X # 0} (5.3)

e Sinir bolgesi ise, ne kesin olarak bir kiimeye ait olan ne de olmayan nesnelerin

kiimesini ifade eder. Sinir bolgesi denklemi, denklem 5.4’te gosterilmektedir.
RN(X) = R(X) —R(X) (5.4)

Alt Yaklagrm\ /—-) Evren (Veriseti)

/ i
/

. A y
/ Ust Yaklasim Kaba Kiimeler

Sinir Cizgisi Yaklasimi

Gorsel 5.1. KKT konsepti ve yaklasimlart
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Kullanicilarin; bir iirtintin kriterlerine verdigi oylarin, birbirleriyle iliskili olup
olmadigint ve o trlinin genel tercih kriteri tizerinde nasil bir etkisinin oldugunu
ogrenebilmek icin KKT kullanilabilir. KKT'nin COOF sistemlerine nasil dahil

edilebilecegi konusu bir sonraki boliimde ayrintili olarak ifade edilmistir.

KKT’de iki objenin birbirinden ayirt edilebilmesi neredeyse imkénsiz ise bu iki
obje arasindaki iliski karakteristik iliski ile tanimlanir. Iki objenin, dzellikler kiimesinde
yer alan elemanlarinin birbirlerinden ayirt edilebilmesi miimkiin ise bu iki obje arasindaki
iligki ayirt edilebilirlik veya ayirt edilemezlik iliskisi ile tanimlanir. Bu tez ¢alismasinda,
bilgi sistemlerinde karsilastirilan hiicreler dolu oldugundan, tablolarda ayirt edilebilirlik

iligkisi irdelenmistir.

5.2. KKT ile Toplama Fonksiyonu Tabanh COOF Sistemi Yaklasim

Sistemin genel ¢alisma prensibinin 6zeti su sekildedir: k& adet kriter i¢in tahmin
tiretiminde herhangi bir tavsiyelendirme algoritmasi (geleneksel OF, igerik-tabanl
filtreleme veya melez yaklasimlar) kullanilabilir. Genel tercih kriteri i¢in tahmin tiretimi
isleminde ise, k adet kriter i¢in {iretilen tahminler ile, KKT yardimiyla elde edilen kriter

agirliklar bir araya getirilerek sonuca varilir.

Kriterlerin agirliklandirilmasi islemi adimlari ise su sekildedir; kullanicilarin
tirtinlere verdikleri oylar ayristirilarak her kullanicinin kendi bilgi sistemi olusturulur, bu
bilgi sistemlerinden her bir {iriin veya kullanici i¢in ayirt edilemezlik matrisleri hesaplanir
ve bu matrislerden elde edilen iliski fonksiyonlar: irdelenerek kriterlerin yine iirtin veya
kullanict bazinda agirliklar1 bulunur. Bu agirliklar her bir kriter i¢in OF sistemi
yardimiyla bulunan tahmin degerleri ile ¢arpilarak genel tercih kriteri i¢in bir tahmin
tiretilir. Sonraki alt boliimlerde trtin odakli agirliklandirma igin sistemin uygulama

asamalar1 ayrintili olarak anlatilmistir.
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COOF Veri Seti

. { i ! 1

Kriter 1 Kriter 2 Kriter ... Kriter k Ortalama

! !

Geleneksel OF yardimiyla her KKT yardimiyla kriterlerin
bir kriter i¢in tahmin tiretimi agirliklandinimasi hesabi

1. Bilgi Sistemi Olusturulmasi

‘ 1. Benzerlik Hesabi ‘

!

‘ 2. Komsuluk Secimi ‘

2. Ayirtedilebiliriik Matrisi Olugturulmasi

3. Baginti Fonksiyonlari Cikarimi

‘ 3. Tahmin Uretimi ‘

4. Agirlik Matrislerinin Hesaplanmasi ‘

!

Ortalama Oylar igin Tahmin Uretimi

Gorsel 5.2. KKT kullanan COOF sistemin uygulama adimlarma genel bir bakis

5.2.1. Geleneksel OF yardimiyla her bir kriter icin tahmin iiretimi

Onerilen sistemin ilk asamasi veri kiimesinde yer alan her bir kriter igin sistem
tarafindan tahmin tretilmesi asamasidir. Bu asamada geleneksel OF sisteminden
yararlanilmaktadir. Benzerlik hesab1 asamasinda sistem, hedef varligin diger varliklarla
olan benzerligini sayisal bir rakama doker. Hedef varligin diger varliklarla olan
benzerligini en yiiksekten en diisiige dogru siralayan sistem bir sonraki asamada hesaba
katilmak {izere secilecek k adet komsu varligi belirler. Son olarak sistem, belirlemis
oldugu komsularin verileri yardimiyla hedef varliga tahmin tretiminde bulunur.
Asagidaki boliimlerde, onerilmis olan sistemin daha Once de bahsi gecen ti¢ adimi

uygulamasi islemi ayrintili olarak anlatilmistir.

5.2.1.1. Benzerlik hesabi

OF sistemlerinin tahmin tiretiminde gerceklestirdigi ilk asama hedef varlik i¢in
benzerlik hesaplanmasi asamasidir. Bu asamada birtakim istatistiki yontem ve metrige
basvurulur. Literatiirde, benzerlik hesaplanmasi igin Onerilmis bir¢gok metrik
bulunmaktadir. Bunlardan en yaygin olarak kullanilanlar1 Cosine, Manhattan, Oklit,

Jaccard, Chebyshev ve PCC’dir. Bu metrikler yardimiyla sistem iki varlik arasindaki
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benzerligi 0 ile 1 arasinda veya -1 ile 1 arasinda bir sayi ile ifade edebilir. Ornegin, 0 ile
1 arasinda benzerlik degerleri iireten bir algoritmada iki varlik arasinda 0,40 benzerlik
degeri hesaplaniyorsa, bu iki varligin birbirlerine %40°’lik bir oranla benzedigi sonucu
ortaya ¢ikar. -1 ile 1 arasinda benzerlik degerleri bulan bir algoritmaya gore -1 negatif
yonde %100 uyumluluk, 1 pozitif yonde %100 uyumluluk, O ise hi¢bir bagintinin

olmadigini ifade eder.

Bu tez calismasinda, yukarida bahsedilen benzerlik metriklerinden OKlit,
Manhattan, Chebyshev ve PCC metriklerinin geleneksel OF ve COOF sistemlerine etkisi
yapilan deneylerle irdelenmistir. Dolayisiyla bu metriklerin formiillerini belirtmekte

fayda vardir.

OKklit mesafesi’ne gore iki kullanici arasindaki mesafe, onlar1 birbirine baglayan
segmentlerin uzunluguna esittir ve denklem 5.5°te verilen formiil ile hesaplanir (Guo,

2014).

K
dap = Z|7”A,i = 7‘3,i|2, (5.5)
i=1

da B, A ve B kullanicilar arasindaki mesafeyi, k kullanicilarin oy matrisinde yer alan
oy sayisini, r4,; ve rp; sirastyla belirli tirlin i i¢in 4 ve B kullanicilarinin verdigi oyu ifade
eder.

Manhattan mesafesi bir sehirde tek yon olup olmadigina bakmaksizin kare
seklindeki bloklar arasinda yol alarak gidilebilecek mesafeyi verir ve denklem 5.6°da

verilen formiil ile hesaplanir (Guo, 2014).

K
dop = erA,i — 75,4 (5.6)
i=1

Chebyshev veya bir diger deyisle maksimum deger mesafesi formiilii denklem

5.7°de verilmistir (Adomavicius ve Kwon, 2007).

dip = max |1y; —Tg; 5.7
A,B i=1’2'___'k| A B,ll (5.7)
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Yapilan deneysel c¢alismalarin 6nemli bir boltimiinde ise korelasyon tabanli
benzerlik hesab1 yapilmaktadir ve bu hesap i¢in en popiiler olarak kullanilan PCC metrigi

kullanilmaktadir. PCC metrigi formiilii, denklem 3.4°te verilmistir.

5.2.1.2. Komsuluk secimi

Sistem, hedef varliklarin diger varliklarla olan benzerliklerini hesapladiktan sonra
bu degerleri en yiiksekten en diistige dogru siralar ve bu degerleri matrislere kaydeder.
Onceki boliimde de belirtildigi tizere komsuluk secimi yaklasimi olan A-NN veya esik

deger yaklasimlarindan biri segilerek hedef varlik i¢in komsular belirlenmis olur.

Bu tez ¢alismasinda gerceklestirilen deneysel calismalarda komsuluk se¢imi igin &-
NN algoritmasina bagvurulmustur. Komsuluk sayisinin se¢iminde ¢evrimigi performans
ile tahmin dogrulugu arasindaki dengenin hesaba katilmasi gerekir. Az sayida komsu
secmek sistemin hizli ¢alismasini saglarken basarilt olmasini zorlagtirir. Cok sayida
komsu segmek ise sistemin ¢evrimi¢i performansini oldukca diisiirebilir. Bu dengenin
dogru ayarlanmasi adina komsuluk sayisinin ka¢ alinmasi gerektigi ile ilgili bir deney
yapilmis ve komsuluk se¢iminde segilecek k& degeri bu deneyden ¢ikan sonuclara gore

belirlenmistir.

5.2.1.3. Tahmin iiretimi
OF sistemlerinin islem asamalarinin sonuncusu olan tahmin tiretimi asamasinda,
sistem, hedef varliga en benzer varliklarin oylarinin agirlikli kombinasyonu yardimiyla

bir tahmin liretimi gerceklestirir.

Bu tez c¢alismasinda sistemin tahmin tiretimi ig¢in Resnick vd. (1994)’nin
calismalarinda onermis olduklar1 formiil kullanilmistir. Tahmin {iretimi i¢in kullanilan
formiil denklem 5.8’de verilmistir.

n (ruq — T

u=1 O-u ) X Wau (58)

)

Paqg = Tqa + 04 X S W
u=1 au

Pag 11gili tirlin g i¢in hedef kullanici a’ya sistem tarafindan tiretilen tahmin degerini,

n ise komsu sayisini ifade eder.

5.2.2. KKT kullamlarak kriterlerin agirhklandiriimasi
Onerilen sistemin ikinci asamasi olan KKT kullamlarak kriterlerin

agirliklandirilmasi asamasi, birinci asama olan OF sistemi yardimiyla tahmin {iretiminden
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bagimsizdir ve isleme baglamak i¢in birinci asamadan gelecek herhangi bir girdiye
ihtiyac1 yoktur. Bu asama, ¢ok kanalli programlama ile birinci asama ile senkronize bir
sekilde gergeklestirilebilmektedir.

Bu asamada, genel tercihler i¢in tahmin {iretilebilmesi adina, her bir tirlin i¢in
kriterlerin 6nem agirliklarini ortaya ¢ikaran bir dizi adim uygulanir. Bu asamalar sirasiyla
sunlardir:

e Bilgi Sistemi Olusturulmasi
e Ayirt edilebilirlik Matrisi Olugturulmasi
e Baginti1 Fonksiyonlar1 Cikarimi

e Agirlik Matrislerinin Hesaplanmasi

5.2.2.1 Bilgi sistemi olusturulmasi

Onerilen metodun ilk asamas: her iiriin i¢in bilgi sistemi olusturulmas: asamasidir.
Bu asamada Si(u, ¢) ile ifade edilen matris bilgi sistemi olarak adlandirilir ve i tirtinii, u
kullaniciy1 ve c ise kriteri temsil eder. Her {iriin i¢in olusturulan bilgi sistemi matrisi,
satirlarinda kullanicilar siitunlarinda kriterleri barindiran ve hiicrelerinde kullanicinin
kriterlere vermis oldugu oylar1 barindiran bir matristir. Matrisi daha kolay anlamak adina
Tablo 5.1°de 6rnek bir veri kiimesi ve Tablo 5.2°de ilk kullanici i¢in bu veri kiimesinden
olusturulan bilgi sistemi yer almaktadir. Ornek veri kiimesi yedi {iriin ve alt1 kullanicidan
olusan bir kullanici % giriin matrisidir ve her bir hiicrede, ilgili tirtintin dort ayr1 kriterine
verilmis oylar yer almaktadir. -,-,-,- ile gosterilen hiicreler ilgili kullanicinin ilgili tiriin
hakkinda fikir sahibi olmadigin1 veya heniiz oy vermedigini ifade etmektedir. Bir sonraki
tabloda yer alan bilgi sistemi birinci kullanici olan Ahmet i¢in olusturulan bilgi sistemidir.
Sistem bu asamayi tiim uriinler i¢in gergeklestirdikten sonra birinci asama tamamlanmis

olur.

Tablo 5.1. Ornek bir kullanici x iiriin % kriter matrisi

Kullanmier  Uriin 1 Uriin 2 Uriin 3 Uriin 4 Uriin 5 Uriin 6 Uriin 7

Ahmet 5545 4422 4444 3322 - 3333 5545
Burgin 3333 4124 3245 3333 2531 2234 1222
Ceyda  =ymyms o 3251 2345 2352 2452 e
Defie 33,11 2341 e e 23450 2,123 2345
Emin 3333 4444 1352 e 120130 e 3333
Fethat  ---m 2342 e 33201 e LLLL e
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Tablo 5.2°de, birinci tirlin i¢in olusturulmus bilgi sistemi goriilmektedir. Bu tirtin
icin Ahmet, Bur¢in, Defne ve Emin adl1 kullanicilar oy vermis oldugundan yalnizca dort
satir bulunur. Ilgili {iriin i¢in heniiz oy vermemis kullanicilarin verileri bilgi sisteminden
elenmis olur. Matrisin siitunlarinda ilgili triintin dort kriteri ve hiicrelerde ilgili

kullanicilarin kriterlere vermis oldugu oylar yer almaktadir.

Tablo 5.2. Birinci iiriin i¢in olusturulmus bilgi sistemi

Kullaniel Kriter 1 Kriter 2 Kriter 3 Kriter 4
Ahmet 5 5 4 5
Burgin 3 3 3 3
Defne 3 3 1 1
Emin 3 3 3 3

5.2.2.2. Ayirt edilebilirlik matrisi olusturulmasi

Bu bélimde bilgi sisteminden ayirt edilebilirlik matrisi olusturulmasi islemi
ayrintili olarak anlatilmistir. U, evren olarak ta adlandirilan nesnelerin bos olmayan sonlu
ktimesi ve R ise U'nun esitlik bagintis1 olsun. R < U x U ay1rt edilebilirlik bagintis1 olarak
ifade edilir. Ayni esitlik sinifina dahil edilen elemanlar ayirt edilemez, dahil edilmeyen
elemanlar ise ayirt edilebilir olarak ifade edilir. Bu sistemde nesnelerin sonlu kiimesinde
ayni esitlik smifina dahil olmayan elemanlarin ayirt edici olmasindan 6tiirti sistem ayirt
edilebilir matrisine odaklanmustir.

Her iirtin i¢in oy veren kullanici sayist z olsun; sistem her tiriin i¢in bir # X n matris
olusturur ve matrisin satir ve stitunlarina kullanicilari sirasiyla doldurur. Matrisin alt
ticgeni kullanicilarin verdigi oylara gore karsilastirilarak doldurulur. Matrisin kdsegeni
ve Ust bolumii ise bos birakilir. Matrisin alt boliimii i¢in; karsilastirilan iki kullanici bir
kriter i¢in ayn1 oyu vermisse g6z ard1 edilir, farkli oylar verilmisse o kriter hiicreye yazilir.
[lgili hiicreler doldurulduktan sonra ayirt edilebilirlik matrisi olusmus olur.

Islemin daha anlasilir olmasi igin Tablo 5.2°de yer alan birinci {iriin igin
olusturulmusg bilgi sisteminin ayirt edilebilirlik matrisi Tablo 5.3°te verilmistir. Buna
gore; birinci {iriin i¢in 4 kullanic1 oy vermistir: Ahmet, Bur¢in, Defne ve Emin. Bu
kullanicilar matrisin satirlarina ve siitunlarina yerlestirilerek 4x4’liik bir matris
olusturulmustur. Ahmet ve Burg¢in adli kullanicilar karsilagtirilirken bu kullanicilarin tim
kriterlere farkli oylar verdigi goriildiiginden Ahmet ve Burgin’in kesistigi hiicreye dort

kriterin de ad1 yazilmistir. Bir baska 6rnekle anlatmak gerekirse Bur¢in ve Defne adli

34



kullanicilarin oylar1 incelendiginde; bu iki kullanicinin ilgili tirlintin ilk iki kriterine aym
oyu, diger iki kritere farkli oylar verdigini gérebiliyoruz. Dolayistyla bu iki kullanicinin

kesistigi hiicrede yalnizca Cs ve Cy kriterleri yer almaktadir.

Tablo 5.3. Birinci iriin icin olusturulan bilgi sistemine gore aywrt edilebilirlik matrisi

Ahmet Burcin Defne Emin
Ahmet
Burgin C1,C2,C5,Cy
Defne C1,C2,GC3,Cy Cs3,Cy
Emin C1,C2,C3,Cy C3,Cs

5.2.2.3. Baginti fonksiyonlar: ¢ctkarimi

Bir 6nceki boliimde kullanicilarin birbirleriyle karsilastirilmasi ile ortaya ¢ikarilan
ay1rt edici matrisi, o lirlintin ayirt edici fonksiyonunun bulunmasinda bize yardimer olur.
Ayirt edici fonksiyon £y, matristeki her hiicrenin; kendi igerisinde yer alan verilerin
ayrilma islemi (V) ile, diger hiicrelerle ise birlesme islemi (A) ile bir araya getirilmesi ile
olusur. Ayrilma iglemi ve birlesme islemi matematikte bilesik onermeler olarak ifade
edilir. Ayrilma islemi, iki veya daha ¢ok Onermenin “veya” baglact ile birbirine
baglanmasi islemi iken; birlesme islemi ise iki veya daha ¢ok 6nermenin “ve” baglaci ile
birbirine baglanmasi islemidir. Ayrilma islemi ile bir araya getirilen p ve ¢
Onermelerinden olusan p V ¢ bilesik 6nermesinde, onermelerden en az biri dogru iken
onerme dogru (1), ikisi de yanlisken 6nerme yanlistir (0). Birlesme islemi ile bir araya
getirilen p ve g 6nermelerinden olusan p A ¢ bilesik 6nermesinde ise, dnermelerden ikisi
de dogru iken dogru (1), diger durumlarda 6nerme yanlistir (0). Bu bilgiler 15181nda, bir
onceki bolimde yer alan 6rnekte ortaya ¢ikarilan ayirt edici matrisinden iiretilen ayirt

edici fonksiyon asagida yer almaktadir:

Sirin1 = (CIVCVC3VCy) A (CIVCNC3VCy) A (C3VCy) A (CIVCNC3VCy) A (C3VCy)
Ortaya ¢ikan denklem, Boole cebirinin sadelestirme islemleri kullanilarak

sadelestirilir. Bu islemler su sekildedir (Telgeken ve Dogan, 2004):
av(aanb)=a
an(avb)=a

av(banc)=(avb)a(avc)
an(bvc)=(anb)v(anc)
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Sadelestirme islemi sonucunda ayirt edici fonksiyon fiin, nihai halini alir:
Sirin1 = (CIVCNC3VCy) A (CVCVC3VCa) A (C3VCy) A (CIVCNC3VCy) A (C3VCy)

Ayirt edici fonksiyonda yer alan (C;VC:VC3VCy) 6nermesi a, (C3VCy) 6nermesi ise b ile

ifade edilecek olunursa, fonksiyon su sekilde ifade edilebilir:

firing =aNaANbNaNb.

Boole cebiri teoremlerinden; aymi kuvvet (6zdeslik) kuralima gére a A a = a’dir.

Dolayisiyla 6nermenin yeni hali su sekilde olur:
firimy =a N b =(CIVCNCVCyq) A (C3VCy).

Ayirt edici fonksiyonun yeni durumunda yer alan (C3VCy) 6nermesi a, (C;VC>) 6nermesi

ise b ile ifade edilecek olunursa, fonksiyon su sekilde ifade edilebilir:
firiny= an(@vb) =a=(CvVCy).

KKT uygulanmasi ile ortaya ¢ikan bu fonksiyondan c¢ikarilacak sonug¢ sudur:
Birinci {irtin i¢in {iglincti ve dordiincti kriterler esit dneme sahiptir, birinci ve ikinci
kriterlerin ise dikkate alinmamasi gerekir. Kriterlerin 6nem dereceleri her zaman burada
verilen ornekteki gibi kolaylikla fark edilmez. Gergek veri kiimelerinde ortaya ¢ikan
senaryolar ¢ok daha karmasiktir. Bu asamada ortaya ¢ikarilan ayirt edici fonksiyonlar
sayesinde, kriterlerin ©nem derecesinin ortaya c¢ikarildigi ve akabinde agirlik

matrislerinin bulundugu yogunluk hesaplama islemi i¢in gerekli zemin hazirlanmis olur.

5.2.2.4. Agirlik matrislerinin hesaplanmasi

Bagint1 fonksiyonlar1 ¢ikarimi yontemi ile ortaya ¢ikarilan ayirt edici fonksiyonlar
agirlik matrisi adi verilen bir matriste toplanir. Ayirt edici fonksiyonlarin, kriterlerin
agirliklar1 hakkinda bilgi verebilmesi i¢in basit bir doniisiim islemine tabii tutulmasi
gerekir. f(i), i lirinline ait ayirt edilebilirlik fonksiyonu ve Savi(f;, ¢)) ¢; kriterinin f; ayirt
edici fonksiyonu icerisindeki frekansi olsun. Her bir kriterin, fonksiyon igerisindeki
yogunluklar1 denklem 5.9 ve denklem 5.10°da verilen formiiller yardimiyla bulunur

(Cekik ve Telgeken, 2016).

N = Sayi(f,v) + 1 (5.9)
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Syl g) (5.10)

ij N
Formiilde yer alan, Sayi(f;, v) degeri bize fonksiyonda yer alan ayrilma operatorii
sayisini vermektedir. Her bir kriterin fonksiyonda ge¢cme sayisinin ayrilma operatorii
sayis1t N’e boliinmesi sonucunda kriterlerin yogunluklar: bulunur. Her bir tirlin i¢in ortaya
cikarilan kriterler yogunluklar1 1°e oranlanarak kriter agirliklar1 hesaplanmis olur. Bir
ornekle ifade etmek gerekirse, onceki boltimlerde 1.1iriin i¢in ortaya ¢ikarilan firuns ayirt

edici fonksiyonu {izerinde bahsi ge¢en formiil uygulandiginda;

Sirin1 = (C3VCy)
N = Sayi(f;,v) +1=2

d _ Sayl(fﬁrﬁnllcl) _ 9 _ 0 d _ Sayl(fﬁriinl»cz) _ 9 _ 0
irini, cq — N T Y urini, c, — N T, Y
_ Sayi(fiurin1,C3) _ 1 _ _ Sayi(firini1€a) _ 1 _
dﬁrﬁnl, c3 T F E - 05, diiri'ml, Cy T - 5 =0.5

olarak hesaplanmig olur. Sistem, bu formiil sayesinde tiim veri kiimesi i¢in agirlik
matrisini ortaya ¢ikarmig olur. Sonugta elde edilen agirlik matrisi, genel tercih kriteri igin
tahmin tretiminde kullanilir. KKT kullanilarak kriter agirliklandirilmasi islem adimlari
basarili bir sekilde uygulandiktan sonra Tablo 5.4’te gosterilen ornek agirlik matrisi

bulunmus olur.

Tablo 5.4. Veri kiimesi icin hesaplanan érnek bir agirlik matrisi

Uriinler Kriter 1 Kriter 2 Kriter 3 Kriter 4
Uriin 1 0 0 0,5 0,5
Uriin 2 0,25 0,25 0,25 0,25
Uriin n 0,40 0 0,20 0,40

5.2.3. Genel tercih oylari icin tahmin iiretimi

Bu asamada kriterler i¢cin OF sistemi aracilifiyla iiretilmis tahminler ile KKT
yardimiyla kriterler i¢in bulunan agirliklar bir araya getirilerek, her bir iirlin i¢in genel
tercih kriteri oy tahmini tiretimi islemi gergeklesir. Kullanict bir {irliniin kriterleri igin
tahmin istediginde, sistem OF sistemi araciligiyla tahmin {ireterek bir sonuca varir.
Kullanic1 genel tercih i¢in bir tahmin istediginde ise KKT araciligiyla ortaya ¢ikarilan

agirliklar hesaba katilarak 6zgiin bir tahmin yiiriitme algoritmasi ¢alistirilir. Bu asamay1
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daha anlasilir bir sekilde ifade etmek istersek, yine onceki boliimlerde asamali olarak
ilerledigimiz 6rnegi kullanabiliriz.

Ornegin; oy aralig1 1-5 arasi olan bir veri kiimesinde Ahmet adli kullanict birinci
tirtintin kriterlerine {5, 5, 4, 5} oylari1 vermistir. Kullanici, sistemden genel tercih igin
bir oy tahmini yapmasini ister. Sistem oncelikle Ahmet i¢in OF sistemi araciligiyla dort
ayr1 kriter i¢in tahmin hesabi yapar. Sistemin Ahmet i¢in lirettigi tahminler {(4,10), (3,72),
(3,98), (4,47)} olsun. KKT yardimiyla birinci iiriin i¢in bulunan agirliklar yukaridaki
boliimlerde de anlatildig: tizere {(0), (0), (0,5), (0,5)}’tir; yani birinci ve ikinci kriter
Onemsizken, tigiincii ve dordiincii kriter esit 6neme sahiptir. Bu durumda sistemin 4Ahmet
icin Uiretecedi genel oy tahmini su sekilde olur:

Piivint, ahmer= (3,98 x 0,5) + (4,47 x 0,5) = 4,23.

Bir baska 6rnekte, bir iirlin hakkinda hig¢bir bilgisi olmayan bir kullaniciy1 ele
alalim. Defne isimli bir kullanici *Esaretin Bedeli’ adl1 film i¢in tavsiye istemektedir. Bu
kullanicinin o film hakkinda daha 6nce bir bilgisi olmasa da her bir kriter i¢in sistem OF
sistemi yardimiyla tahmin yiiriitir. Tahminler {(3,17), (4,21), (4,01), (3.44)} olsun.
Esaretin Bedeli adl1 film igin sistemin belirledigi kriter agirliklart {(0,25), (0,25), (0),
(0,50)} ise, bu tirliniin ortalamast Defne i¢in su sekilde olacaktir:

PEsare[inBedeli, Defne: (3,17 X 0925) + (4,21 X 0,25) + (3,44 X 0,5) = 3,57.
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6. DENEYLER

Bu béliimde, OF sistemleri, COOF sistemleri ve onerilen KKT kullanan COOF

sistem uygulamalarinin basarimlar bir dizi deneysel calisma ile irdelenmistir. Onerilen

sistemlerin uygulanmasinda geleneksel MovielLens veri kiimesi ve c¢oklu-olgiitlii

Yahoo!Movies veri kiimesi kullanilmigtir. Sistemlerin basarisi istatistiki yontemlerle

analiz edilmis ve Onerilen sistem, literatiirde kabul gormiis benzer caligmalarla

kiyaslanmastir.

6.1.Kullanilan Veri Kiimesi

Deneylerimizde veri kiimeleri olarak, tek olgiitli film oylama veri kiimesi

MovieLens ml-100k? ve ¢oklu-6l¢iitlii film oylama veri kiimesi olan Yahoo!Movies®

YMS5-5, YM10-10 ve YM20-20 veri kiimeleri kullanilmistir. ML-100K veri kiimesinin

karakteristik 6zellikleri agagida belirtilmistir:

Veri kiimesinde 943 adet kullanic1 ve 1682 adet iirlin vardir. 1.586.126 adet olasi
kullanici-iiriin hiicresinden yalnizca 100.000 adet hiicre oylanmistir. Dolayisiyla,
veri kiimesinin doluluk oran1 %6,30°dur.
Veri kiimesinin oy yelpazesi 1 — 5 araligindadir. 1 en diisiik oyu temsil ederken 5
en yiiksek oyu temsil etmektedir. Her kullanic1 en az 20 {irline oy vermistir.
Yahoo!Movies veri kiimesinin karakteristik 6zellikleri ise su sekildedir:
Veri kiimesi, kullanicilarin filmlere verdigi oy sayilart ve filmlerin kullanicilar
tarafindan oylanma sayilarina gore 3 ayr1 kiimeye boliinmiistiir. Bu veri kiimeleri
YMS5-5, YM10-10 ve YM20-20 adiyla belirtilmistir. Veri kiimelerinde yer alan 5-
5, 10-10 ve 20-20 ifadeleri her bir kullanicinin vermesi gereken en az oy sayisini
ve her filmin sahip olmasi gereken en az oy sayisini ifade etmektedir. Ornegin
YMS5-5 veri kiimesinde, her kullanici en az 5 iirline oy vermis ve her {iriin en az 5
kullanici tarafindan oylanmustir.
Veri kiimelerinin 1-5 ve 1-13 oy yelpazesi seklinde iki farkli ¢esidi mevcuttur. 1-
13 oy yelpazesi, birgok tilkenin egitim sisteminde notlandirma i¢in kullanilan, A+,
A, A-, B+, B, B-, C+, C, C-, D+, D, D- ve F derecelerinin sayisallastirilmis
halidir®. A+ en yiiksek say1 olan 13’ii temsil ederken F en diisiik say1 olan 1’i

temsil eder. 1-5 oy yelpazesi ise 1-13 oy yelpazesinin gruplanarak 1-5 yelpazesine

2 https://grouplens.org/datasets/movielens/
3 https://webscope.sandbox.yahoo.com/catalog.php?datatype=r
4 https://en.wikipedia.org/wiki/Academic_grading_in_the United States
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doniistiirtilmesi ile olusturulan yelpazedir. Bu yelpazede, A ile ifade edilen oylar
5, B ile ifade edilen oylar 4, C ile ifade edilen oylar 3, D ile ifade edilen oylar 2

ve son olarak F degeri ile ifade edilen oylar 1 olarak degerlendirilir.

YMS5-5 veri kiimesi en ¢ok kullaniciya ve tiriine sahip veri kiimesi iken YM20-20
veri kiimesi en az kullanici ve iiriine sahip veri kiimesidir. Veri kiimelerinde yer alan

kullanicr ve {iriin sayilar: Tablo 6.1°de belirtilmistir.

Tablo 6.1. Veri kiimelerinde yer alan kullanici, iiriin ve oy sayilari

Veri Kiimesi Kullanier Sayisi Uriin Sayisi Oy Sayisi (Kriter Basina)
ml-100k 943 1682 100.000
YMS-5 5978 3079 82.599
YM10-10 1827 1471 48.026
YM20-20 429 491 18.504

6.2.Degerlendirme Metrikleri

Sistemin basarisin1 6lgmek icin literatiirde siklikla kullanilan istatistiki metrikler
kullanilmigtir. Bu metrikler; Ortalama Mutlak Hata (OMH), Kare Ortalamalarinin
Karekokii Hatast (KOKH), Kapsam (Coverage) ve N-Kesinlik (Precision-at-N)
metrikleridir. Bu metrikler yardimiyla elde edilen sonuglar diger c¢aligsmalarla

karsilastirilmis ve sistemin performansi hakkinda bilgi edinilmistir.

OMH hesab1 su sekilde yapilmaktadir: Kullanicilarin daha 6nce oy verdikleri
tirtinler bos oylarla degistirilerek bu {irlinlere sistem tarafindan oneriler olusturulur ve
mutlak deger icerisinde, her oy i¢in, tahmin edilen degerden gergek oylar ¢ikartilarak

toplam oy sayisina boliintiir. OMH hesabi formiili denklem 6.1°de verilmistir.

OMH = <i|pi _ ri|>/N, ©.1)
i=1

Formiilde yer alan N degeri toplam oy sayisin, p; ilgili tiriin i¢in {iretilen oy degerini

ve r; ise o lrtin igin ger¢ekte verilen oy degerini temsil eder.

KOKH hesabinda ise OMH’den farkli olarak Onerilen oylar ile ger¢ek oylar
arasindaki farkin karesi toplam oy sayisina boliinerek ¢ikan sonucun karekokii alinir.

KOKH hesab1 formiilii denklem 6.2°de verilmistir.
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N
KOKH = Z|pi — ri|2/1v (6.2)
i=1

OMH ve KOKH degerleri ne kadar diisiik ise sistemin basarisi o kadar iyi demektir.
OMH’nin yam1 sira KOKH’nin de irdelenmesi, sistemin biiyiik hata oranlarina

yaklagiminin nasil oldugunu anlayabilmek i¢indir.

Kapsam degeri, veri kiimesinde yer alan oylarin yiizde kac¢ina oy verildigini
gostermek i¢in kullanilmigtir. Kapsam degerinin hesaba katildig1 deneylerde, tiim veri
kiimesine tahmin tiretimi gergeklestirildiginden; bu deneylerde kapsam degeri 1,0°dur.

Kapsam formiilii kisaca denklem 6.3’te verilen formiil ile ifade edilir:

Tahmin Uretimi yapilan Giriin sayist

Kapsam = (6.3)

Toplam oy sayist

N-Kesinlik hesab1 su sekilde yapilir: Oncelikle; icerisinde oy degeri bulunmayan
hiicreler goz ardi edilir. Ardindan, degerlendirmeye alinacak oylar i¢in sistem tarafindan
tahmin tretilir ve gercek oylar ile bu oylar i¢in {iretilen tahminler birer matriste tutulur.
Son olarak, en yiiksek degere sahip olan N adet gercek oy ve N adet tahmin edilen oylar
degerlendirmeye alinarak; kesisen tirlinlerin toplam sayiya orani yiizde olarak N-Kesinlik
degerini gosterir. N-Kesinlik formiilii ise denklem 6.4’te verilmistir.

(N Adet Onerilen Uriinlerden ilgili Olanlarin Sayisi)

N — Kesinlik = - - 6.4
esmmt (N Adet Onerilen Uriin Sayis1) (64)

Sistemin basariminin test edilmesinde degerlendirme metriklerinin kullanimi kadar
veri Onigleme asamalar1 da 6nemlidir. Veri onisleme asamasinda; veri kiimesinin egitim
ve test kiimesine ayirilmasi, veri doniislimii, veri elenmesi gibi islemlere bagvurulur. Veri
dontisiimii islemi veri kiimesinin sayisallastirilmasi ve Boliim 6.1°de de ifade edilen 1-13
yelpazesinin 1-5 yelpazesine donustiiriilmesi gibi islemleri kapsamaktadir. Veri elenmesi
islemleri, algoritmanin c¢alismasinda hi¢bir katkist olmayan varliklarin, 6rnegin tiim
tirlinlere ayn1 oyu veren kullanicilar gibi, elenmesi gibi islemleri kapsamaktadir. Veri
kiimesinin egitim ve test kiimesine ayrilmasi konusunda ise literatiirde siklikla kullanilan
K-Katlamali Capraz Dogrulama (K-Fold Cross Validation) deney metodolojisi
kullanilmistir. K-Katlamali Capraz Dogrulama metodolojisi, veri kiimesini K adet

pargaya bolerek, her defasinda bir pargcanin test, geri kalan parcalarin egitim kiimesi
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olarak secilmesini ve bu sekilde tiim veri kiimesinin irdelenmesini amaglayan bir

yontemdir.

6.3.Deneysel Bulgular

Bu tez c¢alismasi kapsaminda uygulanan ilk deney, farkli mesafe metriklerinin
geleneksel OF sistemlerine etkisinin nasil oldugunun irdelenmesi tizerinedir. OF
sisteminin uygulanmasi sirasinda benzerlik hesabi i¢in kullanilabilecek pek ¢ok metrik
mevcuttur ve her bir metrik sistemin performansini dogrudan dogruya etkilemektedir. Bu
deney ile hangi metrigin tavsiye olusturmada daha basarili oldugunun goriilmesi
amaclanmistir. Oklit, Manhattan, Chebyshev ve PCC metrikleri YMS5-5, YM10-10 ve
YM20-20 veri kiimelerinin 1-5 ve 1-13 oy yelpazeli versiyonlar {izerinde test edilerek
sistemin OMH ve KOKH degerleri ¢ikarilmistir. Eldeki veri kiimelerinin biitlinii
kullanilmis ve tiim oy verilmis tirlinler i¢in tavsiye tretilerek sonuglar degerlendirilmistir.
Komsuluk se¢imi i¢in £ degeri 20 olarak tanimlanmistir. Buna gore, bahsi gegen
metriklerin 1-5 yelpazeli veri kiimeleri i¢in OMH ve KOKH degerleri Tablo 6.2 ve 1-13
yelpazeli veri kiimeleri i¢in OMH ve KOKH degerleri ise Tablo 6.3°te verilmistir.

Tablo 6.2. Yahoo!Movies veri kiimeleri iizerinde farkli mesafe metrikleri kullaniminin  sistem
performansina etkisi. Komsuluk = 20, Oy Yelpazesi: 1-5.

Oklit Manhattan Chebyshev PCC
Veri Kiimesi OMH KOKH OMH KOKH OMH KOKH OMH KOKH
YM20.Hikaye 0,5021 0,7621 0,5889 0,8545 0,5758 0,8395 0,4634 0,6851
YM20.0Oyunculuk 0,4790 0,7316 0,5506 0,8092 0,5397 0,7963 0,4377 0,6562
YM20.Gorsellik 0,4620 0,7153 0,5327 0,7905 0,5226 0,7786 0,4288 0,6441
YM20.Yonetmenlik  0,4963 0,7591 0,5801 0,8514 0,5666 0,8359 0,4672 0,6898
YMI10.Hikaye 0,5760 0,8450 0,6600 0,9106 0,6599 0,9105 0,4783 0,7189
YM10.Oyunculuk 0,5394 0,8004 0,6154 0,8599 0,6154 0,8599 0,4454 0,6787
YM10.Gorsellik 0,5324 0,7916 0,6094 0,8507 0,6091 0,8506 0,4468 0,6800
YM10.Yonetmenlik  0,5768 0,8471 0,6574 0,9086 0,6569 0,9083 0,4781 0,7179
YMS5 . Hikaye 0,6107 0,8834 0,6964 0,9495 0,6965 0,9496 0,4775 0,7231
YMS.Oyunculuk 0,5703 0,8333 0,6485 0,8952 0,6485 0,8952 0,4460 0,6847
YMS5.Gorsellik 0,5651 0,8293 0,6444 0,8892 0,6444 0,8892 0,4460 0,6860

YMS5.Yonetmenlik 0,6069 0,8762 0,6929 0,9449 0,6929 0,9449 0,4774 0,7245

Tablo 6.3. Yahoo!Movies veri kiimeleri iizerinde farkli mesafe metrikleri kullanimumin sistem
performansina etkisi. Komsuluk = 20, Oy Yelpazesi: 1-13.

Oklit Manhattan Chebyshev PCC
Veri Kiimesi OMH KOKH OMH KOKH OMH KOKH OMH KOKH
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YM20.Hikaye 1,3862  2,0654  1,6279 23799 14971 22263 14025  1,9628
YM20.Oyunculuk ~ 1,3811  2,0547  1,5779 23181 14417 21524 13485  1,8904

YM20.Gorsellik 13487  2,0255  1,5398 22598 13718  2,0614 13243  1,8604
YM20.Yonetmenlik  1,4191  2,1158  1,6435 24078 14963 22273 14205  1,9906
YM10.Hikaye 1,7513  2,4832  2,0798  2,7798  2,0792  2,7797  1,4909  2,1298
YM10.Oyunculuk ~ 1,6662  2,3907  1,9553  2,6493 19541  2,6484 14129  2,0321
YM10.Gorsellik 1,6560  2,3705 19379 26220 19371  2,6219 14192  2,0352
YMI10.Yonetmenlik  1,7618  2,4901  2,0738  2,7751  2,0730  2,7745 14982  2,1348
YMS5. Hikaye 1,8394  2,5893  2,1050  2,8230  2,1050  2,8230  1,4303  2,0890
YMS5.Oyunculuk 1,7411 24808 19833 26931 19833  2,6931 13543  1,9988
YMS5.Gorsellik 1,7395 24704 19801 26801 19801  2,6801  1,3638  2,0046

YMS5.Yonetmenlik 1,8417 2,5926 2,1007 2,8185 2,1007 2,8185 1,4343 2,0920

Tablo 6.2 ve Tablo 6.3 verileri incelendiginde mesafe metriklerinin OF
sistemlerinin performansin1 dogrudan etkiledigi anlasilmaktadir. OMH ve KOKH
degerleri hiicrelerde sirasiyla yazilmistir. Bu degerler ne kadar kiiclik ise sistem o kadar
az hata ile tahmin tiretmis demektir. Her bir veri kiimesinde bulunan en iyi OMH ve
KOKH degerleri kalin punto ile gosterilmistir. Buna goére, en basarili sonucun PCC
tarafindan alindig1 goriilmekte olup, bir sonraki basarili metrigin Oklit mesafesi metrigi
oldugu anlagilmaktadir. Manhattan ve Chebyshev mesafe metriklerinin sistem
basarisinda PCC ve Oklit mesafesi kadar etkili olmadign goriilmektedir. Bu tez
calismasinda yapilan diger deneylerde, benzerlik hesabinda PCC metriginin
kullanilmasinin bagslica sebebi bu deneylerde ortaya ¢ikan sonuglardir.

Yapilan bir diger deney ise, tahmin tiretiminde komsuluk se¢iminin OF sistemine
etkisinin analiz edilmesi Uzerinedir. Bu deneyde benzerlik hesabinda PCC metrigi
kullanilmis ve komsu se¢iminde artisa gidildiginde sistemin nasil etkilendigi
gozlemlenmistir. Buna gore, bahsi gecen komsuluklar ile, 1-5 yelpazeli veri kiimeleri i¢in
OMH ve KOKH degerleri Tablo 6.4 ve 1-13 yelpazeli veri kiimeleri igin OMH ve KOKH

degerleri ise Tablo 6.5°te verilmistir.

Tablo 6.4. Yahoo! Movies veri kiimeleri iizerinde komguluk sayisinin sistem performansina etkisi. Benzerlik
metrigi = PCC, Oy Yelpazesi: 1-5.

K=10 K=20 K=40 K =80
Veri Kiimesi OMH KOKH OMH KOKH OMH KOKH OMH KOKH
YM20.Hikéye 04839 07217 04634 06851 04484  0,6562 04396  0,6400
YM20.Oyunculuk 04568  0,6862 04377  0,6562 04188  0,6227 04079  0,6029
YM20.Gorsellik 04503  0,6799  0,4288 06441 04128  0,6159 04023  0,5972

YM20.Yonetmenlik 04844  0,7189  0,4672  0,6898  0,4492  0,6584  0,4380  0,6391
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YM10.Hikaye 0,5029  0,7459 04783  0,7189  0,4540  0,6857  0,4288  0,6494
YM10.Oyunculuk ~ 0,4721  0,7080  0,4454 06787 04211 06478 03986  0,6152

YM10.Gorsellik 0,4708  0,7096  0,4468  0,6800 04208  0,6453 03969  0,6098
YM10.Yonetmenlik ~ 0,5045  0,7502  0,4781  0,7179 04526  0,6841 04295  0,6505
YMS5.Hikaye 0,5081  0,7529 04775 0,231 04478  0,6907  0,4204  0,6569
YMS.Oyunculuk 04752 07130  0,4460 06847 04160  0,6523 03892  0,6179
YMS5.Gorsellik 04752 0,7171 04460  0,6860 04166 06521  0,3884  0,6154

YMS5.Yénetmenlik 0,5072 0,7557 0,4774 0,7245 0,4488 0,6917 0,4201 0,6558

Tablo 6.5. Yahoo!Movies veri kiimeleri iizerinde komguluk sayisinin sistem performansina etkisi. Benzerlik
metrigi = PCC, Oy Yelpazesi: 1-13.

K=10 K=20 K =40 K =80
Veri Kiimesi OMH KOKH OMH KOKH OMH KOKH OMH KOKH
YM20.Hikéye 14618  2,0597 14025 19628 13697 19136  1,3554  1,8930
YM20.Oyunculuk 14030  1,9886  1,3485  1,8904 13103 18367 13013  1,8209
YM20.Gorsellik 1,3854  1,9641 13243 18604 12872  1,8102  1,2784  1,7960
YM20.Yonetmenlik 14879  2,1006  1,4205 19906 13767 19233  1,3670  1,9036
YM10.Hikaye 1,5664 22277 14909 21298 14251  2,0400 1,3596  1,9428
YM10.Oyunculuk  1,4901  2,1308  1,4129  2,0321 13480  1,9455  1,2902  1,8602
YM10.Gorsellik 1,4936  2,1307 14192 20352  1,3484 19371 12859  1,8462
YMI10.Yonetmenlik  1,5689 22222 14982  2,1348 14241 20304  1,3606  1,9400
YMS5. Hikaye 1,5093  2,1770 14303  2,0890  1,3556  1,9997  1,2860  1,9074
YMS5.Oyunculuk 14308 2,0806  1,3543 19988 12829 19108 12158  1,8200
YMS5.Gorsellik 1,4408  2,0895 13638 20046 12932 19130 12254  1,8215

YMS.Yonetmenlik 1,5091 2,1769 1,4343 2,0920 1,3610 2,0054 1,2922 1,9122

Bu deneyden yorumlanmasi gereken bilgi sudur: Komsuluk se¢iminin yiikselmesi
sistemin daha bagarili tahmin tiretmesini saglamaktadir, ancak 6zellikle YM20-20 veri
kiimesinin verileri de dikkate alindiginda; komsuluk se¢imi belirli bir sayiya kadar
sistemin basarisini nemli 6l¢iide arttirsa da, bir noktadan sonra dnceki degerlere kiyasla
daha az arttirdig1 anlasilmaktadir. Komsuluk sayisinin artmasi, sistemin daha uzun stirede
tahmin tretmesi anlamina geldiginden komsuluk sayisinin akillica se¢ilmesi, sistemin
basarist ile cevrimi¢i performansi arasindaki dengenin saglanmasi i¢in Snemlidir.

Dolayisiyla bundan sonraki deneylerde komsuluk sayisi belirli bir seviyede tutulacaktir.

Bir onceki deneyde yapilan ¢alismaya benzer bir sekilde, tek 6l¢titlii veri kiimesi
ml-100k tizerinde, mesafe dlglitleri ve komsuluk se¢iminin sistem tizerindeki etkisi OMH
ve KOKH verileri araciligiyla gézlemlenmistir. Sonuglar, Tablo 6.6°da yer almaktadir.

Deney sonuglarina gore en iyi sonu¢ PCC metrigi ile alinmaktadir. PCC’yi Oklit, Oklit’1
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Chebyshev ve son olarak Chebyshev’i de Manhattan metrigi takip etmektedir. Komsuluk
seciminde kullanilan K degerinin sistemi logaritmik olarak etkiledigi, baslangicta hizli
ardindan yavaslayan bir performans artisi sergiledigi sdylenebilir. Bu durumda komsuluk
secimini onceki deneylerde de ifade edildigi tizere 20 civarinda segmek hem sistemin
cevrimici performansini arttiracak hem de basaridan taviz verilmeden sistemin optimum

sekilde calismasi saglanmig olacaktir.

Tablo 6.6. ML-100K veri kiimesinde farkli mesafe metrikleri kullanimimin ve komsuluk sayisinin sistem
performansina etkisi.

Oklit Manhattan Chebyshev PCC
Komsuluk
Sayist OMH KOKH OMH KOKH OMH KOKH OMH KOKH
10 0,7807 0,9893  0,8099  1,0189 0,8000 1,0086  0,6714  0,8838
20 0,7577 0,9681  0,7957  1,0077 0,7772 0,9881  0,6498  0,8514
30 0,7419 0,9532  0,7851  0,9997 0,7601 0,9717  0,6429  0,8399
40 0,7289 0,9406  0,7772  0,9933 0,7456 0,9574  0,6404  0,8351
50 0,7181 0,9299  0,7699  0,9873 0,7348 0,9459  0,6394  0,8326
100 0,6889 0,8987  0,7484  0,9709 0,6930 0,8974  0,6397  0,8290

Bu tez ¢alismasinda hazirlanan deneylerden bir digeri ise Adomavicius ve Kwon
(2007)’nin ¢alismalarinda 6nermis olduklar1 benzerlik-tabanli COOF  sisteminin
performansinin analiz edilmesi iizerinedir. Yahoo!Movies veri kiimeleri YM10-10 ve
YM20-20 ile yapilan ¢alismada, veri kiimeleri tek-¢ikisli capraz dogrulama yontemi
(leave-one-out cross validation) ile her seferinde 1 hedef kullanici, kalanlar egitim verisi
olacak sekilde ayrilarak veri kiimesinin tiimii irdelenmis, boylece her oy i¢in tavsiye
tiretildikten sonra tiretilen tahmin degerleri ger¢ek oylarla karsilastirilarak sistemin
performansi degerlendirilmistir. Genel tercih kriteri haricindeki kriterler, geleneksel OF
sistemi ile PCC yardimiyla benzerlikler hesaplanmig, bu benzerliklerden, En Kot
Senaryo (Worst-Case) ve Ortalama Senaryo (Average-Case) yaklagimlari ile genel tercih
kriterlerinin tahmini i¢in benzerlikler se¢ilmistir. Tahmin tiretiminde kullanilan komsuluk
sayisi icinse 10, 20, 40 ve 80 olarak belirlenerek sistemin performansi 6lgiilmiistiir.
YM20-20 veri kiimesi ile yapilan ¢alismalardan elde edilen OMH ve KOKH verileri
strastyla Tablo 6.7 ve Tablo 6.8°de verilmistir.
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Tablo 6.7. YM20-20 veri kiimesinde genel tercih kriteri icin benzerlik tabanli COOF sisteminin farkli
komsuluk degerleri ile OMH verileri

Oy Yelpazesi Yaklasim k=10 k=20 k=40 k=280
En Kotii 0,7099 0,715 0,7066 0,6683
1-5 Aralig1
Ortalama 0,6991 0,699 0,6826 0,6628
En Kotii 1,977 1,9765 1,9045 1,827

1-13 Araligi
Ortalama 1,9711 1,9824 1,8843 1,8239

Tablo 6.8. YM20-20 veri kiimesinde genel tercih kriteri icin benzerlik tabanli COOF sisteminin farkl:
komsuluk degerleri ile KOKH verileri

Oy Yelpazesi Yaklasim k=10 k=20 k=40 k=80
En Kotii 0,9505 0,9568 0,9438 0,8935
1-5 Aralig1
Ortalama 0,9569 0,9469 0,9241 0,8925
En Kotii 2,6838 2,6772 2,5736 2,4792

1-13 Araligi
Ortalama 2,6796 2,6794 2,5497 2,4788

Tablo 6.7 ve Tablo 6.8°de agikg¢a goriildiigli tizere, geleneksel OF sisteminde de
oldugu gibi, benzerlik tabanli COOF sisteminde de komsuluk sayis1 arttik¢a sistemin
tahmin dogrulugu artmaktadir, ancak komsuluk sayisi arttik¢a sistemin tahmin {iretme
hizinin diisecegi de unutulmamalidir. Grafikler komsuluk se¢iminde 10 ile 20
degerlerinin birbirine ¢ok yakin sonuglar verdigini gostermektedir. Komsuluk sayisinin
40, 80 gibi sayilara ¢ikarilmasi sistemin basarisini arttirsa da komsuluk seciminde yiiksek
degerlerin kullanimi, sistemin ¢alisma hizin1 6nemli Slgiide etkileyecektir. Dolayisiyla,
cevrimici performans ve tahmin dogrulugu gibi parametreler bir arada diistintildiigiinde,
komsuluk degeri seciminin dikkatlice yapilmasi gerekmektedir. Ayni ¢alismanin, YM10-
10 veri kiimesi ile kullanilmasindan elde edilen OMH ve KOKH verileri ise sirastyla

Tablo 6.9 ve Tablo 6.10°da verilmistir.

Tablo 6.9. YM10-10 veri kiimesinde genel tercih kriteri igin benzerlik tabanli COOF sisteminin farkli
komsuluk degerleri ile OMH verileri

Oy Yelpazesi Yaklasim K=10 K=20 K=40 K=80
En Kot 0,7510 0,7520 0,7460 0,7321

1-5 Aralig1
Ortalama 0,7400 0,7356 0,7308 0,7245
En Kot 1,0072 1,0088 0,9982 0,9814

1-13 Araligi
Ortalama 1,0093 1,0066 0,9838 0,9725

Tablo 6.10. YM10-10 veri kiimesinde genel tercih kriteri igin benzerlik tabanli COOF sisteminin farkli
komsuluk degerleri ile KOKH verileri

Oy Yelpazesi Yaklasim K=10 K=20 K=40 K=80




En Kot 2,1731 2,1711 2,1503 2,1457
1-5 Aralig1

Ortalama 2,1703 2,1680 2,1548 2,1421

En Kot 2,9219 2,9105 2,8872 2,8678
1-13 Araligi

Ortalama 2,9204 2,9084 2,8913 2,8697

Bir diger calismada; bu tez kapsaminda Onerilmis olan, KKT kullanilarak
olusturulan toplama fonksiyonu tabanli COOF sisteminin (RoughMCCF), Yahoo!Movies
veri kiimesi tizerinde genel tercih kriteri i¢in tahmin tiretiminde ne derece basarili oldugu
irdelenmistir. ' YMS5-5, YM10-10 ve YM20-20 veri kiimeleri kullanilarak, veri
kiimelerinde yer alan 4 ayri kriter kiimesinin tamamina (Acting: Oyunculuk, Story:
Hikaye, Directory: Yonetmenlik, Visual: Gorsellik) geleneksel OF sistemi yardimiyla
tahmin tretilmis, KKT yardimiyla filmlerin her biri i¢in sabit agirliklar ¢ikarilmig ve
kriterlere verilen oylar agirliklar1 ile carpilarak genel tercih oylari hesaplanmistir.
Sistemin bu konudaki basarist OMH ve KOKH ve N-Kesinlik degerleri ile irdelenmistir.
Yapilan deneyde OF tahmin iiretimi asamasinda Manhattan, Chebyshev, Oklit ve PCC
mesafe metrikleri kullanilmis ve komsuluk se¢imi 20 olarak belirlenmistir. Manhattan,
Chebyshev ve Oklit mesafe metrikleri ile elde edilen OMH bulgular1 Tablo 6.11°de,
KOKH bulgular1 Tablo 6.12°de ve PCC ile bulunan OMH ve KOKH verileri ise Tablo
6.13’te yer verilmistir. Bu deneyden elde edilen bulgular, sistemin YM20-20 veri

kiimesinde en iyi performansi sergiledigini ortaya koymustur.

Tablo 6.11. Yahoo!Movies veri kiimeleri iizerinde KKT kullanilarak olusturulmus COOF sisteminin OMH
verileri. I — 5 ve I — 13 oy yelpazeleri, Metrikler = Manhattan, Chebyshev ve Oklit, Komsuluk = 20

Veri Kiimesi Oy Araligi Manhattan Chebyshev OKklit
YMS5-5.0verall 1-5 Aralig1 0,7818 0,7815 0,7114
1-13 Aralig 2,1437 2,1447 1,8875

YM10-10.Overall 1-5 Aralig1 0,7464 0,7460 0,6789
1-13 Aralig 2,0961 2,0967 1,7824

YM20-20.Overall 1-5 Aralig1 0,6776 0,6687 0,6084
1-13 Aralig 1,6533 1,4939 1,4099

Tablo 6.12. Yahoo!Movies veri kiimeleri iizerinde KKT kullanilarak olusturulmus COOF sisteminin KOKH
verileri. I — 5 ve I — 13 oy yelpazeleri, Metrikler = Manhattan, Chebyshev ve Oklit, Komsuluk = 20

Veri Kiimesi Oy Arahigi Manhattan Chebyshev OKklit
YMS5-5.0verall 1-5 Aralig1 1,0634 1,0628 1,0077
1-13 Aralig 2,9037 2,9050 2,6645
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YM10-10.Overall 1-5 Aralig1 1,0268 1,0256 0,9732

1-13 Araligi 2,8376 2,8384 2,5340
YM20-20.Overall 1-5 Aralig1 0,9537 0,9465 0,8824
1-13 Araligi 2,3727 2,1886 2,0658

Tablo 6.13. Yahoo!Movies veri kiimeleri iizerinde KKT kullanilarak olusturulmus COOF sisteminin OMH
ve KOKH verileri. 1 — 5 ve 1 — 13 oy yelpazeleri, Metrik = PCC, Komsuluk = 20

Veri Kiimesi Oy Arahg OMH KOKH
YM5-5.0verall 1-5 Aralhig1 0,4705 0,7729
1-13 Araligi 1,3185 1,9027

YM10-10.Overall 1-5 Aralhigi 0,4555 0,7639
1-13 Araligi 1,3228 1,8982

YM20-20.Overall 1-5 Aralig1 0,4240 0,7372
1-13 Araligi 1.2891 1.8672

Bu deneyde, 5-Kesinlik ve 7-Kesinlik degerlerinin ¢ikarimi i¢in uygulanan deney
yontemi su sekildedir: Veri kiimeleri, 5-Katlamali Capraz dogrulama ile egitim ve test
verilerine ayrilmistir. Veri kiimesinin %80 oraninda egitim ve %20 oraninda test
kiimesine ayrildig1 5 varyasyon olusturulmustur. Her varyasyonda segilen %20°lik test
kiimesindeki veriler, diger varyasyonlarda yer alan verilerden farklidir ve ¢akisan veri
(ayn1 kullanicinin birden fazla varyasyonda yer almast durumu) yoktur. Bu sekilde tiim
veri kiimesinin degerlendirilmesi saglanmistir. Yinelenen her 5-Katlamali c¢apraz
dogrulama isleminde, sec¢ilen egitim verisi farkli olacagindan ve buna bagli olarak KKT
ile olusturulan kriter agirliklar1 degiseceginden, islem 100 kez tekrarlanarak sistemin
genel davranisinin analiz edilmesi saglanmistir. Buna gore, Yahoo!Movies veri
kiimelerinin tamaminda uygulanan 5-Kesinlik ve 7-Kesinlik sonuglar1 Tablo 6.14’te yer

almaktadir.

Tablo 6.14. Yahoo!Movies veri kiimeleri iizerinde KKT kullanilarak olusturulmus COOF sisteminin 5-
Kesinlik ve 7-Kesinlik verileri. 1 — 5 ve 1 — 13 oy yelpazeleri

Veri Kiimesi Oy Arahigi 5-Kesinlik 7-Kesinlik
YMS-5.0verall 1-5 Araligi 70,83 79,90
1-13 Araligi 77,94 85,77
YM10-10.Overall 1-5 Aralig1 66,31 74,76
1-13 Aralig1 73,87 72,54
YM20-20.Overall 1-5 Aralig1 62,05 64,77
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1-13 Araligi 67,91 72,77

Bir diger ¢alismada Bilge ve Kaleli (2014)’nin ¢alismalarinda 6nermis olduklari
benzerlik-tabanli COOF sistemi ve tarafimizca onerilen RoughMCCF yaklasimi
karsilastinlmistir. Bilge ve Kaleli (2014) calismalarinda benzerlik tabanli COOF
sistemlerini farkli mesafe ve benzerlik metrikleri kullanarak irdelemis, tiriinler arasindaki
iligkileri tahmin etmek i¢in PCC ve DKB (Diizeltilmis Kosiniis Benzerligi — Adjusted
Cosine Similarity), mesafe 6l¢iimii tabanli benzerlik yaklasimi igin ise Oklit, Chebyshev
ve Manhattan mesafe metriklerini kullanarak sistemin tahmin dogrulugunu incelemistir.
Yaptiklar1 calismada kullandiklar1 tiim metriklerin sistemin dogrulugunu artirma
konusunda onemli olgtide faydali olduklarini belirtmislerdir. Tablo 6.15°te Bilge ve
Kaleli (2014)’nin deney sonugclari ve kendi yaklasimimiz olan RoughMCCEF yaklagiminin
sonuglari alt alta verilmistir. Iki yontem arasindaki tek fark ortalama kriter i¢in tahmin
tiretimi konusundaki yaklasimdir. Her iki yontemde de kriterler i¢in ayni benzerlik ve
mesafe metrikleri kullanilmis, komsuluk se¢imi olan £ degeri 40 olarak belirlenmis, veri
kiimesi egitim ve test verilerine boliintirken 5-Katlamali Capraz Dogrulama ydntemi
kullanilmigtir. Deneysel bulgular RoughMCCF yaklagiminin daha basarili sonug

verdigini ortaya koymaktadir.

Tablo 6.15. Bilge ve Kaleli (2014) nin ¢alismalarinda onerdigi COOF sistemi ile RoughMCCF
yaklagiminin YM10 ve YM20 veri setlerinde OMH degerleri iizerinden karsilastirilmasi

Tavsiye Yaklasimi YM10 YM20
Ort. 0.7670 0.7789
PCC
Min. 0.7670 0.7445
Benzerlik
Ort. 0.7953 0.7911
e DKB
Coklu-Olgiitlii Uriin Min. 0.7475 0.7273
Tabanh OF OKklit 0.7293 0.6322
Mesafe Manhattan 0.7328 0.6798
Chebyshev 0.7335 0..6493
PCC 0.5513 0.5398
Benzerlik
DKB 0.5825 0.5610
RoughMCCF Euclidean 0.6439 0.5596
Mesafe Manhattan 0.7034 0.6172
Chebyshev 0.7046 0.5995
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Yapilan deneylerden bir digeri ise KKT kullanilarak olusturulan toplama
fonksiyonu tabanli COOF sistemimizin (RoughMCCF) literatiirde kabul gérmiis bazi
calismalarla karsilastirilmasi {izerinedir. Karsilastirmanin dogru yapilabilmesi i¢in diger
calismalarda 6nerilen yontemlerle birebir ayn1 yontem uygulanmistir. Buna gére, 1-13 oy
yelpazesine sahip YM10-10 veri kiimesi 5-Katlamali1 Capraz dogrulama ile egitim ve test
verilerine ayrilmig ve veri kiimesinin biitiiniine tahmin {iretilerek sistemin dogrulugu 5-
Kesinlik, 7-Kesinlik ve OMH metrikleri {izerinden degerlendirilmistir. Onerilen
yontemin karsilastirildig1 ¢alismalar; Adomavicius ve Kwon (2007) tarafindan 6nerilen
geleneksel OF sistemi StandartCF ve benzerlik-tabanli COOF sistemi MC-Similarity,
Jannach vd. (2012) tarafindan 6nerilen 200 komsu say1l1 geleneksel A-NN yaklagimli UB-
Pearson, iiriin tabanli regresyon yaklasimi TotalReg, Kullanic1 ve Uriin tabanli Destek
Vektor Regresyonu yontemlerinin birlestirildigi WeightedSVM, Lemire ve Maclachlan
(2008) tarafindan onerilen geleneksel OF sistemi SlopeOne ve Koren (2010) tarafindan
onerilen Matrix Faktorizasyonu kullanan FunkSVD yo6ntemidir. Yapilan deney ile elde

edilen 5-Kesinlik, 7-Kesinlik ve OMH bulgular1 Tablo 6.16°da yer almaktadir.

Tablo 6.16. YM10-10 veri kiimesi tizerinde onerilmis yontemler ile RoughMCCF yonteminin N-Kesinlik ve
OMH metrikleri iizerinden karsilastiriimasi. Oy yelpazesi = 1-13

Algoritma 5-Kesinlik 7-Kesinlik OMH
StandartCF 68,70 69,00 2,06
MC-Similarity 67,69 71,12 2,06
TotalReg 70,90 70,40 -
UB-Pearson 71,68 70,38 2,07
SlopeOne 72,95 71,49 1,89
FunkSVD 73,15 71,65 1,89
RoughMCCF 73,87 72,54 1,30
WeightedSVM 75,62 73,26 1,05

Bu deneyden elde edilen sonuglara gore, COOF sistemine KKT’nin dahil
edilmesinin sistemin gelismesinde 6nemli derecede katki sagladig anlasiimistir. Onerilen
sistem, literatiirde kabul gormiis ve 6lgii alinabilecek ¢alismalardan daha iyi sonuglar
almistir. Onerdigimiz sistemin, Jannach vd. (2012) tarafindan onerilen WeightedSVM
yonteminden daha az basarili olmasinin arkasinda WeightedSVM yonetiminin sistem
karmagiklig1 bulunmaktadir. Yapilan zaman karmasiklig1 analizinde tarafimizca dnerilen

sistemin agirhk hesaplama isleminin zaman karmasikligmin  O(N?)  oldugu
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anlagilmaktadir (N: Kullanilan egitim verisi sayisin1 ifade eder). WeightedSVM yontemi
ise kullanici tabanli ve trlin tabanli iki ayr1 Destek Vektér Regresyonu’nun
kombinasyonu ile olusturulmustur. Arastirmacilarin, SV-Regress-1 ve SV-Regress-U
olarak adlandirdiklart bu iki regresyon yonteminin her birinin zaman karmasiklig1 ise
O(N?) dir. Bu sebeple WeightedSVM yaklasiminin 6nerdigimiz yaklasimdan iki kat daha
fazla hesaplama zamanina ihtiyag duydugu soylenebilir. Bu agidan bakildiginda
Onerdigimiz yontemin daha hizli hesaplama yaptig1 ve yine karsilastirilan yontemlere

nazaran daha makul 6l¢iilerde tahmin dogrulugu iirettigi s6ylenebilir.

Bir diger deneyde ise 1-5 oy yelpazesine sahip YM5-5, YM10-10 ve YM20-20 veri
kiimeleri, benzer bir c¢alisma ile StandartCF, MC-Similarity, SlopeOne ve FunkSVD
yontemleri ile KOKH ve Kapsam metrikleri {izerinden karsilastirilmis ve onerilen
yontemin (RoughMCCF) bu metrikler tizerinden de basarili sonuglar aldig
kanitlanmistir. Yahoo Movies! veri kiimeleri lizerinde KOKH ve Kapsam metrikleri
tizerinden yapilan karsilastirma sonuglarinin yer aldigir veriler Tablo 6.17°de yer
almaktadir.

Tablo 6.17. Yahoo!Movies veri kiimeleri iizerinde onerilmis yontemler ile RoughMCCF yonteminin KOKH
ve Kapsam metrikleri iizerinden karsilastirilmasi. Oy yelpazesi = 1-5

Algoritma YMS-S YM10-10 YM20-20
KOKH Kapsam KOKH Kapsam KOKH Kapsam

StandartCF 0,83 1,0 0,81 1,0 0,78 1,0

MC-Similarity 0,99 0,24 0,93 0,56 0,87 0,99

SlopeOne 0,97 1,0 0,89 1,0 0,81 1,0

FunkSVD 0,91 1,0 0,87 1,0 0,83 1,0

RoughMCCF 0,80 1,0 0,76 1,0 0,74 1,0
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7. SONUC

Giiniimiizde Internet’in yayginlasmast ile birlikte giindelik olarak yaptigimiz birgok
islemi yan1 bagimizda duran bilgisayar, mobil cihazlar vb. ile kolaylikla yapabilmekteyiz.
Egitim kurumlar1 e-6grenme siteleri sayesinde uzaktan egitim verebilmekte, bankalar
internet bankaciligi hizmetleri ile neredeyse tiim bankacilik iglemleri i¢in musterilerine
cevrimici hizmetler sunmakta, e-ticaret siteleri ile insanlar gidadan tekstile, elektronikten
mobilya triinlerine kadar, aradiklari triinleri magaza dolagsmaya gerek kalmadan
kolaylikla bulabilmektedirler. Ozellikle ¢evrimici alisveris siteleri olmak {izere bircok
alanda sunulan hizmet ve {irlinlerin sayis1 giin be giin ¢ogalmakta ancak bu durum bilgi
bombardimani denilen probleme yol agmakta yani miisterilerin aradiklar1 {irlinleri
bulmalarinda problemler yasamalarina neden olmaktadir. Bu problemin tistesinden
gelebilmek igin tavsiye sistemleri geligtirilmistir.

Tavsiye sistemleri, sunulan binlerce tirlin igerisinden miisterilerinin begenebilecegi
tirtinleri bulmaya calisan sistemlerdir. Sistemin miisterilerini taniyabilmesi i¢in {iriinler
hakkinda tercihlerini belirtmeleri gerekmektedir. Bu tercihler genellikle misterilerin
tirinler hakkindaki yorumlar1 veya tercihlerini belirten sayisal degerler seklindedir.
Miisterilerin tercihlerini toplayan Oneri sistemleri bu tercihleri kullanarak iirtinleri
degerlendirebilir ve musterilerine begenebilecekleri triinleri tavsiye edebilir. Tavsiye
sistemleri icerisinde en hizli ve basarili olan sistemler OF sistemleridir. OF sistemleri,
kullanicilarinin tirtinlere verdikleri sayisal tercihleri kullanarak kullanicilara benzeyen
kullanicilar tespit ederek, hakkinda fikir sahibi olmadiklari tirtinler hakkinda kendilerine
benzeyen kullanicilarin ilgili tirline olan tercihlerini kullanarak tavsiye iiretir.

OF sistemlerinde kullanicilar tirtinler igin tekil tercihlerde bulunurlar fakat bazi
durumlarda {iriiniin geneline tekil tercihte bulunmaktansa ol¢iitleri i¢in ayr1 ayri tercih
belirtmek sistemin kullanicilarini daha iyi tanimasini saglayarak daha kaliteli tavsiyeler
iiretebilmesine olanak saglar. Ornegin izlenilen bir film hakkinda tercihte bulunurken
filmin geneline tercih belirtmenin yaninda filmin kurgusu, senaryosu, oyunculuklari gibi
farkli boyutlar1 hakkinda tercih belirtmek hem kullanicilarin karakteristigini ¢6zmede
hem de filmi farkli boyutlardan degerlendirmede kolaylik saglayacagi i¢in COOF
sistemleri gelistirilmistir.

COOF sistemleri algoritmik yaklasimlarina gore iki kategoriye ayrilmistir:
Benzerlik tabanli yaklasimlar ve Toplama fonksiyonu tabanli yaklasimlar. Benzerlik

tabanl1 yaklagimlar OF sistemlerinin 3 boyutlu uzayi olarak diistiniilebilir. Bu sistemlerde,
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kriterlerin tahmin tiretimi i¢in geleneksel OF uygulanir. Genel tercihler i¢in oy tahmini
icinse, geleneksel OF sistemlerinden farkli olarak, hedef iirtin veya kullanicinin
benzerlikleri hesaplanirken iki farkli yaklagim vardir: En Kotii Senaryo (Worst-Case) ve
Ortalama Senaryo (Average-Case). En kotii senaryoda hedef varliga komsuluk secerken
minimum degere sahip kriter hesaba katilirken ortalama senaryoda ise ortalama degere
sahip kriter hesaba katilir. Toplama fonksiyonu tabanli yaklagimlarda ise kriterlerin 6nem
dereceleri irdelenerek, her bir kriter i¢in bir agirlik hesab1 yapilir. Genel tercihler i¢in oy
tahmini yapilirken bu agirliklar hesaba katilarak bir toplama fonksiyonu yardimi ile
tahmin tretilir. Agirliklarin ortaya ¢ikarilmasinda regresyon analizi, sinir aglar1, bulanik
sistemler, makine 6grenimi gibi istatistiki yontemlere bagvurulur.

COOF sistemleri geleneksel OF sistemlerine oranla daha Kkisisellestirilmis
tavsiyeler tiretebildiginden daha kaliteli tavsiye liretebilir. Ancak dl¢titlerin sayis1 arttik¢a
sistemin ylikii ve ¢evrimigi tepki sliresi artacaktir. Bunlarin yani sira halihazirda
geleneksel OF sistemlerinin 6l¢eklenebilirlik, gizlilik, dogruluk, performans, seyreklik,
soguk baslangi¢ gibi problemleri mevcut iken, COOF sistemlerinde bu problemler ¢cok
daha biiyiik boyutlardadir. Bu tez ¢alismasinda Kaba Kiimeler Teorisi (KKT) yardimiyla
tahmin tretimi gerceklestiren bir toplama fonksiyonu tabanli tavsiye sistemi ortami
olusturulmustur. Olusturulan sistem ile, COOF sistemlerinin en énemli problemlerinden
dogruluk, seyreklik ve performans problemlerinin 6niine ge¢mek hedeflenmistir.
Deneysel bulgular, COOF sistemlerinde KKT kullaniminin bu tiir problemlerin ortadan
kaldirmada etkili oldugunu gostermistir.

Bu tez ¢alismasinda ortaya atilan “COKLU-OLCUTLU ORTAK FILTRELEME
SISTEMLERINDE KABA KUMELER KULLANIMI” ile COOF sistemlerinin tahmin
dogrulugunu artiracak yeni bir yontem gelistirilmis, literatiire KKT kullanilarak
olusturulan yeni bir toplama fonksiyonu tabanli tavsiye sistemi yaklasimi kazandirilmis,
yine KKT yardimiyla seyreklik ve soguk baslangi¢ gibi problemlerin 6niine nemli

6lctide gecilebilmistir.
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