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Aday ila¢ molekiillerinin makine 6grenmesi metotlarini kullanarak sanal olarak
taranmasi ilaglarin ters yan etkilerinden korunmak amaciyla ilag endiistrisinde kilit
bir rol oynar. Hesaplamali siniflandirma metotlar1 onaylanmis ilaglar1 geri
cekilenlerden ayirabilir. Calismamizda ilaglar {izerinde {i¢ farkli uygulamaya
odaklandik. Onaylanmis ilaglar1 geri cekilen ilaglardan ayirmak amaciyla farkli
makine dgrenmesi stratejileri kullandik. Oncelikle ¢alismada yer alan her bir ilag
molekiilii i¢in siniflandirma ve 6znitelik se¢imi problemlerinde kullanilmak tizere
ToxPrint Kemotip, global molekiiler, boyut ve sekil olmak iizere 760 molekiiler
tanimlayict hesaplandi. Ik uygulamada 400°den fazla sinir sistemi ve farkli hastalik
gruplarina ait ilaglar1 onaylanmig ve geri ¢ekilen kategorilerine ayirmak i¢in SVM ve
topluluk metotlar: ilag veri setleri lizerine uygulandi. Test setleri i¢in dogruluk orani
0.74 ile 0.89 elde edildi. Burada ilag veri setleri tizerinde uygulanan 6zellik se¢imi
metotlar1 siniflandirma performansini arttirdi. Sinir sistemi ilaglari igin bir model
olusturmada the number of total chemotypes, bond CN_amine_aliphatic_ generic,
XlogP, aspheric: Cor3D:orilve Bonds tanimlayicilart etkin 6zellikler olarak
belirlendi. Bunun yaninda ilag veri setlerine gSpan algoritmasi uygulayarak geri

¢ekilen sinir sistemi ilaglarinin minimum % 60’inda bulunan fragmanlar belirlendi.



Calisma spesifik bir hastaliga ait ilaglardan olusan veri setlerinde geri ¢ekilen ilaglart
onaylanmis olanlardan ayirmada yapilan ilk ¢alismadir. Calismanin diger boliimiinde
farkli hastalik gruplarina ait 558 ilag hiyerarsik c¢oklu etiket siniflamasi ile Clus-
HMC-Ens algoritmas1 kullanilip 3 temel seviyede siniflandirildi. Birinci seviye biitiin
ilaclari, ikinci seviye ise 3 gruptan olusan ilaglari icermektedir. Bunlardan ilki
onaylanmis sinir sistemi ilaglari, ikincisi farkli hastalik gruplarina ait onaylanmis
ilaglar1 ve sonuncu grup ise piyasadan geri ¢ekilen ilaglar1 icermektedir. Son seviye
ise sinir sistemi ilaglarinin Anatomik Terapétik Kimyasal siniflamasina gére bes
gruptan ilag¢ icermektedir. Bu uygulamada ilaglar1 hiyerarsik olarak siniflandirmada
gelistirilen modeller i¢in segilen parametreler FTest, wy, k, siniflandirma esigi, m-

estimate modelin tahmin performansini arttirdi.

Calismanin son kisminda 1200°den fazla onaylanmis/geri ¢ekilen ila¢ ¢alisildi.
Smiflandirma modellerinde etkin olan molekiiler tanimlayicilar tezde onerilen etkin
Oznitelik segme stratejisi ile belirlendi. Bunlardan ToxPrint kemotiplerden olanlar
ilag molekiilleri icin bir dizi kurallar belirlemede kullanildi. ilag veri setlerinde
sadece onaylanmig/geri ¢ekilen ilaglarda bulunan/bulunmayan kemotipler analiz
edildi. bond:NN_hydrazine_alkyl HH2 yalnizca geri ¢ekilen ilaglarin yapisinda,
bond:P=0_phosphorus_oxo,bond:PC_phosphorus_organo_generic,group:carbohydra
te_aldohexose, group:carbohydrate_aldopentose, group:carbohydrate hexopyranose
_fructose, group:carbohydrate _hexopyranose_glucose vb. kemotipleri yalnizca
onaylanmis ilaglarin yapisinda gozlendi. Dengesiz ilag veri seti lzerinde
smiflandirict topluluk tasarimi igin bir model énerildi. Ilaglari onaylanmis ve geri
¢ekilen smiflarina ayirmada test seti i¢in dogruluk oranlar1 0.80 elde edildi.
Calismada elde edilen model ilag aday molekiillerini elemek igin ilag tasarim

evrelerinde basit bir filtre olarak kullamilabilirler.

Anahtar Kelimeler: Makine &grenmesi, Destek vektdor makineleri, ila¢ kesfi,
ToxPrint kemotipler, Onaylanmis ve geri ¢ekilen ilaglar, Hiyerarsik ¢oklu etiket

siniflamasi, Oznitelik secimi.
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Virtual screening of candidate drug molecules via machine learning methods plays a
key role in pharmaceutical industry to prevent adverse effects of the drugs.
Computational classification methods can distinguish approved drugs from
withdrawn ones. In this study, we focused on 3 various applications on drugs. We
studied with different machine learning strategies to distinguish approved and
withdrawn drugs. To begin with, 760 molecular descriptors such as ToxPrint
Chemotype, global molecular, size and shape were calculated to study classification
and feature selection problems for each drug molecule in this study. In first
application, SVM and ensemble methods were applied on drug data sets to categorize
more than 400 drugs belonging to nervous system and various disease groups as
approved or withdrawn. Accuracy rates were found between 0.74 and 0.89 for data
sets. Here, feature selection methods which were applied on drug data sets increased
classification performance values. The number of total chemotypes, bond
CN_amine_aliphatic_ generic, XlogP, aspheric: Cor3D:orilve Bonds descriptors
were found as more significant descriptors to form model for nervous system drugs.
Moreover, the fragmans located in minimum 60 % of nervous system withdrawn

drugs were determined via application of gSpan algorithms on drug data sets. This is

Vi



the first report that describes distinction of withdrawn and approved drugs pertaining
to the spesific disease on the data sets. In the second part of study, 558 drugs with
various disease groups were classified in 3 basic levels with hierarchical multi-label
classification via Clus-HMC-Ens algorithms. While first level includes all drugs,
second level consists of 3 groups of drugs. These are approved nerveous system
drugs, approved drugs of various disease groups and withdrawn drugs. Last level has
drugs of 5 different groups according to Anatomic Therapeutic Chemical
classification of nerveous system drugs. In this application, some paremeters were
selected for classification of drugs hierarchically. Selected paremeters such as FTest,

wy, K, classification treshold, m-estimate increased estimation performance of model.

In last part of study, more than 1200 approved and withdrawn drugs were studied.
Molecular identifiers that are effective in classification models have been identified
by an effective feature selection strategy proposed in the thesis. ToxPrint
chemotypes, effective descriptors, were used for determination of a number of rules
in drug molecules. Available/unavailable chemotypes were analysed in
approved/withdrawn drugs on drug data sets. While chemotypes such as
bond:NN_hydrazine_alkyl HH2 only presented in withdrawn drugs, ones such as
bond:P=0_phosphorus_oxo,bond:PC_phosphorus_organo_generic,group:carbohydra
te_aldohexose, group:carbohydrate aldopentose, group:carbohydrate hexopyranose
_fructose, group:carbohydrate _hexopyranose_glucose etc. just examined in approved
drugs. A model for classifier ensemble design was proposed on the unbalanced drug
data set. Accuracy of 0.80 was obtained for the test set in order to classify the drugs
as approved and withdrawn. Developed model in this study can be used as a simple

filter in drug modelling to eleminate drug candidate molecules.

Key words: Machine learning, Support vector machines, Drug discovery, ToxPrint
chemotypes, Approved and withdrawn drugs, Hierarchical multi-label classification,
Feature selection.
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1. GIRIS

llaclar genel olarak hedef bir proteine baglanip, baglandigi proteinin davranisini
degistiren kiiciik kimyasal molekiiller olarak tanimlanabilir (Wang ve dig., 2015).
Ilaglar canli hiicre iizerine tesir ettifinde bir hastaligin iyilestirilmesini,
semptomlarinin azaltilmasini ve hastaliklardan korunmayir miimkiin kilar. Kimyasal
bir molekiiliin ilag olarak kullanilabilmesi igin basta hedef proteine baglanmasi
gerekir. Bunun diginda yan etki, toksisite gibi Ozelliklerden yoksun ve yerel etki

gosterip hedef hastaliklar i¢in etkin olmalidir.

Gliniimiizde yeni bir ilacin gelistirilmesi (ligand tasarimi) yiiksek maliyet ve bunun
yaninda fazla zaman yiikii getirmektedir (Evens, 2007). Bilgisayar destekli veri
madenciligi yontemleri ile sofistike yazilimlar ilag olarak disiiniilen aday
molekiilleri erken safhalarda incelemeyi saglar. Ila¢ olmasi muhtemel olmayan
molekiiller belirlenebilir ve elenebilir. Sonug olarak, molekiiliin gesitli 6zellikleri
hakkinda 6nceden edinilen bilgi, bize zamandan ve maliyetten kazanmamizi saglar.
Bu nedenle ilag veri tabanlarinda (6rnegin DRUGBANK) saklanan onaylanmis
ilaglar kadar geri cekilen ilaglarda yeni ilag¢ tasarimlari igin biiyilk 6nem tasir.
DRUGBANK ilag veri bankasinda yaklagik 1800 onaylanmis ve 220 geri ¢ekilen ilag
bulunmaktadir. Kimyasal bilesik smiflandirmasi problemlerinde ilag veri
tabanlarindaki onaylanmis ve geri cekilen ilaglarin kimyasal yapt ve molekiiler

ozellikleri kullanilarak bunlar i¢in siniflandirma modelleri gelistirilebilir.

Ilaglarm geri cekilmesi genellikle ciddi yan etkiler ve dliimler gibi giivenlik sorunlar
ile ilgilidir. Bu etkiler bliyiik oranda karaciger, kardiyovaskiiler sistem veya daha bir
cok organda ortaya cikabilir. Ters ilag reaksiyonlari, ligand ve reseptor etkilesimi
nedeniyle birincil veya istenmeyen hedef organda gériilebilir. ilaglarin geri gekilmesi
ile ilgili bir diger problem de ilacin etkinli§inin olmamasidir. Ilag tasarimi
problemlerinde Oncelikle ila¢ toksisitesinin nedenleri iyi bir sekilde ortaya
konmalidir. Bunun igin, ila¢ metabolizmasina katilan ilacin yapisi, fiziko-Kimyasal
ozellikleri ve sinyal yollarinin nasil calistigini agiklamak gerekir. Molekiiler

seviyedeki ilag-hedef etkilesimlerinde genetik degisiklikler, ornek olarak tek
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niikleotid polimorfizmleri (SNP’ler), metabolize enzim (CYP P450’ler) aktiviteleri
ters ilag etkilesimine neden olabilir. 1969 ve 2002 yillar1 arasinda ilaglarin yan etkisi
sebebi ile 2.3 milyon vaka ortaya ¢ikmis fakat 6000 tane ilagtan yalnizca 75 tanesi
piyasadan geri ¢ekilmistir (McNaughton ve dig., 2014). Yapilan bir diger arastirmaya
gore, 1950 ve 2013 yillar1 arasinda 6liim vakalar1 nedeni ile 95 ilag piyasadan geri
cekilmistir (Onakpoya ve dig., 2015). Basta avrupa iilkeleri ve ABD hizli bir sekilde
bu ilaglar1 raflardan kaldirirken, diinya geneline bakildiginda malesef hala
kullanilmaktadirlar. Geri ¢ekilen ilaglarin insan saglig1 tizerindeki yan etkileri agikca
ortadadir. Calismamiz literatiirde geri ¢ekilen ilaglarla ilgili yapilan caligmalardaki
ac1g1 kapatmak ve bu ilaglarin 6nceden belirlenmesine yonelik modeller gelistirmek

acisindan biiyiik 6nem tasimaktadir.

Iag kesfi kiilfetli ve pahali bir siirectir. Milyonlarca ilag alternatifi icerisinden sadece
¢ok az bir kismi (~%10) insanlar lizerinde test edilmektedir (Silverman ve dig.,
2004). Ilag kesfinde hesaplamali teknikler kullamlmadan once tek bir ilacin
onaylanmis ilag olarak piyasaya siiriilmesinin maliyeti yaklasik $2.000.000.000°d1.
Ilag tasarimlarinda yiiksek maliyeti diisiirmek ve zamandan kazanmak hesaplamali
ilag tekniklerinin Onemini arttirmaktadir. Tezde yapilan calismalar laboratuvar
testlerinden once ilag adayr molekiilleri arasindan yanlis pozitiflerin sayisini (geri
cekilen ilaglar ve ilag olmast muhtemel olmayan molekiiller) DRUGBANK,
PubChem ve KEGG gibi ila¢ veri bankalari iizerinde veri madenciligi yontemleri

kullanim1 ile azaltmaktir.
1.1 Onerilen Cati

Calismada ilag veri tabanlarinda bulunan onaylanmis ve geri cekilen ilaglar referans
alinarak yeni ilag aday1 kimyasal bilesikler i¢in siniflandirma modelleri gelistirildi.
Ilag veri setleri DRUGBANK, PubChem ve KEGG veri tabanlarindan toplandi1 ve
ilag molekiillerine iliskin global molekiiler, boyut, sekil ve ToxPrint 6zellikleri
hesaplandi. Yapilan ilk calismada spesifik bir hastalia ait olan ilaglar i¢in bir model
olusturuldu. Sinir sistemine ait ¢ok sayida onaylanmig ve geri c¢ekilen ilag
molekiilleri destek vektor makineleri (support vector machines, SVMs) ve
giiclendirilmis karar agaglar1 gibi topluluk yontemleri (ensemble methods, EMS)
kullanilarak kategorilerine gore siniflandirildi. Buna ek olarak onaylamis ve geri

cekilen sinir sistemi ilaglar tizerinde sik alt ¢izge madenciligi uygulandi. Burada



onaylanmig/geri ¢ekilen ilaglarda bulunan/bulunmayan fragmanlar her iki kategori
icinde belirlendi ve ayrintili olarak incelendi. Bu fragmanlar yeni ilaclarin tasarimi
i¢cin olduk¢a 6nem tagimaktadir. Calismanin diger kisminda olusturulan model aday
ilag molekiillerini onaylanmis, geri ¢ekilen ve sinir sistemi ilact olma durumu
hakkinda 6ngdriide bulunur. Farkli hastalik gruplarina ait 558 ilag hiyerarsik coklu
etiket smiflamasi (HMC) kullanilip ii¢ temel seviyede siniflandirildi. Son olarak
farkli hastalik gruplarina ait 1200’den fazla ilag aday ilag molekiilleri igin bir model
olusturmak amaciyla 6nerilen bir modelle onaylanmis ve geri ¢ekilen kategorilerine
gore simiflandirildi. Dengesiz ilag veri setinde siniflandirmada en etkin olan
molekiiler tanimlayicilart belirlemek igin etkin Oznitelik stratejisi Onerildi. Bu
yontemle belirlenen etkin 6zniteliklerin veri setlerindeki ilag molekiilleri i¢in ayrintili
analizi yapildi. Onaylanmis/geri ¢ekilen ilag molekiillerinde bulunan/bulunmayan
ToxPrint Oznitelikleri belirlendi. Bir molekiiliin ToxPrint 6zelliklerine iliskin
Oznitelikler ilaclarin beklenmedik ters yan etkilerine karsi onceden bilgi sahibi
olmamizi1 saglar. Asagida Sekil (1.1)’de yapilan ¢alismalar1 6zetleyen bir ¢at1 yer
almaktadir. NS, sinir sistemini; ADs, onaylanmis ilaglari; WDs, geri cekilen ilaglar

temsil etmektedir.

NS hastaliklarinda ve farkl
hastalik gruplarinda kullanilan
ADs ve WDs ilaglar veri
tabanlarindan toplandi.

===

o=

DRUGBANK, PubChem ve KEGG DRUG
Her bir ila¢ molekiilii icin;
‘ Global Molekiiler, Boyut ve sekil,
ToxPrint Kemotip 6znitelikleri hesaplandi.

Modellerinin gelistirilmesi

‘ ila¢ aday1 molekiiller icin Smiflandirma ‘

@

EMs metotlar ile ADs
ve WDs gruplarma
smiflandirilmasi.
Boliim (4)

NS ilaglarmm SVMs ve

d

%

HMC ile farkh hastalik
gruplarma ait ilaglarin
ADs, WDs ve NS ilaglart
kategorilerine
smiflandirilmasi.
Boliim (5)

1200°den fazla ADs ve
WDs olusan ilag veri
setinin gelistirilen bir
model ile
smiflandirilmasi.
Boliim (6)

Sekil 1.1: Kimyasal bilesikleri siniflandirmak i¢in yapilan ¢alismalar1 6zetleyen bir

catt.




1.2 Tez Dokiimanina Genel Bakis Ve Literatiire Katki

Tez baslica 7 bolim igermektedir. Bolimlerde kimyasal bilesikleri siniflandirma
problemlerine katki saglayacak c¢alismalar ve bu alanda makine Ogrenmesi
metotlariyla gelistirilen modeller ve yaklasimlar anlatilmaktadir. ilk béliimde
kimyasal bilesiklerin smiflandirilmasi i¢in Onerilen c¢at1 ve ilag tasarimi
uygulamalarina yonelik literatiirdeki ¢alismalarin  6zet halinde bir analizi
sunulmaktadir. Ikinci kisimda yeni bir ilag gelistirmenin dnemine vurgu yapilmis,
ilaglardan beklenen ozellikler, ilag tasariminin evreleri ve c¢ikan maliyetler ile
diinyada ila¢ sanayi gibi konularda bilgi verilmistir. Buna ek olarak, ila¢ tasarim
stirecinde makine 0grenmesi yontemlerinin kullanimi, ila¢ verilerini elde etmede

kullanilan metotlar ve ila¢ verilerinin 6zellikleri ile ilgili agiklamalar yer almaktadir.

Tezin 3. Bolimiinde kimyasal bilesikleri siniflandirmak amaciyla veri madenciligi
tabanli gelistirilen siniflandirma modelleri bir tasarim ¢atis1 altinda toplanmustir.
Onerilen bu modellerde kullanilan makine 6grenmesi metotlari, ilag verilerinin
ozellikleri, ila¢ veri kiimelerinin formatlari, molekiillerin sayisal verilere
doniistiiriilmesi islemleri, ilag molekiillerini ifade etmede kullanilan 6zellikler

ayrmtil bir sekilde anlatilmistir.

Tezin 4. boliimiinde sinir sistemi (nervous system, NS) hastaliklarinin tedavisinde
kullanilan ¢ok sayida geri ¢ekilen ve onaylanmis ilaglarin ToxPrint 6zellikleri
hesaplanip makine Ogrenmesi metotlariyla simiflandirilmast igin  gelistirilen
yontemler ayrintili bir sekilde anlatilmistir. Tez boyunca g¢alisamalarda kullanilan
tim geri ¢ekilen ve onaylanmis ilag molekiillerinin ToxPrint kemotip analizi
siniflandirma c¢alismalarinda kullanilmak tizere yapilmistir. Bir kemotip baglanti igin
kodlanan yapisal bir fragman olarak tanimlanir ve gerektiginde atomlarin, baglarin,
fragmanlarin hatta bir biitiin olarak ele alindiginda molekiilin fizikokimyasal ve
elektronik ozelliklerini tanimlar. Caligmada her ilag molekiilii icin 760 tane
tanimlayict  kullanildi, her bir veri setinde tanimlayicilar (features) icin
smiflandirmadan énce boyut azaltma (dimension reduction) uygulandi. Ilaglar:
simiflandirmada daha etkin olan tanimlayicilar belirlendi. Ayrica NS ilaglarmin
onaylanmig/geri ¢ekilen durumlarini tahmin etmek icin gelistirilen modeller aday ilag
molekiillerini test etmek amaciyla bu konuda ¢alisan arastirmacilara ve kullanicilara

verildi.



Tezin 5. bolimiinde farkli hastalik gruplarina ait 558 ilag Clus-HMC algoritmasi
kullanilarak hiyerarsik olarak ii¢ temel seviyede siniflandirildi. Birinci seviyede
biitiin ilaglar (All drugs), ikinci seviyede ise 3 grup yer almaktadir. Bunlardan ilki
onaylanmis NS ilaglarin1 igermektedir (NSADs). Ikinci grup ise diger hastalik
gruplarina ait onaylanmis ilaclart (The other ADs) son grup ise piyasadan geri
cekilen ilaglar1 kapsamaktadir (WDs). Son seviyede ise toplam 5 grup yer almaktadir
bunlar onaylanmig NS ilaglarinin Anatomik Terapotik Kimyasal (ATC) siiflamasina
gore NO2, NO3, N04, NOS5, NO6 gruplarindan ilaglar1 igermektedir. Bu siniflandirma
NS ilaglarin1 diger ilaglardan ayirt etmemizi saglarken bunun yaninda ATC
siniflamasina gore ilacin hangi hastalik grubuna dahil oldugunuda belirlemektedir.

Calismada her ilag molekiilii i¢in 760 tane tanimlayict kullanilmastir.

Tezin 6. boliimiinde farkli hastalik gruplarina ait 1200’den fazla onaylanmis ve geri
cekilen ilag calisilmistir. Onaylanmis ilaglarin sayisinin geri ¢ekilen ilag sayisindan
fazla olmasi nedeniyle dengesiz ilag veri seti lizerinde tezde Onerilen etkin 6znitelik
secme stratejisi uygulanmis ve siniflandirma problemlerinde etkin rol oynayan
Oznitelikler belirlenmistir. Sonrasinda kimyasal bilesiklerin onaylanmis/geri ¢ekilen
durumlarinin  belirlenmesi amaciyla smiflandirict  topluluk tasarimi igin  bir
modelonerilmistir. Calismada ayrica etkin Oznitelik stratejisi ile belirlenen ilag
molekiillerine ait tammlayicilarin ayrintili analizi veri setindeki ilaglar ig¢in
verilmistir. Tezin 3.cli ve 5.ci boliimlerinde yine onaylanmis ve geri ¢ekilen ilag
molekiillerine sik alt ¢izge madenciligi uygulanip molekiillerin yapisal 6zellikleri
belirlendi. Geri ¢ekilen ve onaylanmis ilag molekiillerinin % 60’inda bulunan
fragmanlar ve bu fragmanlardan yalnizca geri ¢ekilen ilaglarin yapisinda bulunan
ayirt edici fragmanlar kimyasal bilesiklerin siniflandirilmasi problemlerine katki

saglamak amaciyla belirlendi.

Tez boyunca yapilan caligmalarda veri madenciligi tabanli kimyasal bilesikleri
siniflandirma problemlerinde kullanilmak {izere modeller gelistirilmistir. Bu
modeller ila¢ veri bankalarinda bulunan onaylanmis ve geri c¢ekilen ilaglarin
ozellikleri kullanilarak elde edilmistir. Literatiirde kimyasal bilesiklerin bir ¢ok farkli
acidan smiflandirilmas1 problemleri iizerinde yapilan cok sayida caligma yer
almaktadir. Bunlarin bir kismi tez boyunca anlatilmistir ancak bilesiklerin
onaylanmis ve geri ¢ekilen ilaglar olarak siniflandirilmasi problemi literatiirde ilktir.

Buna ek olarak calismada dengesiz veri setleri i¢in etkin Oznitelik segme stratejisi



onerilmistir. Bu 6zellik segme stratejisi ile belirlenen etkin 6zniteliklerle gelistirilen
siiflandirma modellerinin performanst dogruluk orani ve segilen 6znitelik sayisinin
diisiik olmas1 gz oniine alindiginda oldukga iyi oldugu gozlenmistir. Kimyasal bir
bilesigin ToxPrint 6zelliklerine iliskin Oznitelikler ilaglarin beklenmedik ters yan
etkilerine karst Ongoriide bulunmamizi saglar. Bu nedenle belirlenen etkin
Ozniteliklerin 1200’den fazla ilag ilizerindeki analizi tezde ayrica verilmistir. Bu
sonuglar aday ila¢ molekiilleri i¢in bir rol model olusturur. Tezde ayrica ilag veri seti
igin gelistirilen modelfarkli hastalik tiirlerine ait bir kimyasal bilesigin (ilag aday1)
smifti hakkinda bize Ongoriide bulunur. Tezde gelistirilen tim modeller
aragtirmacilara DVD_Ek’ler kisminda kendi ila¢ adayr molekiillerini test etmeleri

amactyla verilmistir. Buda literatiire saglanan bir diger katkidir.

Son boliimde tez boyunca elde edilen sonuglar ve gelistirilen modeller kisa bir

sekilde 6zetlendi ve ¢alismanin 6nemine vurgu yapildi.
1.3 Literatiirde ilgili Cahismalar

Ilag veri bankalarindan sinir sistemi ve farkli hastalik gruplarindan ilaclar kimyasal
bilesiklerin ~ siniflandirilmasi  problemlerinde  kullanilmak iizere = modeller
gelistirilmesi  amaciyla toplandi. Calismalarimizda siniflandirma  modelleri
gelistirilirken  destek  vektér makineleri (SVMs), topluluk metotlarindan
giiclendirilmis (boosted trees) ve torbalanmis (bagged trees) karar agaclar
algoritmalar1 kullanildi. Buna ek olarak dengesiz veri setleri igin etkin 6znitelik
se¢me stratejisi gelistirildi ve yine siniflandirici topluluk tasarimi igin gelistirilen
modelila¢ veri seti lizerinde uygulandi. Ayrica ¢ok sayida ilag farkli hiyerarsik
yapilarda elde edilen modeller kullanilarak hiyerarsik ¢oklu etiket siniflamasi ile iig
temel diizeyde simiflandirildi elde edilen sonuglar degerlendirildi. Asagida
bilesiklerin siniflandirilmas: ve ilag tasarim problemleri ilizerine literatiirde veri
madenciligi yontemleri ve gesitli yaklasimlar kullanilarak yapilan ¢alismalarin kisa

bir 6zeti yer almaktadir.

Clark ve Pickett (2000) calismalarinda ilag molekiiliine benzerlik tahmini igin
yapilan hesaplamali yontemleri ayrintili bir sekilde anlatmislardir. Bu alanda genetik
algoritma tabanli ve sinir agina dayali yaklagimlara ornekler verilmistir. Genetik
algoritma tabanli yaklagimlar ilaglara ait bir takim oOzellikler agirlik, molekiiler

ozellikler, bilesiklerde topolojik sekil tanimlayicilar (World Drug Index’ten (WDI))



hesaplamak i¢in kullanilirlar. Bilesiklerin biyolojik aktivite profilleri ilaglar1 ilag
benzeri ve ilag benzeri olmayan bilesikler olmak iizere iki gruba ayirmamizda
kullanilir. Bu ¢alismay1 igeren bir yontem bir filtre olarak bilesikler tizerinde yiiksek
verimli tarama amaciyla GlaxoWellcome’da kullanilmaktadir. Bayes sinir aglar
kapsamli tibbi kimya bilgi sistemlerini kullanarak ilag benzeri molekiilleri
tanimlamaktadir. Cogu ilag i¢in tercih edilen uygulama yolu oral yoldan vucuda
alinmasidir. Arastirmacilar bu nedenle bagirsak absorpsiyonunu destekleyen fiziko
kimyasal 6zellikleri tasvir etmeye ¢alismislardir ve bunun i¢in hesaplama yontemleri
gelistirmislerdir. WDI’dan 2245 ilacin analizinden Pfizer’da Lipinski ve g¢alisma
arkadaglar tarafindan gelistirilen yontemlerden en iyi bilinen bes kurali (rule of five)
dir. David ve Stephen (2000) bunun yaninda Caco-2 hiicre gegirgenligini, insan
fraksiyonel absorpsiyonunu ve insan etkin gegirgenligini 6ngérmeye iligskin

hesaplamali yontemlerden de ¢alismalarinda ayrintili olarak yer vermislerdir.

Garcia-Serna ve dig. (2015) yaptiklar1 ¢alisma ile prediktif ilag giivenligi igin entegre
sistem yaklasimlarinin gelistirilmesine katkida bulunmuslardir. Bu tiir yaklasimlar
kimyasal parcalarin potansiyel olarak toksisitelerinin tanimlanmasi, istatistiksel
olarak denetlenemeyen biiyiik ve ¢esitli giivenlik olaylar1 i¢in mekanik bir bakis acisi
yakalama imkani sunarlar. Onlar c¢aligmalarinda biyoaktif kiiclik molekiillerin
giivenlik  riskini  belirlerken kimyasal ve biyolojik tehlikelerin  birlikte
tanimlanmasiin daha dogru oldugunu savunmuslardir. Onlar belirli bir ilacin
kullanim1 ile hastada ilag¢ ters etkisinin gozlenmesi arasindaki iliskiyi Kimyasal
yapilar1 ve giivenlik olaylarini birbirine baglayan 6nemli bir bilgi pargasi olarak
tanimlamiglardir. Bu veriler manuel olarak ve pazarlama sonrasi ters etki olay
bildirim sistemleri vasitasiyla toplanarak ve bibliyografik kaynaklardan web arama
giinliigli verileri yoluyla tespit edilebilir. Calismalarinda ayrica ilaglarin ters
etkilerine maruz kalmanin bir sonucu olarak meydana gelen istenmeyen ilag
olaylarin1 yakindan izlemek amaciyla ila¢ firmalar1 ve hatta hastalarin giivenlikle
ilgili verileri depolayabilecegi bilgi sistemlerinin olusturulmas: anlatilmaktadir. Bu
kaynaklarin en biiyiigii 1969 yilindan bu yana veri topluyor ve su anda yilda
neredeyse bir milyon rapor aldigit WHO, FDA ve Health Canada organizations
tarafindan desteklenen the Adverse Events Reporting System (AERS)’dir. Ayrica
verilen bilgiye gore 1.332 ilag ve 10.097 yan etki arasinda 438.801 6nemli agiklama

igeren yeni bir ilag ters etkisi veritabaninda olusturuldugu anlatilmistir.



Huang ve dig. (2011) yaptiklar1 ¢alismada bir ilacin ters etki reaksiyonlarmi dogru
bir sekilde tahmin etmek igin pratik bir hesaplama gergevesi gelistirmislerdir. Klinik
gbzlem verilerini, ila¢ hedefi verilerini, protein-protein etkilesimi (PPI) aglar1 ve gen
ontoloji (GO) agiklamalar1 ile birlestirip ilaglarin  geri ¢ekilmesinin ana
nedenlerinden biri olan kardiyotoksisiteyi kullanmislardir. Gelistirdikleri siliko
model tatmin edici bir kardiyotoksisite ters ila¢ etkisi dngdrme performansi elde
etmistir. Onlar ¢alismalarinda toksisite ve istenmeyen yan etkiler iizerine yapilan
arastirmalarin ilag giivenligi ve etkinliginin artirilmasina katkisinin biiylik olacagini
anlatmiglardir. Buna ek olarak sistem farmakolojisinden bahsetmislerdir bu
yaklasimin yeni oldugunu klinik gézlem ve molekiiler biyolojiden elde edilen verileri

birlestirdiginden bahsetmislerdir.

Jonsdottir ve dig. (2005) ilag ve ilag adaylar ile ilgili 6zelliklere sahip veri tabanlar
hakkinda 2-boyutlu ve 3-boyutlu yapisal bilgiler iceren en 6nemli veri tabanlarina
genel bir bakis sunmaktadirlar. Dogru tahmin edici siliko modeller gelistirmek icin
deneysel verilere erisim ve bu verilerin secilmesi ve kullanilmasi icin sayisal
yontemler gelistirmenin Onemini anlatmislardir. Onlar potansiyel ilaglar olarak
kimyasal bilesiklerin uygunlugunun simiflandirilmasinin yani sira fiziko-kimyasal ve
ADMET ozelliklerini tahmin etmeyle ilgili birgok ilging prediktif yontemin son
yillarda Onerildigine vurgu yapmislardir. Calismalarinda ayrica ila¢ molekiillerinin
li¢ ana veritaban1 koleksiyonu olan the Comprehensive Medical Chemistry database
(CMC), MDL Drug Data Report (MDDR) and the Derwent Word Drug Index (WDI)
veri tabanlarindan bahsetmislerdir. CMC giintimiizde 8473 ilag bilesigi icerir ve her
y1l Amerika Birlesik Devletleri Onayli Adlar (USAN) listesinde ilk kez tanimlanan

bilesiklerle glincellenmektedir.

Lipinski (2004) calismasinda ilag benzeri yapisal Ozellikleri, ilag benzeri ve ilag
benzeri olmayanlarin 6zelliklerinin karsilastirilmasi ve ilag benzeri 6zelliklerin klinik
ile nasil iligkili oldugunu ayrintili bir sekilde anlatmistir. Merkezi sinir sistemi (MSS)
ilaglarmin fiziko kimyasal 6zellikleri ve MSS ilaglarinin MSS kan-beyin tasiyici
yakinhigma iligkin ozellikler kisaca gozden gegirilmistir. Ayrica oral olmayan
ilaglarin Ozellikleri ile ilgili yeni literatiir gozden geg¢irilmis ve kursun benzeri
bilesiklerin 6zelliklerinin ila¢ benzeri bilesiklerin 6zelliklerinden nasil farklilagtig
tartisilmistir. Orijinal ROS oral olarak aktif olan bilesiklerle iligkilidir ve dort basit

fizikokimyasal parametre araligi tanimlar ve Faz II klinik statiiye ulagmis oral yoldan



aktif ilaglarin % 90'ma eslik eder. Calismada anlatilan bu fiziko-kimyasal
parametreler kabul edilebilir sulu ¢oziiniirliik ve bagirsak gegirgenligi ile iliskilidir
ve oral biyoyararlanimda ilk adimlar igerir. Ila¢ benzeri fizikokimyasal dzelliklerden
Rotatable bond count 10'dan fazla ise sican oral biyoyararlaniminin azaldigi
gozlenmistir. Buda ilag benzeri molekiiller i¢in yaygin olarak kullanilan bir filtredir.
Calisma ayrica ilaglarin kabul edilebilir reseptor etkilesimlerini basarmak igin yeterli
islevsellik icermesinden bahsetmektedir. Diisiik islevsellik ila¢g benzeri maddeleri ilag
benzeri olmayan bilesiklerden ayiran basit bir filtre olarak kullanilabilir.
Calismasinda ayrica bilesiklerle ilgili olarak klinik calismalarda ilerledikce
ozelliklerinde istikrarli bir degisiklik olduguna vurgu yapilmustir. Ornek olarak
molekiil agirhigi (MWT), log P ve polar yiizey alan1 (PSA), pazarlanmis ilaglar i¢in
bulunan yaklasik 340'lik bir MWT ile azaldigi verilmistir. Calismada bilesiklerin
merkezi sinir sistemi (MSS) aktif veya pasif olarak iki yontemden biri ile
siiflandirildigi anlatilmistir. Bu yontemler sirasiyla bilesigin deneysel olarak beyin
penetrasyonuna iligskin kanit sergilemesine ya da bilesigin MSS-aktif veri setinde
bulunmasina iliskindir. MSS aktivitesi veya hareketsizligi ile ilgili parametreler
genellikle (1) fiziko-kimyasal 6zellikler veya (2) MSS tasiyici afinitesi (¢ogunlukla
P-glikoprotein (PGP) salinim tasiyicisi) ile ilgili 6zelliklerdir. MSS ilaglarinin
fizikokimyasal 6zelliklerine bakilacak olursa polar yiizey alan1 60-70’den az olanlar
MSS-aktif belirleme egilimindedir. Iki kural kiimesi MSS aktivitesini &ngdriir bunlar
sirasiyla yapilan galismada su sekilde verilmistir, bir molekiilde azot ve oksijen
atomu sayis1 besten daha az veya esit ise beyine girme sansi yiiksektir ve LogP-
(N+O) pozitif ise bilesik aktiftir.

Pauwels ve dig.(2011) ilag adayr molekiillerin bilyiikk molekiiler veri bankalarinda
uygulanabilen kimyasal yapilarina dayanan potansiyel yan etkilerini 6ngérmek i¢in
yeni bir yontem gelistirmislerdir. Calismalarinda seyrek kanonik korelasyon analizi
(SCCA) kullanarak kimyasal altyapilarin (veya kimyasal parcalarin) ve yan etkilerin
iligkili kiimelerini belirlemislerdir. Boylelikle DrugBank'da saklanan pek c¢ok
karakterize edilmemis ila¢ molekiilii i¢in kapsamli bir yan etki tahmini yapilmistir.
Bu tahminleri bir yan etki kiimesine sahip olma ihtimali olan ilaglar tarafindan
paylasilan kimyasal altyapi seti tarafindan olusturulan iliskili topluluklarin eszamanl
olarak c¢ikarilmasiyla gergeklestirmislerdir. Deneylerinde 888 onaylanmis ilacin

kimyasal yapilarindan SIDER veri tabanindaki 1385 yan etkiyi tahmin ederek



Onerilen yontemin kullanisliligini gostermislerdir. Amaclar1 ilag kesfi siirecinin
baslangicinda potansiyel yan etkilerin klinik evrelere ulagsmadan oOnce tahmin
edilmesidir. Calismada ilaglar, sistem biyolojisi agisindan metabolik yollar ve sinyal
iletim pathway gibi ¢esitli molekiiler etkilesimlerden olusan biyolojik sistemlere
pertiitbasyon uyandiran ve gozlenen yan etkilere yol agan molekiiller olarak
tanimlanmistir. Viicudun ilaca verdigi yanit yalnizca hedefiyle etkilesiminden dolay1
beklenen olumlu etkileri degil ayn1 zamanda hedef dis1 etkilesimlerin toplam etkisini
de etkiler. Aslinda, bir ilacin hedefi i¢in gii¢lii bir afinitesi olsa bile, siklikla degisen
yakinliklara sahip diger protein ceplerine baglanir ve potansiyel yan etkilere neden
olur. Bu kavram ¢aligmada toksik bilesiklerden etkilenen yollarla ve toksik olmayan
bilesiklerden etkilenen yollar1 karsilastirarak, ila¢c yan etkileri ile biyolojik yollar
arasinda baglanti kurularak anlatilmistir. Son zamanlarda ilag yan etkilerini
ongormek icin cesitli hesaplama yontemleri Onerilmis ve yOntemler sirasiyla
calismada pathway-dayali yaklagimlar ve kimyasal yapi-temelli yaklasimlar olarak
kategorize edilmistir. Pathway-dayali yaklasimlarin ilkesi, ila¢ yan etkilerini bozulan
biyolojik pathway veya alt pathway iliskilendirmektir. Ciinkii bu pathways ilag
tarafindan hedeflenen proteinleri kapsar. Kimyasal yap: temelli yaklagimlarin ilkesi

ise ilag yan etkilerini kimyasal yapilariyla iligkilendirmektir.

Stelle ve dig. (2011) yaptiklar1 ¢alismayla protein yap1 tahmini ve protein katlanmasi
alanlarina katkida bulundular. Cesitli veri madenciligi tekniklerini protein dizisindeki
motifleri kesfetmek i¢in kullandilar. Yapilan bu ¢alismada, proteinlerin spesifik olan
ikincil yapilarmi hidrofobiklik modelleri ¢ikarmak i¢in arsivlediler ve bir metot
tanimladilar. Calismada lokal bir veritabani tasarladilar ve 20.000 proteini Protein
Veri Bankasindan (http://www.pdb.org) ¢ikardilar. Verileri depolamak igin
veritaban1 yOnetim sistemi PostgreSQL kullandilar. Veritabani proteinleri dort
katlanma smifina ayirdi. Daha sonra Apriori algoritmasi hidrofobiklik modelleri
tanimlamak i¢in uygulandi. Yapilan bu ¢aligmada ilag iletimi yaklasimlarina veri
madenciliginin katkis1 oldukca biiyiiktiir. ilag sektdriiniin tiim alanlarinda veri

madenciligi kilit bir rol oynar.

Elayaraja ve dig. (2012) DNA veri kiimesinde bulunan biyolojik siralar {izerinde veri
madenciligi metotlarin1 uygulayarak tekrarli Orilintiiler ve potansiyel motifler
cikardilar. Bu kisa dizileri (motif veya isaret) bulma molekiiler biyolojide ve

bilgisayar bilimlerinde dnemli bir problemdir. Ayrica bu motiflerin belirlenmesi bilgi
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tabanli ila¢ tasariminda, adli DNA analizinde, tarimsal biyoteknolojide 6nem tastyan
uygulamalardan biridir. Calismada bolgesel protein dizi motiflerini tahmin etmek
amaciyla kiimeleme algoritmalarindan K Means ve Rough K Means algoritmalari
kullandilar ve elde ettikleri sonuglar1 karsilastirdilar. Kayan pencere teknigiyle
protein dizilerinden on ardisik kalint1 iirettiler. Bu tekrar eden on sira segmentinin K
Means ve Rough K Means algoritmalari kullanildiginda farkli gruplarda kiimelendigi

sonucuna ulastilar.

Ilag tasarimina veri madenciligi ile bir baska yaklasimda Ekins ve dig. (2006)
tarafindan yapildi. Ilag kesfi ve bilgisayarli modellemeler igin kaynak veriler elde
etmek amaciyla {icretsiz ulasilabilecek veri tabanlari (PubChem) dnerdiler. Yine ilag
kesfinde kullanilan pathways/network analiz algoritmalar1 ic¢in veritabanlarinin
kullanimimi arttirdilar ve veri madenciligi i¢in network iizerinde veri tabanlarini
aragtirmada kullanilacak verimli bir 1D metot sagladilar. Langdon ve dig.(2004) veri
madenciligi ile ilag kesfinde, fareler lizerinde ilag etken maddelerinin doz ve
degerinin hedef dokuya zarar vermedigi, biyoyararlanim Ol¢limlerini ve bunun
yaninda QSAR modellerini tahmin ve yorumlamada genetik programlamayi
kullandilar ve bu sonuglari insan {izerinde genellestirdiler. Bunun sonucunda genetik
programlamayla yeni ila¢ tedavileri i¢in insan biyoyararlanim 6lgitimlerini az sayida
olduk¢a kompleks biyolojik etkilesimler i¢in otomatik olarak tahmin edebilen ve
yorumlayabilen bir model olusturdular. Yeni makine 6grenmesi metotlar1 gelistiren
ve bunlart kimyasal bilesikleri simiflandirma problemlerine uygulayan Amasyali
(2008) c¢alismasinda siniflandirma problemleri igin Cline adi altinda bir algoritma
ailesi tasarladi. Gelistirilen algoritmalar karar agaci olusturma algoritmalar1 olup
yapilan denemelerde gelistirilen bu algoritmalarin ilag veri kiimelerinde mevcut
algoritmalarla yarisabilecek performansta oldugu goriildi. Veri madenciligi
yontemlerini kullanarak yapilan bir bagka caligmada ise Baloglu (2006) DNA
siralarindaki tekrarl Oriintiilerin ve potansiyel motiflerin ¢ikarilmasi i¢in yukaridan-
asagl veri madenciligi ve genetik algoritma tabanli hibrit bir ¢oziim yOntemi
gelistirdi. Bu amagla birinci adimda genetik algoritma kullanip aday motiflerin bir
populasyonunu olustururken ikinci adimda veri madenciligi yontemi yukaridan-asagi

haliyle kullanarak aday motiflerin uygunlugunun degerlendirmesini yaptilar.

Hendlich ve dig. (2003) ise yap1 temelli tasarim siireclerinin birbirini izleyen

veritaban1 sorgu araglarindan nasil faydalanabilecegini tanimladilar. Tim
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calismalarini kendilerine ait bir veritabani sistemi olan Relibase ile gergeklestirdiler.
Ayrica etkilesen molekiiler parcalar arasinda tercih edilmis geometrik modelleri
arastirmak i¢in Relibase uygulamalar1 gosterdiler. Relibase kompleks protein-ligand
3-boyutlu yapisal bilgileri arastirmak igin tasarlandi. Buna ek olarak, ¢cok sayida
sorgu tiirlinlin birlesimine ve esnek bir bigimlendirme igerisinde yapi temelli ilag
tasarimina izin verir. Sorgularin ¢cogu birka¢ dakika igerisinde gergeklestirilir. Ilag
tasarimi tizerine yapilan bir diger ¢alismada Burbidge ve dig. (2001) aittir. Onlar
support vector machine (SVM) smiflandirma algoritmasinin potansiyelini yapisal
aktivite iliski analizi (SAR) i¢in kanitladilar. SAR ilag tasarim siirecinde ilag tasarim
sirketleri tarafindan kullanilan bir tekniktir. Yapilan ¢alismalarda kuantum teori ve
sayisal yapi aktivite iliski modeli (QSAR) arasinda temel bir baglanti kurulmaya
calisilir. Diger bir degisle, kuantum benzerlik oSlciilerek bir model gelistirilmeye
calisilir. Bu konuda Carbo-Dorca ve dig. (2000) kuantum kimyasi ve QSAR arasinda
yogunluk fonksiyonlarmni (DF) kullanip bir iliski kurmaya calistilar. QSAR ilag
tasarim siirecinde 6nemli bir rol oynamaktadir. Ab initio ve B3LYP / 6-31 G(d, p) ve
6-311G(d, p) temel setlerini kullanarak Jayaprakasha ve dig. (2011) krotonaldehidin
enerjisini, geometrik parametrelerini ve titresimsel dalga sayisini hesapladilar.
Molekiil icerisindeki yiik transferini gosterime sokmak icin krotonaldehidin HOMO
ve LUMO enerji seviyelerini hesapladilar ve bantlar arasi enerji farkini belirlediler.
HOMO ve LUMO enerjilerinin belirlenmesi kuantum kimyasal hesaplamalarda
onemli parametrelerdir. HOMO temel olarak bir elektron verici orbital olarak
davranirken, LUMO biiylik 0l¢lide elektron alici bir orbital olarak davranir.
Daidzein, genistein, formononetin, biochanin A ve bu molekiillerin radikallerinin
elektronik ve yapisal Ozellikleri yogunluk fonksiyonel teori (DFT), B3LYP/6-
31+G(d, p), B3LYP/6-31++G(d, p) metotlar1 kullanilarak Zhang ve dig. (2010)
tarafindan incelendi. Molekiillerin hesaplanan antioksidan aktivite degerleri sirasiyla,
genistein > daidzein > biochanina A > formononetin seklinde elde edildi. HOMO,
LUMO ve Mulliken spin yogunluguda molekiiller i¢in ayrica hesaplandi. Molekiiler
yap1 ve termodinamik bakis acisindan, izoflavonoidlerin B-halkasinin aktif merkez
oldugu ve hidrojen atom transferinin antioksidan aktivitesinde temel mekanizma

oldugu ortaya konuldu.

Siniflandirma problemlerinde molekiiler tanimlayicilarin en iyi kombinasyonunu

secerek (0zellik se¢imi) SVM’lerin performansini arttirmak miimkiindiir. Fourches
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ve dig. (2010) ¢aligmalarinda model gelistirmeye baslamadan 6nce veri analizinde
veri kiirasyonunun Onemini vurguladilar. Standart bir kimyasal veri kiirasyon
stratejisi, QSAR analizi, sanal tarama, kiimeleme vb. gibi basarili modelleme
caligmalarini miimkiin kilar. Cao ve dig. (2012) HDACS inhibitér ve inhibitor
olmayanlar1 (drug and non-drug) erken safhalarda gozlemlemek ve olmayanlari
filtrelemek amaciyla SVM smiflandirma metodunu ¢alismalarinda kullandilar.
Verileri smiflandirmadan 6nce ADRIANA.Code programini kullanarak veri
setindeki tiim bilesikler i¢in 23 molekiiler tanimlayici, kiiresel molekiiler 6zellikler,
yiizey Ozellikleri ve 2D ve 3D o6zellikler hesapladilar. Yapilan ¢aligmada test seti
tizerinde elde edilen en iyi modelde dogruluk orani % 75'e ulasti. Bununla birlikte,
HDon, HAcc, NRotBond ve XlogP gibi global molekiiler tanimlayicilarin HDACS
inhibitorlerini ve inhibitdr olmayanlar siniflandirmada daha etkili faktorler olduklar
belirlendi. Korkmaz ve dig. (2014) ¢alismalarinda ti¢ ayr1 6zellik se¢imi yontemi
kullanarak gergek bir ilag tasarim problemi iizerinde SVM modellerini olusturdular.
Amaclar1 aktif molekiilleri aktif olmayan molekiillerden ayirmakti. Elde ettikleri
modellerde test seti iizerinde % 76 ile % 81 arasinda dogruluk oranina ulastilar.
Calismalarinda 34 molekiiler tanimlayicit kullandilar ve HBDC (Hydrogen Bond
Donor Count) ve PSA (Polar Surface Area) tanimlayicilarinin siniflandirmada daha
etkili olduklarini ortaya koydular. Diger 6nemli tahmin edicileri, RBC (Rotable Bond
Count), logP, W1 (Wiener Index) ve Bl (Balaban Endeksi) olarak belirlediler.

Ghorbanzad'e ve Fatemi (2012) 326 merkezi sinir sistemi (MSS) ilacindan olusan bir
veri setini kan-beyin bariyerlerine niifuz etmelerine gore aktif ve inaktif MSS ajanlari
olarak smiflandirmak i¢in dogrusal ve kuadratik diskriminant analizi (linear and
quadratic discriminant analysis) ve en kiigiik kareler destek vektor makinesi (least
squares support vector machine, LS-SVM) smiflandirma algoritmalarint MSS
tasarim problemine uyguladi. Kan-beyin bariyerini gecen MSS ilaglar1 aktif olarak
adlandirlir. Veri setinde 166 MSS aktif ilag ve 160 MSS inaktif ila¢ bulunmaktadir.
Yapilan calismada gelistirilen LS-SVM modeli, egitim setinde (% 96.5) ve test
setinde (% 92.9) dogruluk oranina ulagti. Calismada ¢ok sayida tanimlayict veri
setindeki 1ilaclar1 smiflandirmak i¢in hesaplandi bunlardan sadece dokuz tanesi

ilaglarin kan-beyin bariyerinden gegmesine iliskindir.

Zhang ve dig. (2011) ¢aligmalarinda ilaglarin ndbet yiikiimliiliiglinii erken sathalarda
belirlemek amaciyla SVM tabanli tahmin edici bir model gelistirdi. Terapdtik
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dozlarda nobet uyandiran ajanlar (pozitifler) ve hicbir ndbet riski tasimayan ajanlar
(negatifler) de dahil olmak iizere 680 tane bilesik SVM modelini egitmek igin
kullanildi. Bagimsiz test seti 175 bilesigi igermektedir. Elde edilen modelin dogruluk
orant % 86.9’dur. Calismada ndbet yiikiimliiliigiine sahip bilesiklerin tahmini igin,
molekiiler elektronik o6zellikleri, hidrojen baglama 6zelligi, molekiiler aromatik
fonksiyonlar, lipofiliklik, molekiiler polar yilizey alan1 ve molekiiler yapisal bilgi
igeren 18 molekiiler tanimlayic1 kullanildi. Yukaridaki ¢alismalarin sonuglari, bilesik
Ozelliklerini tanimlayan bu tanimlayicilarin etkili bir sekilde yeni bir ilacin kesfi i¢in
kullanilabilecegini ortaya koydu. Gelistirilen modeller ila¢ kesfi siirecinde basit

filtreler olarak kullanilabilirler.

Klekota ve Roth (2008) calismalarinda ¢oklu bilesik kiitiiphaneleri i¢in biyoaktiviteyi
tanimladilar ve bunlarin ii¢ boyutlu ayirt edilebilen alt yapilarini tespit ettiler.
Biyolojik aktivite ile ilgili alt yapilar1 belirlemek i¢in Chembridge Diverse Set E
kiitiiphanesinde 4860 altyapt kiimesinden alinan altyapilarin varligina veya
yokluguna gore oldukga ayirt edilebilen alt yapilari karar agaclarimi kullanarak
birbirinden ayirdilar. Sonuglar farmasdtik kesif i¢in dnemli etkileri nedeniyle ayirt
edilen yapilarin yeni kimyasal kiitliphaneleri tasarlamak i¢in kullanilabilecegini
gostermektedir. Embrechts ve dig. (2003) c¢alismalarinda evrimsel algoritmalara
(EA) dayanan ¢ farkli ozellik secimi (feature selection) yaklagimini QSAR
problemleri icin ele aldilar. Potansiyel ilag etkinligine sahip molekiillerin bir molekiil
kitapligindan verimli bir sekilde kantitatif yap1 etki iligskisi (quantitative structure-
activity relationship, QSAR) modellerine dayanarak sanal olarak taranmasi onlarin
biyolojik aktivitelerinin tahminde 6nemli bir rol oynar. Bu yontemler, bir 6grenme
modeli icin bir genetik algoritma (GA), GA-0Olcekli regresyon kiimelemesi ve
korelasyon matrisinden GA tabanl 6zellik sec¢imi ile ortak 6znitelik ¢ikarimi {izerine
kurulmustur. Calismalarinda QSAR'daki 6zellik se¢imi igin ortak GA tabanl
yontemle birlikte 6zellik se¢imi i¢in iki yeni yaklasim 6nerdiler. Buna ek olarak GA
tabanli 6znitelik segcme yontemlerini duyarlilik analizi ile birlestiren bir hibrid 6zellik
secme yontemide gosterdiler. QSAR'nin amaci, tanimlayict Ozelliklere dayali
molekiillerin biyoaktivitesini 6ngdrmektir. Temel varsayim, biyolojik aktivitedeki
degisiklikler, ol¢iilen veya hesaplanan molekiiler 6zelliklerdeki karakteristiklerle
iligskilendirilebilmesidir. 2D, elektrotopolojik, 3D ve transfer edilebilir atom esdegerli
(TAE) tanimlayicilar da dahil olmak iizere, QSAR arastirmalarinda geleneksel olarak
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cesitli tanimlayicr tiirleri kullanilir. Mamitsuka (2003) verilen bir kimyasal bilesik ile
ilag etkinligi arasindaki iligkileri hesaplamanin 6nemi vurgulanmaistir. Caligmalarinda
kimyasal bilesiklerin ila¢ etkinligi ile ilgili veri kiimesinde, her satir bir kimyasal
bilesime karsilik gelir ve siitunlar, bilesigin tanimlayicilaridir ve bilesimin
aktivitesini belirten bir etikete karsilik gelir. Son zamanlarda, tanimlayicilarin
boyutunun olduk¢a biiylimesi nedeniyle bazi ilag verilerinin siitun sayisi (nitelikler
veya Ozellikler) verilen bilesik grubundan daha ayrintili bilgi elde etmek icin yiliz
binlere hatta milyona ulasti bu nedenle calismada 4 farkli 6zellik se¢imi yontemi
yaklagik 140.000 6zellik igeren Thrombin veri seti lizerinde denendi. Sonuglar iki
smiflandirict (SVM  ve C4.5) ile simiflandirilarak degerlendirildi. Sonuglar
degerlendirilirken metotlarin dogru 6zellikleri se¢ebilmesi, zaman etkinligi a¢isindan
performanslar1 ve verilerdeki giirtiltii seviyeleri géz Oniine alindiginda calisabilme

olgiitleri gdz Oniine alind1.

Vens ve dig. (2008) calismalarinda hiyerarsik ¢oklu-etiket siniflandirmasi
(hierarchical multi-label classification, HMC) igin karar agaglarinin indiiksiyonuna
yonelik cesitli yaklasimlar1 ve islevsel genomiklerde kullanimlarinin ampirik bir
caligmasini sundular. HMC 6rneklerin ayni anda birden ¢ok sinifa dahil olabilecegi
ve bu smiflarin hiyerarside diizenlendigi bir siniflandirma varyantidir. Uygulama
dogrultusunda siniflarin hiyerarsisi her siifin en fazla bir ebeveyni (aga¢ yapisi)
veya smiflarin birden ¢ok ebeveyni (DAG yapisi) olacak sekilde olusturuldu.
Calismada ti¢ yaklasim, tek-etiketli siniflandirma (single-label classification, SC),
hiyerarsik tek-etiketli siniflandirma (hierarchical single-label classification, HSC) ve
HMC metorlar1 24 maya veri setinde karsilastirildi. Calismada MIPS'in FunCat (agag
yapis1) ve Gen Ontolojisi (DAG yapis1) simiflandirma semalart olarak kullanildi.
Dogruluk orani, model boyutu ve indiiksiyon siiresi goz oniine alindiginda HMC’nin
daha iyi performans sergiledigi gozlemlendi. Schietgat ve dig. (2010) genom
dizilerindeki agik okuma ¢ercevelerini (open reading frames, ORFs) belirleme ve
bunlara biyolojik islevler atama amaciyla karar agaci tabanli modeller gelistirdiler. S.
cerevisiae, A. thaliana ve M. musculus, biyolojide iyi incelenmis organizmalardir ve
genomlarinin  dizilisi yillar 6nce tamamlanmistir. Bu genomlarin ORF'lerine
otomatik olarak biyolojik fonksiyonlar atan metotlarin gelistirilmesi amaciyla
hiyerarsik coklu-etiket karar agaglarm1 (HMC) o6grenmek icin bir algoritma

tanimladilar. Bu tiir agaglarin tek agaglardan daha dogru olduklar1 ve son teknoloji
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istatistiksel 6grenme ve fonksiyonel baglanti yontemleriyle rekabet¢i olduklarini
gosterdiler. Bunlar ayn1 zamanda bir ORF'nin tiim islevlerini, belirli bir gen islevleri
hiyerarsisine (FunCat veya GO gibi) riayet ederek ongodrebilir. Siniflandirma
probleminde HMC’nin yaygin makine 08renmesi metorlarindan farki (i) tek bir
genin birden fazla fonksiyonu olabilir (ii) bu fonksiyonlar hiyerarsik olarak organize
edilebilir. Bu algoritma ile elde edilen yeni sonuglar, 6nceden agiklanan yontemlere

gore daha iyi 6ngorme performansi sergilemektedir.
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2. ILAC TASARIMI VE VERI MADENCILIGI

Ilag kesfi tarihinde afyonun gecmisi ilag kesfinde en erken ilerlemeyi gdsterir.
Insanlar afyon ve onun dogal aktif bileseni morfini yaklasik 5000 y1l boyunca etken
kimyasal maddesini ve gercekte nasil etki ettigini bilmeden kullandilar. 1815 yilinda
F. W. Serturner, morfini afyon 6ziinden izole etti (Drews, 2000). 1848'de bir afyon
alkaloid olan papaverin izole edildi, ancak bir mide ve bagirsak gevsetici olarak

kullanimi 1917'ye kadar kesfedilmedi (Sneader, 2005).

1870'lerde, Paul Ehrlich ¢alismasinda biyolojik dokular i¢in boyalarin segici afinitesi
parazitteki yapisal olarak benzer fakat ayni olmayan kemoreseptorlerden
kaynaklandigin1 ve parazit ve konak dokularda goriilen bu farkliliklarin terapotik
kullanim i¢in istismar edilebilecegi hipotezini ortaya koydu. Yapilan bu g¢alisma
kemoterapinin dogumunu ve boya sirketlerinden ilag endistrisinin olusumunun

baslangici oldu (Drews, 2000).

1910'da Ehrlich ve o&grencisi olan Sahachiro genis bir sistematik arastirmada
bulundu. Onlarin 606.c1 kez hazirladiklar1 Arsenik iceren bilesikleri (Salvarsan)
Sifiliz spiroket bakterilerini 6ldiirdii ancak konaklar1 6ldiiremedi. Bu noktaya kadar
bulasic1 hastaliklardan korunmanin tek yolu bu asiydi. Ehrlich 1915°te 6ldiikten
sonra doktorlar sihirli kursun adini1 verdikleri daha az toksit igeren ilaglari aramaya
devam ettiler. 1928°de Iskog bilimadami Alexander Fleming, penisilinin antibiyotik
ozelliklerine sahip oldugunu kesfetti. On yil sonra, Avustralyali bilim adami1 Howard
Walter Florey, Alman bilim adami Ernst Chain ve Ingiliz biyokimyaci Norman
Heatley bir ilag olarak penisilini gelistirdiler. 1960'larda ¢esitli semptomlar icin
kullanilan bir ila¢ smifi olan B-blokerlerin kesfi modern cagin ilag kesfinin
baslangicin1 temsil eder. B-blokerler ayn1 zamanda kardiyak aritmilerin yOnetimi,
kardiyoproteksiyon, kalp krizinden sonra ve hipertansiyon i¢in kullanilir (Vogel ve
dig., 2013).

Bu ilaglar, ilk mekanizmaya dayali reseptor alt tiirline 6zgii ilaglardi. O zamandan
beri giderek artan sayida tasarlanan ilaglar, 6rnek olarak HIV proteaz inhibitorleri,

rekombinant protein ilaglari, biiyiime hormonlar1 ve terapotik antikorlar, hastalarin
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tedavilerinin bir parcasit haline geldi. 2001'de Gleevec bir kanser tedavisi igin
FDA’nim onayini aldi ve bu durum Time Magazine’e "sihirli kursun" olarak kapak
oldu. Hizla béliinen hiicrelerin tiimiinii spesifik olarak inhibe etmeden ve 6ldiirmek
yerine, belirli bir kanser hiicresinin bir enzim 6zelligini spesifik olarak inhibe ederek

etki gosteren yeni bir sinif ajanlara ilk 6rnek olmustur.

flac kesfi dykiisii boyunca, sans ve kazalar énemli rol oynamistir. Modern ilag kesfi
son 50 yilda garpici bir sekilde degismesine ragmen bu giinlimiizde de hala boyledir.
Sildenafil (Viagra) bilim adamlari tarafindan ilk olarak bogaz agris1 i¢in Pfizer’da
sentezlenmistir. Ancak klinik calismalarda bogaz agrist (anjina) tizerinde etkili
olamayinca ve bazi beklenmedik yan etkilerinin ortaya ¢ikmasindan dolayi, 1998’de
erektil disfonksiyon i¢in tedavide kullanilan ve ilk agizdan tedavi i¢in uygulanan
FDA’nin onayh ilacina yoénelindi. Bazi1 olaylar1 6ngérme ve caligmalarda
tokezlendiginde dahi olaylarin faydali yonde gelisimini saglamak ve degerli seyleri
bulmak bir yetenektir. Louis Pasteur'un gozlemledigi gibi sans hazir bir zihni
destekler. Dolayisiyla bundan sonraki boliimlerde rasyonel ilag kesfi ve gelistirilmesi

sureci anlatilmaktadir.

Diinyada iilkeler ila¢ sanayisindeki konumlarina gore dort gruba ayrilmaktadir. Ilag
arastirma ve gelistirmeye dayali ¢ok gelismis ilag endiistrisine sahip 1.Grup iilkeler
arasinda ABD, Ingiltere, Isvicre, Japonya, Hollanda ve Almanya bulunmaktadir.
Tiirkiye ise 3.Grup olan 13 iilke ile birlikte, mamul ila¢ ve etkin madde iireten

iilkeler arasinda yer almaktadir.

2.1 fla¢ Tasarim

Kiigiik molekiiller (ila¢ yapiminda kullanilabilecek aday molekiiller) bir hastaliga
neden olan spesifik bir proteine baglanarak onun etkisini modifiye ederler. Yani
ilaclar hastaliga neden olan bir proteinin etkisini ortadan kaldirmak icin kullanilirlar.
Kanser ilaglarmin etkisizligi, AIDS gibi tedavi edilemeyen hastaliklar ve yeni
hastaliklarin  ortaya ¢ikmasi ¢agdas ilag tasarimina ihtiyag duyuldugunu

gostermektedir.

[lag tasariminda yaygin olarak kullamilan iki yaklasim vardir. Bunlardan ilki ligand
tabanl ikincisi protein tabanlidir. Ligand tabanli yaklasimda hedef proteine bind
oldugu bilinen molekiillerden bir model olusturulur ve bu modele merak edilen

ligandin ne denli yakin oldugu skorlanir. Bu yaklasimda modelin, minimum i¢ermesi
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gereken motifler yer alir ve yapilan aslinda ligandin bu motiflere sahip olup
olmadiginin belirlenmesidir. Motif tanimi1 uygulamadan uygulamaya farklilik
gostermektedir, 6rnegin bazilar1 sadece yapisal (li¢ boyutlu molekiil yapisi) bazilari
ise biyokimyasal 6zellikleri kullanir. Protein tabanli yaklasimda ise hedef proteinin
lic boyutlu yapisina bind olabilecek molekiiller adaylar arasindan alinir ve skorlanir.
Skorlama fonksiyonu daha oOnceki bilinen binding oOrneklerinden elde edilmis
verilerden elde edilen veri madenciligi modelleri ile yapilabildigi gibi, dogrudan
molekiiler dinamik simiilasyonu ile de belirlenebilir (Diniz ve dig., 2010). Fakat
molekiiler dinamik ¢ok yiiksek hesaplama giiciinii gerektirir. Dolayisiyla, molekiiler
dinamigin kullanilabilmesi icin bile adaylarin yine veri madenciligi teknikleri ile
indirgenmesi ¢cok Onemli olmaktadir. Dikkat edilmesi gereken Onemli bir nokta
yaklasim ne olursa olsun veri madenciliginin ilag tasarim siirecinde dnemli bir role
sahip oldugudur. Ligand tabanli yaklasimda biyokimyasal 6zelliklerin kisit tabanli
veri madenciligi i¢in kullanimi arama uzaymin ¢ok biiyiik olmasi nedeniyle hizl
sonuca ulagmay1 saglayacaktir ve gereksiz ¢iktilar1 eleyerek etkinligede katkida
bulunacaktir. Ornek olarak hidrofobik oldugu bilinen yiizeylerin arama uzayindan
c¢ikarilmasi verilebilir. Resim (2.1) Insan alfa 1-asit glikoproteini ve ona bind olmus

amitriptilin kompleksini gostermektedir.

Resim 2.1: Insan alfa 1-asit glikoproteini ve ona bind olmus amitriptilin kompleksi
[www.wwhpdb.org].
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2.1.1 Ilac tasarim ilkeleri

Basaril1 bir ilacin tasarlanmasi i¢in ayni anda pek ¢ok sartin karsilanmasi gerekir.
Oncelikle, molekiil uygun hedefe odaklanmalidir yani tasarlanan ila¢ 6nemli
metabolik gorevleri olan molekiillere degil yalnizca hedefine baglanmalidir. Ciinkii
ilag hayati gorevleri yerine getiren enzimlere baglanirsa ilacin yan etkileri ortaya
cikar. Ila¢ molekiilleri ¢ok biiyiikk olmamali, zar gecirgenlifine sahip olmali,
emilmeye ve kullanildiktan sonra viicuttan atilmaya uygun olmalidir. Dahasi, ilacin
toksisite seviyeleri en aza indirilmelidir (Freire, 2005; Yusof ve Segall, 2013). ilag
benzeri bir molekiilin bu o6zellikleri, ADME (emilim, dagilim, metabolizma ve
atitlim) Ozellikleri olarak adlandirilir (Hou ve dig., 2007; Yusof ve dig., 2014).
Lipinski (2000) caligmasinda dort 6zelligin parametreleri icin esik degerler yayinladi.
1997'de ila¢ adaylarina baslangi¢ filtresi olarak kullanilabilecek molekiillerin
emilimini ve gegirgenligine isaret ederek ilag literatiirii tarafindan kabul edilen dort
onemli kural yaymlamistir. Lipinski'nin "bes kurali" na gore, ila¢ benzeri bir
molekiiliin 6zellikleri sdyle olmalidir: (i) toplam hidrojen bag vericisi sayist 5’ten
biiyliik olmamalidir (ii) toplam hidrojen bag alicist 10°dan biiyilk olmamalidir (iii)
molekiiler agirlik 500 g/mol altinda olmalidir (iv) log P degeri 5’ten kiigiik olmalidir.
Lipinski'nin bu 6zelliklerini tasiyan bir molekiil bir ilag aday1 olarak goriilmesi igin
gerekli kosullar1 tasimis olur ancak basarili bir ilag olarak kabul edilebilmesi i¢in bu
kosullarin yeterli olmadigin1 belirtmek gerekir (Lipinski ve dig., 2001). Ilk iki kural
molekiiliin atom tiirler1 hakkindadir, tiglincii kural molekiiliin ¢ok biiylik olmasina

izin vermez, son kural ise molekiiliin ¢oziiniirliigli hakkindadir.

[lag molekiillerine bakildiginda oral biyoyararlanimi etkileyen daha birgok ozellik
vardir. Molekiiler esneklik (molecular flexibility) veya molekiiliin yiizey alaninin

polaritesi biyoyararlanimi etkileyen diger faktorlerden biridir (Veber ve dig., 2002).

Hesaplamali ila¢ tasariminda biiylik Oonem tasiyan bir diger ozellik protein ve
ligandin baglanma afinitesidir. Afinite baglanma siireci sebebiyle entalpi degisimi
(AH) ve entropi degisikligi (AS) ile dogrudan iliskilidir ve dogrudan Gibbs serbest
baglanma enerjisi (AG) ile baglantilidir, burada Gibbs serbest baglanma enerjisi (AG)
Esitlik (2.1) ile verilir.

AG = AH -TAS (2.1)
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Burada T islemin gercgeklestigi sicakligi ifade eder. Hedeflenen bir baglanma siireci
i¢in afinitenin en {ist diizeye ¢ikarilmasi ve AG 'nin ise minimize edilmesi beklenir.
Baglanma afinitesinde entalpi degisiminin agirli§i, entropi degisiminden daha
fazladir (Freire, 2005). Cogu durumda, minimize edilmis bir entalpi, maksimize
edilmis entropiye tercih edilir. Maksimuma ¢ikartilmis entropi daha fazla esneklik ve
kendiligindenlik anlamina gelir, ancak bu deger ¢ok yiiksek olmamalidir ¢ilinki
kompleks bir dereceye kadar kararli olmalidir, aksi takdirde ilacin etkisi istenilen
diizeyde olmayacaktir. Aslinda rasyonel ilag tasariminda, molekiillerin formiilasyon
kolayligi, elde edilebilirligi, kararliligt ve molekiiliin kristalligi gibi daha pratik
ozellikler degerlendirilmeye baslanmistir (Veber ve dig., 2002).

2.1.2 Molekiiler etkilesimler

Yukarida agiklandigi gibi basarili bir ilacin hedefiyle arasinda giiglii bir afinitesi
vardir. Afiniteyi arttirmanin bir yoluda, ligand ile hedefi arasindaki kovalent
olmayan baglarin sayisini maksimize etmektir. Teorik olarak, ligand molekiilii ne
kadar ¢ok atoma sahipse, kararlilik o kadar artmaktadir. Bununla birlikte ADME
ozellikleri, biiyiik bir molekiiliin iyi bir ila¢ aday1 olamayacagini sdyler. Bu nedenle,
afiniteyi en st diizeye ¢ikarirken Lipinski kisitlamalarini ihlal etmemek Kimyasal

bilesikler i¢in bir model gelistirirken 6nem tagimaktadir.

Ug farkli tiirde kovalent olmayan etkilesim vardir. Bunlar sirastyla iyonik, hidrojen
ve van der Waals etkilesimleridir. Iyonik baglar, zit yiiklii atomlarm elektron
transferiyle olusur. Hidrojen baglar1 ise bir hidrojen donérii (veya bir N, F veya |
atomuna bagli bir hidrojen atomu) ile dogada elektronegatif olan bir hidrojen
akseptorii arasindaki kutuplasma ile olusur. Van der Waals etkilesimi, yeterince
yakin olan her atom ¢ift arasinda meydana gelir. Bu yakinlik her atom tipi i¢in

farklidir ve buna van der Waals mesafesi denir (Jeffrey, 1997).

Bir bagin giicii, etkilesimi kirmak ic¢in gereken enerjiyle ol¢iiliir, bu enerji ne kadar
cok olursa, bag da o kadar gii¢lii olur. Kovalent olmayan baglarin enerjileri atomdan
atoma farklilik gosterir, ancak ortalama atom i¢in bunlar arasindaki en kuvvetli
cazibe, su icinde yaklasik 3 kcal/mol olan bir iyonik bag ile olusturulur. Hidrojen
baglar1 bu enerjinin yaklagik {i¢te birini tasir ve van der Waals etkilesimleri oldukca

zayiftir, yaklasik iyonik baglarin onda bir enerjisine sahiptir (Alberts, 1998).
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Kompleksin kararliliginin, tasidigi kovalent olmayan baglarin toplam giicline bagh

oldugu sdylenebilir.
2.1.3 Ilac tasariminda klinik ¢calismalarin tiirleri

Insanlarda kullanilmak iizere, yeni bir ilag veya biyolojik bir {iriin pazarlamak ve
satmak icin Amerikan Gida ve Ilag Idaresi (Food and Drug Administration, FDA)
veya ABD disindaki esdeger ajanslardan onay almak gerekir. Bu nedenle bu ilaglar
tizerinde bir dizi klinik calismalar yapilir. Bu Kklinik c¢alismalar dort asamada
gerceklesmektedir. Her fazin hasta tiirleri, hedefleri, dahil edilme/hari¢ tutulma
kriterleri, tasarim 6zellikleri ve beklenen sonuglar i¢in belirli ve farkli gereksinimleri
vardir. Bu klinik ¢aligsmalar i¢in gegen zaman "Klinik gelisme" olarak adlandirilir ve
yaklagik 5 yil siirer. Bu siiregte bir ilacin onaylanmasinda gerekli bilginin
edinilmesine, basarili bir sekilde pazarlanmasina ve miimkiin olan en kisa siirede

yeterli glivenlik bilgilerinin verilip piyasaya siiriilmesi saglanir.

flac tasarimi evrelerine gore, tasarlanmis yeni molekiil tek ve ¢oklu doz toksisitesinin
degerlendirilmesi i¢in az sayida saglikli goniillii kisi (20-100) iizerinde denenir (faz
1). Faz 1 icin gecen siire ~1.5 yildir. Doz asimi ve fazla toksisite iliskisini
tanimlamak icin daha fazla sayida goniillii hasta (100-300) ilact kullanir (faz 2). Faz
2 igin gecen siire ~2 yildir. Hastalia maruz kalan birka¢ bin goniillii hasta (1000-
3000) ilacin etkin doz araligini ve bu dozlarin neden oldugu yan etkileri belirlemek
icin farkli dozlarda ilaci kullanir (faz 3). Faz 3 i¢in gegen siire ~ 2.5-5 yil arasindadir.
Faz 3 calismalar1 basarili yeni bir ilag uygulamasi icin yeterli ve hedeflenen giivenli
bilgiyi saglamalidir. ilag onaymi almadan &nce, iiriinii pazarlarken ve pazarlamadan
sonra yapilacak g¢alismalar belirlenir. Bunlar farmakoekonomik ve farmakogenetik
calismalar, ilac etkilesimi ve karsilastirici ¢aligmalar gibi basit klinik arastirmalardir
(faz 4). Bunlar ilacin temel olarak insanin yasam kalitesini nasil etkiledigini arastirir.
Bu caligmalar, {iriin onay1 sonrasinda klinik arastirmalar yoluyla daha fazla bilgiye
ithtiya¢ duyuldugu ve hastalarda nasil kullanilacagina dair anlayisimizi genisletir
(Evens, 2007). Resim (2.2) ilag tasarim boru hattina karsilik bilgisayar destekli ilag
tasarimi araglarini gostermektedir (Drug discovery pipeline vs. computer-aided drug

design, CADD).
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CADD

B T R
Pt B
Disease-related Target Lead Preclinical
genomics identification discovery tests

+ Bioinformatics ~ * Target *Library design  « QSAR * In silico ADMET
* Reverse docking  druggability * Docking scaring  « 30.QSAR pradiction
* Protein structure  * Tool compound  + Deé novo design  « Structure-based  » Physiologically-based
Prediction design * Pharmacophore  gptimization pharmacokinetic (PBPK)
. Ta"gel flembihty simulations

Resim 2.2: Ilag kesfi boru hattina karsilik bilgisayar destekli ilag tasarimi (CADD)
araclar [Tang ve dig.,(2006)].

2.1.4 Tlaclarin marketlerden geri cekilmesi

Ters ilag reaksiyonlar1 terapdtik (veya birincil) hedefin modiilasyonundan sonra
ortaya cikan birincil etkiler olarak tanimlanir. Birincil hedef birden ¢ok organda ifade
edilir ve ayn1 anda hedeflenir, bdylece hedef dokuda terapotik etkiye ve diger
dokularda istenmeyen etkilere neden olur. flaca bagl toksik etkilere yol acan
mekanizmalarin belirlenmesinde bu etkiler hakkinda hiicresel ve biyokimyasal
seviyede daha net bilgi edinmek olduk¢a onemlidir. Bu toksikolojik bilgi, ilaci
mekanik olarak etkilerini inceleyebilecek ve ilaglarin ters ilag reaksiyonlarina neden
olma egilimini profilleyebilecek uygun bir in vitro deneyler paneli gelistirmek igin
kullanilabilir. Ters ilag reaksiyonlarin ¢ogunlukla doza bagimlidir. En sik iligkili
hedef organlar karaciger, kardiyovaskiiller ve merkezi sinir sistemleridir.
Hepatoseliiler ve kolestatik ilag kaynakli karaciger hasari, karaciger yetmezligi ve
hepatik nekroz, karaciger ile iligkili tipik ilag reaksiyonlarinin ortak kaliplaridir.
Farkli hasta tepkileriyle iliskili faktorler, tek niikleotid polimorfizmleri (SNPler) ve
mutasyonlar gibi genetik Oznitelikleri, cinsiyet, yas ve birlikte tedavi gibi genetik
olmayan nitelikleri icerir. ilaca bagl olaylar, organlar iizerindeki dogrudan
aktiviteden (6rnegin kardiyovaskiiler sistemlerde), ilaglarin aktif metabolitlerinin
biyolojik tasiyicilarla etkilesimlerinden reaktivitesine kadar degisen ¢esitli etkilerin

sonucudur (Siramshetty ve dig., 2016).

Piyasaya siiriilen onaylanmis bir ila¢g onay1 sonrasinda ve pazarlamasindan yillar
sonra bile piyasadan geri ¢ekilebilir (Siramsheety ve dig., 2015). Bu konudaki bir
basarisizlik organizasyon iizerinde biiyilk maddi kayiplara sebep olabilir ve hisse

senedi fiyatlar1 iizerinde feci etkiler yaratabilir. Buda ilag firmalarini dogrudan
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kiiciilmeye gotiirtir. Bir ilacin geri ¢ekilmesindeki en biiyiik etken ciddi ve
beklenmeyen ters etkileridir (Fliri ve dig., 2005). Bu ciddi yan etkiler genellikle
seyrek goriiliir. Tiim klinik ¢alismalarda birkag yiiz ile birka¢ bin hastada yalnizca
cok az sayida vaka ortaya ¢ikar ve bunlarin yalnizca arastirilan yeni ilagla iliskisi
olmaz. ilag sirketleri ilag iizerinde Ar-Ge calismalar1 igin yiiz milyonlarca dolar
harcamasinin yaninda birde {iriinii pazarlamak i¢in milyonlarca dolar harcar. 1982 ile
2002 yillar1 arasinda 20 yillik bir siire boyunca piyasadan 21 ila¢ kaldirilmistir
(Evens, 2007). Bu ilaglarin ¢esitli organ sistemleri tizerindeki ters etkilerine
bakildiginda ¢ogunlugun karaciger (4) ve kalp iizerinde (9) hakim oldugu
gbozlemlenmistir. Yapilan bir diger calismada, 2002 yilindan 2011 yilina kadar
giivenlik nedenleriyle Avrupa Birligi ¢apinda (the European Union, EU) piyasadan
cekilen 19 ila¢ incelenmistir (McNaughton ve dig., 2014). Geri ¢ekilen ilaglar
hakkindaki raporlarin % 95’ini (18/19), vaka kontrol ¢alismalar1 (4/19), kohort
calismalar1 (4/19), randomize kontrollii ¢alismalar (RCTs) (12/19) olusturmaktadir
ve meta-analiz raporlar1 (5/19) geri ¢ekimlerin % 63'linde rol oynamistir.
Kardiyovaskiiler olaylar ya da bozukluklar, ¢cekilme i¢in ana sebep olmustur (9/19),
bunu karaciger rahatsizliklar1 (4/19) ve norolojik ya da psikiyatrik bozukluklar (4/19)

izlemistir.

Birincil hedeflerindeki aktiviteleri nedeniyle ters ilag reaksiyonlara neden olan iyi
bilinen bir ila¢ smifi antiaritmik ilaglardir ve bunlarin faydalari tedavi edilen
endikasyon olan aritmilerin siddetlenmesinden dolay1 birka¢ durumda engellenmistir.
Bu etki esasen kardiyak aksiyon potansiyellerinin diizenlenmesi ile iligkili olan bir
potasyum iyon kanalinin (insan Ether-a-go-go-iliskili gen, hERG) alfa alt biriminin
modiilasyonundan kaynaklanmaktadir. Sonug¢ olarak, hERG kanalin1 inhibe eden
ilaglarin piyasadan cekilmesine yol agti, 6rnek olarak siddetli aritmiler ve o6liim

nedeniyle antihistaminik ilag terfenadinin geri ¢ekilmesi (Siramshetty ve dig., 2016).

Ilag giivenligi bilimi CDER'in (CDER Drug Safety Priorities) ilag etkileri ve iiriin
kalitesi ile ilgili glivenlik konularini daha iyi tanimlamasina ve ydonetmesine yardimci
olan araglar, teknikler ve veri kaynaklarinin gelistirilmesini igerir. FDA'nin
diizenleyici bilim portfOyiiniin ayrilmaz bir bilesenidir. Hiicresel ve molekiiler
seviyedeki hastalik siire¢lerine iliskin derin yeni bilgiler, dagitilmis sayisal aglarin,
veri madenciliginin, 6zel olarak hazirlanmis yazilim platformlarinin ve mobil cihaz

uygulamalarinin teknolojik olarak gelismis ortamlarinda calistigi i¢in ilag giivenligi
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bilimi ters ilag reaksiyonlariyla ilgili olaylari tahmin etmek icin daha giicli bir
potansiyele sahiptir. Yeni onaylanmis bir ilag piyasaya girdikten sonra pazarlama
sonrasi deneyim Ve Klinik arastirmalar sirasinda veya onay Oncesi inceleme sirasinda
saptanamayan ters ila¢ reaksiyonlar1 olaylari ortaya ¢ikarabilir. FDA pazarlama
sonrasi ilag gozetimi amaciyla "pasif" bir sistem yani FAERS (FDA Adverse Event
Reporting System) ve "aktif" bir sistem olan "Sentinel Sistemi™ olarak bilinen iki

onemli sistemi destekler.

Ilag giivenliginde ilaglarm temin edilmesinden saklanmasina, bir yere order
edilmesinden sonra transferine, hastalar iizerinde uygulanmasindan uygulama
sonrast gozetim altinda denetlenmesine kadar olayin her asamasinda giivenli
olmasimi saglamak amaciyla bir dizi diizenleme yapilmistir. Ilag giivenligi
uygulamalarin1 yerine getirmek ayni zamanda calisan giivenligi icinde 6nemli ve
zorunlu bir siirectir. Medikasyon hatalarini gruplandiracak olursak, alerji bilgilerinin
olmamasi, atlanan ve uygun olmayan dozlar, verilis yolundaki uygunsuzluk,
dubligasyon, ilag-ila¢ etkilesimleri, ilag ve yiyecek etkilesimleri, ila¢ se¢cimindeki
hatalar, tedavi siiresinin yanlis belirlenmesi, hastanin boy ve kilosunun yanlis
belirlenmesi, formiilasyondaki yanlishiklar, ilag verilislerinin uygun olmayan
araliklarda yapilmasi, ilag verilmesinin unutulmasi, kisitlanan ila¢ kullanimi olarak
gruplandirilabilir. Medikasyon hatalarinin  sonuglart incelenecek olursa ilag
uygulamalarina bagli olarak gelisen ters ilag reaksiyonlarmin 9%27-50’si
onlenebilirdir. ilaglar hatali kullanildiklarinda hasta iizerinde kalict yan etkilere
neden olabilirler. Tlaglarin vucuda alindiktan sonra etki etme yollar1 ilacin uygulanma
yontemi ile iligkilidir. lacin hasta iizerindeki etkileri hastaya, ilacin uygulandig1 doza
ve yola, ilacin metabolizmasia bagli olarak degisir. Insiilin, morphine, heparin,
warfarin, enoxaparin, potassium chloride, furosemide agir medikasyon hatalarina

siklikla neden olan ilaglardan bazilaridir.
2.2 Veri Madenciligi

Veri madenciligi (data mining) ge¢misteki verilerden yola ¢ikip matematiksel ve
istatistiksel metotlar kullanarak yeni veriler i¢in uygun modeller gelistirmektir. Veri
madenciliginde agirlikli olarak makine 6grenmesi teknikleri kullanilir. Bilgisayar
teknolojilerindeki ilerlemeler sayesinde ¢ok sayida verinin analizi artik

yapilabilmektedir. Amag her tiirlii bilginin sayisal ortama kaydedilebilmesi sayesinde

25



biriken bu verilerden gergek bilgiye ulasmaktir. Ornegin bir magaza hergiin yaptigi
satiglar1 ve miisterilerine iliskin verileri sayisal ortamda topladikca biiylik miktarda
veri elde etmektedir. Kurumlar bu devasa verileri saklarken ayn1 zamanda bunlardan
kazan¢ saglamak amaciyla karar destek sistemleri gelistirilebilir. Ayni sekilde
kullanilan  kredi  kartlarindan, siiper —marketlerdeki kasalardan, e-ticaret
uygulamalarindan hergiin milyonlarca veri ilgili merkezlerde toplanmaktadir. Bir
magaza, miisterileri hakkinda bir portfoy olusturmak ister, benzer sekilde bankalar
kredi kart1 kullanicilarinin gergek kimliklerini test etmek ve sahte kullanicilar asil
sahiplerinden ayirt etmek ister. Benzer problemlerden yola ¢ikarak verileri
coziimlemek ve gerekli bilgiye erisebilmek veri madenciligi (data mining)
kavraminida beraberinde getirmektedir. Veri madenciligi modellerini, siniflandirma,
kiimeleme, egri uydurma (regresyon), ozellik secimi/cikarimi, ve iligki belirleme
olarak gruplandirabiliriz. Siniflama veri tabanlarindaki gizli oriintiileri belirlemede
kullanilir. Verilerin bir kismi1 egitim amagh kullanilirken bunlarin hangi siniflara ait
oldugu verilir ve yeni gelen verinin hangi siifa katildiginin belirlenmesi istenir
(Ozkan, 2008). Kiimeleme ise verilerden birbirine benzer olanlarin gruplandirilmasi
islemidir. Burada bir verinin sinifi/etiketi onceden bilinmez. Gegmis verilerin
smiflart siirekli sayilardan olusuyor ise yeni veriye ait model olusturulurken egri
uydurma kullanilir. Ornek olarak bir hisse senedinin degeri ile ilgili bir model
olusturulurken bu deger siirekli bir say1 oldugundan egri uydurma ile deger tahmini
yapilir. Veri bircok oOzellie sahip iken bu 0Ozelliklerden hangilerinin verinin
kiimesini, smifin1 veya degerini belirledigi bilinmedigi durumlarda tiim o6zellik
kiimesinden bir alt kiime secilir (6zellik se¢imi) veya veri i¢in yeni ozellikler elde
etmek amaci ile bu 6zelliklerin birlesiminden farkli 6zellikler elde edilir (6zellik
cikarimi) (Amasyali, 2008). Iliski belirleme ise veritabaninda bulunan verilerin
birbiriyle olan iliskilerini ortaya koyar. Iliskiler belirlenirken kayitlar incelenerek
hangi olaylarin ayn1 anda gergeklestigi ortaya konur ve birliktelik kurallar

(association rules) elde edilir. Ornek olarak pazar sepet analizleri verilebilir.

llag (ligand) ve protein bankalarmda depolanan yiiksek miktardaki verinin analizi
bize veri madenciligi tabanli ila¢ tasarimini ve uygulamalarini miimkiin kilmaktadir.
Giliniimiizde veri madenciligi tabanli ilag tasarimi anahtar 6neme sahiptir. Bagarili bir
ila¢ tasarim1 hem ligand hemde proteinlerin yapisal ve biyokimyasal 6zelliklerinin

cok iyi bilinmesini gerektirir. Bu amac¢ i¢in c¢ok sayida yontem ve yaklasim
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Onerilmistir. Bunlar, kullandiklar1 veriler ve yoOntemler agisindan farklilik
arzetmektedir. Asagida makine Ogrenmesi metotlarina dayali literatiirde yer alan
kimyasal bilesiklerin siniflandirilmasi ve ilag tasarimi ve uygulamalarina yonelik

calismalarin 6zet halinde bir analizi sunulmaktadir.
2.3 Veri Madenciligi Yontemiyle Tla¢ Tasarim ve Uygulamalar

Veri madenciligi gelismis arama teknikleri ve algoritmalar1 kullanarak biiyiik
veritabanlarinda varolan oOriintiileri, bagintilar1 ve verilere iliskin bilinmeyenleri
kesfeder (Liao ve dig., 2012; Witten ve Frank, 2005). Veri madenciligi sayesinde
molekiiler tanimlayicilardan olusan bir dizi ile biyolojik olarak anahtar 6zellikleri
(etki, emilim, dagilim, metabolizma ve atilim, ADMET) iliskilendiren bir model
olusturulabilir (Shen ve dig., 2010). Elde edilen model, yeni bilesiklerin anahtar
Ozelliklerinin degerlerini 6ngérmek ve yapi-aktivite iliskilerini (structure—activity
relations, SARs) belirlemek amaciyla kullanilabilir. Veri madenciligi modelleri,
dogrusal tekniklerden tiiretilen basit, parametrik denklemlerden veya dogrusal
olmayan tekniklerden tiiretilen karmasik, dogrusal olmayan modellere kadar
degismektedir (Geppert ve dig., 2010; Weaver, 2004). Veri madenciliginde sanal
tarama (virtual screening, VS) kemoinformatik spektrumda biiyiikk onem tasir ¢linkii
yapilan ¢alismalar hedef proteine giiclii baglanma afinitesi yliksek yeni olasiliklarin
biiylik veritabanlarinda arastirilmasini saglar (Chen ve dig., 2007). Sanal tarama
yontemleri, mevcut yapisal ve biyoaktivite verilerinin miktarina bagli olarak yapi
temelli (structure-based virtual screening, SBVS) ve ligand tabanli (ligand-based
virtual screening, LBVS) yaklagimlar olarak siniflandirilabilir. Reseptoriin 3D yapisi
biliniyorsa, yapi-temelli sanal tarama yontemi yliksek verimli molekiiler kilitlenme
(docking) i¢in kullanilabilir (Lavecchia ve Di Giovanni, 2013), ancak reseptor
hakkindaki bilgilerin az oldugu durumlarda ligand tabanli sanal tarama yontemleri
yaygin olarak kullanilir (Geppert ve dig., 2010). Ligand tabanli sanal tarama
metotlar1  Ozellikle reseptor icin kiicik 3D yapist mevcutsa ilag kesfinin
baslangicinda 6nemli rol oynar. LBVS yaklasimlarini genel olarak benzerlik
aragtirmasit ve bilesik smiflandirma teknikleri olarak ayirabiliriz. Benzerlik
arastirmalart molekiiler grafikler (2D) veya molekiillerin 3D yapilar1 (Willett, 2005),
3 boyutlu farmakofor modeller (Mason ve dig., 2001), basitlestirilmis molekiiler

cizge gosterimleri (Gillet ve dig., 2003) veya molekiiler sekil sorgulamalar
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(Hawkins ve dig., 2007) ile yapilir . Tiiretilen sonuglar molekiilerin parmak izlerini
belirler. Sistem benzerlik metriklerini kullanarak veritaban1 bilesiklerini ikili gruplar
halinde karsilastirir ve referans molekiillere azalan molekiiler benzerlik sirasina gore

bir bilesik siralamasi tiretir. Bu siralamadan aday bilesikler segilir.

Makine Ogrenmesi yaklasimlart bilesik siiflandirmada yaygin olarak kullanilir
(Mitchell, 2014). Bunlara ornek olarak destek vektér makineleri (support vector
machine, SVM), karar agaglar1 (decision trees, DT), k-en yakin komsular (k- nearest
neighbors, k-NN), naive Bayesian metotlar ve yapay sinir aglar1 (artificial neural
networks, ANN) verilebilir. Bu yaklasimlar LBVS 'de oldukga popiilerdir. Biitiin bu
tekniklerin amaci egitim kiimelerinden tiiretilen modeller {izerinde bilesik sinif
etiketlerini (aktif veya pasif) tahmin etmek ve aktivite olasiliklarina gore veritabani
bilesiklerinin siralamasini elde etmektir (Bajorath, 2001). Buna ek olarak bu
yontemlerle bilesiklerin hedef-odakli bilesik kiitiiphaneleri i¢in se¢imide miimkiindiir
(Schnur ve dig., 2004). ila¢ kesfinde makine 6grenmesinin ilk uygulamasi olan alt
yapisal analiz (substructural analysis, SSA), Cramer ve dig. (1974) tarafindan
biyolojik tarama verisinin otomatik olarak analizi i¢in gerceklestirildi. Makine
Ogrenimi artik artan veri koleksiyonlarimin kullanilabilirli§i ve yeni araglarin
gelisimiyle bilgisayar biliminde aktif bir arastirma alamidir (Hand ve dig., 2001).
Birlikte ele alindiginda, bilgisayar destekli ila¢ kesfinde makine 6§renme yontemleri
genis bir yelpazede yer almaktadir. Bu nedenle bu alanda yapilan ¢aligmalar yeni bir

ilag kesfi i¢in 6nem tagimaktadir.

Gozetimli makina Ogrenmesi algoritmalarindan (supervised machine-learning
algorithms) SVM'ler bilesikleri smiflama ve regresyon temelli ozellik degeri
tahminlerine olanak saglar. SVM’ler genel olarak aktivite tahminlerinde kullanilir.
Ayrica ilaglari, ilag olmayanlardan ayirt etmek (Zernov ve dig., 2003), bilesikler
arasinda spesifik bir aktiviteye sahip olmayanlart belirlemek (Warmuth, 2003), ilacin
sentetik erisilebilirligini ve suda ¢oziinebilirligi belirlemek gibi uygulamalarda
kullanilir. Oncelikle bilesik kiitiiphanelerinin iz diisiimii biiyiik boyutlu bir &zellik

uzayina doniistiiriiliir. Burada molekiiller tanimlayici vektorlerle temsil edilir.

LBVS'de bir SVM smiflandirmas: tarafindan elde edilen skorlar, veritabanindaki
bilesiklerin azalan aktivite olasiliklarina gore siralanmasinda basariyla kullanilmistir.
Bir aday bilesik ile hiperplane arasindaki isaretli uzaklik bodyle bir siralamada
kullanilabilir (Jorissen ve Gilson, 2005).
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DT'ler spesifik molekiiler oOzellikler ve tanimlayict degerleri aktivite ile
iliskilendirmeyi saglayan kurallar igerir. DT yaklasimlarinin uygulandigi bazi
problemler, kombinatoryal kiitiiphanelerin tasarimi, bir aday molekiiliin ila¢ benzeri
(drug-likeness) olmasinin ve biyolojik aktivitelerin 6ngériilmesi ayrica bilesikler igin
tanimlayict veriler lretilmesidir. Bu yontem verilen bir veritabani igerisindeki
kimyasal bilesiklerin aktivite durumunu ortaya koyan alt yapilarin belirlenmesinin
yaninda kimyasal bilesiklerin ilag veya ila¢ olmama durumlarma gore
siniflandirilmasimni da saglar (Scheneider ve dig., 2008). DT'ler ayn1 zamanda
bilesiklerin ADME/Tox 06zelliklerini 6ngérmek i¢inde kullanilirlar. Bu 6zellikler
ilaglarin emilimi, dagilimi, ¢oziiniirligii veya gecirgenligine iliskin o6zelliklerdir
(Lamanna ve dig., 2008; Wang ve dig., 2015). Bu yaklagimlar P-glikoprotein (de
Cerqueira Lima ve dig., 2006) veya kan-beyin bariyerinin geg¢irgenligi (Mente ve
dig., 2005) ile metabolik stabilite'nin belirlenmesinde de dnemli rol oynar (Sakiyama

ve dig., 2008).

Naive Bayesian siniflandiricilart genellikle kemoinformatikte kullanilir ve diger
siiflandiricilarla karsilastirildiginda fizikokimyasal 6zelliklerin tahmininden ziyade
biyolojik tahminler i¢in kullanilir. Bilesiklerin toksisite durumlarinin tahmini (von
Korff ve Sander, 2006), fosfolipidoz mekanizmasi (Lowe ve dig., 2012), hedef
proteinin  belirlenmesi ve ilag benzeri molekiillerin biyoaktivitelerine gore

siniflandirilmasi problemlerinde de kullanilir.

K-NN algoritmasi en basit makine-6grenme algoritmalarindan biridir. Bir molekiiliin
smifim (Kauffman and Jurs, 2001), o6zelliklerini (Konovalov ve dig., 2007) veya
rankini (Votano ve dig., 2004) 6zellik uzayindaki en yakin egitim orneklerini temel

alarak tahmin eder. Ayrica regresyon uygulamalari i¢inde kullanilir.

ANN'ler esnek hesaplamada oldukga popiiler ve derinlemesine ¢alisilan tekniklerdir
(Patel ve Chaudhari, 2005). Tibbi kimyada ANN'ler bilesik siniflamasi, QSAR
calismalar1 (Gleeson ve dig., 2006), bilesiklerin birincil sanal taramalarinda,
potansiyel ila¢ hedeflerinin tanimlanmas1 ve biyopolimerlerin yapisal ve fonksiyonel
ozelliklerinin lokalizasyonu icin kullanilirlar (Patel ve Goyal, 2007). ANN'ler
teknikleri, robotik, model tanimlama, psikoloji, fizik, bilgisayar bilimleri, biyoloji ve

diger alanlarda da kullanilmaktadir (Fogel, 2008).
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3. VERIi MADENCILIGI TABANLI ILAC SINIFLANDIRMA CATISI
3.1 Calismalarda Kullanilan Yontemler Ve Yaklasimlar

Tezde ilag veri setleri iizerinde yapilan g¢alismalar {i¢ boliimden olusur. Bunlar
kullandiklar1 ilag verileri ve yontemler acgisindan farklilik gosterir. Yapilan
calismalarin hepsinde ilag molekiillerine iligkin global molekiiler, boyut, sekil ve
ToxPrint 6zellikleri hesaplanip elde edilen degerler siniflandirma problemlerinde
kullanilmistir. {la¢ molekiillerine ait SDF dosyalar1 KEGG, PubChem ve
DRUGBANK veri bankalarindan toplanmustir. {1k béliimde, ilaglarm onaylanmis ve
geri cekilen kategorilerine gore siniflandirilmasi i¢in destek vektdr makineleri
(support vector machine, SVMs) ve giiglendirilmis karar agaglari (boosted and
bagged trees) gibi topluluk yontemleri (ensemble methods, EM) kullanilmistir.
Ayrica, aday ilag molekiillerinin risk ve gilivenlik degerlendirmelerinin belirlenmesi
icin 700'in tiizerinde Onceden tanimlanmis kemotip igeren CORINA Symphony
programi ilag molekiillerin Toxprint kemotiplerini tanimlamak i¢in kullanilmigtir
(Sharif ve dig., 2015). Buna ek olarak, NS ilaglar1 tizerinde sik alt ¢izge madenciligi
metotlarindan gSpan algoritmas1 kullanilarak geri c¢ekilen ve onaylanmis ilag
molekiillerinin % 60’imnda bulunan fragmanlar ve bu fragmanlardan yalnizca geri
cekilen ilaglarin yapisinda bulunan ayirt edici fragmanlar ilag tasarimlarina katki

saglamak amaciyla belirlenmistir.

NS ilaglarinin marketlerden geri ¢ekilme oranm1 diger hastalik gruplarina oranla daha
yiiksektir. Ciinkii sinir sistemi i¢in alman ilaglar periferik etkilere sahiptir yani
beyine ulasan ilaglar ayn1 zamanda ¢ok sayida orgam da etkiler. Ikinci bdliimde
olusturulan model aday ilag molekiilleri icin molekiillerin onaylanmis, geri ¢ekilen
veya sinir sistemi ilact olma durumu hakkinda bize 6nceden bilgi verir. Calisamada
farkli hastalik gruplarina ait 558 ilag Clus-HMC algoritmasi kullanilarak hiyerarsik
olarak ii¢ temel seviyede smiflandirildi. Ilk seviye biitiin ilaglar1 icermektedir (All
Drugs). Ikinci seviyede ise 3 grup yer almaktadir. Bunlardan ilki onaylanmis NS
ilaglarin1 igermektedir (NSADs). Ikinci grup ise diger hastalik gruplarma ait

onaylanmis ilaglar1 (The other ADs) son grup ise piyasadan geri cekilen ilaglari
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kapsamaktadir (WDs). Son seviyede ise toplam 5 grup yer almaktadir bunlar
onaylanmis NS ilaglarinin Anatomik Terapdtik Kimyasal (ATC) siniflamasina gore
NO02, N03, N04, NO5, N06 gruplarindan ilaglar1 icermektedir. Model onaylanmis NS
ilaglarin1 diger onaylanmis ve geri ¢ekilen ilaglardan ayirt etmemizi saglarken bunun
yaninda ATC smiflamasina gore aday molekiilin hangi sinir sistemi hastalik grubu

ilacina dahil oldugu hakkindada 6nceden bilgi verir.

Son olarak farkli hastalik gruplarina ait 1200°den fazla ilag aday molekiilleri test
etmek amaciyla olusturulan modellerde kullanilmak iizere ila¢ bankasindan
toplanmistir. Siniflandirmada etkin rol oynayan molekiiler tanimlayicilar tezde
Onerilen etkin Oznitelik segme stratejisi ile belirlenmistir. Gelistirdigimiz etkin
Oznitelik segme stratejisi ile ortaya ¢ikan modelin dogrulugu arttirilmistir. Caligmada
ayrica Ozellik se¢imi/¢ikarma metotlar1 ile One c¢ikan tanimlayicilar (features)
belirlenmis ve bu tanimlayicilar ila¢ molekiillerinin yapi tabanli analizleri igin
ayrintili olarak incelenmistir. Buna ek olarak dengesiz veri setlerini siniflandirmak
amaciyla bir model onerilmis ve ilag veri setlerine uygulanmistir. Yapilan ¢alismalara

iliskin biiyiik resim Sekil (3.1)’de gosterilmistir.

Bu bolimde tezde ilag tasarim problemlerinde kullanilan makine 6grenmesi
metotlari, gelistirilen yaklasimlar, kullanilan programlar yaninda galisilan ilag veri
kiimelerinin formatlari, molekiillerin sayisal verilere doniistiiriilmesi islemi ve ilag

molekiillerini tanimlamada kullanilan 6zellikler detayli bir sekilde anlatilacaktir.
3.2 ila¢ Veri Setleri i¢in Kullanilan Formatlar

[lag uygulamalar i¢in yapilan calismalarda molekiillerin gdsterimi i¢in SDF dosya
format1 (Structure Data Format) ve SMILES dosya formati (Simplified Molecule
Input Line Entry System) kullanildi. SDF dosya formati molekiillere iliskin atom
sayisi, baglar, icerdikleri atom listeleri, chiral etiket ayarlari, baglant1 tablosu
(connection table, Ctab) siiriimii, atom toplulugunun yapisal iliskilerini ve
Ozelliklerini aciklayan bilgileri igerir. Atomlar tamamen veya kismen baglarla
baglanabilir. Bu gibi koleksiyonlar, drnegin, molekiilleri, molekiiler parcalari, alt
yapilari, ikame edici gruplari, polimerleri, alagimlari, formiilasyonlari, karisimlar: ve
birbirine bagli olmayan atomlar1 tanimlayabilir (bir atom da baglantisiz bir parca

olabilir). SDF dosya formatina iligkin bir 6rnek Resim (3.1)’de verilmistir.
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DRUGBANK, KEGG DRUG, PubChem

1.Asama: flag molekiillerine ait SDF Dosyalarmin ilag veri bankalarindan toplanmas.
2.Agama; flag molekiillerinin rﬂgﬂiV@ glivenlik degerlendirmelerinin belirlenmesi.

760 molekiiler tanimlayict (6znitelik) her bir ilag molekiilii i¢cin CORINA Symphony
Programi ile hesaplandi. Bunlar global molekiiler, boyut ve sekil, ToxPrint Kemotip

Oznitelikleridir. Ayrica molekiillerin ToxPrint Kemotip analizlerinin yapilmasi.
3.Asama: Molekfiler tamumlayicilar (8znitelikler) icin boyutsal kiigltme.
--- Tezde gelistirilen etkin 6znitelik se¢me stratejisi

ile siiflandirmada en etkin Oznitelikler belirlendi ve elde edilen Ozniteliklerden olusan

altkiime seti siniflandirma performansini arttirdi.

4.Asama: Onaylanmug/geri @@kl@n ilac molekillerinde bulunan/bulunmayan ToxPrint

Kemotipler belirlendi ve analiz edildi.

S.Asama:

Sa. Sinir sistemi ilaclarinin onaylanmug ve geri cekilen kategorilere simiflandiriimasi.
---SVMs (L SVM, MG SVM, CG SVM)

—-EMs (BS T, BG T)

Sb. Farkhh hastalik gruplarma ait SS8 ilacin hiyerarsik olarak g temel seviyede

siuflandirilmast.

---Clus-HMC algoritmasi

Sc. Farkli hastalik gruplarina ait 1200°den fazla ilacin onaylanmu§ ve geri cekilen

kategorilerine ayrilmast.
--- Dengesiz ilag veri seti ijzerindi siiflandirict topluluk tasarimi igin model6nerildi.

6.Asama: Onaylanmig ve geri cekilen ilag veri setlerine sik alt cizge madenciliginin
uygulanmasi. Calismada onaylanmis ve geri cekilen ilaclar icin ayirt edici fragmanlarm

belirlenmesi.

---gSpan

Sekil 3.1: Yapilan calismalara iliskin biiyiik resim.
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SMMEDrawl6021015152D
6 5 0 0 1 0 0 0 0 0993 V2000
9.7434 -15.8027 0.0000 N o 3 0 0 OO O OTUDOD OO
10.7663 -15.2121 0.0000 C o o 2 0 0 O0O0CO0TO0OO0OO0OOD
11.7891 -15.8027 0.0000 C oo o0 o0 0 0 O0O0O0OTDODTODSODO
12.8120 -15.2121 0.0000 O o5 0o 0 0 0O O0T D0 D0 OO0 DO
11.7891 -16.9838 0.0000 O g 0o o0 o0 0 00 0 OO0 O D
10.7663 -14.0310 0.0000 C 1 0 0 0O O O OTUODTODODODODODOD
1 2 1 0 0 0 0
2 3 1 0 0 0 0
3 4 1 0 0 0 0O
35 2 0 0 0 0
2 6 1 1 0 0 0
M CHG 2 1 1 4 -1
M ISO 1 6 13
M END

Resim 3.1: Alanine’nin V2000 formatindaki 6rnek bir SDF dosyasi [kaynak: Symyx
CTfile Formats from www.symyx.com].

Resim 3.1°deki satir numaralarina gore 2.ci ve 3.cii satirda yorum, 4.cii satirda atom
sayisi, baglar, atom listeleri, chiral etiket ayarlar1 ve Ctab versiyonuna iliskin bilgiler
yer almaktadir. 5-10°a kadar olan satirlarda spesifik atom sembolleri, her atom igin
kiitle farkini, yiikii, stereokimyay1, her bir atomla iliskili hidrojenler verilir. 11-15’¢
kadar olan satirlarda arada bir bagla bagl iki atom, bag tiirii, her bag i¢in herhangi
bir bag stereokimyasi ve topolojisi (zincir veya halka ozellikleri) belirtilir. 16-18’e
kadar olan satirlar ise daha o6nceki Ctab yapilandirmalariyla uyumlulugu korurken

gelecekteki Ctab ozelliklerinin genisletilebilirligini saglar.

SMILES formati ise bir molekiiliin baglanabilirligi ve Kiralitesine iligskin bilgileri
iceren genellikle QSAR uygulamalarinda kullanilan dogrusal bir metin bi¢imidir.
Ornek olarak Fludeoxyglucose ilag molekiiliinin SMILES formatinda gosterimi,

[HIC(=0)[C@H]([18F])[C@@H](O)[C@H](O)[C@H](O)CO’seklindedir.
3.3 Molekiillere Ait Ozniteliklerin Hesaplanmasi

Molekiiler tanimlayicilar yani ila¢ molekiillerine ait 6znitelikler bir molekiile ait
onemli yapisal Ozellikleri basit bir matematiksel goOsterimle sunar. Calismada
molekiiler tanimlayicilar1 hesaplamak amaci ile CORINA Symphony programi,
Molecular Networks Inc. ilag veri setlerine uygulanmistir. Program SDF
formatindaki ilag¢ verilerinin kimyasal bilgilerini alip bunlart her bir ilag molekiilii
icin, baz1 standart deneylerin sonucunda elde dilen fiziko kimyasal 6zelliklere ve
giicliit: kemotip profilleme yaklasimina dayanarak yararli bir sayiya dontstiiriir.
Program ayni1 zamanda ToxPrint kemotip kiitiiphanesine erisim saglar. Bu kemotip

kiitiiphanesi toksisite uzayinda kimyasal veri setlerinin profillemesi i¢in 729 tane
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onceden tanimlanmis kemotipler igermektedir. Kemotipler, elementler, bag tiirleri,
zincirler ve molekiil halkalari, organik gruplar ve ligandlar, inorganik, organometalik
vb. gibi degerli Ozellikleri igerir (Mitchell, 2014). Global molekiil tanimlayicilar
molekiiliin biiyiilk formiillerinden, iki boyutlu (2D yapi) ve ii¢ boyutlu (3D)
yapisindan tiiretilir. Benzer sekilde, boyut ve sekil tanimlayicilart bir molekiiliin 3D
yapisindan tiiretilir.  Sekil (3.2) Fludeoxyglucose molekiiliiniin &6zelliklerinin

belirlenmesinde kullanilan 2D ve 3D yapilarim1 gostermektedir.

Sekil 3.2: Fludeoxyglucose molekiiliiniin (A) 2D ve (B) 3D yapisini1 gostermektedir.

CORINA Symphony molekiiler tanimlayicilar1 alti kategoride hesaplar. Bunlar
global molekiiler (global molecular), sekil ve boyut (size and shape), 2D ve 3D
otokorolasyon (2D and 3D autocorrelation), 3D o&zellik-agirlastirilmis RDF (3D
property-weighted RDF) ve molekiilin yiizey 6zelliklerinin otokorelasyonuna
(autocorrelation of surface properties) iliskin tanimlayicilardir. Calismalarda ilag
molekiilleri i¢in hesaplanan 760 molekiiler tanimlayict Sekil (3.3)’te verildi.
ToxPrint kemotiplerine ait Ozellikler, FDA ve diger federal ajanslar ve
endiistrilerdeki cesitli toksiklik tahmini modellerinden ve gilivenlik degerlendirme
kilavuzlarindan tiiretilen bir dizi kimyasal ozellik ve kurallardir. Bu 06zellikler
www.toxprint.org'da (Yang ve dig., 2015) ayrintili olarak verilmistir. Kimyasal
bilesiklerin igerdikleri kemotipler toksisitelerini tahmin etmede birer parmak izi
gibidir. Bu nedenle bu o6zellikler kimyasallarin risk ve gilivenlik degerlendirmesi

yapilirken onlara bir profil olusturur.
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Features from CORINA
Symphony

Global Molecular Features: Atoms(Number of atoms), Bonds (Number of
bonds), BondsRot (Number of rotatable bonds), HAce (Number of hydrogen
bonding acceptors), HAcecO (Number of oxygen atom-based hydrogen bonding
acceptors), HAceN (Number of nitrogen atom-based hydrogen bonding
acceptors), HDon (Number of hydrogen bonding donors), HDonO (Number of
oxygen atom-based hydrogen bonding donors), HDonN (Number of nitrogen
atom-based hydrogen bonding donors), Ro5Viel (Number of Rule-of-Five
violations), Ro5ViolExt (Number of extended Rule-of-Five violations), Stereo
(Total number of tetrahedral stereo centers), Weight (Molecular weight),
Complexity (Molecular complexity), ComplexityRing (Ring complexity),
ASA (Approximate surface area), McGowan (McGowan molecular volume),
TPSA (Topological polar surface area), Dipole (Molecular dipole moment),
Polariz (Mean molecular polarizabilitiy), Logs (Aqueous solubility (logS)),
_ XlogP (Octanol water partition coefficient (logP)).

Size and Shape Features: Aspheric (Molecular asphericity), Eccentric
(Molecular eccentricity), Diameter (Molecular diameter), InertiaX (Principal
moment of inertia of Ist principal axis), InertiaY (Principal moment ofinertia of
2" principal axis), InertiaZ (Principal moment of inertia of 3 principal axis),
Rgyr (Molecular radius of gyration), Span (Molecular span).

ToxPrint Chemotype Features: Chemotypes are structural fragments with
embedded physicochemical properties. Atom, bond, electron system and all
molecule properties can be embedded. They include chemical properties and
rules derived from different toxicity prediction models and safety assessment
guidelines within FDA and other agencies and industries. They are comprised of
predefined library of 729 chemotypes and are available from at
— wwWw.toxprint.org

Sekil 3.3: CORINA Symphony ile hesaplanan molekiiler tanimlayicilar.

Corina Symphony molekiiler tanimlayicilar1 hesaplamadan 6nce kimyasal bilesik
setlerine kimyasal yapilarin temizlenmesi ve standardizasyonu amaciyla bir dizi
onceden tanimlanmis adim uygular. Bu adimlar, (i) kimyasal bir yapiya sahip
olmayan kayitlar1 baglant1 tablosundan ¢ikartir, (i1) kimyasal kayitlardan tuz veya
¢ozlici molekiillerde bulunan karsit iyonlar gibi kiigiik parcalari c¢ikartir (iii)
kimyasal yapilarda formal yiiklerin nétralize edilmesini saglar (iv) yinelenen
kimyasal yapilarin tespiti ve c¢ikarilmasini saglar ve son olarak (v) CORINA
tarafindan 3D yapilar {iretilir. Sonrasinda yukarida anlatilan molekiiler tanimlayicilar

hesaplanir.
3.4 Calismalarda Kullamlan ila¢ Veri Bankalar

Onaylanmis ve geri c¢ekilen ilaglarin timii, KEGG DRUG, PubChem ve
DRUGBANK veri tabanlarindan toplandi. KEGG DRUG Japonya, ABD ve
Avrupa'da kimyasal yapilara ve kimyasal bilesenlere dayali olarak birlestirilmis,
hedef, metabolize eden enzim ve diger molekiiler etkilesim ag1 bilgileri ile iliskili
onaylanmus ilaglar i¢in kapsamli bir ilag bilgi kaynagidir. Sadece receteli ilaglar degil

ayn1 zamanda OTC (over the counter, regetesiz) ilaclari olmak {izere Japonya'daki
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tiim pazarlanmis ilaclar, KEGG DRUG’ta tam olarak temsil edilir. ilaglarm etkinlik
alanlar1 ve terapotik kullaniminin belirtilmesi amaciyla KEGG BRITE farkli ilag
siniflandirma sistemlerini destekler. Calismalarda Anatomik Terapotik Kimyasal
(ATC) siniflamasina dahil ilaglar kullanildi. Sinir sistemi hastaliklarinin tedavisinde
kullanilan onaylanmis ilaglar N Nervous System alt sinifindan toplandi. Bu sinif NS
ilaclarint yedi gruba ayirmistir. Asagida sinir sistemine iligkin ila¢ veri setlerinin

ATC smiflamasi yer almaktadir, Cizelge (3.1).

Cizelge 3.1: Sinir sistemi ilaglarina iliskin ilag veri setlerinin ATC siiflamasi.

KEGG Anatomical Therapeutic Chemical (ATC) Classification

N  Nervous System

NO1 Anesthetics

NO2 Analgesics

NO3 Anti-epileptics

NO4 Anti-parkinson

NO5 Psycholeptics

NO6 Psychoanaleptics

NO7 Other nervous system drugs

Calismalarda kullanilan diger ilag veri setleri sindirim sistemi ve metabolizma, kan
ve kan yapict organlar, dolasim sistemi, dermatolojik, lireme ve hormonel
fonksiyonlar, sistematik kullanim i¢in antienfektifler, kas-iskelet sistemi,
antiparaziter Uiriinler, bocek ilaglar1 ve kovucular, solunum sistemi, duyu organlari’na
iliskin hastaliklarin tedavisinde kullanilan ilaglarindan olusur. Bunun yaninda yine
calismalarda kullanilan tiim onaylanmis ve geri ¢ekilen ilag veri setleri 14.02.2016
tarthine kadar olan ve o tarihe kadar gilincellenmis ilag veri bankalarindan elde
edilmistir. Bir baska degisle ilag veri bankalar1 yeni onaylanmis ve geri gekilen
ilaglar belirlendik¢e sistem kendini yenilemektedir. ilag molekiillerine ait .sdf ve
.smiles dosyalar1 14.02.2016 tarihinde ila¢ veri tabanlarmin yenilenen formundan

elde edilmistir.

PubChem kii¢iik molekiillerin biyolojik aktiviteleri hakkinda bilgi saglar. PubChem,
NCBI'nin Entrez bilgi alma sistemi i¢inde {ii¢ baglantili veri tabami olarak
diizenlenmistir. Bunlar PubChem Substance, PubChem Compound ve PubChem
BioAssay'dir. PubChem ayrica kullanicilara hizli bir kimyasal benzerlik arama aract

da saglar. DRUGBANK veritabani, ilag hedefi (dizi, yap1 ve yolak) ile ayrintili ilag
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(kimyasal, farmakolojik ve farmasdtikal) verilerini Dbirlestiren benzersiz  bir
biyoenformatik ve kimyasalenformatik kaynaktir. DRUGBANK/Structures kisminda
bulunan onaylanmis ve geri ¢ekilen ilaglar bu gruplara iliskin ilag tasarim

problemlerinde bir model olusturulmak iizere toplandi.
3.5 Modellerin Uygulama Sinirlari

Bu c¢alismada gelistirilen modeller, Lipinski'nin bes kuralina uyan ilaglar i¢in daha
uygundur (Ro5). Ciinkii modellerinin elde edilmesinde ila¢ veri bankalarindaki
onaylanmis ve geri cekilen ilaglar kullanilmistir. Ilaglarin 6zellik dagilimlarinin
yiizde 85'i temel alinarak hesaplanan RoS5'e gore, molekiiler kiitle <500 dalton ve
toplam azot-hidrojen ve oksijen-hidrojen bag sayilari (hidrojen bag donoérleri) <5'tir.
Ayrica, toplam azot ve oksijen atomu sayisi (hidrojen bagi alicilar1) <10 ve, log P
degeri 5'den fazla olmamalidir (Lipinski ve dig., 1997). ila¢ molekiilleri bu dort

kriterin en az tiglinii saglamalidir.

Etkili bir ilag olmak i¢in, bir maddenin hem suda hem de yagda c¢oziilebilmesi
gerekir. Agizdan alinan ilaglar bagirsak astarindan geg¢meli ve sulu kan iginde
tasinmali, daha sonra bir hiicrenin i¢ kismina ulagsmak i¢in hiicre zarina niifuz
etmelidir. Hiicre zar1 i¢in model bilesik oktanol olup, log Pow olarak bilinen
oktanol/su bolme katsayisinin logaritmast ¢oziiniirliigii hesaplamak i¢in kullanilir.
Suda ¢oziiniirliik, molekiil i¢indeki hidrojen bag dondrlerinin sayisina karsi alkil yan
zincirlerle hesaplanabilir. Diisiik su ¢Oziliniirliigli, yavas emilim ve etki anlamina
gelir. Ote yandan c¢ok fazla hidrojen bag: vericisi, diisiik yag ¢oziiniirliigiine neden
oldugundan, ila¢ hiicre duvarina niifuz edemez. Molekiil agirlig1 ne kadar diisiikse, o
kadar iyi olur. Toplam ilaglarin% 80'inde molekiiler agirlik 450 dalton'un altindadir.
Bir bilesik bu kurallar1 sagladiginda hiicre zar1 gegirgenligine sahip ve viicutta
kolayca emilmesi daha olasidir (Lipinski ve dig., 1997; Lipinski ve dig., 2001). Aday
ilaglarla ilgili genel olarak belirlenen bu kurallar tek basina farmakolojik aktiviteyi
belirlemede yeterli degildir ancak yeni ilag kesfi i¢in molekiil 6zelliklerini
belirlemekte bir baslangi¢ noktasi olarak kullanilabilir (Rester, 2008; Yusof ve dig.,
2013; Yusof ve dig., 2014).

3.6 Molekiiler Tammmlayicilar I¢in Boyutsal Kiiciiltme

Ozellik ¢ikarirm veya secimi (feature extraction or feature selection) veri

madenciliginde model siniflamasinda 6n islem adimlarindan biridir. Etkili bir boyut
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azaltma teknigidir ve giriltili ozellikleri kaldirmak igin gerekli 6n isleme
yontemidir (Krishnapuram ve dig., 2004). Ozellik segimi algoritmalarmin temel fikri,
verilerin olas1 bilesim kombinasyonlarini arastirip, hangi 6zelliklerin alt kiimesinin
tahmin i¢in en uygun oldugunu bulmaktir. Se¢im, o6zellik vektorlerinin 6zellik
sayisint azaltarak, ilgisiz veya gereksiz olanlar1 kaldirarak yapilir (Liu ve dig.,
2009). Ozelliklerin altkiimelerinin olusturulmasi ve degerlendirilmesi sirasinda artan

Ozellik, siiflandirma sorununun dezavantajlarini getirir.

Siniflama modellerinin gelistirilmesinde kullanilan molekiiler tanimlayicilarin hepsi
onaylanmis ilaglar1 geri cekilen ilaglardan ayirt etmek icin uygun degildir. Bu
nedenle smiflandiricilarin tahmin performansini gelistirmek amaciyla gereksiz olan
tanimlayicilar Ki-kare 6zellik segme metodu (chi-square attribute selection method)
ve tezde gelistirilen etkin Oznitelik se¢me stratejisi kullanilarak elendi. Segilen
molekiiler tanimlayicilar siniflandirma igin daha fazla bilgi saglar. Buna ek olarak ki-
kare oOzellik segme metodunda arama metodu (Search method) olarak ranker
kullanilmistir. Her bir veri seti i¢in siniflandirmada en etkin molekiiler tanimlayicilar
belirlendi. Bu tanimlayicilar ilag adayr molekiilleri siniflandirma problemlerinde

biiyiik 6nem tagimaktadir.
3.6.1 Ki-kare oznitelik secme metodu

Ki-kare testi iki degiskenin birbiri arasindaki bagimlilik durumunu test eder. Ilk
olarak ki-kare istatistiginin degerini siniflara gore hesaplayarak bir dzelligin degerini
belirler. Sonra saptanan 6nemlilik ve serbestlik derecesine gore ki-kare nicel degeri
g0z Oniine alinarak veriler arasindaki birbiriyle uyusmayan 6zellikler belirlenene
kadar arka arkaya oOzellikler ayrigtirilir. Ki-kare degeri arttikga ozelligin simif
icerisindeki bagimlilig1 artar, sifir degerini aldiginda ise o kiime i¢in bagimsiz
oldugunu belirtir. Esitlik (3.1-3.2) ki-kare degerinin hesaplanmasinda kullanilir.

2
Aji—E;j
Xt = LZ&% 3.1)

Esitlik (3.1)’de k smuf sayisini, i satir ve j siitun olmak tizere A;; gdzlenen
frekansy, E;; ise A;;’nin - beklenen frekansini belirtir. Esitlik (3.2)’de ise R; i’deki

veri sayisini, C; j’deki smifta gozlemlerin sayisimi ve N smiflardaki gozlemlerin
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toplamin1 gostermektedir. Ranker, ozellikleri bireysel degerlendirmelerine gore
siralar.  Sinir sistemi ilag veri setleri {izerinde Ki-kare oOzellik se¢imi metodu
uygulandiktan sonra egitim seti lizerinde 6zelliklerin sayis1 azaldi. Bir 6zelligin sinif
igerisindeki ki-kare degeri sifir oldugunda bu o6zellik ¢ikarildi ve tahmin ic¢in en
uygun olan oOzellikler belirlendi. Smiflandirma modelleri segilen bu 6zelliklerle
egitildi. Calismalar ki-kare 6zellik se¢imi metodunun sinir sistemi ilag veri setleri

tizerinde siniflandiricilarin ayirma yetenegini arttirdigini gosterdi.
3.6.2 Altkiime se¢imi metodu

Korelasyon tabanli alt kiime se¢imi metodu (correlation-based feature subset
selection, Cfs Subset Eval) Boliim (6)’da farkli hastalik gruplarina ait ilag veri setine
uygulandi. Tezde Boliim (6)’da gelistirilen dengesiz veri seti lizerinde etkin 6znitelik
secme stratejisi ile belirlenen 6zniteliklerle elde edilen modelin performansi, altkiime
secimi metodu sonrasi belirlenen 6znitelikler ile elde edilen modelin performansiyla
karsilastirildi. Bir 6zellik alt kiimesinin degeri belirlenirken her 6zellik igin bireysel
tahmin yetenegine ve diger ozellikler arasindaki etkisine bakilir. Ozelliklerin alt
kiimeleri belirlenirken, sinifa bagimlilig: yiiksek ancak diisiik inter korelasyona sahip
alt kiimeler tercih edilir (Guyon and Elisseeff, 2003). Diger bir degisle, bilesenler ve
dis degiskenler arasindaki korelasyon ne kadar yiiksek olursa, bilesik ile dis degisken
arasindaki korelasyonu arttirir. Bilesenler arasindaki karsilikli korelasyon ne kadar
diisiik olursa, bilesik ve dis degisken arasinda korelasyonda o kadar yiiksek olur. Bir
baska onemli noktada, bilesikteki bilesen sayisi arttikca bilesik ve dis degisken
arasindaki korelasyon artar (Hall, 1999). Bir testte bilesenlerin herbiri ile dis
degisken arasindaki korelasyon bilinirse ve bilesenlerin her bir ¢ifti arasindaki
karsilikli korelasyon verilirse, toplanan bilesenlerden olusan bilesik bir test ve dis

degisken arasindaki korelasyon Esitlik (3.3) ile verilir (Hall, 1999).

k77

Tzc = \/m (3.3)

Buna gore, 7,. toplanan bilesenler ve dis degisken arasindaki korelasyon, k

bilesenlerin sayisi, 7, bilesenler ve dis degisken arasindaki ortalama korelasyon ve
7, bilesenler arasindaki karsilikli korelasyon ortalamasidir. Esitlik (3.3) aslinda tiim

degiskenlerin bulundugu standartlagtirilmis Pearson korelasyon katsayisidir.
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Arama metodu Bestfirst ozellik alt kiime uzayini geri izleme (back tracking)
yetenegiyle giiclendirilmis a¢ gozlii tirmanis (greedy hill climbing) algoritmasiyla
arar. Ozellik secimi metodunda dogrulama ydntemi olarak 10-kat capraz dogrulama
(10-fold cross validation) kullanilmistir. Veri kiimesi oncelikle 10 esit pargaya
boliiniir. Parcalardan birisi test olarak secilir ve geri kalan egitim setini olusturur.
Buna gore siiflandirma fonksiyonlarindan elde edilen toplam performans k sayisina
boliinerek tek bir sonug elde edilir (Esitlik (3.4)).

sk oSF (6, VK-t
k

(3.4)

t;e VK, Siniflandirma performanst =

Esitlik (3.4)’te SF (test ve egitim) simiflandirma fonksiyonu, VK veri kiimesi, k kat
sayisi, t test kiimelerinin herbirini gostermektedir. Tezde Onerilen etkin G6znitelik
se¢me stratejisi ile Cizelge (6.10) ve (6.11)’de karsilastirma amagli kullandigimiz
diger Oznitelik se¢me algoritmalarinin performans: degerlendirilirken meta-
smiflandirma dogrulugu ve segilen Ozniteliklerin sayisina bakilmigtir. Yine bu
cizelgelerde kullanilan ve ayn1 veri seti iizerinde diger 6znitelik segme algoritmalari
ve meta-siniflandiricilarina ait ayrintili bilgilere Bouckaert ve dig. (2015)’den
ulagilabilir. Segilen 6zniteliklerin sayisi ise Ozellik se¢imi sonuglarinin basitligini
olger. 1ki yontem arasinda smiflandirma dogrulugu ayni olsa bile daha az 6zellik
secen yontem tercih edilir. Ozellik segme dgrenme algoritmalarmin performansini
gelistirmeyi amaglar (Wang ve dig., 2013). Buda genellikle siniflandirma dogrulugu

ile ol¢iiliir.
3.7 Smiflandirma Metotlar:

Veri madenciligi bir veri kiimesindeki sakli bilgileri c¢ikarir ve bu bilgileri
anlagilabilir bir yapiya donistirir (Wassermann ve dig., 2015). Verilerin
siiflandirilmasi veri madenciliginin ¢alisma alanlarindan biridir. Calismalarimizda
ilaglarin onaylanmis ve geri cekilen kategorilerine siniflandirilmasi i¢in L SVM
(linear SVM), MG SVM (medium gaussian SVM) ve CG SVM (coarse gaussian
SVM) kullanildi. Bunun yaninda topluluk halinde kurulan (ensemble) giiglendirilmis
(boosted trees, BS T) ve torbali karar agaci (bagged trees, BG T) algoritmalar1 da

siniflandirma problemlerinde kullanilmistir.
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3.7.1 Destek vektor makinalari (SVMs)

Vapnik ve is arkadaglari tarafindan gelistirilen SVM’ler egiticili (supervised) makine
ogrenme algoritmalaridir (Vapnik, 2000). SVM’ler bilesik siniflandirma, aktivite
tahmini, regresyon tabanli 6zellik deger tahmini, vb. uygulamalarda kullanilirken
oncelikle bilesik kiitiiphaneleri yiiksek boyutlu bir 6zellik alanina yansitilir. Burada
molekiiller tanimlayicilar vektorler olarak temsil edilir ve bilesiklerin dogrusal olarak
ayrilabilir hale gelmesi beklenir. Bu yansitma bir kernel fonksiyonunun
kullanilmasiyla saglanir. Bu fonksiyon gruplarina 6rnek olarak dogrusal, polinom,
sigmoid ve radyal tabanl1 fonksiyon (radial basis functions, RBF) verilebilir. ilk ii¢
fonksiyon global kernel sadece RBF lokal (local) kernel’dir. Yapilan ¢alismalar RBF
tabanlt SVM'nin, diger li¢ kernel’dan daha iyi performans gosterdigini bu nedenlede
yaygin olarak kullanildigin1 gostermistir. (Camps-Valls and Bruzzone, 2005).
Gaussian veya diger polinomsal kernel fonksiyonlar1 genellikle ligand tabanli sanal
tarama problemlerinde kullanilirlar (Hinselmann, 2011). SVM kernel’larinin se¢imi
ve kernel parametrelerinin kurulumu biiyiikk oranda ampirik ve deneysel analize
bagimlidir. SVM simiflandirmasinda ilk asamada 6rnek veri vektorleri (bilesiklere ait
molekiiler tanimlayicilar) kernel fonksiyonuyla ¢ok yiiksek boyutlu 6zellik alanina
eslenir. Bu alanin boyutu orijinal veri alaninin boyutundan Onemli derecede
biiyiiktiir. Dogrudan 6zellik fonksiyonunu siniflandirma hiper diizlemini hesaplarken
kullanmak pratik degildir. Bunun yerine, o6zellik fonksiyonlariyla indiiklenen
dogrusal olmayan eslem (nonlinear mapping) dogrusal olmayan Ozellikli kernel
fonksiyonlariyla hesaplanir. ikinci asamada smiflandirict veri siniflarmi ayiran en
genis marjinlt yiiksek boyutlu 6zellik uzayinda en genis marj1 olan bir hiper diizlem
bulur. Yiiksek boyutlu 6zellik alaninda hiper diizlemi bulmak herzaman miimkiin
degildir. Marjin i¢indeki herbir vektor i¢in ayirict marjin boyutu ile cezalar arasinda
odiinlesme baglar (Cortes and Vapnik, 1995). Kernel parametreleri ve hata ceza
faktorii C secilen kernel’in smifindan c¢ok  kullanici tarafindan belirlenir. Bu
parametreler ve C’nin se¢imi SVM'nin performansindaki belirleyici faktorlerdir

(Foody and Mathur, 2006).

SVM'nin temel teorisine gdre en genis marjine sahip ayirma hiper diizlemini
bulurken, bir veri kiimesindeki 6rneklerin hepsinin Esitlik (3.5) ve Esitlik (3.6)’y1

saglamasi gerekir (Soman ve dig., 2011).
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fx)=wx)+b=>+1 y, =+1 (3.5)
f)=Wwx)+b< -1 y;=-1 (3.6)

Bunlari tek bir esitsizlikle belirtmek istersek Esitlik (3.7)’yi elde ederiz.
Vi yi(wx)+b)—1=0 (3.7)

Bir hiper diizlem w.xtb=0 ise, w normali, |b|/||lw|| orjinden dik uzaklig1 verir
(Scholkof ve Smola, 2002). Burada x yiiksek boyutlu uzaya eslenmis drnek vektor, y
x’in smif etiketi, w ve b SVM smiflandiricisinin tahmin edecegi hiper diizlemin
parametresini gosterir. Kanonik bigcimde bir ayrici hiper diizlem  asagidaki
kisitlamalar1 saglamalidir. Bunlar Esitsizlik (3.8-3.11) ve Esitlik (3.9-3.10) ile

gosterilmistir.
y[(w,x") +b] = lwlt,i=12,...,n (3.8)

Bir egitim Orneginin hiper diizleme olan uzakhigr Esitlik (2.9) ile verilir (Gunn,
1998).

d(w,b,x) = |(w,x") + b|/lIwl| (39)

Marjin minimal bir t olarak ifade edilebilir. Probleme yeni kisitlamalar gelmedigi
stirece marjin w’ya | w |t = 1 olacak sekilde bir kisitlama uygular. ||w||, w normal
diizleminin normu yani agirlik vektoriidiir. Egitim Orneklerini ayiran en iy1 hiper
diizlem Esitlik (3.10)’u minimize eden diizlemdir. (Cao ve dig., 2012). Buradan
SVM egitimi agagidaki kisitlamalarla bir fonksiyonun minimumunu bulma problemi
haline gelir, Esitlik (3.10) ve Esitsizlik (3.11).

n(w) = 1/2|lw||? (3.10)
(kisitlamalara bagli) V; yi[(w,xi) + b] -12>0 (3.11)

Problem Lagrange carpanlarini kullanarak ve fonksiyonun minimize edilmesiyle
¢ozilir. Lagrange carpanlari problemi dual probleme dondstiiriir ve kolaylikla
¢ozlilmesine imkan verir (Gunn, 1998). Lagrange fonksiyonu Esitlik (3.12) ile

verilir.
Lp(w,b,0) = 1/2|wll* = Zy o {y'[(w,x") + b} + XLy s (3.12)
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Burada «; Lagrange carpanlaridir. Lp, w agirlik vektoriinii ve b sabitini kii¢iikleyen
a;nin biiyiik olmasini saglayan bir foksiyondur. Lagrange fonksiyonunun w ve b’ye
gore tiirevleri alinir ve elde edilen esitlikler fonksiyona yerlestirilir. Problem artik

dual Lagrange problemine (L, (a)) donlismiistiir, Esitlik (3.13-3.14).
Max Lp(a) = Lp(w,a,b) = ¥ a; + %2?=1 Yi= Yy (x %)  (3.13)
(kisitlamalara bagh) >, a;y; =0 veVa; (3.14)

Esitlik (2.13-2.14)’de Ly (a)’y1 maximum yapan «; degerleri optimal hiper diizlemin
belirlenmesi i¢in elde edilir. Destek vektorlerinin a; Lagrange carpanlari sifirdan
biiyiik deger alir. Optimal ayirma hiper diizlemi bunlarla belirlenir. a;’yi ¢ézerek

optimal hiper diizlemin w ve b’si belirlenir, Esitlik (3.15-3.16).
w" = Yl Vi aix; (3.15)
b= =1/y (W, x) (3.16)
Buradan elde edilen hiper diizleme bagli siiflandiric1 Esitlik (3.17)’de verildi.
fx) = sign (W", x) + b*) = sign (Ti, yia; (x;,%7)) (3.17)

Bazi durumlarda, 6rnegin veri seti giiriiltiilii, karmasik ve ¢ok boyutlu oldugunda iki
siifli veri setini ayirmak i¢in soft marjin yaklasimi kullanilir. Belirli bir hata ile
dogrusal ayrilma durumunda, bir 6rnek yanhlis siniflandirilirsa dahil oldugu karar
smirina olan uzakligin 6lgiisii olan aylak degiskeni &;(slack variable) eklenir (Cortes
ve Vapnik, 1995). Bu durumda ayirma hiper diizlemini bulmak amaciyla veri
kiimesindeki 6rneklerin tiimii Esitlik (3.18-3.19)’u saglamalidir (Cortes and Vapnik,
1995).

f(xl) = (W, Xi)+b =>+1- &; Vi = +1 (318)
f(xi) = (W, xl-)+b <-1+ & Y = -1 (319)

Gerekli doniistimler yapilarak problem Esitlik (3.20-3.21)’deki kareli optimizasyon
problemine doniisiir. Problemin ¢6ziimii i¢in yine Lagrange fonksiyonu kullanilir. Bu

dogru siniflandirma olasiligini arttirir (Cortes ve Vapnik, 1995; Scholkopf ve Smola,
2002).
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Min 1/, lwllZ + ¢ IX, & (3.20)
(kisitlamalara bagli) yi((w, x;))th) =14+ ¢ = 0, =0 (3.21)

Burada C katsayis1 ceza parametresini gosterir ve Lagrange ¢arpaninin alabilecegi
ist sinir degeridir. a; = C ise destek vektorleri ayirma hiper diizlemi iizerinde yer
alir (Katagiri ve Abe, 2006). Sonu¢ olarak elde edilen hiper diizleme bagh
simiflandirict Esitlik (3.22)’de verildi (Burges, 1998).

f(x) = sign (W",x) +b*) = sign T ypam (e, xp)  (3:22)

Calismalarda ilag molekiilleri egitim ve test setlerini siniflamak amaciyla dogrusal ve
radyal tabanli fonksiyonlar (Gaussian) kernel fonksiyonu olarak kullanildi. ki
smiftan olusan ila¢ molekiilleri dogrusal olarak ayrilabilir olduktan sonra 6zellik
uzayimnda bir hiper diizlemle ayrilabilir. Aslinda sonsuz sayida bu tiir hiper diizlem
vardir. Ancak SVM bilinmeyen verilerle ugrasirken siniflandirict hatasini minimize
etmek i¢in iki sinif arasindaki marjini maksimize eden hiper diizlemi secger. Bu hiper
diizlem iizerinde yer alan veri noktalar1 destek vektorleri olarak adlandirilir.
Birbirinden ayrigsmayan siniflar oldugunda yanlis siiflandirilmis 6rneklerin sayisini
en diisiik seviyede tutmak amaciyla marj1 maksimize edecek soft marjin yaklagimi

uygulanir.
3.7.2 Topluluk halinde kurulan karar agaclari

Yapilan c¢aligmalar topluluk halinde kurulan karar agaci algoritmalarinin
siniflandirma dogrulugunu arttirdigini gosterdi. Ciinkii karar agaci modelleri, yliksek
varyansa maruz kalan tahminlerde bulunur. Breiman tarafindan 1996'da 6nerilen bir
teknik olan torbalama (bagging) yontemi, tahmine iligkin varyansi azaltmaktadir
(Breiman, 1996; Breiman, 1998). Freund ve Schapire tarafindan 1995 yilinda
gelistirilen gli¢lendirme yontemi, torbalama gibi komiteye dayali bir yaklagimdir.
Torbalanmis agaglar Breiman'in rastgele orman algoritmasimni kullanmaktadir
(Freund ve Schapire, 1996). Ayrica, gii¢lendirilmis agaglar 1996'da Freund ve
Schapire tarafindan gelistirilen AdaBoost algoritmasi ile iliskilendirildi. Torbalama
ve giiclendirme yontemleri siniflandiricilarin birlestirilmesinde kullanilan en yaygin
metotlardan biridir. Siniflandiricilar ayr1 ayr1 egitim setleri ile egitilirler. Elde edilen

tahminler dogrultusunda siniflandirma gergeklestirilir. Her bir smiflandirict kendi
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icinde degerlendirildiginde, birlestirme ile elde edilen smiflandiricinin dogruluk
orani daha yiiksektir (Opitz ve Maclin, 1999). iki metot arasindaki en 6nemli fark
giiclendirilmis aga¢ algoritmasimnin siirekli olarak birden c¢ok smiflandirici
olusturmasidir. Boylelikle bir dizi smiflandirict serisi olusturur (Nanni ve Lumini,
2006). Torbalama metodunda siniflandiricilarin her biri ayr1 ayr1 rastgele egitim
setleriyle egitilirler. (Breiman, 1996; Efron ve Tibshirani, 1993). Bu ydntemde
egitim setinin belirlenmesinde 6nceki siiflandiricilarin performansi dikkate alinmaz.
Baslangigta egitim seti N boyutlu olsun, yeni egitim setleride N boyutlu olur ve bu
set baglangictaki veri setindeki baz1 6rnekleri i¢inde bulundurmayabilir yada bir ¢ok
ornek i¢inde tekrar edebilir. Sonug olarak rastgele 6rnekleme yontemiyle elde edilen

egitim verileri siniflandiricilarin egitimini gerceklestirilir (Breiman, 1996).
3.7.3 Hiyerarsik ¢oklu-etiket siniflamasi

Hiyerarsik ¢oklu etiket siniflamasi (hierarchical multi-class classification, HMC),
orneklerin ayn1 anda birden ¢ok sinifa ait olabilecegi ve bu siniflarin bir hiyerarside

diizenlendigi bir siniflandirma varyantidir.

Siiflandirma siniflandirilmis 6rneklerden olusan bir setten yeni drneklerin sinifini
o0grenme gorevidir (Chen ve dig., 2009). Hiyerarsik ¢ok etiketli siniflandirma
normal smiflandirmadan iki sekilde farklidir. Ik olarak tek bir drnek aymi anda
birden fazla sinifa dahil olabilir. Ikincisi smiflar bir hiyerarside organize edilir. Yani
bir 6rnek bir smifa (class) aitken ayni anda o siifin tim st siniflarinada
(superclasses) aittir (Hiyerarsi kisitlamasi) (Freitas and Carvalho, 2007). HMC metin
siniflandirmasi (Rousu ve dig., 2006), fonksiyonel genomik (Barutcuoglu, 2006) ve
nesne tanimlama alanlarinda kullanilabilir. Burada fonksiyonel genomik genlerin
fonksiyonlarii tahmin etme agisindan 6nemli bir problemdir. Biyologlar genlerdeki
olabilir fonksiyonlarin setine sahiptir. HMC algoritmas: genlerin sahip olabilecegi
islevleri ve bu islevleri bir hiyerarside organize edebilir (Schietgat ve dig., 2010).
Tek bir gen birden fazla fonksiyona sahip olabilir. Bu nedenle, farkli genler
arasindaki etkilesimleri anlamak amaciyla yorumlanabilir bir model elde etmek
onemli bir problemdir. Buradan yola ¢ikarak ilag adayr molekiiller i¢in bu yolla
olusturulan bir modelle molekiillerin onaylanmis, geri ¢ekilen veya sinir sistemi ilaci
olma durumunun yaninda ayni zamanda sinir sistemi ilaglar1 ele alindiginda ilacin

hangi hastalik grubuna dahil oldugu onceden yorumlanabilir. Caligmamizda HMC
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algoritmasi ilaglarin dahil oldugu gruplar1 tahmin edip onlar1 bir hiyerarside organize
etmistir. HMC tiim smiflar1 bir kerede ongdren bir aga¢ 0grenme algoritmasidir.
HMC’nin gorevini su sekilde tanimlayabiliriz (Barutcuoglu ve dig., 2006; Blockeel
ve dig., 2002; Vens ve dig., 2008).

Verilenler:

e X bir 6rnek uzayi olsun

e Smif hiyerarsisi (C, <), C smiflarin bir seti ve <, partial order (hiyerarsi
koklii bir agag olarak yapilandirildi) tist sinif iliskilerini sunar. Her ¢, ve ¢, €
C icin, ¢; <p ¢, ancak ve ancak c; c,’nin bir super sinifi ise gecerlidir.

e Orneklerin bir seti T olsun (x;,S;),x; EX ve S;C Cburadan ¢ €5; =
V' <, c: ¢’ €S;ve

e Smiflandirmanin kalitesi q ile belirtilsin burada tahmin yetenegi yiiksek
diisiik karmasiklik hedeflenir.

Bulunacak hiyerarsik kisitlama:

e f bir fonksiyon f: X — 2¢ burada 2¢, C’nin kuvvet seti, buradan f q’yu
maksimize eder ve ce f(x) = Vc¢' <, c¢: ¢’ € f(x) ‘tir. f karar agaclariyla

ifade edilir.

Karar agaci metotlar1 tahmini kiimelenme agaci (predictive clustering tree, PCT)
cercevesinde belirlenmistir. Buna gore agac bir kiimelenme hiyerarsisi olarak
karsimiza ¢ikar. En tepedeki diigiim biitiin verileri iceren bir kiimeye karsilik gelir.
Bu kiime yinelemeli olarak daha kiiciik kiimelere boliiniir (asag1 yonde). PCT’ler her
boliinmede kiime i¢i varyanst azami Olclide azaltacak sekilde insa edilmistir ve
burada yukaridan-asagi indiiksiyon algoritmasidir. PCT’ler standart karar agaci
algoritmalarina ¢ok benzerler. Aralarindaki temel fark PCT’ler varyans ve prototip
fonksiyonlarii parametre olarak goriir ve bu parametreler eldeki 6grenme gorevine
dayanarak orneklendirilir. Bir regresyon agaci olusturmak i¢in, varyans fonksiyonu,
verilen oOrneklerin hedef degerlerinin varyansini dondiiriir ve prototip, hedef
degerlerinin ortalamasidir (Blockeel ve dig., 1998; Struyf ve dig., 2005). PCT yapist
Clus-sistemi i¢ine uygulanmistir (Struyf ve dig., 2011). Clus bir karar agact ve kural
ogrenme sistemidir. PCT’ler i¢in yukaridan asagi indiiksiyon algoritmasi Cizelge

(3.2)’de gosterilmektedir (Schietgat ve dig., 2010).
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Cizelge 3.2: PCT’ler i¢in yukaridan-asagi indiiksiyon algoritmasi.

prosedure PCT (I) returns tree Procedure BestTest (1)

1. (t*,P*) = BestTest (1) 1: (t*, h* P*) = (none, 0, ©)

2:1f t* # none 2: for each posible test t

3. foreach [, € P* 3: P = partition induced by ton |

4: tree, = PCT (I, 4 h=Var(1)-X ,kefp%Var (1)
5. return node (t*, Uy{tree,}) 5: if (h > h*) A Acceptable (t, P)
6: else 6: (t*,h*P*) =(t,h,P)

7:  return leaf (Prototype (I)) 7:return (t*,h")

Cizelge 3.2°de | egitim 6rneklerini, t 6znitelik-deger testi, P t tarafindan | iizerinde
ayrilmig boliim ve h t nin sezgisel degeridir. Ust simge * ise mevcut en iyi testi ve
onunla ilgili boliim ve sezgisel metotlar1 gostermektedir. En iyi testi segmek icin
(BestTest) algoritma testleri varyans azalmasi ile puanlandirir. Varyans azalmasi
maksimum oldugunda kiime homojenligi en iist diizeye c¢ikar ve bu tahmin
performansini arttirir. Kabul edilebilir herhangi bir test bulunamazsa yani varyansi
onemli Olclide azaltacak test yoksa algoritma bir yaprak (leaf) olusturur ve onu

verilen orneklerin temsili bir 6rnegi veya prototipi ile etiketler.

PCT’ler HMC gorevine uygulandiginda varyans ve prototip parametreleri 6rnegi
asagidaki gibidir (Struyf ve dig., 2011). Ornek bir etiket, Boolean bilesenleriyle bir
vektor olarak gosterilir. Eger vektoriin i.ci bileseni 1 ise 6rnek sinif ¢;’ye aittir aksi
halde bilesenler 0 degerini alir. Orneklerin bir setinin varyans1 Esitlik (3.23) ile
verilir.

Lidw; v)?

Var (S) = S|

(3.23)

Burada v; her 6rnek vektor arasinda ortalama kare mesafesi ve ¥ setin ortalama
vektoriinii gostermektedir. HMC baglaminda hiyerarsinin yliksek seviyelerinde
benzerlikleri dikkate almak alt diizeydekilerden ¢ok daha 6nemlidir bu nedenle
agirlikli oklid uzaklhigr (weighted Euclidean distance) kullanilir (Struyf ve dig.,
2011). Clus-HMC sinif vektorleri arasindaki oklid uzakligina dayali varyansi
hesaplar. Bu uzaklik Esitlik (3.24)’te verilmistir.
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d(vy,vy) = \/Z iw(cy). (Ve — V,)? (3.24)

Esitlik 3.24°te vy ;, bir dérnek x; olmak iizere drnegin sif vektdriiniin (vy) I.Ci
bilesenidir. W(c) sinif agirliklarii temsil eder ve hiyerarside sinifin derinligiyle
birlikte azalir. (w(c) = wo®™ @, with 0 <wy<l) (Vens ve dig., 2008). Bir
simiflandirma agact ¢cogunluk sinifin1 bir yapraga depolar ve bu smif agaca varan
ornekler i¢in bir tahmin olur. Ancak bizim problemimizde bir 6rnek birden fazla
sinifa sahip olabileceginden ¢ogunluk sinifi kavrami gecerli olmaz. Bunun yerine, bu
yaprakta depolanan 6rnek vektorlerinin ortalama v ‘sidir. Yani prototip fonksiyonu v
‘yi dondiiriir. Eger v, baz1 esik t; degerinin {istiinde olursa, 6rnegin ait oldugu sinif c;
tahmin edilir. Tahminlerin hiyerarsi sinirlamasini yerine getirmesini saglamak i¢in
¢; <p ¢j oldugunda t; < t; segmek yeterlidir. Bu esik degerlerin nasil segilecegi
siiflandirmanin sonucunda tahmin dogrulugunu maksimum yapma, maksimum F1-

skoruna ulagma gibi hedefler i¢in farkli secilebilir.

Sekil (3.4)’te ilaglar1 hiyerarsik olarak gruplarina goére siniflandirirken bir sinif
setinin vektor olarak gosterimi (vy, ) Ornek olarak verilmistir. Yapilan galisma 4.

boliimde detayli anlatildi.

/s 00 B

0 0) \

020 @3 ()

1/3 (4) @1/4 (5)@1/5 (6

kl/l @12 @13 ®14 @1/5 | @l/1(2) @1/2(3)

Sekil 3.4: Tlag grup hiyerarsisi. (A) Sinif etiketlerini ve (B) bir sinif seti drnegini
gostermektedir, hiyerarside kalin ¢izgiyle gosterilmistir.
Sinif etiketleri hiyerarsideki konumu yansitir. Ornegin 1/3” “1’in bir alt siifidir. Bir

smif seti {1, 1/3} olsun. Sekil 2.4 (B)’de siniflarin bir setinin vektor olarak gosterimi
M) B @) (5)(6)(7)(8)
Vg = [

Mo

1007000 0| seklindedir.
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Uygulama alanlarina bagl olarak siniflarin hiyerarsisi her bir sinif en fazla bir tane
parent’a sahipse hiyerarsi aga¢ yapisindadir, eger siif birden fazla parent’a sahipse
hiyerarsi DAG (directed acyclic graphs) yapisindadir. Ilag molekiillerini

siniflandirma probleminde hiyerarsi aga¢ yapisindadir.

Clus-HMC ile smiflandirma yaparken diger 6nemli bir konuda dengesiz siif
dagilimlaridir bu durumda Esitsizlik (3.25) problemin ¢éziimii igin oldukga dengeli

sinif dagilimlar1 olusturur.

N¢

ey

<1 (3.25)
N Npar(c)

Burada c¢ smiflari, N toplam ornek sayisini, par (C) c’nin parent sinifini
belirtmektedir. Buna gére N¢, ¢ sinifina ait 6rnek sayisini; Npar(c), ¢’nin parent sinifina
ait ornek sayisim gostermektedir. Ilag molekiilleri icin hiyerarsik ¢oklu etiket

siiflamasi yaparken Esitsizlik (3.25) ile olduk¢a dengeli sinif dagilimlart olusturduk.

Clus-HMC’nin tahmin edici performans 6Slgiitleri olarak precision-recall egrileri ve
ROC analizleri kullanilir. Precision ve recall geleneksel olarak pozitif ve negatif
siiflara sahip bir ikili smiflandirma goérevi i¢in tanmimlanir. Precision pozitif
tahminlerin dogru oldugu bolgedir ve recall pozitif olarak dogru tahmin edilen pozitif

orneklerin oramidir, Esitlik (3.26-3.27).

. TP
precision= —— (3.26)
recall = TPZPFN (3.27)

Esitlik (3.26-3.27)’de TP dogru tahmin edilen pozitif 6rneklerin sayisini, FP yanlis
tahmin edilen pozitif 6rneklerin sayisini, FN negatif tahmin edilen pozitif 6rnekleri
gostermektedir. Bir precision-recall egrisi (PR egrisi) bir modelin precision’ni
recall’un bir fonksiyonu olarak ¢izer. Varsayalimki model yeni bir 6rnegin pozitif
olma olasiligim1 tahmin etsin. Tahmin edilen simifi elde etmek icin bu olasilig1 bir
esik t ile eslestirelim. Bu esik PR alanindaki tek bir noktaya karsilik gelir ve esigi
degistirerek bir PR egrisi elde ederiz. T'yi 1.0'dan 0.0'a diisiiriirken, artan sayida
ornek pozitif olarak tahmin edilir, recall artar ancak precision artabilir veya azalabilir
(normalde bir egilim azalir). Bir PR egrisi, modelin tahmin edici davranisimi

anlamaya yardimc1 olsa da, modelleri karsilagtirmak icin tek bir performans skoru
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daha yararhidir. Bu amagla siklikla kullanilan bir skor, PR egrisi ve recall ekseni
arasindaki alan olup, PR egrisinin altindaki alan AUPRC olarak adlandirilir. AUPRC
1.0'a ne kadar yakin olursa, model o kadar iyi olur (Schietgat ve dig., 2010). PR
egrileri ¢oklu etiket siniflandirma gorevindeki her bir siif i¢in smifa ait ornekleri

pozitif olarak ve diger drnekleri negatif olarak alarak olusturulur.

Ortalama PR egrisinin altindaki alan (Area Under the Average PR Curve) Clus-
HMC’de genel bir performans skoru elde etmek igin kullanilir. Baslangigta belirli bir

esik degeri i¢in bu PR alaninda tek bir nokta (Precision, Recall) olusturur, Esitlik
(3.28-3.29).

————_ __ XiTP;
Precision = TN (3.28)

2iTP;

Recall = ————
2iTP; +Y;FN;

(3.29)

Esitlik (3.28-3.29)’da i biitiin simiflar1 dolasir. Precision dogru tahmin edilen
etiketlerin oranina karsilik gelir ve Recall dogru tahmin edilen verilerin i¢indeki
etiketlerin oranidir. Yukarida anlatilan esik degeri cesitlendirilerek ortalama bir PR

egrisi elde edilir. Bu egri altindaki alan AU (PRC) ile verilir.

PR egrileri altindaki ortalama alan (Average Area Under the PR Curves) ise
hesaplanan bireysel (her smif igin) PR egrileri altindaki alanlarin agirlikli (weighted)
ortalamasini almakla elde edilir ve asagidaki sekilde hesaplanir, Esitlik (3.30).

AUPRCy, w,, = Xiw;.AUPRC; (3.30)

Bu yaklagimda tiim agirliklar genel olarak 1 / |C| belirlenir. C siniflarin kiimesini

ifade eder. Diger yandan bir sinifin agirligi frekansiyla belirlenebilir. w; = Vi /Z .
iYi

olmak iizere, v; veri i¢inde ¢;’nin frekansini belirtir. AUPRCy, w,, ifadesine alan

olarak karsilik gelen PR egrisi, recall ekseni iizerindeki her deger igin sinifsal
precision degerlerin (agirlikll) noktasal ortalamasi alinarak ¢izilir. Bu egri lizerindeki

her nokta, her sinif i¢in farkli bir esige karsilik gelebilir (Schietgat ve dig., 2010).
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3.7.4 Dengesiz verileri tekrar ornekleme

Tezde Bolim (6)’da topluluk siiflandirmasi igin dnerilen modelin bir agamasinda
farkli hastalik gruplarina ait (1200’den fazla ilag) dengesiz ilag veri setinde azinlik
smifinin 6rnek sayisini arttirmak igin veri kiimesine Synthetic Minority Over-
sampling Technique (SMOTE) metodu uygulanmistir (Galar ve dig., 2011).
Dengesiz veri setleri igin smiflandirma problemleri makine 6grenmede aktif alan
aragtirmasidir (Kotsiantis ve dig., 2006). Dengesiz verilerin tekrar orneklenmesi
yontemi kullanilan smiflandiricidan bagimsiz oldugu i¢in dengesiz veri dagilimini
islemek i¢in siklikla kullanilir. Calismanin odagi, siniflandirma performansini
arttirmak icin hem veri seviyesi hem de smniflayict topluluk yaklagiminin
avantajlarin1 kazanmaktir. Dengesiz ilag veri setimizde ¢ogunluk grubunda 1020
onaylanmis, azinlik grubunda ise 150 geri ¢ekilen ilag yer almaktadir. Metot ilag veri
kiimesinde azmlhik smifi ve c¢ogunluk smifi arasindaki dengesizlik oraninin
diistiriilmesi asamasinda kullanilmistir. Buna ek olarak under-sampling teknigide veri
setinin dengesizlik oraninin azaltilmasi i¢in kullanilmigtir. Amacimiz over-sampling
ve under sampling ile dengeli hale getirilen veri setlerinden gelistirilen modellerin
smiflandirma  performanslarini  karsilastirmaktir.  Under sampling metodunda
algoritma c¢ogunluk sinifinin bazi oOrneklerini veri setini dengelemek amaciyla
rastgele siler ancak silinen 6rnekler veri kiimesi i¢in gerekli 6rnekler olabilir. Buda

metodun bir dezavantajidir (Kotsiantis ve Pintelas, 2003).
3.7.5 Meta simiflandirma

Tezde Bolim(6)’da dengesiz veri setlerini smiflandirici topluluk tasarimi igin
Onerilen modelde son asamada smiflandirici topluluk olusumunda meta-learner
(meta-6grenici) olarak bagging algoritmasi ve base-learner (temel-6grenici) olarakta
SVM+RBF Kernel kullanilmigtir. Bir bagka degisle torba yapilacak (bagged)
ogrenme planinin adi SVM+RBF Kernel’dir. Bagging farkli egitim verileri alt
kiimeleri kullanilarak olusturulmus bir siniflandirict topluluktur. Bagging 6nyiikleme
(bootstrapping) ve ortalamalarin (averaging) bir birlesimidir (Salunkhea ve Mali,
2016). Burada oOngoriiciiniin birden ¢ok versiyonu olusturulur ve birlestirilmis
tahmini tretmek icin biraraya gelirler. Bireysel temel siniflandiricilar1 bagimsiz
olarak Onyiikleme Ornekleri olarak bilinen farkli egitim setleri iizerinde egitilir.
Onyiikleme &rnekleri bazi drneklerin rastgele bir sekilde egitim setinin orijinal

ornekleri degistirilerek toplanmasiyla olusturulur. Dolayisiyla, bagging’in kararsiz
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(unstable) algoritmalarla kullanilmasi tercih edilir. Burada egitim setindeki kiigiik
degisiklikler, o sistemin ¢iktisinda biiyiik degisikliklerle sonuglanir (Graczyk ve dig.,
2010). Calismalarimizda meta-siniflandirma asamasinda Bagging ile SVM+RBF
Kernel segcmemizin sebebi ilag veri seti {izerinde gelistirilen modelde ozellikle
bagimsiz test verilerini siniflandirmada oldukga basarili olmasidir. Sekil (3.5) egitim
verilerine uygulanan bagging algoritmasinin asamalarin1 gostermektedir. Egitim
verilerinden onyiikleme o6rneklemeleri elde edilir ve her bir 6nylikleme 6rnegine ayni
meta-6grenici (bagging) algoritmasi uygulanir. Sonug¢ olarak herbirinden gelen

sonugclar birlestirilir.

| Egitim Verileri

Z 2 NN

Onyiikleme Onyiikleme Onyiikleme Onyiikleme
orneklemesi 1 orneklemesi 2 orneklemesi ... orneklemesi N
; | ,

Onyiikleme 6rneklemeleri

Tek Tek Tek Tek

Simflandiricr 1 Siniflandirict 2 smiflandiricr ... smiflandirici N
[

Birlestirilmis Sonuc¢

Sekil 3.5: Onyiikleme birlestirme (Bootstrap aggregating, Bagging).

Cizelge (3.3)’te dengesiz ilag veri seti lizerine uygulanan meta-68renici Bagging
algoritmasi verilmistir. Tezde onaylanmis ve geri ¢ekilen ilaglardan olusan dengesiz
bir veri setinin Onerilen smiflandirici topluluk tasarimi modeli ile siniflandiriimasi
sonuglart ve ayni veri seti tlizerinde diger 6znitelik segcme algoritmalar1 ve farkhi
meta-siniflandiricilar kullanilarak elde edilen sonuglarin egitim seti ve bagimsiz test
seti i¢in elde edilen siniflandirma performans degerleri Boliim (6.3.2)’de detayl1 bir

sekilde verilmistir.
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Cizelge 3.3: Bagging algoritmasi.

input E- Ogrenme seti, N- Onyiikleme o6rneklemesi numarasi, OA-Ogrenme
Algoritmast
output S*- Coklu Siniflandirici
for i=1 to Ndo
begin
Ei := E’den elde edilen onyiikleme 6rneklemesi;
Si := OA(Ei);
end,;
S*(x) = argmaxy 3iL (Si(x) = ¥)

3.8 Ila¢ Molekiilleri Uzerinde Sik Alt Cizge Madenciligi

Molekiiler veri tabanlarinin bilgisayar destekli analizi, yeni ilag adaylarinin
aragtirtlmasi i¢in Onemlidir. Yeni biyoaktif molekiilleri veya kimyasal bilesikleri
kesfetmek i¢in, hem aktif hem de aktif olmayan molekiiller iceren veritabanlari,
molekiiler fragmanlarin havuzunda ayirt edici pargalar1 bulmak {izere aranir.
Ardindan molekiillerin yapisal 6zellikleri belirlenir ve molekiiller etkin veya pasif
olarak smiflandirilir. Buradan yola ¢ikarak c¢alismamizda sinir sistemi ilag
molekiilleri (geri ¢ekilen ve onaylanmis) iizerinde sik alt c¢izge madenciligi
uygulayarak geri ¢ekilen ilag molekiilleri yapisinda siklikla tekrar eden, onaylanmis
molekiilerin yapisinda ise nadir gozlenen ayirt edici fragmanlar belirlendi. Bu
fragmanlar molekiillerin spesifik 6zellikleri hakkinda 6nceden fikir verir ve ilag
aday1 bir molekiiliin onaylanmis ve geri ¢ekilen sinifin1 belirlemede kullanilabilir.
Calisgmada gSpan (cizge-tabanli alt yap1 Orlintiisi madenciligi, Graph-Based
Substructure Pattern Mining) algoritmasini i¢eren ParMol paketi (Paralel Molekiiler
Madencilik) kullanildi.

3.8.1 gSpan

gSpan c¢izgeler arasinda yeni bir sozliik siralamasi (lexicographic order) olusturur ve
her bir ¢izgeyi bir DFS (derinlik 6ncelikli arama) koduna kanonik etiket olarak esler
yani sozliik siralamasina dayanarak derinlik oncelikli arama stratejisini benimser
(Ramraj ve Prabhakar, 2015). Verilen bir ¢izge veri seti i¢in D = {G,, G, ..., Gy, }
olsun. support(g) D igerisindeki ¢izgelerin sayisint ve g herhangi bir alt cizgeyi
belirtir (Yan ve Han, 2002). Ilag molekiillerinin kimyasal yapis1 ¢izgeye

dontstiirtiliirken atomlar etiketlenmis diigiimlerle ve baglar etiketlenmis kenarlarla
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temsil edilir. Problemlerde karmasiklig1 (complexity) diistirmek amaciyla sik bagh
alt cizgeler calisildi. ilag molekiilleri igin sik alt c¢izge madenciligi problemi g
herhangi bir molekiiler fragman olmak {izere support (g) = minSup (minimum destek
esik degeri) esitsizligini saglamaktir. ila¢ kesfinde molekiiler veritabanlarinin
madenciligi benzer kimyasal 6zellikleri paylasan molekiillerin i¢indeki fragmanlari
belirlemek amaciyla yapilir. Molekiillerin 2 boyutlu atom-bag yapisi bu molekiilleri
iceren yonsiiz etiketli ¢izge madenciligi i¢in temel bir yapt olusturur. Bu
veritabanlar1 en az belli sayida molekiilde gozlenen alt ¢izgeler igin arastirilir. Alt
cizgeler i¢in bir ¢izge veritaban1 (madencilik molekiilleri) en az tiim ¢izgelerin belli
bir yiizdesinde (support) veya sayisinda (frequency) goriilen alt ¢izgeler olacak
sekilde azaltilabilir (Meinl ve dig., 2006).

gSpan’de her ¢izge bir DFS koduna eslenir, bu kodlar arasinda yeni bir sozlikk
siralamasi inga edilir ve bu siralamaya dayal1 bir arama agaci olusturulur. DFS s6zliik
siralamas1 ve minimum DFS kod yeni bir kanonik etiketleme sistemi olusturan iki
tekniktir bu teknikler DFS arama’y1 (DFS search) destekler. GSpan, aday olusturma
ve yanlis pozitif budama olmaksizin tiim sik alt ¢izgeleri kesfeder. Bir ¢izge (G) igin
verilen DFS agaci (T) olsun. Kenar dizisi (e;) <r’ye dayandirilir. Ornegin
e; <t ej41, burada i=0,...., |E| — 1°dir. e; DFS kod olarak adlandirilir ve kod (G, T)
olarak belirtilir . Kenarlar (edges) 5 degiskenle belirtilir, (i, J, 1;,[(; ;), ;). Burada
li vi'nin, [; v;'nin etiketleri ve [(; ;) aralarindaki kenarm etiketidir (Yan ve Han,

2002) . Sekil (3.6)’da o6rnek bir ¢izge tizerinde (vy, v4), (0, 1, X, a, Y) ile temsil

edilmektedir.
/ 170 \
O,

8

- {
E’Dl df@v4

O

Sekil 3.6: Ornek bir ¢izge iizerinde (vq, 1), (0, 1, X, a, Y) ile temsil edilmektedir.
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Z = {kod (G,T)/ T G'nin DFS agact} olsun, Z biitiin bagh etiketlenmis ¢izgeler
icin biitiin DFS kodlarin1 igerir. DFS sozliik siralamasi, dogrusal bir sirada su sekilde
tanimlanir.  Eger a = kod (Gg, Tg) = (ag,aq, .-, am) Ve f =kod (Gg,Tg) =
(bg, by, ..., b)), a, B € Z iseve asagidaki 2 kosulu sagliyorsa a < £’dir.

() k <ta; <, byicin At, 0 <t < min(m,n), a; = by

(i)0<k <mven=m igin a,= by,

G bir ¢izge ve Z(G) = {kod (G,T)/ T G'nin DFS agact} (DFS so6zliik siralamasina
dayal1) olsun. min (Z(G)) minimum DFS kod olarak adlandirilir. Bu ayni zamanda
G’nin bir kanonik etiketidir. Bir DFS kod agacinda her bir diigiim bir DFS kod ile
temsil edilir. Ebeveyn (parent) ve child (¢ocuk) diigiimii arasindaki iligski ebeveyn-
cocuk iliskisine uygundur ve kardesler arasindaki iliski DFS sozliik siralamasiyla
tutarhidir. Kod agacinin derinlik oncelikli aranmasi sayesinde, sik alt ¢izgelerdeki
tim minimum DFS kodlar1 kesfedilebilir. Bir bagka degisle tiim sik alt ¢izgeler bu
yolla kesfedilebilir (Yan ve Han, 2002).

gSpan c¢izgeleri depolamak igin seyrek bitisiklik listesi (sparse adjacency list)

kullanir. Diigiimler (vertices) i¢in bir etiket seti {A, B, C, ...}ve kenarlar i¢inde {a,

a
b, ¢, ..} olsun. Algoritma oncelikli olarak A= A kenarlarin1 igeren sik alt cizgeleri

a
kesfeder. Daha sonra A = B kenarlarini igeren tiim sik alt ¢izgeler bulunur. Bu islem

tim sik alt cizgeler bulunana kadar devam eder. Sik alt ¢izge madenciligi alt
cizgeleri ve onlarin tiim sik torunlarini (descendants) biiyiitmek igin 6zyinelemeli bir
sekilde cagrilir. Alt ¢izge madenciligi support (g), minSup’tan kii¢liik oldugunda
durur. Bu tiim c¢izgelerin ve onlarin torunlarinin dretildigini ve Onceden

kesfedildigini gosterir.

gSpan’de kalan fragman tekrarlamalarini elemek amaciyla aritma tiretimi iki sekilde
kisitlanmugtir. Ik olarak fragmanlar yalmzca derinlik &ncelikli arama agacinin en
sagdaki yol uzantisinda (rightmost path extension) uzanan diigiimlere
genisletilebilirler. Ikincisi fragman {iretimi goriiniim listelerindeki (appearance lists)
olusum tarafindan yonlendirilir. Bu iki budama kural1 izomorfik fragman olusumunu
tam olarak engelleyemediginden, gSpan her aritma i¢in kanonik (leksikografik olarak
en kiigiik) DFS kodu hesaplar. Minimal olmayan DFS kod arinmalar1 budanabilir.

Ciinkii gSpan gdmmeler (embeddings) yerine yalnizca her bir fragman i¢in goriiniim
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listelerini depolar, agik alt ¢izge izomorfizm testi bu goriiniim listelerindeki biitiin

cizgeler i¢in yapilmak zorundadir (Meinl ve dig., 2006).

Sekil (3.7)’de ParMol paketi igerisinde gSpan algoritmasi geri ¢ekilen sinir sistemi
ilag molekiillerinden olusan bir veri tabanina (N02, N03, N04, NO5, N06 gruplarina
dahil) frekans (frequency) degeri 60% olacak sekilde uygulanmis ve elde edilen
¢izge veri tabaninda gizgelerin en az % 60’1nda bulunan alt ¢izgelerden biri (toluene)

gosterilmistir.

{1 ParMol - Paralelle Molecularmining =/ o a | M

algorithm: |GSpan v
database: \nswithdrawndrugs.sdf

frequency: |60% ‘

[ graph type: |all graphs (v‘
[v] closed Fragments

’ start search lFragmenM |v |7847809 ’v

Sekil 3.7: ParMol paketi kullanilarak ilag molekiilleri veri tabaninda yaygin
molekiiler fragmanlari belirlemede ¢alisan bir 6rnek.

Bir fragman gozoniine alinan ¢izge setinde ayni destege (support) sahip siiper ¢izge
yok ise “kapali” (closed) olur. Bu bulunan fragmanlarin sayisim1 azaltir.
Calismamizda ilag molekiillerinden olusan veri tabanlar1 i¢in bulunan alt ¢izgeler

(molekiiler fragmanlar) kapalidir.
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4. SINIR SISTEMI iLACLARI UZERINDE UYGULAMA

4.1 Giris

Potansiyel olarak ila¢g olmaya uygun olmayan molekiilleri bilesik kiitiphanelerinde
belirlemek amaciyla bilesiklerin molekiiler yapilarindan elde edilen tanimlayicilara
dayali bilgisayar destekli kimyasal bilesikleri smiflandirmaya yonelik modeller
gelistirilmis ve ilag kesfi silirecinde bilesiklere uygulanmistir (Lavecchia, 2015).
Hesaplamali bir filtre yontemi olan sanal tarama (VS) gelecek vaat eden bilesiklerin
daha ileri testler i¢in se¢ilmesini saglar. Yapilan bu ¢alismalar ilag tasarimi siirecinde
zamandan kazanmayi ve ¢abadan tasarruf etmeyi hedefler (Reddy ve dig., 2007).
Potansiyel olarak aktif bir ilag olmak i¢in ligandin baz1 6zelliklere sahip olmasi
gerekir. Tlag etki gdsterecegi dokuya uygun ve oral olarak biyolojik elde edilebilirlige
sahip olmalidir (Veber ve dig., 2002). Toksisite diizeyi de en aza indirilmelidir (Xue
ve dig., 2004).

Sinir sistemi (NS) néronlarin karmasik yapilarina sahiptir. Ozel hiicreler ad1 verilen
ndronlar, viicudun farkli boliimleri arasinda sinyal iletir. NS'nin iki temel bileseni
vardir. Bunlar merkezi sinir sistemi (CNS) (Ghorbanzad’e ve Fatemi, 2012) ve
periferik sinir sistemi (PNS) 'dir. CNS, beyin ve sinirlerden olusur. PNS, duyusal
ndron, ganglionlar ve sinirlerden olusur. NS'nin hasar1 epilepsi, alzheimer hastaligi,
parkinson hastalig1, huntington hastaligi, ¢oklu skleroz (MS) (Pachner ve dig., 2015),
inme ve amiyotrofik lateral skleroz (ALS) gibi ¢esitli sinir hastaliklarina neden olur.
Kalsifikasyona ugramis parenkimal noro-sistiserkoz, NS hasar1 nedeniyle refrakter
epilepsi ile sonuglanir ve alzheimer hastaligi, insan ndron hasariyla iliskilidir (Leon
ve dig., 2015; Sullivan ve Young-Pearse, 2017). Ayrica, noron igerisinde o-siniiklein
birikimi Parkinson hastaligina neden olur (Engelender ve Isacson, 2017). Ek olarak,
literatiirde Huntington hastaligina yol acan NS hasari, ¢oklu skleroz (MS), inme ve
amiyotrofik lateral skleroz (ALS) hakkinda birkag makale bulunmaktadir
(Gendelman ve dig., 2015; Kobal ve dig., 2016; Lee ve dig., 2017). Sinir sistemi
ilaglar1 periferal etkilere sahiptir ¢iinkii bu ilaglar ¢oklu organlar etkileyen beyine

ulasir. Dolayistyla, sinir sistemi ilaglar1 siklikla marketlerden ¢ekilir.
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Calismada ToxPrint kemotipler kullanilarak onaylanmis ve geri ¢ekilen sinir sistemi
ilaclarinin makine 6grenmesi metotlar1 kullanilarak siniflandirilmast yer almaktadir.
Calismada ilaglar1 onaylanmis ve geri g¢ekilen kategorilere siiflandirmak amaciyla
linear SVM (L SVM), medium gaussian SVM (MG SVM), coarse gaussian SVM
(CG SVM), giiglendirilmis (boosted trees) ve torbalanmis (bagged trees) karar
agaclart algoritmalar1 kullanildi. 760 molekiiler tanimlayici Molecular Networks
Inc.'ten CORINA.Symphony program: kullanilarak veri kiimelerindeki tiim
molekiiller i¢in hesaplandi. Bunlar global molekiiler, boyut ve sekil ve ToxPrint
kemotip tanimlayicilaridir. ToxPrint kemotipleri, kimyasal 6zelliklerin ve kurallarin
bir setidir. Bu c¢alismada kullanilan ilag veri setleri, sinir sistemi hastaliklar1 i¢in
kullanilan onaylanmis ilaglar (NSAD'ler) ve geri c¢ekilen ilaglart (NSWD'ler)
icermektedir. Buna ek olarak farkli hastalik gruplarina ait onaylanmis ilaglar (AD) ve
geri ¢ekilen ilaglardan (WD) olusan bir set’te onaylanmis ve geri ¢ekilen ilaglar
arasinda ayrim yapmak i¢in kullanildi. Farkli hastalik gruplarina ait ilag molekiilleri

Drugbank, KEGG DRUG ve PubChem veritabanindan alindi.

Ilag smiflandirma problemlerinde dogruluk oraninin arttirilmas: ve siniflandirmada
daha etkin molekiiler tanimlayicilarin belirlenmesi amaciyla Ki-kare 6znitelik segme
yontemi kullanildi (Kavitha ve dig., 2012; Liu, 2004). Bu tanimlayicilar ilag aday1
molekiillerini 6n degerlendirmede biiyiik 6nem tasir. Buna ek olarak onaylanmis ve
geri ¢ekilen sinir sistemi ilag molekiilleri iizerinde ortak ve farkli (ayirt edici)
molekiiler fragmanlar1 belirlemek amaciyla ilag veri setlerine 60% destek (support)
ile gSpan algoritmasi uygulandi. Bu molekiiler fragmanlardan ayirt edici olanlari
kullanilarak ila¢ adayr molekiillerin geri ¢ekilmis ve onaylanmig durumu hakkinda
fikir sahibi olabiliriz. Calismada MATLAB yazilm paketi (MATLAB &
SIMULINK, R2015a) kullanildi.

4.2 Materyaller Ve Yontemler

Bu ¢alisma NS ilag veri setleri iizerinde yiiriitiildii. Ilag veri setleri KEGG, PubChem
ve DRUGBANK veritabanlarindan toplandi. KEGG DRUG veritabani onaylanmis
sinir sistemi ilaglarinin Anatomik Terapdtik Kimyasal Siniflamasi'na (ATC) sahiptir.
Smiflandirma problemlerinde SVM’lerin ve topluluk DT’lerin performansini
degerlendirmek amaciyla farkli hastalik gruplarina ait ilag veri setleride ¢alisild1 ve
bu ilaglar da DRUGBANK'tan toplandi. Ardindan, SVM ve topluluk DT modellerini
olusturmak i¢cin CORINA Symphony programi kullanilarak DS 1'den (Dataset 1,
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veri seti_1) DS _6'ya (Dataset 6, veri seti_6) kadar olan veri kiimeleri i¢in bir dizi

molekiiler tanimlayicilar hesaplandi. Calismanin mimari yapisi Sekil 4.1'de verildi.

Generation of
Models Using
— SVMs
— Boosted and §
Bagged Trees ; ) ( Y
g ~ SR

, N )
— Calculation of o [P ol Fs
Global Molecular ; ,' w | o321 |

| Descriptors ‘ )
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of the ToxPrint PI eC C

Chemotypes Withdrawn Drug Datasets
Collection of Drug
Datasets From
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~— PubChem Database
— DRUGBANK

* For nervous system diseases :
Approved and Withdrawn Drug
Datasets

Sekil 4.1: Caligmanin mimari yapisi.
4.2.1 Veri kiimelerinin toplanmasi

400'den fazla onaylanmis ve geri cekilen ila¢g molekiilleri KEGG DRUG, PubChem
ve DRUGBANK veritabanlarindan toplandi. Bu ilag veritabanlarinda ilag
molekiilleri SDF, SMILES vb. formatlarda bulunur. Bir SDF dosyasi, molekiiliin
adini, Ozelliklerini, atomlarin koordinatlarini, atomlar arasindaki bag cesitlerini,
icinde bulundugu ve depoladigi atomlar1 ve bir molekiil ile ilgili diger bilgileri igerir.
DS 1, DRUGBANK veritabanindan alinan farkli hastalik gruplarma ait 220 ilag
molekiilii icerir. Bunlardan 110 tanesi onaylanmis, geri kalan 110 geri c¢ekilen
ilaglardir. Sindirim sistemi ve metabolizma, kardiyovaskiiler sistem, genito idrar
sistemi, kas iskelet sistemi, solunum sistemi ve sinir sistemi vb. hastaliklarina iliskin
ilaglar igerir. Onaylanmis ilaglar bir ¢cok hastalig1 tedavi etmek i¢in onlarca yildir
insanlar tarafindan kullanilmaktadir. Geri ¢ekilen ilaclar ise genellikle insan sagligi
tizerinde olumsuz ve beklenmedik yan etkileri nedeniyle ge¢misten giiniimiize kadar
olan siirecte marketlerden gekilen ilaglardir. DS_1 siniflandirma c¢aligsmalari igin 10-
kat ¢apraz dogrulama metoduyla on farkli egitim ve test setine boliindii. Buna gore
her egitim seti onaylanmis ve geri ¢ekilen ilaglar olmak {izere 198 ilagtan, test setleri

ise yine onaylanmis ve geri ¢ekilen 22 ilagtan olusur. DS_2, NO5 grubuna ait 15
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onaylanmis ile 11 geri ¢ekilen ilag icerir. DS_3, NO6 grubuna dahil 15 onaylanmig ve
12 geri cekilen ilag icerir. ilag veritabanlarinda geri ¢ekilen sinir sistemi ilaglarmin
simirli sayida olmasi nedeniyle (NOl'den NO7'ye kadar olan geri ¢ekilen ilaglar)
DS 4, DS 5 ve DS_6 ayn1 geri ¢ekilen sinir sistemi ilaglarini igerir ancak bu veri
setleri birbirinden tamamen farkli onaylanmis sinir sistemi ilaglarina sahiptir. DS_2,
DS 3, DS 4, DS 5 ve DS 6 sirasiyla 26, 27, 72, 72 ve 72 ila¢ molekiiliinden
olusmaktadir. DS 1 ve diger veri setlerinin igerdikleri ilag molekiillerine ait
bilgilerin tamami1 DVD Cizelge Ek.1’de verildi. Sinir sistemi ilag veri setlerinin
ATC siniflamasi Boliim 2, Cizelge (2.1)’de verildi.

4.2.2 Molekiiler tamimlayicilarin hesaplanmasi

Molekiiler tanimlayicilar bir molekiiliin  6nemli yapisal o6zelliklerini basit
matematiksel bir gosterimle sunar. Veri matrisimiz 760 tanimlayicidan olusur.
Tanimlayicilar CORINA Senfoni programui ile ilag veri setleri i¢in hesaplandi. Bu
calismada 760 molekiiler tanimlayici, 22’si global molekiiler, 8’i boyut ve sekil,
729’u  toxprint kemotip tanimlayicilarindan (DVD_Cizelge Ek.2) ve 1 kullanict
Ozelliginden olusur. Global molekiiler tanimlayicilar bir molekiiliin kaba
formiiliinden (gross formula), 2 boyutlu ve 3 boyutlu yapisindan tiiretildi. Benzer
sekilde, boyut ve sekil tanimlayicilar1 da bir molekiiliin 3 boyutlu yapisindan
tiiretildi. CORINA Symphony programi tarafindan hesaplanan 760 molekiiler 6zellik
Boliim 2, Sekil (2.3)'te verildi.

4.2.3 Veri on isleme ve o6zellik secimi

Veri 6n islememizin amact ham ilag¢ veri setlerinden yararli veriler elde etmektir.
CORINA programi tarafindan 6nceden tanimlanmis bir takim basamaklar SDF
formatindaki ilag molekiillerine uygulanir. Oncelikle kimyasal bir yapiya sahip
olmayan (2 boyutlu veya 3 boyutlu) ila¢ molekiilleri veri setinden ¢ikarilir.
Sonrasinda kimyasal kayitlardaki kiigiik fragmanlar (tuz icerisindeki karsit iyonlar,
¢Ozlimleyiciler vb.) biiyilik fragmanlari1 tutmak amaciyla kaldirilir. Ardindan kimyasal
yapilardaki formal yiikler ndtr hale getirilir. Ilag molekiil setleri igerisinden eger
varsa ayni olanlar1 secilip kaldirilir. Son olarak, ilag molekiillerinin ii¢ boyutlu
yapilar1 olusturulur ve veri setindeki her ilag molekiilii i¢in 760 molekiiler 6zellik
belirlenir. Hesaplanan molekiiler tanimlayicilar siniflandirma  modellerinin

gelistirilmesinde kullanildilar.
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Ilag veri setindeki ilgisiz bilgiler nedeniyle, orijinal ham veriler direkt olarak tahmin
islemi icin kullanilmadi. Ham veriler temizlendi, analiz edildi ve doniistiiriildi. Her
satir verisi bir ila¢ molekiiliine ait bilgileri temsil eder ve siitunlarda 760 molekiiler
Ozellik listelenir. Son siitun ise ilacin geri ¢ekilen / onaylanmis duruma karsilik gelen

sinif etiketini tasir.

Hesaplanan tanimlayicilarin tiimii onaylanmig ve geri ¢ekilen ilaglart ayirt edici
nitelikte degildir. Gereksiz tanimlayicilarin ortadan kaldirilmasi simiflandiricilarin
ongoérme performansmi gelistirir. Bu nedenle Ki-kare Oznitelik se¢me yoOntemi
molekiiller i¢in hesaplanan &zelliklerin boyutunun azaltilmasi igin veri setlerine
uygulandi. Ki-kare bir tanimlayicinin degerini sinifla ilgili olarak ki-kare
istatistiginin degerini hesaplayarak belirler. Ardindan o&zellikler bu skora gore
siralanir.  Mevcut ¢alismada, bir tanimlayict i¢in skor sifir oldugunda,
siiflandirmada daha etkin olan 6zellikleri tutmak i¢in bunlar veri setinden kaldirildi.
Altr 6zellik seti (feature sets, FSs) yukarida anlatilan sekilde belirlendi. Skorlar
yiiksek olan 6zelliklerden 6zellik setleri elde edildi. FS 1, FS 2, FS 3, FS 4, FS 5,
FS 6 swrasiyla 44, 16, 14, 16, 18, 15 ozellik icermektedir. Cizelge (4.1)’de
deneylerde kullanilan &zellik setleri sirasiyla verilmistir. Siniflandirma modelleri
secilen bu ozelliklerle egitildi. Ayrica Ki-kare 6zellik se¢imi metodu sinir sistemi

ilag veri setleri lizerinde siiflandiricilarin ayirma yetenegini arttirdu.
4.2.4 Veri madenciligi modellerinin gelistirilmesi
4.2.4.1 Simiflandirma metotlari

Bu calismada, ilaclarin onaylanmis ve geri ¢ekilen kategorilere siniflandirilmasi igin
L SVM, MG SVM ve CG SVM kullanildi. Bunun yaninda BS T ve BG T
metotlarida simiflandirma gorevleri i¢in kullanildi. Onaylanmis ve geri ¢ekilen ilaglar
icin ayirt edici Ozellikleri belirlemek yeni bir ilacin kesfinden 6nce anlamlidir.
Pazarlamadan sonra ilaglarin marketlerden geri ¢ekilmesi onemli ilag etkilesimleri
bildirilen oliimler veya ciddi yan etkiler gibi ¢esitli olaylarla iliskilendirilebilir (Fliri
ve dig., 2005). Bu nedenle, mevcut ve gelecekteki ilag kesfi icin temel toksisite
mekanizmalarin1 bulmak gerekir. Bu amagla, onaylanmig ilaglarin genel 6zellikleri
ve piyasadan geri cekilen ilaglar iizerinde yapilacak caligmalar biiyilk 6nem
tasimaktadir. Bu amacla molekiillerin 760 tanimlayict 6zelligi kullanilarak

siniflandirma modelleri gelistirildi. Siniflamanin amaci, veri setindeki her bir durum
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Cizelge 4.1: Deneylerde kullanilan alt1 6zellik seti.

FS_1 (44 features)

HaccO, HDonO, LogS, XlogP, bond:C(=O)N_carboxamide_(NH2), bond:C(=O)N_carboxamide_(NHR),
bond:C(=0O)N_carboxamide_generic, bond:C=0_acyl_hydrazide, bond:C=0_carbonyl_abunsaturated_aliphatic_
(michael_acceptors), bond:CC(=0)C_ketone_alkene_cyclic_(C6), bond:CC(=0)C_ketone_alkene_cyclic_2-en 1-
one, bond:CN_amine_pri-NH2_aromatic, bond:CN_amine_pri-NH2_generic, bond:COC_ether_aliphatic,
bond:COH_alcohol_diol_(1_3-),bond:CX_halide_aromatic-X_halo_phenol_meta, bond:NC=0_aminocarbonyl_
generic,bond:NN_hydrazine_acyclic_(connect_noZ),bond:PC_phosphorus_organo_generic,chain:alkaneCyclic_p
ropyl_C3,chain:alkyne_ethyne_generic,group:aminoAcid_aminoAcid_generic,group:aminoAcid_asparagine,grou
p:aminoAcid_leucine,group:carbohydrate_aldopentose,group:carbohydrate_ketohexose,group:carbohydrate_pent
ofuranose_2-deoxy, group:carbohydrate_pentofuranose, group:ligand_path_5_bidentate_aminopropanal,
group:nucleobase_adenine,group:nucleobase_uracil,ring:hetero_[5]_N_pyrazole,ring:hetero_[5]_O_dioxolane_(1
_3),ring:hetero_[5]_O_furan,ring:hetero_[5]_O_oxolane,ring:hetero_[5_6]_N_purine,ring:hetero_[6]_N_diazine_
(1_3)_generic,ring:hetero_[6]_N_pyrimidine,ring:hetero_[6]_N_pyrimidine_2_4dione,ring:hetero_[6]_N_triazin
e_generic, ring:hetero_[6]_Z 1 2 4-, ring:hetero_[6]_Z 1 3-, ring:hetero_[6]_Z_generic, The number of total
chemotypes.

FS_2 (16 features)

HDon,HDonN,Aspheric:Cor3D:oril,bond:C=0_carbonyl_ab-unsaturated_generic,bond:C=0_carbonyl_generic,
bond:CC(=0)C_ketone_aliphatic_acyclic,bond:CC(=0)C_ketone_aromatic_aliphatic,bond:CN_amine_alicyclic_
generic, bond:CN_amine_aliphatic_generic,bond:CN_amine_ter-N_aliphatic,bond:CN_amine_ter N_aromatic,
bond:CN_amine_ter-N_generic, chain:alkaneLinear_butyl_C4, ring:hetero_[6]_N_piperidine, ring:hetero_ [6]_
N_pyridine_generic, The number of total chemotypes.

FS_3 (14 features)

Atoms, Bonds, ASA, McGowan, Polariz, bond:C(=O)N_carboxamide_(NR2), bond:C=0_acyl_hydrazide,
bond:NN_hydrazine_acyclic_(connect_noZ), bond:NN_hydrazine_alkyl_N(connect_Z=1), ring:hetero_[5]_
N_pyrrole_generic, ring:hetero_[5]_Z 1-Z, ring:hetero_[5_6]_Z generic, ring:hetero_[6_6] Z_generic, The
number of total chemotypes.

FS_4 (16 features)

bond:C=0_acyl_hydrazide,bond:CC(=0)C_ketone_aliphatic_acyclic,bond:CN_amine_aliphatic_generic, bond:
CN_amine_ter-N_aliphatic,bond:CN_amine_ter-N_generic,bond:COC_ether_aliphatic, bond:COH_alcohol_
aliphatic_generic,bond:COH_alcohol_generic,bond:COH_alcohol_sec-alkyl,bond:NN_hydrazine_acyclic_
(connect_noZ),bond:NN_hydrazine_alkyl_N(connect_Z=1),chain:alkaneLinear_butyl_C4, group:ligand_path_5-
7_bidentate, ring:hetero_[5]_O_oxolane, ring:hetero_[6]_Z_1 4-, The number of total chemotypes.

FS_5 (18 features)

bond:CN_amine_aliphatic_generic,bond:C=0_acyl_hydrazide,bond:CC(=0)C_ketone_aliphatic_acyclic, bond:
CN_amine_ter-N_aliphatic,bond:CN_amine_ter-N_generic,bond:COH_alcohol_aliphatic_generic, bond:COH_
alcohol_generic,bond:COH_alcohol_sec-alkyl,bond:NN_hydrazine_acyclic_(connect_noZ),bond:NN_
hydrazine_alkyl_N(connect_Z=1), chain:alkeneCyclic_diene_cyclohexene, group:ligand_path_5-7_bidentate,
ring:fused_[6_6]_tetralin, ring:hetero_[5]_O_oxolane, ring:hetero_[6]_N_piperazine, ring:hetero_[6] Z_1 4-,
ring:hetero_[6_6_6]_N_S_phenothiazine, The number of total chemotypes.

FS_6 (15 features)

bond:C=0_acyl_hydrazide,bond:CC(=0)C_ketone_aliphatic_acyclic,bond:CN_amine_aliphatic_generic, bond:
CN_amine_ter-N_aliphatic,bond:CN_amine_ter-N_generic,bond:COH_alcohol_aliphatic_generic, ~ bond:COH
_alcohol_generic, bond:NN_hydrazine_acyclic_(connect_noZ), bond:NN_hydrazine_alkyl_N(connect_Z=1),
group:ligand_path_5-7_bidentate,ring:fused_[6_6]_tetralin, ring:hetero_[6]_N_pyridine, ring:hetero_[6]_Z 1_4-
,ring:hetero_[6_6_6]_N_S_phenothiazine, The number of total chemotypes.
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icin hedef sinifin (geri ¢ekilmis/onaylanmis durumu) dogru bir sekilde tahmin
edilmesidir. Ilagc molekiilleri icin molekiiler tanimlayicilar kullanilarak ikili
siiflandirma problemleri ¢alisildi. 10-kat ¢apraz dogrulama metodu ile veri seti on
alt gruba ayrilir. Her seferinde, on alt kiimeden biri test kiimesi olarak kullanilir ve
diger alt kiimeler ise bir egitim seti olusturmak iizere sisteme konur ve ¢apraz
dogrulama islemi on kez tekrarlanir. Daha sonra bu on sonucun ortalamasi tek bir
sonug elde etmek i¢in hesaplanir. Egitim seti parametrelerini ayarlayarak farkli SVM
ve topluluk DT modelleri iiretmeye katilir ve test seti modellerin performansini

degerlendirir.

Deneylerde kullanilan veri setleri (data set names), smif etiketleri (class labels),
ornek sayisi (number of instance), veri seti boyutu (the data set size), uygulanan
makine 6grenmesi algoritmalar1 (applied machine learning algorithms), 6zellik setleri
(feature sets) olmak {izere, ilag veri setleri i¢in deneysel ayarlar ve uygulanan

metotlar Cizelge (4.2)’de verildi.

Cizelge 4.2: Tlag veri setleri igin deneysel ayarlar ve uygulanan makine dgrenme
algoritmalart.

Data set Class Number of The data sets Applied Machine Learning Feature
Names Labels Instances size Algorithms Sets
DS 1 All Drugs AD: 110 WD: 110 220 L SVM, MG SVM, CG SVM,BST,BGT FS_1
DS 2 NO5 AD: 15 WD: 11 26 L SVM, MG SVM, CG SVM,BST,BGT FS_ 2
DS_3 NO6 AD: 15 WD: 12 27 L SVM, MG SVM, CG SVM,BST,BGT FS_3
DS 4 NO1 to NO7 AD: 40 WD:32 72 L SVM, MG SVM, CG SVM,BST,BGT FS 4
DS 5 NO1 to NO7 AD: 40 WD:32 72 L SVM, MG SVM, CG SVM,BST,BG T FS_5
DS_6 NO1 to NO7 AD: 40 WD:32 72 L SVM, MG SVM, CG SVM,BST,BGT FS_6

L SVM, Linear Support Vector Machine; MG SVM, Medium Gaussian Support Vector Machine; CG SVM, Coarse Gaussian
Support Vector Machine; BS T, Boosted Trees; BG T, Bagged Trees; AD, Approved Drug; WD, Withdrawn Drug.

SVM’nin avantaji, karar fonsiyonu icin farkli kernel fonksiyonlarinin (dogrusal,
polinom, sigmoid ve radyal tabanli vb.) belirtilebilmesidir. SVM kernel se¢imi ve
kernel parametrelerinin kurulumu biylik Olgiide ampirik ve deneysel analize
bagimlidir. Mevcut ¢calismada hem egitim hem de test kiimelerini siniflandirmak i¢in
kernel olarak dogrusal ve gaussian veya radyal tabanli fonksiyonlar kullanilmistir. L
SVM smiflar arasinda basit bir dogrusal ayirma olusturdu ve MG SVM i¢in kernel

6l¢egi sqrt (P)’ye ayarlanarak siniflar arasinda ortalama ayirma olusturdu. Ayrica CG
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SVM igin kernel 6lgegi sqrt (P)*4 olarak ayarlandi ve siniflar arasinda kaba ayrimlar
yaptl. P tahmin edicilerin sayisidir. Model iiretiminde gorev alan egitim seti
ilaglarinin siiflandirilmasi i¢in farkli kernel fonksiyonlarina sahip SVM modelleri
iretildi, tiretilen SVM modellerini dogrulamak ig¢in test ilaglar1 kullanildi. Bu
calismada, topluluk DT'lerinin siiflandirmalarin dogrulugunu gelistirdigi gozlendi.
Topluluk metotlarinda etkili ve yeterli modeller elde etmek amaciyla 6grenme orani
ve Ogrenici sayisi sirastyla 0.1 ve 200’e ayarlandi. Bu metotlarla ila¢ molekiilleri
onaylanmis ve geri ¢ekilmis kategorilere siniflandirilirken biitiin agaclardan bireysel
tahminler toplandi ve siniflandirma i¢in tek bir topluluk tahmini olarak birlestirildi
(Breiman, 1996; Sutton, 2005). Ozellik secimi ydéntemleri, SVM ve DT olusumu ve
topluluk teknikleri igin MATLAB yazilim paketi kullanilmustir.

4.2.4.2 Sinir sistemi ilaclari i¢in sik alt cizge madenciligi

Calismada SDF formatinda 32 geri ¢ekilen (ilag veri tabanindaki tiim geri ¢ekilen
ilaglar) ve 145 onaylanmuis sinir sistemi ilacini igeren veri setlerine gSpan algoritmasi
uygulanarak her iki grupta goze c¢arpan, aywrt edici fragmanlar arastirildi. gSpan
algoritmasi destek (support) 60% ile veri setlerine uygulandi. Gereksiz ve fazla olan

alt gizgeleri elemek amactyla kapali fragmanlar belirlendi.
4.2.4.3 Performans olciimleri

Karigiklik matrisi  (confusion matrix) bir siniflandirma modelinin kalitesini
degerlendirmek icin kullanilan, dogru pozitif (TP), yanlhs pozitif (FP), dogru negatif
(TN) ve yanlis negatif (FN) sayisim1 bildiren iki sira ve iki stitunlu bir tablodur.
Ayrintili olarak, TP onaylanmis ilaglar onaylanmis olarak dogru tanimlandi, FP
onaylanmus ilaglar geri ¢ekilen olarak yanlis tanimlandi, TN geri ¢ekilen ilaglar geri
cekilmis olarak dogru tanimladi, FN geri cekilen ilaglar onaylanmis olarak yanlis
tanimlandi. Modellerin performansi, dogruluk orami (accuracy rate, AR), egri
altindaki alan (area under the curve, AUC), pozitif ongérme degeri (positive
predictive value, PPV), negatif 6ngérme degeri (negative predictive value, NPV),
duyarhilik (sensitivity, SE), 6zgiilliik (specificity, SP), F1-skoru (F1-score, F1-S) ve
matthews korelasyon katsayisi (matthews correlation coefficient, MCC) asagidaki

Esitliklerle (4.1-4.7) ile hesaplanir.
AR = (TP+TN) / (TP+TN+FP+FN) (4.1)

PPV = TP/ (TP+FP) 4.2)
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NPV = TN/ (FN+TN) (4.3)

SE  =TP/(TP+FN) (4.4)
SP  =TN/(TN+FP) (4.5)
F1-S =2TP/(2TP+FP+FN) (4.6)

MCC = (TPxTN - FPxFN) / (,/(TP + FP)(TP + FN)(TN + FP)(TN + FN) ) (4.7)

MMC -1 ve +1 arasinda degisen istatistiksel bir degerdir, burada +1 miikemmel bir
tahmini, O ortalama rasgele bir tahmini ve -1 tersi bir tahmini gosterir ve bu degerler

siniflandirma modelinin kalitesinin bir 6l¢iisii olarak kullanilabilir.
4.3 Sonuclar
4.3.1 Molekiiler tanimlayicilari siralama

Hesaplanan tiim molekiiler tanimlayicilar arasindan en onemli olanlarin1 segme
modellerin yorumlanmasina olanak saglar. Ki-kare testi Ki-kare istatistiginin degerini
siiflara gore hesaplayarak her bir tanimlayicinin degerini belirler. Her veri seti i¢in
(DSs) en yiiksek rank degerine sahip (ilk bes) olan molekiiler tanimlayicilar Sekil

(4.2)’de gosterildi. Bu tanimlayicilar siniflandirma modelleri olusturulurken oldukca

etkindirler.
] Rankings GSSL| Rankings CSS
[DS 1] [DS 2]
1" | The number of total chemotypes 48.76 = The number of total chemotypes 12.23
2" XlogP 24,73  Aspheric:Cor3D:oril 10.09
3" | Bond: C (=0) N_ carboxamide (NHR) 21.07 Bond: CN_amine_alicyclic_generic 9.66
4" LogS 17.82  Bond: C=0_carbonyl generic 8.44
5° | Ring:hetero [6] Z generic 14.42  Ring:hetero [6] N pyridine generic 7.72
[DS 3] [DS 4]
1" | Bonds 1421  The number of total chemotypes 15.40
2" | The number of total chemotypes 1421  Bond: CN_amine_aliphatic_generic 8.63
3 Atoms 1323  Ring:hetero _[6] Z 1 4- 7.50
4% | ASA 11.81  Bond: CN_amine_ter-N_generic 7.30
5" | Polariz 9.64 Bond: CN_amine_ter-N_aliphatic 7.30
(DS 5] [DS 6]
1" | The number of total chemotypes 19.60 = The number of total chemotypes 22.05
2" | Bond: CN_amine_aliphatic_generic 10.26 = Bond: CN_amine_aliphatic_generic 10.26
3" Bond: COH alcohol generic 8.58 Bond: CN_amine_ter-N_generic 8.64
4" Bond: COH alcohol_aliphatic_generic 7.42  Bond: CN_amine_ter-N_aliphatic 8.64
5"  Bond: CN_amine_ter-N_aliphatic 7.30 Bond: NN_hydrazine alkyl N (connect Z=1) 6.71

Sekil 4.2: Tim DS'ler i¢in rank degeri en yiiksek ilk bes tanimlayici ve onlarin ki-
kare istatistik degerleri (CSS).
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Kemotiplerin molekiil igerisindeki toplam sayisii belirten the number of total
chemotypes, CSS degerlerine bakildiginda DS 1, DS 2, DS 4, DS 5 ve DS 6 igin
en etkin tanimlayici olarak belirlendi. Bonds olarak adlandirilan tanimlayici ise DS 3
i¢in en 6nemli tanimlayicidir. Buna ek olarak ki-kare 6znitelik segme metodu XlogP,
Aspheric:Cor3D:oril and the number of total chemotypes tanimlayicilari1 DS 1,
DS 2 ve DS 3 icgin ikinci en etkin tanimlayict olarak Dbelirledi.
Bond:CN_amine aliphatic_generic tanimlayicist ise DS _4, DS 5, ve DS 6 igin
ikinci en Onemli tanimlayicidir. Hesaplamalara gore Sekil (3.2)’de gosterilen
tanimlayicilar veri setleri tizerinde siniflandirma modelleri olusturulurken etkin bir

rol oynamaktadir.

Cizelge (4.3)’te smiflama modelleri olusturulurken en etkin molekiiler
tanimlayicilarin (Sekil (4.2)) ayrintili analizi verilmistir. DS veri seti, SF se¢ilmis
ozellikler, FS 6zellik seti’ni gostermektedir. Buna ek olarak GMF global molekiiler,
SSF boyut ve sekil, TCF ToxPrint kemotip ve UP kullanici 6zelliklerini
belirtmektedir. Veri setlerinde ADs onaylanmig, WDs geri ¢ekilen ilaglar
gostermektedir. Bir molekiiler tanimlayici hangi 6zellik grubunda ise +, aksi halde —
ile temsil edilmektedir. Molekiiler tanimlayici eger bir kemotipse, mostly ¢ogunlukla
hangi grupta onaylanmis/geri ¢ekilen ilaglarda bulundugunu, only ise yalnizca
onaylanmig/geri ¢ekilen ilaclarda bulundugunu belirtir. Eger molekiiler tanimlayici,
global molekiiler, sekil ve boyut ve kullanic1 6zelliklerinden biri ise sayisal bir deger
alir. Bu durumda Range [a,b] for ADs ve Range [a, b] for WDs, veri setindeki bu
tanimlayicinin aldigi maksimum ve minimum degerleri gosterir ve bir aralikla temsil
edilir. Amag¢ onaylanmig ve geri ¢ekilen ilag gruplarinda bu tanimlayicilarin hangi
deger araliginda bulundugunu ortaya koymaktir. Bir bagka 6nemli konuda ToxPrint
kemotip 0Ozellikleri degerlendirilirken molekiil icerisinde bu 729 kemotipten
hangilerinin bulundugu belirlenir. Buradan onaylanmis/geri c¢ekilen ilaglarda
bulunan/bulunmayan kemotipler belirlenir. Bazi kemotipler sadece geri ¢ekilen
ilaglarda bulunurken bazilar1 cogunlukla onaylanmis ilaglarda bulunur. Cizelge (3.3)
ayn1 zamanda onaylanmis ve geri ¢ekilen ilag molekiillerinden olusan veri setlerinin
kemotip analizinide vermektedir. The number of total chemotypes molekiiler
tanimlayicis1 bir molekiildeki kemotiplerin toplam sayisint vermektedir. Bu 6zellik
kullanict 6zelligi olarak tarafimizdan veri setine eklenmistir ve dzellikle sinir sistemi

ilaclarii onaylanmis ve geri ¢ekilen siniflara ayirirken etkin bir rol oynamaktadir.
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Cizelge 4.3: Siniflama modellerinde en etkin molekiiler tanimlayicilarin ayrintili analizi.

DS_1/Model_1
SFfromFS_1 GMF/SSF/TCF/UP ( mostly/only located in ADs/WDs) | Range [a, b] for ADs | Range [a, b] for WDs
The number of total chemotypes -1-1-1+ - [10, 61] [1,29]
XlogP +/-/-1- - [-4.1,8.21] [-2.72,7.06]
bond:C(=O)N_carboxamide_(NHR) -/-/+/- mostly located in ADs (38/110 ADs, 8/110 WDs) - -
LogS +/-/-/- - [-8.22, 2.56] [-7.42,1.32]
ring:hetero_[6]_Z_generic -/-1+/- mostly located in ADs (62/110 ADs, 35/110 WDs) - -
DS_2/Modkel_2
SFfromFS_2 GMF/SSHTCHFUP ( mostly/only located in ADs/WDs) Range [a, b] for ADs Range [a, b] for WDs
The number of total chemotypes -1-1-1+ - [12, 36] [10, 33]
Aspheric:Cor3D:oril -l+]-]- - [0.06, 0.46] [0.07,0.29]

bond:CN_amine_alicyclic_generic
bond:C=0_carbonyl_generic
ring:hetero_[6]_N_pyridine_generic

-/-1+/- mostly located in ADs (14/15 ADs, 4/11 WDs)
-/-1+/- mostly located in ADs (15/15 ADs, 6/11 WDs)
-/-/+/- mostly located in ADs (11/15 ADs, 2/11 WDs)

DS_3/Model_3
SFfromFS_3 GMF/SSF/TCF/UP ( mostly/only locatedin ADs/WDs) Range [a, b] for ADs Range [a, b] for WDs
Bonds +/-1-/- - [42, 64] [22, 68]
The number of total chemotypes -1-1-1+ - [13,30] [7,25]
Atoms +1-1-1- - [39, 60] [21, 65]
ASA +1-1-1- - [350.14, 544.94] [215.38, 616.9]
Polariz +/-/-1- - [27.53,51.41] [18.3,51.77]
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Cizelge 4.3: (devam) Siniflama modellerinde en etkin molekiiler tanimlayicilarin ayrintili analizi.

DS_4/Model_4

SFfromFS_4

GMF/SSF/TCFUP ( mostly/only located in ADs/WDs)

Range [a, b] for ADs

Range [a, b] for WDs

The number of total chemotypes -/-1-1+ - [12, 35] [7, 28]
bond:CN_amine_aliphatic_generic -/-/+/- mostly located in ADs (32/40 ADs, 16/32 WDs) - -
ring:hetero_[6] Z 1 4- -/-/+/- mostly located in ADs (15/40 ADs, 3/32 WDs) - -
bond:CN_amine_ter-N_generic -/-/+/- mostly located in ADs (30/40 ADs, 14/32 WDs) - -
bond:CN_amine_ter-N_aliphatic -/-/+/- mostly located in ADs (30/40 ADs, 14/32 WDs) - -
DS_5/Model_5
SFfromFS_5 GMF/SSF/TCFUP ( mostly/only located in ADs/WDs) Range [a, b] for ADs Range [a, b] for WDs

The number of total chemotypes -/-1-1+ - [10, 35] [7, 28]
bond:CN_amine_aliphatic_generic -/-/+/- mostly located in ADs (34/40 ADs, 16/32 WDs) - -
bond:COH_alcohol_generic -/-/+/- mostly located in ADs (16/40 ADs, 3/32 WDs) - -
bond:COH_alcohol_aliphatic_generic -/-/+/- mostly located in ADs (13/40 ADs, 2/32 \WDs) - -
bond:CN_amine_ter-N_aliphatic -/-/+/- mostly located in ADs (30/40 ADs, 14/32 WDs) - -
DS_6/Model_6
SFfromFS_6 GMF/SSF/TCFUP ( mostly/only located in ADs/WDs) Range [a, b] for ADs Range [a, b] for WDs

The number of total chemotypes
bond:CN_amine_aliphatic_generic
bond:CN_amine_ter-N_generic
bond:CN_amine_ter-N_aliphatic

bond:NN_hydrazine_alkyl N(connect_Z=1)

-l-1-1+ -
-/-/+/- mostly located in ADs
-/-/+/- mostly located in ADs
-/-/+/- mostly located in ADs
-/-/+/- onlylocated in WDs

(34/40 ADs, 16/32 WDs)
(31/40 ADs, 14/32 WDs)
(31/40 ADs, 14/32 WDs)
(0/40 ADs, 5/32 WDs)

[10, 35]

[7, 28]
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DS 4, DS 5 ve DS 6 i¢in Bond:CN amine aliphatic generic en Onemli
tanimlayicilardan biridir. Cizelge (4.3)’e gore onaylanmis ilaglarda bulunma orani
geri ¢ekilen ilaglara gore daha yiiksektir. DS 3 i¢in kimyasal bag sayisini1 tanimlayan
bonds (<42) ise genellikle geri ¢ekilen ilaglar olarak kategorize edilir. Benzer sekilde
DS 2 i¢in Aspheric:Cor3D:oril degeri 0.29 ile 0.47 arasinda onaylanmis ilaglar
belirtir.

4.3.2 Siniflandirma

Bu calismada smiflandirma teknikleri L SVM, MG SVM, CG SVM, BS T ve BG
T'dir. Gelistirilen modeller ilaglar1 onaylanmis ve geri ¢ekilen kategorilere ayirmak
icin FS_1'dan FS_6'ya kadar olan 6zellik setlerini kullandi. Olusturulan modeller on
kat capraz dogrulama yontemi vasitasiyla dogrulandi. K=10 degeri bize daha fazla
ornekle calisma imkani sunar. Buda tahminlerimiz {izerinde daha dogru bir giiven
aralig1 ve problemler iizerinde iyi bir denge elde etmemizi saglar. Diger yandan
yiiksek ve diigiik K degerleri sirasiyla diisiik bias, daha yiiksek varyansli tahmincileri
ve yiiksek bias, daha diisiik varyansli tahmincileri getirmektedir (Kohavi, 1995).
Orijinal veri seti (egitim seti) on alt gruba rastgele boliindii ve Cizelge (4.4)'teki
sonuclar, cesitli egitim ve test ornekleri ile on deneme boyunca ¢ikan sonuglarin
ortalamasi alinarak elde edildi. DS_1-DS_6 modellerin dogruluk oranlar1 (AR)
Cizelge (4.4) 'te verildi.

Cizelge 4.4: Test setleri i¢in dogruluk oranina dayali modellerin performans
karsilastirmasi.

L SVM MG SVM CG SVM BST BGT
DS_1 0.76 0.78 0.77 0.73 0.73
DS_2 0.77 0.77 0.77 0.81 0.89
DS_3 0.89 0.88 0.74 0.85 0.82
DS_4 0.65 0.71 0.72 0.68 0.79
DS_5 0.71 0.65 0.71 0.72 0.74
DS_6 0.74 0.72 0.72 0.81 0.72

L SVM, Linear Support Vector Machine; MG SVM, Medium Gaussian Support Vector Machine; CG SVM,

Coarse Gaussian Support Vector Machine; BS T, Boosted Trees; BG T, Bagged Trees.

71



AR sonuglarina gére metotlar MG SVM, BG T, L SVM, BG T, BG T ve BS T, veri
setleri DS 1, DS 2, DS 3, DS 4, DS 5 ve DS 6 i¢in yiiksek performans (sirasiyla
%78, %89, %89, %79, %74 ve %81) gostermistir. Bu sonuglar, bu ¢aligmadaki
siniflandirma modellerinin onaylanmis ve geri ¢ekilen ilaclarin ayrilmasi i¢in uygun
oldugunu gostermektedir. Bu nedenle, ortaya ¢ikan modeller ilag tasarim siirecinde
basit filtreler olarak kullanilabilir. Veri setleri i¢in (DSs) AR sonuglarina gore en iyi
elde edilen modeller ve onlarin AUC, PPV, NPV, SE, SP, F1-S ve MCC sonuglari
Cizelge (3.5)’te verildi. Ayrica siniflandirma modelinin basar1 indeksi olan ROC
(Receiver Operating Characteristic) egrilerinin altinda kalan alan da Cizelge (4.5)’te
verildi. Alan 1 ise miikemmel bir testi, 0.5 ise degersiz basarisiz bir testi gosterir.
Alan1 hesaplamak icin trapeziodlarin olusturulmasina dayanan parametrik olmayan

yontem kullanildi.

Cizelge 4.5: Test setleri i¢in dogruluk orani (AR), egri altindaki alan (AUC), pozitif
ongorme degeri (PPV), negatif ongorme degeri (NPV), duyarlilik (SE), 6zgiillik
(SP), Fl-skoru (Fl-score) ve Matthews korelasyon katsayisina (MCC) dayali
siiflandirict sonuglarinin performans karsilastirmasi.

DS_1 DS_2 DS_3 DS_4 DS§_5 DS_6

MG SVM) (BGT) (L SVM) (BGT) (BGT) (BST)
Accuracy rata 0.78 0.89 0.89 0.79 0.74 0.81
Ar=a under curvs 0.83 0.86 0.88 0.85 0.78 0.77
Positive pradictive valus 0.68 0.93 1.00 0.88 0.77 0.90
Nazgative pradictiva valus 0.86 0.82 0.75 0.69 0.69 0.69
Sensitivity 0.83 0.88 0.83 0.78 0.76 0.78
Specificity 0.73 0.90 1.00 0.81 0.71 0.85
F1 scors 0.75 0.90 0.91 0.82 0.77 0.84
Matthews corralation 0.55 0.76 0.79 0.58 0.46 0.61

L SVM, Linsar Support Vactor Machine; MG SVAL Madium Gaussian Suppost Vactor Machine; CG SVM, Coarse Gaussian
Support Vactor Machine; BS T, Boosted Trees; BG T, Baggad Trzes.

Cizelge (4.5)’e gore, AUC sonuglart veri setleri icin 0.77 ile 0.88 arasinda deger
aldi. Elde edilen sonuglara gére, L SVM metodu DS 3 i¢in en yiiksek performansi
(0.88) gosterdi. MCC kriteri i¢in, L SVM metodu DS 3 i¢in en yiiksek performansi
gosterirken (0.79), BG T yontemi DS _5 i¢in en diislik performansi (0.46) gosterdi. L
SVM metodu DS 3 i¢in PPV sonuclarina gore diger dort metottan daha 1yi
performans gosterdi (L SVM = 100 ve diger metotlar 0.68 ile 0.93 arasinda deger
ald1). NPV sonuglarina gére, MG SVM metodu DS 1 i¢in 0.86 iken, metotlar BG T,
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BG T ve BS T, sirasiyla DS 4, DS 5 ve DS 6 igin ayn1 NPV sonuglarini (0.69)
gosterdi. SE ve SP sonuglarimi goz Oniine alindiginda, BG T ve L SVM metotlari
sirastyla DS 2 ve DS _3 i¢in iyi sonuglar (0. 88 ve 100) elde etti. F1-S i¢in, L SVM
metodu DS 3 i¢in 0.91 degerini aldi.

Veri setleri igin gelistirilen SVM ve topluluk DT modellerinin her biri tutarli AR
sonuglart verdi. Sekil (4.3)’te AD onaylanmis, WD geri cekilen ilaglar1 temsil
etmektedir. Buna gore DS 1 i¢in 110 AD’den 75 tanesi (TP) dogru tahmin edildi ve
110 WD’den 95 tanesi (TN) MG SVM modeliyle dogru tahmin edildi. BG T metodu
DS 2 igin 23 ilac1 (TP'ler ve TN'ler dahil) dogru olarak siniflandirdi. Buna ek olarak,
L SVM metodu DS 3 i¢in 3 ilac1 (FN) kagird1 ve bunlarin hepsi WD'lerdi. 40 AD'nin
35 tanesi (TP) dogru tahmin edildi ve 32 WD’nin 22 tanesi (TN) DS 4 i¢in BG T
modeliyle dogru tahmin edildi. 40 AD’nin 31 tanesi (TP) dogru siniflandirildi ve 32
WD'nin 22°si (TN) DS 5 i¢in BG T modeliyle dogru kategorize edildi. Ayrica BS T
metodu DS 6 i¢in 58 ilaci dogru olarak smiflandirdi (TP'ler ve TN'ler dahil) ve 14
ilact kacirdi (FN'ler ve FP'ler dahil). Bu agik¢a kurulan SVM ve topluluk DT
modellerinin test setlerinde AD'leri ve WD'leri siniflandirabildigini gostermektedir.
Karmagiklik matrisleri Sekil (4.3)’te verildi. TP, dogru pozitif; FP, yanls pozitif;
FN, yanlis negatif; TN, dogru negatif.

DS 1
DS 2
75 DS 3 35
AD 14 DS 4 , |
" 15| DSS5 | 0
H 35 DS 6 5
= 3 = ! 9
5] 3() 4
: . o)
= 0 L1201 |9
10 22
WD 3 9
2 9
15 95
AD WD

Predicted class

Sekil 4.3: Karmasiklik matrislerinde DS 1 ile DS _6 arasindaki siniflandirma
sonuglariin karsilastirilmasi.
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Calismada cesitli hastalik gruplarina ait sinir sistemi (NS) ilaglarini igeren veri
kiimelerinden bu molekiilerin ¢ok sayida 6zelligi kullanilarak, NS ilaglarmnin geri
cekilen/onaylanmis durumunu tahmin etmek igin yeni siniflandirma modelleri
gelistirildi. Gelistirilen modellerden biri, aday ilag molekiillerini test etmeleri
amaciyla arastirmacilar ve son kullanicilar i¢in verildi. Bu amagla, arastirmacilar
verilen prosediirii sirasiyla yerine getirmelidirler. Ik olarak, Molecular Networks
Inc.'ten CORINA.Symphony programini kullanarak test veri setinde aday ilag
molekiilleri i¢in 18 ToxPrint Kemotip tanimlayicilar1 (Cizelge (4.1)/FS_5)
hesaplanmalidir. Gelistirilen model DVD_ModelDosyas1 Ek.3’ten elde edilir.
Ardindan, MATLAB ModelDosyasi.mat dosyast MATLAB yazilim paketi
araciligiyla calisma alanina alinmalidir. Yapi smiflandirma nesnesini ve tahmin
fonsiyonunu igerir. Son olarak, i¢e aktarilan siniflayict yeni verilere iligskin tahminler
yapmak icin asagidaki form kullanilabilir, yfit=predict(trainedClassifier, Thetestdata
{:,trainedClassifier.PredictorNames}) Thetestdata burada (tablo) test dosyanizin
adidir. Tablo, egitim verilerinizle ayn1i Ongoriicii isimleri igermelidir (Cizelge

(4.1)/FS_5). Cikt1 yfit her veri noktast i¢in sinif tahmini (AD veya WD) igerir.

Egitimli SVM smiflandiricist siniflandirma yaparken durumlar hedef kategorilerine
gore ayiran 1 boyutlu bir hiper diizlem (yani bir ¢izgi) bulur. SVM'nin amaci iki sinif
arasindaki marj1 en yiiksege ¢ikaracak hiper diizlemi segmek ve bilinmeyen verilerle
bas ederken siniflandiricinin hatasini azaltmaktir. Bu ¢alismada, bir ilag molekiiliiniin
siiflandirilmast i¢in, DS 1, DS 2 ve DS 3 verilerini AD ve WD gruplari {izerinde
ayiran en iyi hiper diizlemler, veri setlerinde rank degerine gore ilk iki sirada yer alan
tanimlayicilarin degerine gore tanimlandi ve Sekil (4.4)’te gosterildi. Her bir veri seti
icin en istteki iki tanimlayici, ki-kare istatistik degerleri ile belirlendi, Sekil (4.2).
Veri noktalar1 bir 6ngoriiciiniin X ekseni tizerindeki degeri ve diger dngoriiciiniin Y
ekseni tlizerindeki degeri ile ¢izilmistir. Bagimsiz dogrulama verileri (her bir veri seti
icin 1 AD ve 1 WD ) DS 1, DS 2 ve DS 3 i¢in yeni iiretilen SVM modellerinin
ongortilebilirligi acisindan test edildi. Bu iki yeni ilacin siiflandirilmast Sekil
(4.4)’te gosterildi [(A) x:0.27, y:16 and x':0.43, y':25, (B) x1 :22, y1:7 and x1":57,
y1':26, (D) x2:4.32, y2:3 and x2':3.11, y2":30]. SVM modelleri egitim setlerinin

disindaki ilaglar icinde 6nemli siniflandirma yeteneklerine sahiptir.
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Sekil 4.4: Iki yeni ve mevcut ilaglarin bir boyutlu hiper diizlem ile AD ve WD
gruplarina siniflandirilmasi (A) DS_2, (B) DS_3 ve (C-D) DS_1.

DS 1 farkl hastalik gruplarina ait onaylanmig ve geri g¢ekilen ilaglar icerdiginden
karar agaci olusturmak icin ilag molekiillerinin 6nemli yapisal 6zellikleri hakkinda
yeterli bilgiye sahiptir. Bu ¢aligmanin amaci, her ilag adayr molekiilii i¢in XlogP (x)
ve toplam kemotip sayisit (y) ile karar kurallarimi bulmak ve simif atamalarim
belirlemektir. Bir dizi kural her bir 6rnegi 28 terminal diiglimden birine siifladi.
Aslinda orijinal agacin ¢esitli alt kiimeleri vardir. Daha basit bir aga¢ elde etmek icin
yeniden yerlestirme hatasi (resubstitution error, dtResubErr) ve ¢apraz dogrulama
hatas1 (cross-validation error, dtCVErr) karar agaci i¢in hesaplandi. DtResubErr ve
dtCVErr sonuglart sirasiyla 0.1273 ve 0.3182'dir. Bu basit aga¢ yeni bir Ornegi
smiflandirirken karmagik olanlardan daha iyi performans gosterdi. En kiigiik agaci
bulmak i¢in kesme degeri (cutoff value) hesaplandi. Kesme degeri minimum maliyet
(minimum cost) art1 bir standart hataya (standard error) esittir. Grafigin en iyi
seviyesi, bu smnirin altindaki en kiiclik agaca karsilik gelir. Budanmis aga¢ icin
tahmin edilen yanlis siniflandirma hatasi (0.2909) olarak hesaplandi. En iyi seviye
(best level) = 0 budanmamis agaca karsilik gelir bu yiizden bir indeks olarak

kullanmadan once 1 eklenmelidir. Sekil (4.5) en kiigiik ¢apraz dogrulama hatasini
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gostermektedir. Bu hata AD ve WD gruplan tizerindeki DS 1 verileri i¢in budanmis
agaci elde etmede kullanilir. Asagidaki kural seti DS 1 i¢in budama agacindan elde
edilmistir, (i) y < 23.5 ve x < 1.08 ise ilag grubu = AD, (ii) y < 23.5 ve x >=1.08 ise
ilac grubu = WD, (iii) Eger y >= 235 ise ilagc grubu = AD. ilaglarin

siiflandirilmasinin amaci, budama agaci ile ilag grubunu belirlemektir.
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Sekil 4.5: Orijinal agacin ¢esitli alt kiimeleri i¢in yeniden birlestirme hatas1 ve ¢apraz
dogrulama hatasinin hesaplanmasi ve AD ve WD gruplar tizerindeki DS 1 verileri
icin en kii¢lik capraz dogrulama hatasi ile budanmis aga¢ i¢in tahmin edilen yanlig
siiflandirma hatasi.

4.3.2.1 Leave-one-out cross validation

K sayisinmn veri grubundaki 6rnek sayisina esit oldugu K-kat capraz dogrulamanin
ozel bir durumudur. Boylece, 6grenme algoritmasi her 6rnek i¢in bir kez diger tim
ornekleri bir egitim seti olarak ve sec¢ilen 6rnegide tek pargalik test seti olarak
kullanir (Drehmer and Morris, 1981). Calismalarda kullandigimiz DS 2 ve DS 3
veri kiimelerinde sirasiyla 26 ve 27 ilag bulunmaktadir. Veri kiimelerinde 6rnek
sayisinin az olmasi sebebi ile siniflandirma sonuglarinin giivenilirligi agisindan
leave-one-out cross validation yontemi DS 2 ve DS 3 i¢in denenmis ve sonuglar 10-
kat capraz dogrulama metodu ile uyumlulugu degerlendirilmistir. Siniflandirma
teknikleri olarak yine ayni sekilde DS 2 ve DS 3 i¢in BG T ve L SVM kullanild1.
Olusturulan modeller leave-one-out cross validation yontemi ile dogrulandi. K= 26
ve 27 degerleri deneylerimizde bize daha fazla 6rnekle ¢aligma imkani sunar. Buda

tahminlerimiz lizerinde daha dogru bir giiven araligi elde etmemizi saglar. Bunun
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yaninda yiiksek K degerleri diisiik bias, daha yiiksek varyansh tahmincileri getirirki
tahmin edici daha kesin sonuglar vericektir. Cizelge (4.6)’da DS 2 ve DS 3 igin
leave-one-out cross validation yontemi ile dogrulanan siniflandirma modellerinin

performans degerleri yer almaktadir.

Cizelge 4.6: Test setleri i¢in dogruluk orani (AR), egri altindaki alan (AUC), pozitif
ongoérme degeri (PPV), negatif ongérme degeri (NPV), duyarlilik (SE), 6zgiilliik
(SP), Fl-skoru (F1-score) ve Matthews korelasyon katsayisina (MCC) dayali
siniflandirici performans sonuglari.

DS_2 DS_3
(BGT) (L SVM)

Accuracy rats 0.89 0.89
Arsa under curve 0.84 0.88
Positive pradictive valus 0.93 1.0
Nagative pradictive valua 0.82 0.75
Sansitivity 0.88 0.83
Specificity 0.90 1.0
F1 scorz 0.90 0.91
Matthews correlation 0.76 0.79

L SVM, Lin=ar Support Vactor Machins; BG T, Baggad Traas.

Cizelge (4.5’de DS 2 ve DS 3 i¢in elde edilen smiflandirma performans

degerlerinin Cizelge (4.6) ile tamamen uyumlu oldugu goézlendi.

4.3.2.2 Siiflandirma modelinin bir veri seti iizerinde dogrulanmasi

[lag tasarrmmna standart bir yaklasimda bilesik kiitiiphanelerinin hesaplamali
yontemlerle taranmasidir. Ligand tabanli sanal taramada genel olarak spesifik
biyolojik bir aktiviteye sahip olan az sayida molekiiliin ¢ok sayida aktif olmayan
bilesikler arasindan ayirt edilmesi hedeflenir. Calismada kullanilan veri seti UCI
machine learning repository’den (PubChem Bioassay veri setlerinden) AID362 veri
setindeki aktif olmayan 20 bilesik ile olusturulmustur (ilag benzeri molekiiller ancak
aktif bilesikler degil). Smiflandirma modeli olarak DS 1 ile gelistirilen Model 1
kullanilmistir. DS 1 farkli hastalik gruplarina ait 220 ila¢ molekiilii icermekteydi.
Bolim (4.2.1)’de modele iliskin ayrintili bilgi yer almaktadir. Veri setinde aktif
olmayan bilesikleri secmemizin sebebi bu bilesiklerin ilag tasariminda spesifik bir

aktiviteye sahip olmadiklarinin hesaplamali olarak onceden belirlenmesidir. Bu
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hesaplamalarla elde edilen sonuclar yaklasik 480000 ilag benzeri molekiiliin sanal
olarak taranmasina dayanmaktadir. DS 1 kullanilarak elde edilen model 1
MATLAB yazilim paketi ile gelistirilmistir. Sonu¢ olarak 20 aktif olmayan bilesik
model iizerinde test edildiginde bunlardan 16 tanesi geri ¢ekilen ilaglar kategorisinde
buna karsilik 4 tanesi onaylanmis ilaglar kategorisinde yer almistir. Onerilen model
onaylanmis ve geri c¢ekilen ilaglar1 siiflandirma ig¢in gerekli Oznitelikleri
icermektedir yani model aktif ve aktif olmayan bilesikleri siniflandirma problemine
ait oznitelikleri igermemektedir ama mutlaka test setindeki aktif olmayan bileseni bir
gruba (onaylanmis, geri ¢ekilen) atacaktir. Burada model aslinda aktif olmayan bir
bileseni geri ¢ekilen ilag grubuna atarak aslinda eldeki Ozniteliklerle Kimyasal
bilesigi bastan elimine ediyor. Bu nedenle elde edilen sonug¢ Onerilen model i¢in
istenilen ve beklenen bir sonuctur. Elde ettigimiz bu sonugla modelin farkli bir veri

setine iliskin siniflandirma 6ngdriisiinii de test etmis olduk.
4.3.3 Alt cizge madenciligi

flaglarin onaylanmis veya geri cekilen durumunun belirlenmesi amaciyla ilag veri
setlerine sik alt cizge madenciligi uygulanip yapilarinda bulunan ayirt edici
fragmanlar belirlenebilir. Geri ¢ekilen sinir sistemi ilag veri setine (32 geri ¢ekilen
ilag) gSpan algoritmasi uygulanarak (minimum destek 60%) yapilarindaki goze
carpan fragmanlardan hangilerinin geri ¢ekilmelerine sebep olabilecegi arastirildi.
Bunlar belirlemek amaciyla geri ¢ekilen sinir sistemi ilaglarinin yaninda onaylanmis
sinir sistemi ilaglarina da (145 onaylanmis ilag) sik alt ¢izge madenciligi uygulandi.
Her bir veri seti igin siklikla tekrar eden fragmanlar belirlendi ve sadece
onaylanmig/geri ¢ekilen ila¢ molekiillerinde bulunan/bulunmayan fragmanlar
belirlendi. Bu fragmanlar ila¢ tasarim c¢alismalarina oldukca katki saglar. Calismada
oncelikle 32 tane marketlerden geri ¢ekilen ilagtan yaklasik 20 tanesinde bulunan
kapalt fragmanlar belirlendi. Bu fragmanlar asagida aciklamalariyla birlikte
verilmistir. Benzen, toluen, N, N-dimetiletilamin (DMEA), krotilamin, 5-metil-2,4-
heptadien, oktatrien, karbonil grubudur. Bu fragmanlar geri ¢ekilen sinir sistemi
ilaglarinin kimyasal ¢izge gosterimlerinin ¢ogunda (en az % 60’1inda) bulunmaktadir.
Bu fragmanlar ilaclarin marketlerden g¢ekilmesine sebep olan yapilarda olabilir ve
insan ila¢ metabolizmasina zarar verebilir. Bu alt ¢izge fragmanlarindan benzen,
periferik kan I6kositlerinde ve kemik iliginde kromozomal anormalliklere yol acar ve

DNA olusumunu bozar. Toluen, bir fenil grubuna bagli bir CH3 grubundan olusur.
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Toluen benzen grubundan daha az toksiktir. Toluen rekabet¢i olmayan NMDA
reseptOr antagonisti ve GABA«a reseptorii pozitif allosterik modiilatér olarak islev
goriir. N, N-dimetiletilamin (DMEA) sinir sistemi ilaglarinin yapisinda bulunan diger
bir fragmandir. Insanda amine bagimli reseptér TAARS in agonistidir. Koriorilamin
veya 2-buten-1-amin doymamis primer mono amindir ve DMEA gibi N grubu igerir.
Buna ek olarak 5-metil-2,4-heptadien bir alken ve doymamis hidrokarbon'dur. Iki
karbon-karbon ¢ift bag igerir. 1,3,5 oktatrien ii¢ ¢ift baga sahip dallanmamis bir sekiz
karbonlu alkatriendir. Kahverengi alg tiirii tarafindan firetilebilir. Ayrica karbonil
grubu bir oksijen atomuna ¢ift baglanmis bir karbon atomundan olusur. Aldehid,
keton, karboksilik asit, ester ve amid karbonil grubunu igerir. Altgizge fragmanlari
Sekil (4.6)'da gosterilmistir. Sonuglar geri ¢ekilen sinir sistemi ila¢ molekiillerinin

kimyasal ¢izge gosterimlerinden elde edilmistir.
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Sekil 4.6: Geri c¢ekilen sinir sistemi ila¢ molekiillerinin kimyasal ¢izge
gosterimlerinden elde edilen kapali fragmanlar (A to G), A) Benzene B) Toluene C)
N,N-Dimethylethylamine (DMEA) D) Crotylamine E) 5-Methyl-2,4-Heptadiene F)
Octatriene G) Carbonyl group.

Calismanin diger onemli kismi onaylanmis 145 sinir sistemi ilacinin en az 87’sinde
ortak olarak bulunan fragmanlar belirlemektir. Sekil (4.7)’de bu sik altcizge
fragmanlar1 verildi. Sonuglar onaylanmis sinir sistemi ilag molekiillerinin kimyasal

cizge gosterimlerinden elde edilmistir.
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Sekil 4.7: Onaylanmis sinir sistemi 1ilag molekiillerinin kimyasal c¢izge
gosterimlerinden elde edilen kapali fragmanlar (A to P), A) N-biitilamin B) 2.4,
heptadien 3) 2-metil 1,3-pentadien D) Propilen E) Etanol F) Metilamin G) N-Etil-N-
propilamin H) N,N dimetilpropilamin 1) 3-Metil 1,3,5-hekzatrien J) 3-Metil 2,4-
hekzadien K) Benzen L) 1,3-pentadien M) Asetaldehit N)Tolien O) 2- metil 2,4
hekzadien P) Karbonil Grubu.

Yukarida belirlenen fragmanlardan n-biitilamin organic bir bilesiktir ve biitanin dort
izomerik amininden bir tanesidir. Digerleri sec-butilamin, tert-butilamin ve
izobutilamindir. n-biitilamin diger aminler gibi amonyak benzeri bir kokuya sahiptir.
Hava ile temas haline geldiginde sar1 renk alir. n-biitilamin amin grubundan dolay1
zayif bir baz 6zelligi gosterir. Bu madde daha cok bocek dldiiriicii olan pestisitlerin
yapisinda bulunur. En 6nemlisi tiyokarbaazidlerdir. Bunlar karbondisiifit ile hidrazin
reaksiyonu sonucu olugsurlar. Ayrica, n-biitilamin farmakoloji ve kremlerde
emilsiyon madde olarak kullanilabilir. Farmostetik katkilarin % 50 sinden fazlasi
kiral amin birimine sahip en az bir adet kiral merkez igerir. Ayrica 2020 yilina kadar
da kullanilan tiim ilaglarin % 95’1 i¢inde bulunmasi beklenmektedir (Slabu ve dig.,
2017). n-biitilamin fazla dozda alindiginda oliimcil olabilir. Siganlar ile yapilan
caligmalarda Oliimciil dozu (LDsg)= 366 mg/kg olarak bulunmustur. Ayrica n-

biitilamin alkolik iceceklerin, domates, bugday unu ve peynirin i¢inde bulunabilir.
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Bu maddenin asir1 solunmasi kasinti, tahris, basagris1 ve kusmaya neden olabilir. 2,4,
heptadien iki adet ¢ift bag iceren alken grubu igeren bir bilesiktir. Cift baglar karbon
zincirlerinin  doymamighigint gostermektedir. Alkenler suda az c¢oziiniirler ve
genellikle kokusuzdurlar. Propene kadar olanlar oda kosullarinda gaz halinde
bulunurlar. Bes karbondan onalt1 karbona kadar sivi ve daha fazla karbon atomlat1
icerenler ise katidirlar. Hayvanlarda ve insanlarda atesli hastaliklarda kullanilan
ilaglarn igerisinde heptadien bulunur. Bunlarin TRPA1 ion kanallari {izerine etkileri
aragtirllmaktadir (Leamy ve dig., 2011). Ayrica heptadienler kurkuminoidlerin
yapisina katilirlar. Kurkuminoidler ¢ogu sinir dokusu bozulmasi hastaliklarinda
sinyal iletiminde ve biyokimyasal reaksiyonlarin gerceklesmesinde gorev aldig
bilinmektedir. Ayrica bunlar izositrat, NADH dehidrojenaz, sitokrom c¢ oksidaz,
kompleks 1 ve toplam ATP seviyelerini arttirarak yaslanma ile meydana gelen
mitokondri bozulmasina karsi sinir sistemi dokusunu korur (Dey ve dig., 2017). 2-
metil 1,3-pentadien bir adet metil grubu tasiyan alkenlerdir. Bunlarda alkenlerin
genel Ozelliklerini tasirlar. 1,3-pentadienler hakkinda ilaglarla etkilesimleri ile ilgili
fazla bilgi bulunmamaktadir. Fakat biz biliyoruz ki son birkag¢ yilda MAO olarak
bildigimiz metilaluminoksan {izerine sterospesifik etkilerinden dolay1 1,3-
pentadienlerin fiziksel 6zellikleri siklikla caligildi. 1,3-pentadienlerden kristal yapili
polimerler iretildi (Bertini ve dig., 2009). Propilen basit bir alkendir. Bir adet cift
bag icerir ve kisa zincire sahiptir. Propen olarakta adlandirilirlar. Propilen dogada
fermantasyonun yan {iriinii olarak agiga cikarlar. Ayrica propilen islenmemis fosil,
petrol ve dogalgaz ile iiretilebilir. Propilen petrol sanayide etilenden sonra ikinci en
onemli baslangi¢c materyalidir. Propilen ayrica imin yapisi ile birleserek dentrimer
olarak is gorebilir. Dentrimerler kemoterapik ajanlar1 tasiyan ve kanser tedavisinde
kullanilan polimerlerdir. Bu propilenimin i¢eren dentrimerler anyonik ilaglarin aktif
formlarinin tiimdr hiicrelerine etkili bir sekilde iletimini saglarlar (Szulc ve dig.,
2016). Etanol diger adiyla etil alkol en ¢ok bilinen ve kullanilan alkol grubudur.
Ugucu ve tutusabilen oOzellige sahiptir. Petrokimya sanayi ve mayalarin
fermentasyonu sonucu son iriin olarak olusabilirler. Uzun zamandan beri ilag ve
dezenfektan olarak kullanilmaktadir. Ayrica sanayide yakit olarakta kullanilmaktadir.
Fazla etanolun hiicre i¢ine girmesi ile toksik etki yaptigi bir ¢ok calisma ile
kanitlanmistir. Son yapilan bir calismaya gore etanole maruz birakilan siganlarin aort
icerisindeki antioksidan kapasitesi ve protein sentezindeki etkileri gosterilmistir

(Ceron ve dig., 2017). Metilamin bir organic molekiildiir, amonyak molekiiliindeki
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hidrojenin yerine bir metil grubu gelerek olusmustur. Renksizdir. Birincil amin
grubundadir. Amonyak ile metanolun sentezi sonucu meydana gelir. Metilamin seker
hastaliginda antidiabetic ila¢ olarak dipeptil peptidaz IV (DPP IV) iin inhibitorii
olarak is goriir (Namato ve dig., 2014). Bu madde etkisini hiperglisemide doku
zararini1 Onleyerek etkilerini gosterdikleri bulunmustur (Cioni ve dig., 2006). Ayrica
sinir sisteminde noradrenalin tekrar aliminin secgici inhibitorii olarak is gorerek
depresyon tedavisinde kullanilmaktadir (Fish ve dig., 2008). N-Etil-N-propilamin
amin grubu bir bilesiktir. Renksiz ve ugucudur. Amin grubundan dolay1 zayif baz
olarak kabul edilir. Propanol ve amonyum kloratin yiiksek sicaklik ve basing altinda
demir kloratin katalizorliigii esliginde olusabilir. N,N dimetilpropilamin de amin
grubu bir bilesiktir. Renksizdir ve bazik 6zellige sahiptir. Goz ve deri ile temasi
halinde tahrise neden olur. 3-Metil-1,3,5-hekzatrien bir poli alkendir. Polialkenler
gorme pigmenti olan rodopsin i¢inde fotokimyasal rol oynarlar. Bunlar ayrica
membrane molekiillerinin sirasin1 belirlemek i¢in florosens olarak gorev alirlar.
Ayrica Vitamin E ve Trolox igerisinde antioksidan aktivitenin degerlendirilmesinde
gorev alabilirler (Labidi ve Djebaili, 2010). 3-Metil 2,4-hekzadien alken grubu bir
bilesiktir ve alkenlerin &zelliklerini tasir. ki adet ¢ift bag icerir ve doymamis bir
bilesiktir. 1,3-pentadien bir alkendir ve diger ad1 piperilendir. Ugucudur iki adet ¢ift
bag igerir. Islenmemis yagdan etilen iiretiminin yan {iriinii olarak ortaya ¢ikar. Ayrica
plastik sanayide ham madde olarak kullanilir. Asetaldehit en 6nemli aldehitlerden
biridir. Sanayide ve dogada yiiksek oranlarda bulunabilir. Kahvede, ekmekte ve
meyvede yliksek oranlarda bulunabilir. Bitkilerde fermantasyon siirecinde
olusturulabilir. Alkol dehidrojenazin etanolun oksidasyonu ile olusturulabilir. Alkol
tedavisi mekanizmasinda gorev alir. Kanserojendir. Yiiksek miktarlarda alimlar
basagrisi, kusma ve sersemlik meydana getirebilir. Asetaldehitin asetik asite
doniistimii genetik olarak saglayamayan insanlarin Alzheimer hastaligina daha yatkin
oldugu 1spatlanmistir. Ayrica asetaldehitin karaciger kanser hiicrelerinde siiperoksit
dismutaz enzimini hedefledigi gosterilmistir (Cornejo ve dig., 2014). Diger bir
caligmada nikotin verilen gen¢ sicanlarda asetaldehitin nikotinin etkisini arttirarak
beyindeki sinyal iletimini etkiledigi ve nikotinin etkisini arttirdigi bulunmustur
(Sershen ve dig., 2009). 2- metil 2,4 hekzadien alken grubu bir bilesiktir. Tki adet ¢ift

bag icermektedir. Alkenlerin biitiin 6zelliklerini tasir. Metil grubu igerir.
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Benzen, Toluen ve karbonil grup hem piyasadan geri ¢ekilen hemde onaylanmis sinir
sistemi ilaglarinda ortak olan fragmanlardir. Bunlar ilag olmak i¢in ilacin yapisinda
biiylik olasilikla bulunmasi gereken ve ilacin etki gdstermesinde etkili olan ama
ilacin piyasadan c¢ekilip ¢ekilmeyecegi hakkinda Ongorii saglayacak gruplar
degildirler. Diger taraftan n-biitilamin, 2,4, heptadien, 2- metil 1,3-pentadien,
Propilen, Etanol, Metilamin, N-Etil-N-propilamin, N,N dimetilpropilamin, 3-Metil-
1,3,5-hekzatrien, 1,3-pentadien, Asetaldehit ve 2- metil 2,4 hekzadien piyasadan geri
cekilen sinir sistemi ilaglarmin 20 tanesinin yapisinda bulunmazken onaylanmis
ilaglarin yapilarinda siklikla bulunan fragmanlardir. Sik alt ¢izge madenciligi ile
belirlenen bu fragmanlar bir ilacin onaylanmis/geri ¢ekilen durumu hakkinda bilgi
verir ve geri ¢ekilen ilaglarin yapilarinda siklikla goriilen fragmanlar aday ilag

molekiilleri i¢in siniflandirma problemlerinde dikkatle ele alinmalidir.
4.4 Tartisma

Burada ele alinan ¢alismalar Boliim 1, Literatiir arastirmasi kisminda ayrintili olarak
anlatildi. Bu boliimde yapilan ¢alisma digerleriyle karsilagtirildi artilar1 ve varsa

eksik yanlari ele alinarak okuyucuya sunuldu.

Cao (2012) yaptig1 calismada HDACS8 inhibitdr ve inhibitdr olmayanlar1 23
molekiiler tanimlayict kullanarak ayirmaya g¢alisti. Calismada molekiil 6zellikleri
olarak global molekiiler, yiizey ve 2 boyutlu ve 3 boyutlu 6zellikleri veri setindeki
tim Dbilesikler i¢in hesaplandi. HDon, HAcc, and NRotBond tanimlayicilart
siniflandirmada en etkin faktorler olarak belirlendi ve model test setinde 0.75
dogruluk oranina ulasti. Korkmaz (2014) aktif molekiilleri aktif olmayanlardan
ayirmak i¢in farkli {i¢ 6zellik se¢imi metodu kullanip SVM modellerini elde etti.
Toplam 34 molekiiler tanimlayict kullandi. Modellerin dogruluk oranlar1 0.76 ile
0.81 arasinda degerler aldi. Zhang (2011) ilaglarin ndbet yikiimliligini erken
safhalarda belirlemek amaciyla bir model gelistirdi. Modelin dogruluk oran1 0.87 dir.
Calismada nobet yiikiimliiliigiine sahip bilesiklerin tahmini i¢in, molekiiler elektronik
ozellikleri, hidrojen baglama 6zelligi, molekiiler aromatik fonksiyonlar, lipofiliklik,
molekiiler polar yiizey alan1 ve molekiiler yapisal bilgi igeren 18 molekiiler
tanimlayict kullanildi. Klekota ve Roth (2008) caligmalarinda coklu bilesik

kiitiiphaneleri icin biyoaktiviteyi tanimladilar. Biyolojik aktivite ile ilgili alt yapilari
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(fragmanlar) belirlemek igin 4860 altyapr kiimesinden alinan alt yapilar1 karar

agaclarin1 kullanarak birbirinden ayirdilar.

Yaptigimiz c¢alisma oOnceki calismalardan {stiindiir ¢iinkii ilag molekiillerin
siniflandirma problemlerinde kullanilmak {izere hesaplanan global molekiiler, boyut
ve sekil ozelliklerinin yaninda 729 ToxPrint kemotip 6zellikleride hesaplanmistir ve
elde edilen modellerin dogruluk orani 0.89’a ulasmistir. Buda gelistirilen 6zellik
setlerinin geri ¢ekilen ilaglari onaylanmis olanlardan ayirmada basarili oldugunu
gosteriyor. Bir molekiilin kimyasal yapisinda bulunan ToxPrint kemotipleri
belirlemek ilacin geri ¢ekilen/onaylanmis durumu hakkinda bize dnceden bir bilgi
verebilir. Buna ek olarak Klekota ve Roth’tan farkli olarak ¢alismada sadece sinir
sistemi ilaglar1 igin belirledigimiz ayirt edici fragmanlar mevcuttur ve veri setimiz

siirli sayida geri ¢ekilen ilag yapisi icermektedir.

Calismada kullanilan veri setleri DS 1, DS 2,..., DS 6 her biri farkli bir amaca
hizmet etmektedir. Bunlardan DS_1, farkli hastalik gruplarina ait onaylanmis ve geri
cekilen ilaglar icermektedir. Burada gelistirilen siniflandirma modeli ilag aday1 bir
molekiilin gelecekte onaylanmig/geri ¢ekilen durumu hakkinda bize Ongoriide
bulunacaktir. DS_2 ve DS_3 ise sinir sistemi hastaliklarindan sirasiyla psikoleptik ve
psychoanaleptics’e ait onaylanmis ve geri ¢ekilen ilaglar icermektedir. Burada amag
gelistirilen smiflandirma modelinin hastalik bazinda ilag adayr bir molekiiliin
onaylanmis/geri ¢ekilen durumu hakkinda tahmin yapabilmektir. Ilag veri bankasinda
geri ¢ekilen ilag sayist oldukga sinirlidir. Hastalik bazinda ele aldigimzda ise bu say1
en fazla sinir sistemi hastaliklarinin tedavisinde kullanilan ve daha sonra
beklenmedik bir yan etki sonucu geri ¢ekilen ilaglardan olusmaktadir. Sinir sistemi
icin toplamda bu sayr 32 dir. Diger hastaliklara baktigimizda ise hastalik basina
diisen geri c¢ekilen sayis1t 32°den ¢ok daha azdir. Bu durumda ilaglar1 siniflandirmak
icin gelistirdigimiz modeller hastalik bazinda ele aldigimizda en iyi sinir sistemi i¢in
elde edilir. Sinir sisteminden farkli bir hastalik i¢in su durumda bir model gelistirmek

saglikli olmayacaktir.

DS 4, DS 5 ve DS 6 wveri setleri NO1, NO2, ..., NO7 gruplarinin hepsinden
onaylanmis/geri c¢ekilen ilag icermektedir. Elimizde tiim sinir sistemi hastaliklar1 i¢in
32 geri ¢ekilen ilag oldugundan bu gruplardan gelen onaylanmus ilaglarla bunlardan
dengeli bir veri seti elde edip yine genel olarak (6zel bir sinir sistemi hastaligina ait

olmayan, NOS5 gibi) sinir sistemi hastaliklarinin tedavisinde kullanilan ilaglardan bir
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model olusturulmaya c¢alisilmistir. Bu model bize genel olarak sinir sistemi
hastaliklarinin tedavisinde kullanilmak istenen bir aday ilag molekiiliiniin (herhangi
bir gruba ait olabilir) onaylanmis/geri ¢ekilen durumu hakkinda Ongoriide
bulunacaktir. Bu 3 modeli NO1, NO2, ..., NO7 gruplarinin herhangi birinden olan
aday ilag molekiiliinii test etmede kullanabilirsiniz. DS_4, DS_5 ve DS_6 birbirinden
tamamen farkli onaylanmis ancak ayni geri g¢ekilen (32 ilag) ilaglar1 icermektedir.
Kullanic1 ilag adayr molekiiliinii gelistirilen 3 modelden biri ile test edebilir.
Bakilacak olursa her {i¢ modelin NPV degeri aynidir. Sonug olarak deneylerdeki her
bir veri seti farkli bir motivasyona hizmet etmektedir. Burada gelistirilen modeller
ilag aday molekiillerini siniflandirma problemlerinde basit bir filtre olarak

kullanilabilir.
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5.ILACLAR UZERINDE HIiYERARSIK COKLU ETIKET SINIFLAMASI
5.1 Giris

Farkli hastalik gruplarina ait 550’den fazla ila¢ hiyerarsik ¢oklu etiket siniflamasi
yontemi kullanilarak dahil olduklari gruplar belirlenip bu gruplar bir hiyerarside
organize edildi. Calismamizda ila¢ adayr molekiiller igin olusturulan model
molekiillerin onaylanmis, geri ¢ekilen ve sinir sistemi ilact olma durumu hakkinda
bilgi verirken ayn1 zamanda ilacin hangi sinir sistemi hastalik grubuna ait
oldugunuda o6ngdriir. HMC bir aga¢ 6grenme algoritmasidir ve tiim siniflar1 bir
kerede Ongoriir. Ayrintili bilgi boliim (3.7.3)’te verildi. Burada bir ila¢ ayn1 anda
birden fazla sinifa dahil olabilir. Yani bir ila¢ sinir sistemi ilaci olup ayn1 anda NO2
sinifina da dahil olabilir. Uygulamaya bagli olarak her sinif bir tane parent’a sahip

oldugundan elde edilen hiyerarsi aga¢ yapisindadir.
5.2 Materyaller Ve Yontemler

Calismada farkli hastalik gruplarindan ve sinir sistemi hastaliklarinin tedavisinde
kullanilan (N0O2, NO3, N04, NO5, N06) onaylanmis ve geri ¢ekilen 558 ilag Clus-
HMC algoritmas: kullanilarak 3 temel seviyede siniflandirildi. Ilag molekiilleri
KEGG DRUG, PubChem ve DRUGBANK ’tan toplandi. 558 ilagtan olusan veri seti
icin bir dizi molekiiler tanimlayict CORINA Symphony programi ile hiyerarsik
siniflandirma modelleri olusturmak tizere hesaplandi. Calismanin mimari yapis1 Sekil
(5.1)’de gosterildi. Sekil (5.1)’de onaylanmis sinir sistemi ilaglari NSADs, tim
ilaclar1 kapsayan en biiyiik siif All Drugs, geri ¢ekilen ilaglar WDs, farkli hastalik

gruplarina ait onaylanmis ilaclar the other ADs ile gosterilmistir.
5.2.1 Veri kiimelerinin toplanmasi

(Calismada kullanilan onaylanmis sinir sistemi ilaglart KEGG DRUG veri tabanindan
toplandi. NO1 ve NO7 siniflarinda geri ¢ekilen ilag¢ yoktur bu nedenle NO2, NO3, NO4,
NO5, NO06’daki ilaglar ¢alisildi. Cizelge (3.1)’de bu ilaglara iliskin veri setlerinin
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ATC simiflamasi1 yer almaktadir. Geri ¢ekilen ilaglar ve diger onaylanmis ilaglar

(bsliim (3.4)) KEGG DRUG, PubChem ve DRUGBANK ’tan alindi.

All Drugs’ Classification System (558 drugs)

» Based on a hierarchical

classification that has three main f
o g ‘ All Drugs ’
levels:
All Drugs (558 drugs) ‘
* NSADs (181 drugs) ~ _
¥ Ddnhs (W dugs) NSADs I The other ADs ’ WDs

* NO03ADs (33 drugs)

*  NO4ADs (22 drugs)

*  NO5ADs (41 drugs)

*  NO6ADs (45 drugs)
The other ADs (175 drugs)
WDs (202 drugs)

NO4ADs | NOSADs ’ NO6ADs

BN
NO2ADs ‘ NO3ADs

Sekil 5.1: Farkli hastalik gruplarina ait ilaclarin hiyerarsik ¢oklu etiket siniflamasi.

Calismada kullanilan (ilk seviye) HMC_DS veri seti 558 ilactan olusur, Sekil (5.1).
(Ikinci seviye) 181°i onaylanmis sinir sistemi ilaglarimi, 175°i farkli hastalik
gruplarma ait onaylanmus ilaglar1 ve 202’si geri cekilen ilaglart igerir. (Ugiincii
seviye) NO2, NO3, NO4, NO5 ve NO6 simiflar1 sirastyla 40, 33, 22, 41, 45 ilactan
olusur. Geri cekilen ilaglar seti (202) farkli hastalik gruplarindan tiim geri g¢ekilen
ilaclar1 icerir. HMC_DS simiflandirma calismalar1 i¢in 10-kat capraz dogrulama
metoduyla on farkli egitim ve test setine boliindii. Her egitim ve test seti onaylanmis

ve geri ¢ekilen ilaglardan olusmaktadir.

Buna ek olarak digsardan bagimsiz bir test setiyle modelin performansini
degerlendirmek amaciyla HMC_DS veri seti egitim (446) ve test setlerine (112)
boliindii. Egitim ve test setleri hiyerarside yer alan her smiftan ilag molekiiliine ait
veri igermektedir. Model 446 egitim setiyle egitildi ve sonrasinda 112 ila¢ molekiilii

iizerinde test edildi. Sonuglar her iki dogrulama yontemi icin ayr1 ayri verildi.
5.2.2 Molekiiler tamimlayicilarin hesaplanmasi

Tanimlayicilar bir 6nceki uygulamada oldugu gibi CORINA Symphony programi ile
ilag veri seti i¢in hesaplandi. Bu ¢alismada da 760 molekiiler tanimlayici, 22’si
global molekiiler, 8’1 boyut ve sekil, 729’u toxprint kemotip tanimlayicilarindan

(DVD_Cizelge Ek.2) ve bir kullanic1 6zelliginden olugsmaktadir.
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5.2.3 Veri on isleme ve 6zellik secimi

Veri on isleme bolim (4.2.3)’te anlatildigi gibi burda da ilag veri setine
uygulanmistir. Hesaplanan molekiiler tanimlayicilarin hepsi ilaglart hiyerarsik olarak
siniflandirirken kullanilmustir. Ozellik se¢imi yapilmamustir. Her satir verisi bir ilag
molekiiliine ait bilgileri temsil eder ve siitunlarda 760 molekiiler 6zellik listelenir.
Son siitun ise ilacin ait oldugu hiyerarsik siif etiketini tasir. Ornek olarak
AllDrugs/NSADs/NO3ADs hiyerarsik bir siif etiketini temsil eder. “/” smiflar
arasinda ayirici olarak kullanilir. NO3ADs’1n {ist siniflart NSADs ve AllDrugs’tir. Bu
durumda NO3ADs sinifindaki bir ila¢ ayn1 anda NSADs ve AllDrugs siniflarina da

aittir.
5.2.4 Hiyerarsik olarak organize edilen siniflama modellerinin gelistirilmesi

Bu bolimde aday ilag molekiilleri i¢in olusturulan modeller molekiillerin
onaylanmus, geri ¢ekilen veya sinir sistemi ilaci kategorilerinden hangisine ait oldugu
hakkinda 6ngoriide bulunur. Deneylerde kullanilan veri seti HMC_DS 10-kat ¢apraz
dogrulama metoduyla ve disardan bagimsiz bir test seti ile test edildi. Clus-HMC-
Ens algoritmasi ile deneylerde kullanilan parametre ayarlar1 detayli bir sekilde
anlatilmistir. Hiyerarsik ¢oklu etiket siniflandirmasini gergeklestirmek i¢in 6ncelikle
HMC DS i¢in hmc ds.arff ve hme ds.s iki girdi dosyasi hazirlanir. Bunlardan
hmc_ds.s dosyasi parametre ayarlarini igermektedir. hmc_ds.arff ise egitim setini
igerir. Cikt1 dosyalar1 hme ds.out ve hmc.xval’dir. Calismada dogrulama metodu
olarak ayr1 bir test sinifi kullanildiginda hmc_ds_test_.arff dosyasi hazirlanir ve
¢iktilar hmc_ds.out dosyasina yazilir. Eger modeli test etmek igin ayr1 bir test sinifi
degil capraz dogrulama metodu kullanildiysa sonuglar hmc_ds.xval dosyasina
yazilir. Ilag tasarim problemlerine ¢oziim bulmak amaciyla ¢alismada kullanilan
hmc_ds.arff dosyast DVD hmc ds Ek.4’e ve hmc ds.s dosyasi ise Ek.1’e
konulmustur. Burada hmc_ds.arff egitim seti (558 ilag molekiilii) 10-kat capraz

dogrulama metoduyla test edilmistir.

hmc_ds.s dosyasinda kullanilan en 6nemli parametrelerden biri F-testi’dir. Varyansi
onemli Ol¢lide diisiirecek bir test istatistiksel olarak F-testle olgiiliir. Varyans en aza
indiginde kiime homojenligi artar ve modelin tahmin performans1 gelisir. FTest i¢in
alt1 olas1 degerden [0.001, 0.005, 0.01, 0.05, 0.1, 0.125] 0.125 ilag molekiillerini

siiflandirmada olusturulan modelin performansini arttirmistir.
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Hiyerarsik kisminda Type olarak gegen parametre Tree olarak belirlendi. Bu simif
hiyerarsisinin bir aga¢ oldugunu belirtir. Yapilan deneylerde w, sezgisel karar
agacinda farkli smiflarin agirliklarini belirler. Calismamizda [0.25, 0.75, 1.0]
degerlerinden 1.0 test verileri i¢in hiyerarside iigiincii diizeyde bulunan sinir sistemi
ilaglar1 i¢in tahmin performansini arttirmistir. Buna ek olarak her bir karar agacinin
yapragindaki orneklerin sayisi i¢in alt smir [1.0, 2.0, 5.0] degerleri arasindan 1.0
olarak belirlendi. k parametresi ise topluluk metodunda kullanilan agaglarin sayisini
belirtir. [10, 50, 100] degerleri arasindan k degeri i¢in 100 alindi. Siniflandirma
performansi sadece bir parametreye giiclii bir sekilde bagli degildir. Calismada
ensemble metot olarak random forest kullanildi. Sekil (5.2) ilag molekiillerini
hiyerarsik siniflandirmada kullanilan karar agaci ile sinif etiketlerinin hiyerarsik

yapisi gosterilmistir.

s

<The other ADs>| | <WDs> <NSADs> <WDs> <NSADs> | <The other ADs> |<\\Ds>|
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Sekil 5.2: Karar agaci ile sinif etiketlerinin hiyerarsik yapisi. (A-C) sinif seti
orneklerini gostermektedir, hiyerarside kalin ¢izgiyle belirtilmistir. (D-E) simif
etiketlerini gostermektedir.



Sekil (5.2)’ye gore hiyerarsik olarak organize edilmis siniflar ve etiketleri asagidaki
gibi verilir;
(0) All Drugs
(1) All Drugs/INSADs
(2) All Drugs/NSADs/N02ADs
(3) All Drugs/NSADs/NO3ADs
(4) All Drugs/NSADs/NO4ADs
(5) All Drugs/NSADs/NO5ADs
(6) All Drugs/NSADs/NO6ADs
(7) All Drugs/TheotherADs
(8) All Drugs/WDs

Diger bir 6nemli parametrede, Hiyerarsik’te siniflandirma esigidir. Calismada esik
degerlerinin bir listesi [0.5, 0.75, 0.80, 0.90, 0.95] olarak belirlendi. Orijinal agag her
bir yaprak igerisinde tahmin edilen olasilik vektorlerini icerir. Boylesi bir olasilik
tahmini bir esik t uyguluyarak bir etiket setine doniistiirtilebilir. olasilik> t ile tahmin
edilen tiim etiketler tahmin edilen set igerisindedir. Algoritma setteki her bir deger
icin bir ¢ikt1 verir. Agacta tahmin edilen etiket seti bu belirli esik ile insa edilir. Cikt1

dosyamiz bu esik degerleriyle alakali 5 agac igerir.

Hiyerarsik’te algoritma eger m-estimate parametresini kullanilacak olursa m-
estimate’i her yapragin tahmin vektoriine uygular. Her bir yaprak ve her etiket icin
T= toplam egitim Ornekleri ve P= pozitif egitim orneklerinin sayis1 belirlenir. M-
estimate, P/T’yi tahmin etmek yerine (P+p*T’')/(T+T')’1 tahmin eder. Burada
extradan (virtual) sanal 6rnekler gérmiis gibi davranir. P pozitif bir degerdir ve T', p
parametrelerdir. Burada T'= 1 ve p=tiim egitim seti igerisindeki pozitif drneklerin
oranidir. Verilen bir etiket i¢in yapraktaki tahminler (P+p)/(T+1) olarak yorumlanir.
Biz calismamizda P/T tahmin degerini kullandik. 10 kat ¢apraz dogrulama metoduyla
test edilen ilag molekiillerinin hangi sinifa (hiyerarsik yapida organize edilmis) ait
oldugunu igeren tahmin dosyasinda (Sekil 4.2) her bir yaprak ve her etiket i¢in P/T
degerlerine gore O ile 1 arasinda bir tahmin yapilir. Bu degerlerden hangisi ilag
molekiilii icin yliksek ise ila¢ o sinifa aittir denir. Baz1 durumlarda bu deger her iki
simif i¢in ¢ok yakin olabilir o durumda ilacin hangi sinifa daha yakin oldugu
arastirilip yorumlanabilir. Sonuclar kisminda daha detayli bilgi verildi. Bu kisimda

anlatilan parametre ayarlar1 10-kat capraz dogrulama metoduyla dogrulanan test seti
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icin verilmistir. Bagimsiz bir test setiyle model degerlendirilirken performansi en iyi
elde ettigimiz parametre degerleri arasinda Yyukaridakilerden farkli olarak
smiflandirma esigidir. Caligmada esik degerlerinin bir listesi [10.0, 20.0, 30.0, 40.0,
50.0, 60.0, 70.0, 80.0, 90.0, 100.0] olarak belirlendi. Her iki modelde de performans
ol¢timleri i¢in FTest optimizasyon stratejisi yani (Pooled AUPRC, area under the
average (or pooled) precision-recall curve) Precision-recall egrisinin altindaki alan
kullanildi. Pooled AUPRC’de en iyi performans biitiin parent’larin agirliklarinin
ortalama agirhg kullanildiginda elde edilir. Bunun yaninda AU(PRC)’da daha sik
fonksiyonlarm agirligi daha fazla olur. AUPRC her fonksiyonun énemini esit olarak

ele alir.

5.3 Sonuclar

5.3.1 Capraz dogrulama metodu kullamlarak test edilen modelin performansi

Cizelge (5.1) gelistirilen modelin HMC DS i¢in hiyerarsik hata oranini gosterir.
Model egitim verileri ile test edildiginde elde edilen performans degerleri ortalama
AUROC, AUPRC, AUPRC (weighted) ve Pooled AUPRC ile degerlendirildiginde
oldukea iyidir. Cizelge (5.1)’de yer alan Nodes (0), (1), ..., (8) Sekil (4.2)’deki sinif
etiketlerini temsil etmektedir. Sonuglar asagida her bir sinif i¢in (0), (1), ..., (8)’e
kadar verildi. En iyi performans1 Average AUPRC (weighted) gosterdi. Test hatasina
baktigimizda ise Average AUPRC her bir fonksiyonun 6nemini esit olarak hasaba
katar ve hesaplanirken biitiin AUPRC skorlarinin toplami alinir ve toplam sinif
sayisina boliiniir. Average AUPRC (weighted) ise daha sik olan fonksiyonlara daha
fazla agirlik verir ve performanst Average AUPRC’den daha iyidir. En iyi
performans: Pooled AUPRC gosterdi, burada biitin parent’larin agirliklarinin
ortalama agirh@g kullanildi. Diigiimlere bakildiginda ise (1).ci (7).ci ve (8).ci
diigimlerde AUPRC’nin performansi diger diigiimlere gore daha yiiksektir. Sinir
sistemi ilaglari g6zoniine alindiginda ise (3.diizey) All Drugs/NSADs/NO2ADs ve
All Drugs/NSADs/NOSADs siniflarinin tahmin performans: diger sinir sistemi
ilaclaria gore daha yiiksektir. Kullanilan molekiiler tanimlayicilar ilag molekiillerini
hiyerarsik olarak smiflandirmada olduk¢a basarilidir. Ilag tasarim problemleri
iizerinde ¢alisan arastirmacilar i¢in calismada kullanilan 558 ilacin (her fold’taki test
verilerinin toplami1) hiyerarsik ¢oklu etiket siniflamasi ile yapilan hiyerarsik organize

edilmis sinif tahminleri DVD_hmc_ds_test_predictions Ek.5’te verildi (arff dosyast).
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Bu dosyada 558 ilacin DRUG _ID numaralari, her bir sinif etiketi i¢in hesaplanan p
degerleri ve ilacin smif tahmini yer almaktadir. p degerinden yola cikip ilacin
onaylanmig ve geri ¢ekilen siniflarini tahmin etmenin yaninda hangi sinir sistemi
hastalik grubuna dahil olabileceginide 6ngdrebiliriz. Bir ila¢ hedef hastalik disinda
baska bir hastalik {izerinde de iyilestirici etki gosterebilir. p degerine gore yanlis

siifa yerlestirilen ilaglarin o sinifla olan iliskisi ayrica incelenebilir.

Cizelge 5.1: Gelistirilen modelin HMC_DS iizerindeki hiyerarsik hata 6lgtimleri.

Hiyerarsik hata 6l¢timleri: Egitim hatasi
Ornek say1s1: 558

Average AUROC: 0.90
Average AUPRC : 0.81
Average AUPRC : 0.91 (weighted)
Pooled AUPRC: 0.89

Nodes
(0) : All Drugs, AUROC: 0.50, AUPRC:1, Freq: 1
(1) : All Drugs/NSADs, AUROC: 0.91, AUPRC: 0.85, Freq: 0.32

(2) : All Drugs/NSADs/NO2ADs, AUROC: 0.98, AUPRC: 0.79, Freq: 0.07
(3) : All Drugs/INSADs/NO3ADs, AUROC: 0.96, AUPRC: 0.62, Freq: 0.06
(4) : All Drugs/INSADs/NO4ADs, AUROC: 0.98, AUPRC: 0.79, Freq: 0.04
(5) : All Drugs/INSADs/NO5ADs, AUROC: 0.96, AUPRC: 0.75, Freq: 0.07
(6) : All Drugs/INSADs/NO6ADs, AUROC: 0.97, AUPRC: 0.77, Freq: 0.08
(7) : All Drugs/The other ADs,  AUROC: 0.95, AUPRC: 0.88, Freq: 0.31
(8) : All Drugs/WDs, AUROC: 0.88, AUPRC: 0.85, Freq: 0.36

Hiyerarsik hata 6l¢iimleri: Test hatasi
Ornek sayisi: 558

Average AUROC: 0.76
Average AUPRC : 0.47
Average AUPRC : 0.75 (weighted)
Pooled AUPRC: 0.85

Nodes
(0) : All Drugs, AUROC: 0.50, AUPRC:1, Freqg: 1
(1) : All Drugs/NSADs, AUROC: 0.78, AUPRC: 0.61, Freq: 0.32

(2) : All Drugs/INSADs/N0O2ADs, AUROC: 0.76, AUPRC: 0.37, Freq: 0.07
(3) : All Drugs/INSADs/NO3ADs, AUROC: 0.84, AUPRC: 0.22, Freq: 0.06
(4) : All Drugs/INSADs/NO4ADs, AUROC: 0.79, AUPRC: 0.14, Freq: 0.04
(5) : All Drugs/NSADs/NO5ADs, AUROC: 0.86, AUPRC: 0.41, Freq: 0.07
(6) : All Drugs/NSADs/NO6ADs, AUROC: 0.70, AUPRC: 0.15, Freq: 0.08
(7) : All Drugs/The other ADs, AUROC: 0.88, AUPRC: 0.75, Freq: 0.31
(8) : All Drugs/WDs, AUROC: 0.72, AUPRC: 0.62, Freq: 0.36

Average AUROC, average class-wise area under the ROC convex hull; Average AUPRC, average the
area under the Precision-Recall Curve; Freq, frequency; NSADs, nervous system approved drugs;
N(02,03,04,05,06)ADs, N(02,03,04,05,06)approved drugs; The other ADs, the other approved drugs;
WDs, withdrawn drugs.
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Burada modelin tahmin edici performans olgiitleri olarak precision-recall egrisi (PR
egrisi) Sekil (5.3/A)’te verildi. Boliim (3.7.3)’te ayrintili bir sekilde anlatildi. PR
egrisinin altindaki alan AUPRC olarak adlandirilir. AUPRC 1.0’a ne kadar yakin
olursa model o kadar iyi olur. PR egrileri ¢oklu etiket siniflandirma gorevindeki her
bir sinif i¢in sinifa ait 6rnekleri pozitif olarak ve diger 6rnekleri negatif olarak alarak
olusturulur. Bir baska siniflandirma modelinin basar1 indeksi ROC egrisidir. ROC
egrisinin altinda kalan alan AUROC ile belirtilir. Ortalama AUROC smiflarin ROC
egrilerinin altinda kalan biitiin alanlarin ortalamasidir. Ancak ROC egrisi model
performansini tek basina degerlendirmeye uygun degildir. Cok sayida sinifin fazla
ornek sayisina sahip olmadigi durumlarda (sinif sik olmadiginda), HMC veri setleri
icin PR tabanli degerlendirme tipik HMC veri setlerinin 6zelliklerine daha uygundur.
ROC egrileri baz1 durumlarda diisiik yanlis pozitif oran1 belirledigi i¢in algoritmanin
performansi hakkinda iyimser bir bakis sunar. Bu olay veri setinde pozitif 6rneklerin
sayisinin negatiflerden az oldugu durumlarda pozitif 6rnekleri ayirt ederken yasanir.
Bizim veri setimizde de 6zellikle sinir sistemine ait ilaglarin All Drugs/NSADs alt
siniflarinda (3. diizey) az sayida pozitif 6rnek ¢ok sayida negatif 6rnek vardir. Ciinkii
ayn1 sekilde ROC egrisi ¢oklu etiket siiflandirma gorevindeki her bir simf igin
sinifa ait 6rnekleri pozitif olarak ve diger o6rnekleri negatif olarak alarak olusturulur.
Bu nedenle ¢alismada gelistirilen modelin performansinit PR tabanli degerlendirmek
daha dogru olur. Asagida modele iliskin her iki egride verilmistir. Sekil (4.3/B)’de
modele iligkin ROC egrisidir. Ayni sekilde bu alan 1.0’a ne kadar yakinsa model o

kadar iyi olur.
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Sekil 5.3: Capraz dogrulama metodu kullanilarak test edilen modele iliskin (A) PR
egrisi ve (B) ROC egrisi.
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5.3.2 Bagimsiz bir test seti ile dogrulanan modelin performansi

Cizelge (5.2) 112 ilag molekiiliiniin (bagimsiz test verisi) gelistirilen model tizerinde
hiyerarsik bir sekilde siniflandirma probleminde hata olgiimlerini gosterir. Model
egitim verileri ile test edildiginde (446 ilag molekiilii) en iyi performansi ortalama
AUPRC (weighted) elde etti. Aym1 sekilde Cizelge (5.2)’de yer alan Nodes (0), (1),
...,(8) hiyerarside smif etiketlerini belirtmektedir. Test hatasina baktigimizda ise
Pooled AUPRC en iyi performansi gostermistir. Diigiimler dikkate alindiginda (1).ci
(7).ci ve (8).ci digiimlerdeki tahmin performansi diger diiglimlere gore daha
yiiksektir. Gelistirilen modelde (1).ci diiglimiin tahmin performansina bakildiginda
onaylanmis sinir sistemi ilaglarinin diger hastalik gruplarina ait onaylanmis ve geri
cekilen ilaglardan ayrilabildigini goriiyoruz. Aymi sekilde model (8).ci diiglimdeki
geri cekilen ilaglar1 diger ilaglardan ayirt edebiliyor. Test seti i¢in en koti
performanslar All Drugs/NSADs/N04ADs ile All Drugs/NSADs/NO6ADs siniflart
icin elde edildi. Sinir sistemi ilaglar1 arasinda en iyi Ongori ise All
Drugs/NSADs/NO2ADs sinift i¢in yapildi. Test smifinda kullanilan 112 ilag ve
onlarin hiyerarsik yapidaki sinif tahminleri konu iizerinde calisanlar icin Ek.2’de
verildi. Bu dosyada 112 ilacin DRUG ID numaralari, her bir simf etiketi i¢in
hesaplanan p degerleri ve ilacin smif tahmini yer almaktadir. Dosyada sinifi su an
onaylanmis olan ilaglardan geri ¢ekilen olarak tahmin edilen ilaglar ayrica analiz

edilebilirler.

Cizelge 5.2: Gelistirilen modelin test ve egitim verileri tizerindeki hiyerarsik hata 6l¢timleri.

Hiyerarsik hata dl¢limleri: Egitim hatasi
Ornek sayisi: 446

Average AUROC: 0.89
Average AUPRC : 0.81
Average AUPRC : 0.90 (weighted)
Pooled AUPRC: 0.89

Nodes
(0) : All Drugs, AUROC: 0.50, AUPRC:1, Freg:1
(1) : All Drugs/NSAD:s, AUROC: 0.91, AUPRC: 0.82, Freq: 0.31

(2) : All Drugs/NSADs/N02ADs, AUROC: 0.97, AUPRC: 0.72, Freq: 0.06
(3) : All Drugs/INSADs/NO3ADs, AUROC: 0.96, AUPRC: 0.63, Freq: 0.06
(4) : All Drugs/INSADs/NO4ADs, AUROC: 0.98, AUPRC: 0.80, Freq: 0.03
(5) : All Drugs/NSADs/NO5ADs, AUROC: 0.97, AUPRC: 0.79, Freq: 0.07
(6) : All Drugs/NSADs/NO6ADs, AUROC: 0.96, AUPRC: 0.78, Freq: 0.07
(7) : All Drugs/The other ADs, = AUROC: 0.93, AUPRC: 0.86, Freq: 0.30
(8) : All Drugs/WDs, AUROC: 0.86, AUPRC: 0.83, Freq: 0.38
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Cizelge 5.2: (devam) Gelistirilen modelin test ve egitim verileri lizerindeki hiyerarsik
hata 6l¢timleri.

Hiyerarsik hata dl¢timleri: Test hatasi
Ornek sayisi: 112

Average AUROC: 0.77
Average AUPRC : 0.52
Average AUPRC : 0.78 (weighted)
Pooled AUPRC: 0.85

Nodes
(0) : All Drugs, AUROC: 0.50, AUPRC:1, Freq:1
(1) : All Drugs/NSADs, AUROC: 0.77, AUPRC: 0.69, Freq: 0.38

(2) : All Drugs/NSADs/NO2ADs, AUROC: 0.81, AUPRC: 0.48, Freq: 0.08
(3) : All Drugs/NSADs/NO3ADs, AUROC: 0.90, AUPRC: 0.27, Freq: 0.04
(4) : All Drugs/NSADs/NO4ADs, AUROC: 0.59, AUPRC: 0.09, Freq: 0.06
(5) : All Drugs/NSADs/NO5ADs, AUROC: 0.87, AUPRC: 0.39, Freq: 0.08
(6) : All Drugs/NSADs/NO6ADs, AUROC: 0.76, AUPRC: 0.23, Freq: 0.10
(7) :All Drugs/The other ADs,  AUROC: 0.92, AUPRC: 0.86, Freq: 0.33
(8) : All Drugs/WDs, AUROC: 0.80, AUPRC: 0.66, Freq: 0.29

Average AUROC, average class-wise area under the ROC convex hull; Average AUPRC, average the
area under the Precision-Recall Curve; Freq, frequency; NSADs, nervous system approved drugs;
N(02,03,04,05,06)ADs, N(02,03,04,05,06)approved drugs; The other ADs, the other approved drugs;
WDs, withdrawn drugs.

Gelistirilen modele iliskin test verileri lizerinde tahmin edici performans olgiitleri PR
egrisi Sekil (5.4/A) ve ROC egrisi Sekil (5.4/B) asagida verildi. Ortalama
AUPRC’nin altinda kalan alan test verileri i¢in 0.52, egitim verileri i¢inde 0.81
hesaplandi, Cizelge (5.2). Ortalama ROC egrisinin altinda kalan alan ise test verileri

icin 0.77 ve egitim verileri igin 0.89 hesaplandi, Cizelge (5.2).

A 1.1 B 1.1

1
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08
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0.6

Precision

05 4
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4 \— Clus-HMC-Ens | 0
0.2 4 -
02 03 04 05 0.6 07 08 09 1 1.1 01 0 01 0203 04 0506 07 0809 1 1.1

Recall False positive rate

Sekil 5.4: Bagimsiz bir test seti ile dogrulanan modele iliskin (A) PR egrisi ve (B)
ROC egrisi.
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Cizelge (5.1-5.2)’de test verileri i¢in (1), (7) ve (8).ci diiglimlere baktigimizda
tahmin performansi diger diiglimlere gore daha yiiksektir. Hiyerarsik yapida 3.cl
diizeyde sinir sistemi ilaglarinin All Drugs/NSADs/NO4ADs ve All Drugs/INSADs
INO6ADs alt siniflarinda ise tahmin performansi diisiiktiir. Modellerin geligmesinde
kullanilan molekiiler tanimlayicilar daha iist diizeydeki (1 ve 2.ci diizey) siniflarin
ongoriisiinde daha etkin bir rol oynadi ancak alt siniflardaki sinir sistemi ilaglarinda
(3.cii diizey) ayni basariy1 gosteremediler. Sonug olarak aday ilag molekiilleri igin
gelistirilen modeller onaylanmis sinir sistemi ilaglari, diger hastalik gruplarina ait
onaylanmis ilaglar ve geri ¢ekilen ilaglar1 igeren siniflar1 birbirinden ayirmada

basarilidir.

Gelistirilen model arastirmacilarin aday ilag molekiillerini test etmeleri igin
DVD_hmc_ModelDosyas1 Ek.6’de verilmistir. Kullanicilar 6ncelikle aday ilag
molekiilleri i¢in 760 molekiiler tanimlayiciyt CORINA Symphony programi ile
hesapladiktan sonra (Bolim(5.2.2)) Ek.6’de verilen model dosyasi ve (arff dosya
formati) CLUS sistemini kullanip kendi test verilerinin (ilag adayr molekiiller)
siiflarint 6ngorebilirler. Hazirlanacak test dosyasi arff dosya formatinda olup egitim

setiyle ayn1 molekiiler tanimlayicilar icermelidir.

5.4 flaclarin Farkh Hiyerarsik Yapilar Gelistirilerek Coklu Etiket Siniflamasi

Farkli hastalik gruplarina ait ilaglarin hiyerarsik coklu etiket siniflamasi yapilirken
Sekil (5.1)’den farkli hiyerarsik yapilar gelistirilebilir. Onerilen hiyerarsiye bagl
olarak elde edilen modelin performans: degisecektir. Ornek olarak ilag molekiillerini
siniflandirirken agagidaki gibi bir hiyerarsik yapir kullanilirsa Cizelge (5.3), onerilen
model {iizerinde hiyerarsik bir sekilde siniflandirma probleminde hata Olglimleri
degisir.

Cizelge 5.3: Tlaglarin farkli bir hiyerarsik yapida ¢oklu etiket smiflamas1_1

IIk seviye: (1) All Drugs (558)
ikinci seviye: (1_1) ADs (356), (1_2) WDs (202),
Uciincii seviye : (1_1_1) NSADs (181), (1_1_2) The other ADs (175),
(1_2_1) NSWDs (32), (1_2_2) The other WDs (170),
Dordiincii seviye: (1_1 1 1) NO2ADs (40), (1_1 1 2) NO3ADs (33),
(1_1 1 _3) NO4ADs (22),
(1.1 1 4) NO5ADs (41), (1_1_1 5) NO6ADs (45),
(1.2_1 1) NO2WDs (5), (1_2_1_2) NO3WDs (1),
(1_2_1_3) NO4WD:s (3),
(1.2 1 4) NO5SWDs (11), (1_2_1_5) NO6WDs (12)
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Sekil (5.1)’e bakilacak olursak farkli hastalik gruplarina ait onaylanmis ve geri
cekilen ilaglar i¢in Onerilen hiyerarside 3 seviye vardir. Son seviyede NO2ADs,
NO3ADs, ..., NO6ADs grubuna ait sinir sistemi ilaglar1 yer almaktadir. Cizelge
(5.3)’te ise dort seviye vardir ve son seviyede hem onaylanmis hem geri ¢ekilen sinir
sistemi ilaclar1 yer almaktadir. Onerilen bu modelde hiyerarside seviye artarken geri
cekilen sinir sistemi ilaglart (NO2WDs, NO3WDs, ..., NO6WDs) her biri ayr1 bir
diigiime karsilik gelecek sekilde yapida yer alir. Sekil (5.1)’deki hiyerarside sinir
sistemine ait geri g¢ekilen ilaglar WDs grubu igerisinde yer almakta ve modelde
sadece ilacin geri ¢ekilenmi oldugu tahmin edilmektedir. Cizelge (5.4)’te gelistirilen
modelin (Cizelge (5.3)’de verildi) HMC DS iizerindeki hiyerarsik hata 6l¢timleri

verilmistir.

Cizelge 5.4: Gelistirilen modelin HMC DS iizerindeki hiyerarsik hata 6l¢timleri.

Hiyerarsik hata 6l¢iimleri: Egitim hatasi
Ornek sayis1: 558

Average AUROC: 0.88
Average AUPRC : 0.56
Average AUPRC : 0.82 (weighted)
Pooled AUPRC: 0.83

Hiyerarsik hata 6l¢tiimleri: Test hatasi
Ornek say1s1: 558

Average AUROC: 0.62
Average AUPRC: 0.31
Average AUPRC : 0.69 (weighted)
Pooled AUPRC : 0.80

Average AUROC, average class-wise area under the ROC convex hull; Average AUPRC, average the
area under the Precision-Recall Curve; Freq, frequency.

Cizelge (5.4)’deki Average AUPRC degerlerini Cizelge (5.1)’deki egitim hatasi1 ve
test hatasindaki ayni deger ile karsilastiracak olursak Sekil (5.1)’e iliskin modelin
HMC DS iizerinde ¢ok daha basarili oldugu gozlenir. Average PRC degerinin
Cizelge (5.3)’e iliskin modelde daha diisiik olmasinin en biiyiik nedenlerinden biri
4.cii seviyede bulunan onaylanmis ve geri ¢ekilen sinir sistemi gruplarina ait ilaglarin
sayisinin olduke¢a az olmasidir. Ozellikle geri ¢ekilen ilaglarin sayisinin ¢ok az olusu
diigimlerde All Drugs/WDs/NSWDs/NO2WDs, ..., NO6WDs (toplam 5 diigiimde)
hesaplanan Average AUPRC degerini olduk¢a diisiirmektedir. Bu nedenle bu geri
cekilen sinir sistemi ilaglarmin Sekil (5.1)’deki gibi WDs grubuna dahil edilmesi
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modelin performansim arttirir. Sekil (5.5)’te Cizelge (5.3)’e ait ilaglarin farkli bir

hiyerarsik yapida ¢oklu etiket siniflamasi 1 yer almaktadir.

Ilaglarm farkh bir hiyerarsik yapida ¢oklu etiket siniflamasi 1

ilk seviye # | <All Drugs>
<ADs> 4 Ikinci sevive B <WDs>
7, T Uciincii seviye T 2
<NSADs> <The other ADs> <NSWDs> <The other WDs>
NO02 NO3 NO04 NO5 NO6 NO02 NO03 NO4 NO5 NO6
ADs ADs ADs ADs ADs WDs WDs WDs WDs WDs
1 1 1 Daordiincii seviye 1 1 1

Sekil 5.5: ilaglarin farkl1 hiyerarsik yapida ¢oklu etiket smiflamasi_1.

Cizelge (5.5)’de HMC_DS’nin daha farkli bir hiyerarsik yapida coklu etiket

siniflamasi1 yer almaktadir. Burada da yine Sekil (5.1)’deki gibi gelistirilen modelde

3 seviye vardir ancak ikinci seviyede sinir sistemine ait geri ¢ekilen ilaglar WDs’ den

ayr1 bir diiglimde yer almaktadir. Buna ek olarak 3.cii seviyede sinir sistemine ait

geri ¢ekilen ilag gruplari ayr1 diigiimlerde yer almaktadir.

Cizelge 5.5: Ilaglarin farkl bir hiyerarsik yapida goklu etiket siniflamas1_2

I1k seviye: (1) All Drugs (558)

ikinci seviye: (1_1) NSADs (181), (1_2) NSWDs (32),
(1_3) The other ADs (175), (1_4) The other WDs (170),
Ugiincii seviye : (1_1_1) NO2ADs (40), (1_1_2) NO3ADs (33),

(1_1_3) NO4ADs (22), (1_1_4) NOSADs (41),
(1_1_5) NO6ADs (45),

(1_2_1) NO2WDs (5), (1_2_2) NO3WDs (1),
(1_2_3) NO4AWDs (3), (1_2_4) NO5WDs (11),
(1_2_5) NO6WDs (12).
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Sekil (5.6)’da Cizelge (5.5)’e ait ilaglarin farkli bir hiyerarsik yapida ¢oklu etiket

siniflamas1_2 yer almaktadir.

Ilaglarm farkh bir hiyerarsik yapida ¢oklu etiket siniflamasi 2

Ik seviye = | <All Drugs>
P = Ikinci seviye T 1
<NSADs> <NSWDs> <The other ADs> <The other WDs>
NO02 NO03 NO04 NO5 N06 N02 NO03 No04 NO5 N06
ADs ADs ADs ADs ADs WDs | | WDs | | WDs WDs | | WDs
* tk;iincii seviye i )

Sekil 5.6: ilaglarin farkl1 hiyerarsik yapida ¢oklu etiket siniflamasi_2.

Cizelge (5.6)’da gelistirilen modelin (Cizelge (5.5)’de verildi) HMC_DS iizerindeki
hiyerarsik hata oOlgiimleri verilmistir. Gelistirilen modelde All Drugs/NSWDs
/INO2WDs, NO3WDs, ..., NO6WDs diigiimlerindeki (toplam 5 diigiimde) hesaplanan
Average AUPRC degerleri oldukca diisiiktiir. Bu nedenle gelistirilen modelde
NSWDs diigiimiine ait ilaglar1 WDs ilaglar1 igerisinde vermek Average AUPRC
degerini arttirir. Cizelge (5.3) ve Cizelge (5.5)’de gelistirilen modeller veri seti
HMC_DS iizerinde 10-kat ¢apraz dogrulama metoduyla test edildi. Sonug¢ olarak
onaylanmis ve geri cekilen ilaglar tizerinde hiyerarsik coklu etiket siniflamasi
gerceklestirmek amaciyla farkli hiyerarsik yapilara sahip iic model gelistirdik.
Bunlardan Sekil (5.1)’e ait olan model diger modellere gore siniflamada hiyerarsik
hata ol¢limleri gozoniine alindiginda daha basarili oldugu gézlenmistir. Bunun en
biiylik nedenlerinden biri modelin 2.ci seviyede sinir sistemine ait geri ¢ekilen

ilaglarin WDs’nin igerisinde yer almasidir.
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Cizelge 5.6: Gelistirilen modelin HMC DS {izerindeki hiyerarsik hata l¢timleri.

Hiyerarsik hata olgtimleri: Egitim hatas1
Ornek sayisi: 558

Average AUROC: 0.89
Average AUPRC : 0.56
Average AUPRC : 0.81 (weighted)
Pooled AUPRC: 0.84

Hiyerarsik hata 6l¢iimleri: Test hatasi
Ornek say1s1: 558

Average AUROC: 0.61
Average AUPRC : 0.27
Average AUPRC : 0.68 (weighted)
Pooled AUPRC: 0.81

Average AUROC, average class-wise area under the ROC convex hull; Average AUPRC, average the
area under the Precision-Recall Curve; Freq, frequency.

Onerilen bu model onaylanmis sinir sistemi ilaglarmi diger onaylanmis ilaglardan
ayirirken ayni zamanda geri ¢ekilen ilaglarida belirliyebilmektedir. Calismada ilaglar
siniflandirmak amaciyla daha bunlara benzer farkli hiyerarside siniflama modelleri
gelistirilebilir. Bunlarin performans1 diiglimlerdeki 6rnek sayist ve belirlenen
seviyelere gore degisecektir. En onemlisi diiglimlerdeki 6rnek sayisinin her digim

icin yeterli sayida olmas1 ve diiglimlerde dengesiz veri setlerinin olmamasidir.
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6. DENGESIZ ILAC SAYISI iCIN BiR SINIFLANDIRMA YAKLASIMI
6.1 Giris

Calismanin bu kisminda 4. Boliimden farkli olarak yalnizca spesifik bir hastaliga ait
ilaglar degil ila¢ veri bankasinda ¢ok sayida hastaligin tedavisinde kullanilan
1200’den fazla onaylanmis ve geri ¢ekilen ilag iizerinde ¢alisildi. Bolim (3.4)’te bu
hastaliklarin hangileri olduguna genis yer verildi. Burada, kullanilan molekiiler
tanimlayicilarin g¢esitli hastalik gruplardan gelen ilaglar1 onaylanmis ve geri ¢ekilen
durumlarini tahmin etmede etkin olma durumlari incelendi. Calismada ele aldigimiz
ilag veri seti geri cekilen ilaglarin sayisinin onaylanmis ilaglarin sayisina gore ¢ok
daha az olmasi nedeniyle ilag veri kiimesi olduk¢a dengesizdir. Dengesiz veri
kiimelerinin ~ siiflandirilmas1  ve oOzniteliklerin  segilmesi makine 6grenme
zorluklarindan ikisidir. Smiflandirmada etkin rol oynayan molekiiler tanimlayicilar
tezde oOnerilen etkin 6znitelik segme stratejisi ile belirlendi. Amacimiz dengesiz veri
setleri i¢cin depolama gereksinimlerini sinirlamak ve algoritma hizini arttirmak i¢in
ozellik alaninin boyutsalligini azaltmaktir. Boylelikle gereksiz alakasiz giiriiltiili
verileri veri setimizden kaldirdik. Gelistirdigimiz etkin Oznitelik segme stratejisi ile
ortaya ¢ikan modelin dogrulugunu arttirdik. Amag siniflandirmada daha etkin bir rol
oynayan molekiiler tanimlayicilar1 ilag tasarim problemleri igin belirlerken aym
zamanda ilag aday molekiillerini onaylanmis ve geri gekilen olarak kategorize
etmektir. Buradan yola ¢ikarak ¢alismamizda dengesiz veri setleri i¢in siniflandirma
problemlerine ¢6ziim getirebilecek i¢inde etkin Oznitelik se¢me stratejisininde yer
aldig1 bir yaklasim onerildi. Calisgmada deneysel tasarimin gergeklestirilmesi igin
MATLAB yazilim paketi (MATLAB & SIMULINK, R2015a) ve Weka veri

madenciligi uygulamasi (weka.version 3.7.13, package manager) kullanildi.
6.2 Materyaller Ve Yontemler

1200’den fazla ila¢ basta DRUGBANK olmak iizere KEGG ve PubChem veri
tabanlarindan  toplandi.  Calismada  Onerilen  yaklasim  {i¢  asamada

gergeklestirilmektedir. Baslangigta dengesiz ilag veri seti i¢in etkin Oznitelikler
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belirlenir bunun igin tezde gelistirilen etkin 6znitelik segme stratejisi kullanildi. Veri
setinin dengeli hale getirilmesi amaciyla SMOTE (Synthetic Minority Over
Sampling Technique) algoritmas: veri setine uygulandi. Siiflandirma problemleri
icin Meta-siniflandiric1 olarak Bagging algoritmasi ile temel siniflandirict olarak
SVM+RBF Kernel ilag veri setine uygulandi. Siniflandirma modellerini olusturmak
icin CORINA Symphony programi kullanilarak tiim veri setleri i¢in bir dizi
molekiiler tanimlayici hesaplandi. Bunlar 22’si global molekiiler, 8’1 boyut ve sekil,
729’u toxprint kemotip tanimlayicilarindan ve 1 kullanic1 6zelligini igermek iizere

760 tane 6zellikten olusur (DVD_ Cizelge Ek.2).
6.2.1 Veri kiimelerinin toplanmasi

Siniflandirma problemlerinde kullanmak tizere SDF formatinda 1200°den fazla ilag
ilag veri bankalarindan toplandi. Toplamda 1050 onaylanmis ve 170 geri ¢ekilen ilag
1170’1 egitim setini ve 50°si bagimsiz test setini olusturmak icin kullanildiginda,
egitim setinde 1020 onaylanmis ve 150 geri ¢ekilen ilag yer almaktadir. Egitim
setinde geri ¢ekilen ilaglarin sayisinin onaylanmis olanlardan olduk¢a az olmasi
nedeniyle ve dengesiz veriler {izerinde egitilmis model performansini arttirmak
amaciyla gelistirilen yaklagimin asamalarindan birinde veri setini dengelemek
amacityla SMOTE algoritmasi1 kullanildi. Calismada gelistirilen stratejide etkin
Oznitelikler belirlenirken onaylanmis ilaglarin tiimii geri ¢ekilen ilag molekiilleri
sayisiyla dengeli olacak sekilde birbirinden bagimsiz alt1 veri setine boliindii. Her bir
veri seti 170 onaylanmis ve 150 geri ¢ekilen ila¢g molekiilii olmak iizere 320 ilag
icermektedir. Geri ¢ekilen ila¢g molekiilleri her veri setinde ayni ancak onaylanmig
ila¢ molekiilleri her bir veri setinde birbirinden tamamen farklidir. Bir onaylamis ilag

molekiili birden fazla veri setinde bulunmaz.
6.2.2 Veri on isleme ve ozellik secimi

Ham ilag¢ veri setlerinden yararl veriler elde etmek amaciyla CORINA programi
tarafindan onceden tanimlanan basamaklar SDF formatindaki ilag molekiillerine bu
caligmada da uygulanmistir. Ayrintilara dnceki bolimde yer verildi, Boliim(4.2.3).
Smiflandirma  ¢aligmalarinda  kullanmilmak  iizere  hesaplanan  molekiiler
tanimlayicilarin hepsi geri ¢ekilen ve onaylanmis ilaglar: ayirt edici nitelikte degildir.

Burada ila¢ molekiilleri igin etkin tanimlayicilar belirlemek amaciyla etkin 6znitelik
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segme stratejisi gelistirilmistir. Sekil 6.1°de ilag veri seti i¢in siniflandirmada etkin

olan Oznitelik setinin (FAW) elde edilmesi agsamalar1 gosterilmektedir.

Geri gekilen ilaglar (Azinlik

Onaylanmis Ilaglar (Cogunluk grubu): 1020 ilag :
grubu): 150 ilag

e
Al A2 A3 A4
170 ila¢ 170 ila¢ 170 ila¢ 170 ilag
i s .
Oznitelik secimi: 320 ilag Oznitelik secimi: 320 ilac Oznitelik segimi: 320 ilac
A1-W. ChiSquaredAttrEval A2-W. ChiSquaredAttrEval S e e A6-W. ChiSquaredAttrEval
/Ranker. /Ranker. Ranker.

Ozniteligin simf icerisindeki ki-kare degeri > 0 ise etkin znitelik setinde yer alsin.

A1-W, A2-W, A3-W, A4-W, A5-W, A6-W veri setlerinden secilen dznitelikler arasindan
tekrar edenleri oznitelik setinden cikart ve 6znitelik setini elde et.

Sekil 6.1: Smiflandirmada etkin olan Oznitelik setinin (FAW) elde edilmesi
asamalari.

Al, A2...A6, onaylanmis ilaglardan A’dan olusan 6 grup. Bu gruplarin her biri (170
onaylanmis ilag) geri ¢ekilen (150 W) ilag grubu ile birlesip A1-W, A2-W...A6-W
ilag veri setlerini olusturmaktadir. Her bir set icin etkin 6znitelikler belirlenip bunlar
son asamada tek bir etkin dznitelik seti olusturmak igin birlestirilmektedir. Ilag veri
setimiz baslangigta toplam 1220 ila¢ icermektedir. Bunlardan 1050’si onaylanmis,
170 tanesi ise geri ¢ekilen ilaglardan olusmaktadir. Deneysel ¢alismalara gegmeden
once bunlardan 50 tanesi dengesiz ilag veri setinde siniflandirict topluluk tasarimi
i¢in gelistirilen modelinin performansini degerlendirmek amaciyla bagimsiz test seti
olarak ayrildi. Geriye kalan 1170 ilag egitim seti olarak kullanildi. Egitim setinde
1020 onaylanmis ve 150 geri ¢ekilen ilag yer almaktadir. Onaylanmis ilaglar (1020
ilag) Al’den baglayarak A6’ya kadar toplam 6 gruba ayrilmistir. Her grupta 170
onaylanmis ilag bulunmaktadir. Bu gruplarin her biri 150 geri c¢ekilen ilag¢ igeren
grup ile birlestirilir ve dengeli verilerden olusan toplam 6 veri seti elde edilir. Her bir

set toplamda 320 onaylanmis ve geri g¢ekilen ilaglardan olusmaktadir. Burada
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dengesiz ila¢ veri seti i¢in etkin Oznitelikleri belirlemeden once veri on isleme
yontemlerinden olan alt 6rnekleme yontemleri (undersampling), yiiksek 6rnekleme
(oversampling) ve hibrit yontemler (her iki drnekleme yOnteminin birlesiminden
olusan (hybrids methods) kullanilmamistir. Sinif dagilimmi dengelemek amaciyla
kullanilan bu metotlardan alt 6rnekleme yontemi potansiyel olarak siniflandirmada
etkin olabilecek verileri atabilir, yiiksek ornekleme yontemi ise azinlik siif
orneklerini rastgele ¢ogaltirken var olan orneklerin tam kopyalarim iiretebilir. Bu
nedenle gelistirilen 6znitelik segme metodunda siiflandirmada etkin 6znitelikleri
belirlerken veri 6n isleme yontemleri kullanmanin yerine oncelikle ¢gogunluk grubu 6
pargaya ayrilip her parga azinlik grubuyla birlestirildi. Bir sonraki adimda ise veri
setlerine ki-kare Oznitelik se¢gme yontemi uygulandi. Burada Ozniteligin siif
icerisindeki ki-kare degeri > 0 ise 6znitelik etkin 6znitelik setinde yer alir (Sekil 6.1).
Al-W, A2-W...A6-W ilag¢ veri setlerinden gelen etkin 6znitelikler arasindan tekrar
eden Oznitelikler 6znitelik setinden ¢ikartilarak FAW (128) elde edildi. Sekil 6.2°de
ilag aday molekiillerinin onaylanmis/geri ¢ekilen durumlarinin karar verilmesi i¢in
gelistirilen modelde kullanilan FAW o6znitelik se¢imi stratejisi agamalart ayrintili
olarak verilmistir. A1-W, A2-W...A6-W ilag veri setleri baslangicta 760 6znitelige
sahiptir ve bir O0znitelik 6rnegin Atoms her veri setinde ayni index numarasiyla
belirtilmistir ve 760 6znitelik hepsi i¢in birebir aynidir. Veri setlerinden bu yontemle
toplam 309 6znitelik elde edildi. Bunlardan gruplardan gelen tekrar eden 6znitelikler
etkin 6znitelik setinden ¢ikartilmistir. Son durumda gelistirilen modelde kullanilmak
iizere etkin Oznitelik setinde FAW 128 6znitelik bulunmaktadir (Sekil 6.2). Sekilde
21, 22, 2, 616 ile devam eden sayilar sirasiyla Ozniteliklerin index numaralaridir.
Ornek olarak A1-W veri setine Ki-kare 6znitelik segme metodu uygulandiginda ki-
kare degeri > 0 olan &zniteliklerin sayis1 69°dur. Ozniteligin sinif igerisindeki ki-

kare degeri > 0 ise 0znitelik FAW’da yer aldu.

Asagida ilag veri setlerine Ki-kare 6znitelik secme metodu uygulanarak elde edilen
siniflandirmada etkin 6zniteliklerin sayilari, tiim setlerden gelen dzniteliklerin toplam
sayis1 ve tekrar eden Oznitelikler ¢ikarildiginda elde edilen etkin 6znitelik (FAW)

sayis1 Cizelge 6.1°de ayrintili olarak verilmistir.
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760 6znitelik 760 6znitelik 760 6znitelik

Al-W A2-W | e A6 -W
320 ilag 320 1ilag 320 ilag
69| dznitelik 40| dznitelik 43, 6znitelik
| ;
2122 2|6161 |8 | 16|...|22|18|4 [21|6 |7 B1§...]....|...}...[16 [17 |1 | 2 (20|4 |21]....

Tlag veri setlerine ChiSquaredAttrEval/Ranker uygulandi. ki-kare degeri > 0 olan dznitelikler segildi.

309 oznitelik elde edildi.

Oznitelik setinde tekrar eden 6znitelikleri gikart.

21|122(2 (616/1 |8 |16({18|4 |6 | 7 |17|20] ...]....|.... i

) Gelistirilen modelde kullamlan FAW 128 6znitelik elde edildi. |

Sekil 6.2: Ilag aday molekiillerinin onaylanmis/geri ¢ekilen durumlarinin karar
verilmesi igin gelistirilen modelde kullanilan FAW Oznitelik se¢imi stratejisi
asamalari.

Cizelge 6.1: A1-W, A2-W...A6-W ilag veri setlerine Ki-kare Oznitelik se¢cme
metodu uygulanarak elde edilen siniflandirmada etkin 6zniteliklerin sayilari, tim
setlerden gelen Ozniteliklerin toplam sayisi ve tekrar eden 6znitelikler ¢ikarildiginda
elde edilen etkin 6znitelik (FAW) sayisi.

Veri Veri setlermden segilen Elde edilen toplam Kalan Omitelik
Setlert Etkin omitelik sayist Omitelik sayis1 Sayist
ALW 69
AW 40
A3-W 36 300  soeaiinisas > 128
AdW 55
AS-W 66
A6-W 43

Cizelge 6.1°e bakildiginda veri setlerinden gelen 6znitelik sayis1 toplami baslangicta
309’dur. Bunlardan ayni index numarali olanlardan sette yalnizca 1 tane
birakildiginda 128 6znitelik kalmistir. Yani ¢ok sayida Oznitelik birden fazla veri
setinde etkin 6znitelik setinde yer almistir. Bunlardan A1-W, A2-W...A6-W ilag veri
setlerinden en az {i¢ veri setinde etkin 6znitelik olarak segilen 45 6zniteligin ayrintili

analizi ayrica sonuglar kisminda verilmistir. Cizelge 6.2’de Oznitelik sira no ile
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belirtilen kolon 6zniteligin ayni1 zamanda index numarasidir. Cizelge veri setlerinden
gelen etkin Ozniteliklerin se¢ilme stratejileri ile ilgili bilgi vermektedir. Herbir veri
setinde 760 Ozniteligin hepsi i¢in Ki-kare degeri hesaplanmis ve Ornek olmasi
amactyla veri setinin adi, se¢ilen 6zniteligin index numarasi ve sinif igerisindeki ki-
kare degeri verilmistir. Baslangicta her veri seti i¢in toplam 760 Oznitelik
kullanilmustir. Her birinin dznitelik setinde bir sira numarasi yer almaktadir. Ornegin
Al-W’de 21 numarali 6znitelik LogS’ ye karsilik gelmektedir. Her veri setinde 21
numara ayni Oznitelige karsilik gelmektedir. LogS’nin sinif igerisindeki ki-kare
degeri 53.03 tiir.

Cizelge 6.2: A1-W, A2-W...A6-W ilag veri setlerine ki-kare 6znitelik segme metodu

uygulandiginda 6zniteliklerin sinif igerisindeki ki-kare degerleri > 0 ise Oznitelik
etkin 6znitelik setinde yer alir.

Oznitelik Oznitelik Veri Seti Oznitelik Ki-kare
Sira No Adi Adi Sira No Degeri

1 Atoms Al-W 21 53.03

2 Bonds 22 52.13

3 BondsRot 2 32.87
4 HAcc .. s

5 HAccN A2-W 22 30.77

6 HAccO 18 28.55

7 HDon 4 20.7
8 HDonN .. ..

9 HDonO A3-W 27 36.34

10 Ro5Viol 29 34.29

24 32.97

A4-W 2 38.14

16 37.38

22 33.5

A5-W 27 66.67

28 57.06

30 53.77

A6-W 16 37.86

17 375

1 34.52

Bunun yaninda A1-W, A2-W...A6-W ilag veri setlerine uygulanan degistirilmis ki-

kare Oznitelik segme algoritmasi Cizelge 6.3’de verilmistir.
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Cizelge 6.3: Degistirilmis ki-kare algoritmasi ve etkin 6zniteliklerin belirlenmesi.

Degistirilmis Ki-kare algoritmasi

/* Ki-dizisi: iki boyutlu dizi. Ilk kolon veri seti (VS) icerisindeki dzniteliklerin 6znitelik
indeksini, ikinci kolon 6znitelikler ve sinif etiketleri (SE) i¢in ki- kare degerini igermektedir
*/
ki-dizisi « @
fori<1 tondo // Veri seti ierisindeki toplam 6znitelik sayis1 n’dir.
ki- degeri « ki-kare (VS [i], SE) /I Veri seti igerisindeki 6znitelikler ve sinif etiketleri
arasindaki ki-kare degerini hesaplar.
if ki-degeri > 0 ise
append (i, ki- degeri) to ki-dizisi
end for
sort ki-dizisi by ikinci kolon (ki-karedegeri) azalan sirada
store ki-dizisindeki ilk kolon degerini to segilen etkin 6znitelikler
return secilen etkin 6znitelikler

Calismada smiflandirici topluluk tasarimi igin gelistirilen modeli egitmek amaciyla
kullanilan molekiiler tanimlayicilar siniflandirma performansinmi arttirmada oldukga
onemlidir. Yapilan deneylerde A1-W, A2-W...A6-W ilag veri setlerine degistirilmis
ki-kare (Cizelge 6.3) yerine baska 6znitelik segme algoritmalarida uygulanmis ancak
kullanilan yontemin performansina bakarken siniflandirma dogrulugu ve segilen
toplam ozniteliklerin sayisi dikkate alindiginda elde edilen modelin siniflandirma
dogrulugu uygulanan strateji dogrultusunda (etkin 6znitelik segme stratejisi) yiiksek
ve secilen Oznitelik sayisinin daha az oldugu gozlemlenmistir. Ornek olarak farkli
hastalik gruplarina ait ilaclar calisilirken Cfs Subset Eval ve arama metodu olarak
Bestfirst metodu ile se¢ilen molekiiler tanimlayicilarla elde edilen modelde segilen

Oznitelik sayis1 az, siniflandirma dogrulugu daha diistiktiir.
6.2.3 Siiflandiric topluluk tasarimu icin gelistirilen model

Onerilen model ii¢ asamada gerceklestirilmektedir,

1. Dengesiz veri seti igin etkin 6znitelikler belirlenir.
2. Dengesiz veriler tekrar 6rneklenir. Veri seti dengeli hale getirildikten sonra veri setinde
sadece orneklere ait 1 nolu asamada belirlenen etkin 6zniteliklerle ilgili veriler yer alir.

3. Siniflandirici topluluk olusumu elde edilir.

Onerilen modelin asamalar:

1. Dengesiz veri setleri i¢in etkin 6zniteliklerin belirlenmesi,

Girdi:
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p, n ve 1 swrasiyla ¢ogunluk grubu, azinlik grubu ve 6znitelik matrislerinde satir
sayisini bir bagka degisle veri setindeki 6rnek sayisini; d, tiim matrislerdeki siitun
sayisini yani veri setindeki Ozniteliklerin toplam sayisini gostermektedir. Asagida
verilen esitliklerde i yine gogunluk ve azinlik grubu matrislerindeki satir sayisint; j,
cogunluk ve azinlik grubu matrislerinde siitun sayisini temsil etmektedir. k ve | ise
sirastyla Oznitelik matrisine ait satir ve siitun sayilarini belirtmektedir. Asagida
ayrica i, j, k, 'nin p, n, ve d cinsinden aldiklar1 degerler parantez icinde
belirtilmigtir.

Cogunluk grubu matrisi Gg: Xpxq = X;; (1=1,2,.,p;j=1,2,..,d veX;; ER)
Azinlik grubu matrisi Ga: Xpxqg = X;; (i=1,2,.,n;j=1,2,..,d veX;; €R)
Oznitelik matrisi Of. Yy, = Yy (k=1; 1=1,2,.,d veYy; € N) olmak iizere,
Gcz[xij]pxd  Ge= [Xy] v OF [Yy)]12a dir.

Oznitelik matrisi O &zniteliklerin sirasiyla indeks numaralarim igermektedir.
Buna gore;

e Ilk olarak k = #G./ #G, olacak sekilde belirlenir. k, cogunluk grubu
matrisindeki toplam Srnek sayisinin azinlik grubu matrisindeki toplam 6rnek
sayisina boliinmesi sonucu elde edilir.“k” belirlenirken béliim sonucu alt
sinir secilecek sekilde tamsayiya yuvarlanir. Ornek olarak boliim sonucu 6.8
¢ikmisg ise k = 6 tamsayis1 alinir.

e Egerkdegerik > 2 ise;

Cogunluk grubu G, matrisi k esit pargaya boliiniir ve k esit par¢anin her biri
azinlik grubunu olan G, matrisi ile birlestirilir. Sonug olarak k adet veri
matrisimiz olur. Elde edilen k adet matris etkin 6zniteliklerin belirlenmesi
amactyla Oznitelik matrisi ile birlestirilir. Bu matrislerin herbiri ayn1 sayida
Oznitelige sahiptir (d adet). p ve n degerleri sirasiyla G, ve G, igerisindeki
orneklerin sayisidir.

Eger k degeri k =1 ise;

Egitim setine direk olarak etkin 6znitelik segme stratejisi uygulanir.

e Ognitelikleride igeren k adet matrise bir baska degisle veri setlerine etkin
oOznitelik segme stratejisi (ki-kare) uygulanarak her biri igin etkin 6znitelikler
belirlenir.

e Son olarak k adet matristen (veri setinden) gelen etkin Oznitelikler
birlestirilerek etkin O6znitelik seti elde edilir. Elde edilen etkin Oznitelik

setinde tekrar eden 6zniteliklerden yalnizca birtanesi kullanilir.
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Baslangicta G¢ ve G, grubu matrisleri “d” adet Oznitelik igermekteydi. 1 nolu
asamadan sonra belirlenen etkin Oznitelik setine gore e < d'dir. Burada “e” segilen
etkin Ozniteliklerin sayisidir. Dengesiz veri seti basta Or, G, ve G, matrislerinin
birlesiminden olugmaktadir. Burada ¢ > a’dir. ¢ c¢ogunluk grubu matrisindeki
toplam Ornek sayisi ve a azinlik grubu matrisindeki toplam 6rnek sayisidir. Dengesiz
veri seti tekrar Orneklenip dengeli hale getirildikten sonra veri setinde sadece

orneklere ait 1 nolu asamada belirlenen etkin 6zniteliklerle ilgili veriler yer alir.

Dengesiz verilerin tekrar 6rneklenmesi ve etkin 6zniteliklerin veri setinden segilmesi,

Girdi:

Cogunluk grubu matrisi G¢: Xpxq = X;; (1=1,2,.,p;j=1,2,..,d veX;; ER)
Azmlik grubu matrisi Ga: Xpxqg = X;j (1=1,2,.,n;j=1,2,.,dveX;; €ER)
Oznitelik matrisi Og: Yixqg = Yy (k=1; 1=1,2,.,d veYy; € N) olmak iizere,

Ge=[X Ga=[X; j]nx o+ O¢= [Y11]154’dir. Buradan girdi matrisi (veri seti),

ij]pxd !

OGye = [X seklinde gosterilebilir. Burada (p+ n) girdi matrisindeki satir

ij](1+p+n)xd
sayisini yani ¢ogunluk ve azinlik grubu matrislerindeki toplam 6rnek sayisini, 1 ise
girdi matrisinin ilk satir1 olan Oznitelik matrisine ait satir sayisim gosterir ve d
matrislerdeki toplam 6znitelik sayisin1 gostermektedir. Etkin 6znitelik matrisi Og

Ozniteliklerin sirasiyla indeks numaralarini igermektedir.
Buna gore;

e Ik olarak azinhk smifinin 6rnek sayisim arttirmak ve veri kiimesinin
dengesizlik oranmi diisiirmek amaciyla SMOTE (Over-sampling using
Synthetic Minority Over-sampling Technique) teknigi egitim setine

uygulanmastir.

Bu durumda veri seti matrisi,

iken -2

OGd(;a = [Xij](1+p+n)xd Nson

< 2 olacak sekilde n, azinlik gurubu

ornek sayisi veri kiimesini dengelemek amaciyla arttirtlir.  Son durumda
Nson > 1 ‘dir. Buna gore veri seti matrisi ilk satir etkin 6znitelik indeks

numaralarini icerecek sekilde son durumda,

OGuga = [Xij l(14+p+ngyy)xa Seklinde gosterilir.
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e Sonug olarak etkin 6znitelikleri igeren ve dengeli veri setine sahip

0] =Xi,j(i=1,2,..,(1+p+nson);j=1,2,..,e

Ge = [Xij](1+p+nson)xe
ve X;; € R) veri matrisi elde edilir. Burada e, 1 nolu asamada belirlenen

etkin Ozniteliklerin sayisin1 belirtir.  Son durumda c¢ogunluk grubu

matrisindeki toplam &rnek sayisinin azinlik grubu matrisindeki toplam 6rnek

sayisina boliimii 2°den kiigiik olmalidir ( P <2 ).

Nson

3. Smiflandirict topluluk olugumu,

Girdi:

Etkin 6zniteliklerden olusan dengeli veri setine sahip egitim seti matrisi
OGe: X(1+p+nson)xe = Xi,j ( i= 1, 2, o (1 + P + nson) ; J = 1, 2, .., e Ve Xi,j € R)

Buna gore;

e Meta-siniflandirict  (Bagging algoritmast temel smiflandirici olarak
SVM+RBF Kernel) OGe egitim setine uygulanir. Gelistirilen bu model ile
ikili smiflandirma problemlerinde egitim seti 10-kat ¢apraz dogrulama
metodu ile test edilebilirken, bagimsiz test setleri i¢in de simif belirlemede

etkili bir modeldir.

Calismada smiflandirict topluluk tasarimi igin Gnerilen modelde dengesiz veri setine ait
cogunluk, azinlik grubu ve Ozniteliklerin sayisal analizinin modelin her asamasinda
yapilabilmesi amaciyla herbiri birer matris olarak ifade edilmistir bdylelikle her asama
sonrasinda ¢ogunluk, azinlik grubu ve 6znitelik matrisinin boyutsal olarak degisimi kolayca
takip edilebilmektedir. Gelistirilen bu modelle veri setindeki her bir durum i¢in hedef
smnifin  (onaylanmig/geri ¢ekilen durumu) dogru bir sekilde tahmin edilmesi
hedeflenir. Deneylerde kullanilan ilag veri setinin ve bagimsiz test setinin 6zellikleri
Cizelge 6.4’te verilmistir. Veri setindeki toplam drnek sayis1, # Ornekler; Cogunluk
sinifindaki 6rnek sayisi, # Cogunluk; Azinlik sinifindaki 6rnek sayisi, # Azinlik;
Dengesizlik orani, # DO ile gosterilmektedir. Tek yildizla isaretlenen veri seti
(egitim seti) SMOTE algoritmas1 uygulandiktan sonra ¢ogunluk ve azinlik grubu
sayisini, ¢ift yildizla isaretlenen veri seti (egitim seti) SpreadSubsample algoritmasi
uygulandiktan sonra ¢ogunluk ve azmlik grubu sayisini temsil etmektedir. Cizelge
6.4’e gore baslangicta dengesiz ilag veri seti 1170 ilag icermektedir. Veri seti icin

etkin Oznitelikler belirlendikten sonra veri setine SMOTE algoritmasi uygulanarak

112



veri setinin dengelenmesi saglanmistir. Bu agsamadan sonra egitim setimiz 2070 ilag
ve 760 Oznitelik igermektedir. Veri seti dengelendikten sonra 1 nolu asamada
belirlenen etkin oznitelikler (FAW/128) veri setinden segilerek igerisinde sadece
etkin Oznitelikleri iceren dengeli veri seti elde edilmistir bu durumda veri setinde
2070 ilag ve 128 Oznitelik yer almaktadir. Elde edilen bu sayica dengeli egitim seti
AWD1, meta-siniflandirici olarak Bagging algoritmasi ile temel siniflandirict olarak
SVM-+RBF Kernel metot kullanilarak 10-kat ¢capraz dogrulama metodu ve bagimsiz
test seti de AWD3 kullanilarak test edilmis ve her iki durum iginde simniflandirma
performanslar1 sonu¢ kisminda verilmistir. Buna ek olarak yine dengesiz ilag veri seti
tizerinde (1170 ilag) farkli bir model gelistirmek amaciyla veri setine
SpreadSubsample algoritmasi uygulanmis ve AWD2 egitim seti elde edilmistir.
AWD2 veri seti bu durumda 300 ilag ve 760 Oznitelik i¢cermektedir. Sonrasinda
sadece 1 nolu asamada segilen etkin Oznitelikler (FAW/128) veri setinde kalacak
sekilde AWD?2 egitim seti elde edilir bu durumda AWD2, 300 ilag ve 128 6znitelik
icermektedir. Sonug olarak dengesiz ilag veri seti i¢in belirlenen etkin 6znitelikler
hem AWDI hemde AWD?2 ile elde edilen modellerde kullanilmis ve modellerin
performanslar1 hem egitim hem test seti {izerinde karsilastirilmistir. Onerilen modelin
dengesiz veri setlerinde ikili siniflandirma problemleri ¢alisilirken, egitim seti 10-kat
capraz dogrulama metodu ile test edildiginde ve bagimsiz test setleri i¢in de smnif
belirlemede etkili bir model oldugu goézlemlenmistir. Calismada ayrica onaylanmig
ve geri cekilen ilaglardan olusan dengesiz bir veri setinin Onerilen simiflandirict
topluluk tasarimi modeli ile smiflandirilmasi sonuglar1 ve ayni veri seti lizerinde
diger 6znitelik segme algoritmalar1 ve meta-siiflandiricilar kullanilarak elde edilen
sonuclarin egitim seti ve bagimsiz test seti i¢in dogruluk orani (AR), egri altindaki
alan (AUC), pozitif dngérme degeri (PPV), negatif 6ngérme degeri (NPV), duyarlilik
(SE), ozgiilliikk (SP) degerleride hesaplanarak karsilastirilmis ve sonuglar kisminda
verilmistir. Sekil 6.3’te ilag aday1 kimyasal molekiilleri onaylanmis ve geri ¢ekilen
smiflarma  ayirmada  kullanilacak  olan  modelin  gelistirilme  asamalari

gosterilmektedir.
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Cizelge 6.4: Deneylerde kullanilan ilag veri setlerinin ve bagimsiz test setinin 6zellikleri.

Veri seti # Ornekler # Cogunluk # Azinhk #DO
(Egitim seti) (onaylanmus ilaglar) (gericekilen ilaglar)
ilag veri seti 1170 1020 150 6.8
* Veri seti # Ornekler #Onaylanmus ilaglar  # Geri ¢ekilen ilaglar # DO
(Egitim seti)

AWD1 2070 1020 1050 Dengeli
**Veri seti # Ornekler #Onaylanmus ilaglar # Geri cekilen ilaclar #DO
(Egitim seti)

AWD?2 300 150 150 Dengeli

Veri seti # Ornekler #Onaylanmus ilaglar # Geri cekilen ilaclar
(Test seti)
AWD3 50 30 20

Veri setindeki toplam &rnek sayisi, # Ornekler; Cogunluk smifindaki 6rnek sayisi, # Cogunluk; Azinhik
smifindaki 6rnek sayisi, # Azinlik; Dengesizlik orani, # DO. *Veri setine (egitim seti) SMOTE algoritmasi
uygulandiktan sonra ¢ogunluk ve azinlik grubu sayisi.**Veri setine (egitim seti) SpreadSubsample algoritmasi
uygulandiktan sonra ¢ogunluk ve azinlik grubu sayisi.

Bagslangicta kullanilan 6znitelik seti (760)

Egitim seti : 150 Geri gekilen
1170 Tlag 1020 Onaylanmis ilag ilac
[]
‘1 } SMOTE algoritmasi uygulandi.
Gelistirilen modelde etkin 6znitelik seti FAW (128)
Egitim' - 1020 Onaylanmis ilag 1050 Geri gekilen ilag
2070 Ilag i

‘ | Meta-Siflandirict: Bagging algoritmasi ile
temel siniflandirict olarak SVM + RBF
- Kernel uyguland:.

Gelistirilen modelde kullamlan 6znitelik seti FAW (128)

Ilag aday1 olan kimyasal molekiilleri onaylanmis ve geri ¢ekilen olarak smiflamada
gelistirilen model elde edildi.

Sekil 6.3: Ilag adayr kimyasal molekiilleri onaylanmis ve geri ¢ekilen smiflarina
ayirmada kullanilacak olan modelin gelistirilme agamalari.
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SMOTE algoritmast 1020 onaylanmis ve 150 geri ¢ekilen egitim setine uygulandi.
Meta-smiflandirict ise 2070 ilag ve 128 etkin 6znielik iceren (FAW) egitim setine

uygulandi.

Calismada gelistirilen etkin 6znitelik segme stratejisi ilag veri setinden farkli olarak
PubChem biyoassay veri setinden biri olan AID 1284’de uygulanmustir. Veri seti
UCI makine 6grenme ambarinda (machine learning repository) bulunmaktadir
(Schierz, 2009). PubChem biyoassay veri setlerinin 6zelligi dengesiz veri setleri
icermesidir. Veri setleri ilag benzeri kiiciik molekiillere (bilesikler) iliskin
Oznitelikler icermektedir ve bu Oznitelikler (ilag benzeri 6zellikler) kullanilarak bir
bilesigin smiflandirma sonrasinda aktif veya aktif olmadigina karar verilir. Tezde
gelistirilen etkin Oznitelik segme stratejisi veri setine uygulanmig sonrasinda ayni
veri seti lizerinde diger Oznitelik se¢gme algoritmalart ve meta-siniflandiricilar
kullanilarak elde edilen sonuglarin egitim seti ve bagimsiz test seti icin dogruluk
orani (AR), egri altindaki alan (AUC), pozitif 6ngérme degeri (PPV), negatif
ongorme degeri (NPV), duyarlilik (SE), ozgiilliik (SP) degerleride hesaplanarak
karsilastirilmis ve sonuglar kisminda verilmistir. Cizelge 6.5°te AID 1284 veri setine
iligkin o6zellikler yer almaktadir. Baslangigta veri seti 286 veri icermektedir. Tek
yildizli veri seti AID 1284 E, dengesiz veri setine (AID 1284) SMOTE algoritmasi
uygulandiktan sonra elde edilen dengeli egitim setini temsil etmektedir. AID 1284 T
ise bagimsiz test setini gostermektedir. Yapilan deneylere iliskin veriler sonuglar
kisminda yer almaktadir. Calisma MATLAB yazilim paketi (MATLAB &
SIMULINK, R2015a) ve Weka veri madenciligi uygulamasi ile gerceklestirildi

(weka.version 3.7.13, package manager).

Veri seti aktif ve aktif olmayan bilesikler (ilag benzeri kii¢iik molekiiller) ile bunlara
ait ozellikleri icermektedir. Asagida bu bilesiklere ait veri setleri ve bagimsiz test

setine ait 0zellikler yer almaktadir.
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Cizelge 6.5: PubChem biyolojik analizler (biyo-deney) veri setinin (AID1284) 6zellikleri.
Veri seti UCI Machine Learning Repository’den tezde Onerilen 6znitelik segme stratejisinin
veri seti iizerindeki performansinin diger yontemlerle karsilastirilmas: amaciyla alindi.

Veri seti # Ornekler # Cogunluk # Azinhk # DO
(aktif olmayan bilesikler) (aktif olan bilesikler)

AID 1284 286 240 46 52
* Veri seti # Ornekler #Aktif olmayan bilesikler # AKktif bilesikler #DO
AID 1284 E 470 240 230 Dengeli
Veri seti # Ornekler #Aktif olmayan bilesikler # Aktif bilegikler

(Test seti)

AID 1284 T 72 61 11

Veri setindeki toplam &rnek sayisi, # Ornekler; Cogunluk smifindaki 6rnek sayisi, # Cogunluk; Azinlik
smifindaki ornek sayisi, # Azinlik; Dengesizlik orani, # DO. *Veri setine SMOTE algoritmasi uygulandiktan
sonra ¢ogunluk ve azinlik grubu sayist.

6.3 Sonuclar
6.3.1 Simiflandirmada etkin olan molekiiler tamimlayicilar

Ila¢g molekiilleri i¢in hesaplanan molekiiler tanimlayicilar arasindan siniflandirmada
en etkin olanlarini belirleme ilag tasarim problemlerinde 6nemli bir rol oynar. Bu
nedenle Boliim (6.2.2)’de gelistirilen etkin 6znitelik segme metodu ¢esitli hastalik
gruplarina ait dengesiz ilag veri setine uygulandi. Etkin 6znitelik segme stratejisinin
dengesiz ilag veri setine uygulanma asamasinda olusturulan A1-W, A2-W...A6-W
ilag veri setlerinden en az ii¢ veri setinde etkin Oznitelik olarak secilen 45 6znitelik
Cizelge (6.6)’da verilmistir. Etkin o6znitelikler belirlenirken A1-W, A2-W...A6-W
ilag veri setlerine degistirilmis ki-kare 6znitelik segme algoritmasi uygulanmis ve bir
Ozniteligin sinif igerisindeki ki-kare degeri > 0 ise etkin 6znitelik setinde yer almistir.
Bu tanimlayicilara ait veri setinde aldiklari alt ve iist siir degerler aday ilag
molekiillerinin 6zellikleri i¢in sinir kosullarini belirlemede kullanilabilir. Asagidaki

cizelgede etkin Gznitelik setinde yer alan 128 6znitelikten 45°1 yer almaktadir.

Cizelge (6.7)’de Cizelge (6.6)’da yer alan molekiiler tanimlayicilarin (SFs) ayrintili
analizi verildi. Burada bir ilag molekiiliiniin i¢erdigi toplam kemotip sayisini veren
the number of total chemotypes tanimlayicisi belirlenen etkin 6znitelik setinde yer

almamigstir. Cizelge (6.7)’de basina ‘*’ konarak belirtilmistir ve dengesiz ilag veri
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seti icerisinde onaylanmis ve geri ¢ekilen ilaglar i¢in aldigi alt ve iist degerler de yer

almaktadir.

Cizelge 6.6: Ilag veri seti igin siiflandirma modellerinin gelistirilmesinde en etkin
olan molekiiler tanimlayicilar (6znitelikler).

SFs (45) from FAW (128)

Atoms, Bonds, HAcc, HaccN, HAccO, HDon, Ro5Viol, Ro5ViolExt, Weight, ASA,
McGowan, TPSA, Polariz, LogS, XlogP, Diameter:Cor3D:oril, InertiaY:Cor3D:oril,
InertiaZ:Cor3D:oril,Rgyr:Cor3D:oril,Span:Cor3D:oril,bond:C(=0)N_carboxamide (NH2),
bond:C(=0O)N_carboxamide _(NHR), bond:C=0_acyl_hydrazide, bond:C=0_carbonyl_ab-
unsaturated_generic, bond:CC(=0O)C_ ketone_aromatic_aliphatic, bond:CN_amine_pri-
NH2_generic,bond:COH_alcohol_diol (1_3-), bond:NN_hydrazine_acyclic_(connect_noZ),
bond:NN_hydrazine_alkyl HH2,bond:NN_hydrazine alkyl N(connect_Z=1),bond:P=0_ph
osphorus_oxo,bond:PC_phosphorus_organo_generic,568_group:carbohydrate_aldohexose,

group:carbohydrate_aldopentose,group:carbohydrate_hexopyranose_fructose,group:carbohy
drate_hexopyranose_glucose,group:carbohydrate_ketohexose,group:carbohydrate_pentopyra
nose, ring:aromatic_benzene, ring:aromatic_phenyl, ring:hetero [5] _N_S_thiazole,
ring:hetero_[5]_O_oxolane, ring:hetero_[6]_N_diazine_(1_3-)_generic, ring:hetero_
[6]_N_pyrimidine, ring:hetero [6] Z 1 3-

SFs, Secilen 6zellikler; FAW, Oznitelik seti.

Ozniteliklerin solunda yer alan sayilar index numaralarim gostermektedir. Cizelge
(6.7)’de verilen etkin Oznitelikler dengesiz ilag veri setine (1170 ilag analiz edildi)
aittir. Buna ek olarak siiflandirici topluluk tasarimi i¢in onerilen modeli test etmek
amaciyla kullanilan bagimsiz test seti AWD3 ayn1 Oznitelikler kullanilarak analiz
edilmistir. Cizelge (6.8)’de AWD3’e ait onaylanmis ve geri ¢ekilen ilaglarin (50 ilag)

ayni oznitelikler ~ dogrultusunda ayritil analizi yer  almaktadir.
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Cizelge 6.7: Secilen etkin molekiiler tanimlayicilarin dengesiz ilag veri seti lizerinde (1170 ilag) ayrintili analizi.

SFs from AWD GMF/SSF/TCFUP ( mostly/only located in ADs/WDs) Range [a, b] for ADs | Range [a, b] for WDs
*The number of total chemotypes -[-1-1+ - [1, 61] [5, 41]
1_Atoms +/-1-1- - [2, 227] [26, 152]
2_Bonds +/-1-1- - [1, 236] [25, 159]
4 HAcc +/-/-/- - [0,52] [1, 24]
5_HAccN +/-1-1- - [0, 19] [0, 8]
6_HAccO +/-1-1- - [0, 49] [0, 24]
7_HDon +/-/-/- - [0, 26] [0, 11]
10_Ro5Viol +/-1-1- - [0, 4] [0, 3]
11_Ro5ViolExt +/-1-]- - [0, 5] [0, 4]
13 Weight +/-1-1- - [16.03, 1793.1] [144.26, 1085.15]
16_ASA +/-/-/- - [47.78, 2193.3] [252.4, 1372.33]
17_McGowan +/-1-1- - [14.58, 1245.86] [136.7, 767.44]
18 TPSA +/-/-/- - [0, 805.48] [0, 358.2]
20_Polariz +/-1-1- - [1.02, 180.45] [18.08, 104.32]
21_LogS +/-/-1- - [-16.12, 3.61] [-7.42,0.18]
22 _XlogP +/-/-/- - [-18.17, 11.06] [-2.55, 7.06]
24_Diameter:Cor3D:oril -/+]-]- - [0.97, 41.21] [6.76, 38.96]
27_InertiaY:Cor3D:oril -[+)-]- - [0.89, 185536] [717.42, 69450.1]
28_InertiaZ:Cor3D:oril -/ +/-]- - [0.89, 206747] [790.53, 70850.6]
29_Rgyr:Cor3D:oril -l +1-1- - [0.23, 11.63] [2.31,10.77]
30_Span:Cor3D:oril -l+-- - [0.52, 22.63] [3.79, 20.77]
64_bond:C(=0)N_carboxamide_(NH2) -/-1+/- onlylocated in ADs  (38/1020 ADs, 0/150 WDs) - -
65_bond:C(=O)N_carboxamide_(NHR) -/-/+/- mostly located in ADs (250/1020 ADs, 17/150 W Ds) - -
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Cizelge 6.7: (devam) Segilen etkin molekiiler tanimlayicilarin dengesiz ilag veri seti tizerinde (1170 ilag) ayrintili analizi.

SFs from AWD GMF/SSF/TCF/UP ( mostly/only located in ADs/WDs) Range [a, b] for ADs | Range [a, b] for WDs

92_bond:C=0_acyl_hydrazide -/-1+/- mostly located in WDs (5/1020 ADs, 6/150 WDs) - -

99 _bond:C=0_carbonyl_ab-unsaturated_generic -/-/+/- mostly located in WDs (57/1020 ADs, 19/150 WDs) - -
116_bond:CC(=0O)C_ketone_aromatic_aliphatic -/-1+/- mostly located in WDs (51/1020 ADs, 19/150 WDs) - -
132_bond:CN_amine_pri-NH2_generic -/-1+/- mostly located in ADs (157/1020 ADs, 10/150 WDs) - -

158 bond:COH_alcohol_diol_(1_3-) -/-/+/- onlylocated in ADs  (66/1020 ADs, 0/150 WDs) - -

248 bond:NN_hydrazine_acyclic_(connect_noZ) -/-1+/- mostly located in WDs (7/1020 ADs, 10/150 WDs) - -
253_bond:NN_hydrazine_alkyl HH2 -/-/+/- onlylocated in WDs  (0/1020 ADs, 3/150 WDs) - -

254 _bond:NN_hydrazine_alkyl N(connect_zZ=1) -/-/+/- mostly located in WDs (9/1020 ADs, 10/150 WDs) - -
282_bond:P=0_phosphorus_oxo -/-/+/- onlylocated in ADs  (35/1020 ADs, 0/150 WDs) - -

284 _bond:PC_phosphorus_organo_generic -/-1+/- onlylocated in ADs  (15/1020 ADs, 0/150 WDs) - -
568 _group:carbohydrate_aldohexose -/-/+/- onlylocated in ADs  (29/1020 ADs, 0/150 WDs) - -
569_group:carbohydrate_aldopentose -/-1+/- onlylocated in ADs  (48/1020 ADs, 0/150 WDs) - -
573_group:carbohydrate_hexopyranose_fructose -/-1+/- onlylocated in ADs  (28/1020 ADs, 0/150 WDs) - -
575_group:carbohydrate_hexopyranose_glucose -/-1+/- onlylocated in ADs  (23/1020 ADs, 0/150 WDs) - -
578_group:carbohydrate_ketohexose -/-1+/- onlylocated in ADs  (48/1020 ADs, 0/150 WDs) - -
582_group:carbohydrate_pentopyranose -/-1+/- onlylocated in ADs  (27/1020 ADs, 0/150 W Ds) - -
616_ring:aromatic_benzene -/-1+/- mostly located in WDs (670/1020 ADs, 124/150 WDs) - -
618_ring:aromatic_phenyl -/-1+/- mostly located in WDs (157/1020 ADs, 46/150 WDs) - -
653_ring:hetero_[5]_N_S_thiazole -/-1+/- onlylocated in ADs  (27/1020 ADs, 0/150 WDs) - -
657_ring:hetero_[5]_O_oxolane -/-/+/- mostly located in ADs (70/1020 ADs, 2/150 WDs) - -
680_ring:hetero_[6]_N_diazine_(1_3-)_generic -/-/+/- mostly located in ADs (117/1020 ADs, 4/150 WDs) - -
687_ring:hetero_[6]_N_pyrimidine -/-/+/- mostly located in ADs (59/1020 ADs, 1/150 WDs) - -
706_ring:hetero_[6]_Z 1_3- -/-1/+/- mostly located in ADs (149/1020 ADs, 7/150 WDs) - -
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Cizelge 6.8: AWD3 test setindeki ilaglarin (50 ilag) etkin molekiiler tanimlayicilar kullanilarak ayrintili analizi.

SFs from AWD GMF/SSF/TCF/UP ( the number of chemotypes in ADs/WDs) Range [a, b] for ADs | Range [a, b] for WDs
*The number of total chemotypes -/-1-1+ - [1, 16] [5, 15]
1 Atoms +/-1-1- - [8, 21] [13, 26]
2_Bonds +/-/-]- - [7,22] [12, 28]
4 HAcc +/-/-1- - [1, 8] [0, 5]
5 HAccN +f-/-1- - [0, 5] [0,2]
6_HAccO +f-/-1- - [0, 4] [0,4]
7_HDon +f-/-1- - [0, 5] [0,5]
10_Ro5Viol +f-/-1- - [0, 1] [0,1]
11_Ro5ViolExt +f-/-1- - [0, 1] [0,1]
13 Weight +/-/-1- - [60.05, 214.05] [89.09, 361.39]
16_ASA +/-/-1- - [101.13, 275.88] [147.35, 352.17]
17_McGowan +/-/-1- - [46.48, 138.87] [70.55, 209.47]
18 TPSA +/-1-1- - [9.23, 126.44] [9.23, 89.34]
20_Polariz +/-1-1- - [5.17, 18.13] [8.21, 31.78]
21 _LogS +/-1-1- - [-2.10, 2.56] [-6.19, 1.32]
22 XlogP +/-1-1- - [-4.44,2.1] [-2.72,5.5]
24 _Diameter:Cor3D:oril -l +/-]- - [4.11,9.79] [5.63, 12.28]
27_InertiaY:Cor3D:oril <+ - - [56.55, 2323.96] [248.63, 6328.95]
28_InertiaZ:Cor3D:oril <+ - - [95.39, 2562.25] [293.54, 6979.49]
29_Rgyr:Cor3D:oril <+ - - [1.27, 3.48] [1.83, 4.40]
30_Span:Cor3D:oril -/ +1-]- - [2.13,5.24] [2.99, 7.45]
64_bond:C(=O)N_carboxamide_(NH2) -[-1+]- (2/30 ADs, 0/20 WDs) - -
65_bond:C(=O)N_carboxamide_(NHR) -[-1+]- (0/30 ADs, 1/20 WDs) - -

120




Cizelge 6.8: (devam) AWD3 test setindeki ilaglarin (50 ilag) etkin molekiiler tanimlayicilar kullanilarak ayrintili analizi.

SFs from AWD GMF/SSF/TCF/UP ( the number of chemotypes in ADs/WDs) Range [a, b] for ADs | Range [a, b] for WDs
92_bond:C=0_acyl_hydrazide -[-1+]- (2/30 ADs, 0/20 WDs) - -
99_bond:C=0_carbonyl_ab-unsaturated_generic -[-1+]- (0/30 ADs, 1/20 WDs) - -
116_bond:CC(=0O)C_ketone_aromatic_aliphatic -[-1+]- (0/30 ADs, 1/20 WDs) - -
132_bond:CN_amine_pri-NH2_generic -[-1+]- (18/30 ADs, 3/20 WDs) - -
158 bond:COH_alcohol_diol_(1_3-) -[-1+]- (0/30 ADs, 0/20 WDs) - -
248 bond:NN_hydrazine_acyclic_(connect_noZ) -[-1+]- (1/30 ADs, 2/20 WDs) - -
253 _bond:NN_hydrazine_alkyl HH2 -[-1+]- (0/30 ADs, 2/20 WDs) - -
254 _bhond:NN_hydrazine_alkyl N(connect_Z=1) -[-1+]- (0/30 ADs, 2/20 WDs) - -
282_bond:P=0_phosphorus_oxo -[-1+]- (0/30 ADs, 0/20 WDs) - -
284 _hond:PC_phosphorus_organo_generic -[-1+]- (0/30 ADs, 0/20 WDs) - -
568_group:carbohydrate_aldohexose -[-1+]- (0/30 ADs, 0/20 WDs) - -
569_group:carbohydrate_aldopentose -[-1+]- (0/30 ADs, 0/20 WDs) - -
573_group:carbohydrate_hexopyranose_fructose -[-1+]- (0/30 ADs, 0/20 WDs) - -
575_group:carbohydrate_hexopyranose_glucose -[-1+]- (0/30 ADs, 0/20 WDs) - -
578_group:carbohydrate_ketohexose -l-1+]- (0/30 ADs, 0/20 WDs) - -
582_group:carbohydrate_pentopyranose -1+ - (0/30 ADs, 0/20 WDs) - -
616_ring:aromatic_benzene -1+ - (3/30 ADs, 14/20 WDs) - -
618 _ring:aromatic_phenyl -/ -1+ - (0/30 ADs, 5/20 WDs) - -
653_ring:hetero_[5]_N_S thiazole -1+ - (0/30 ADs, 0/20 WDs) - -
657_ring:hetero_[5]_O_oxolane -1+ - (1/30 ADs, 0/20 WDs) - -
680_ring:hetero_[6]_N_diazine_(1_3-)_generic -1+ - (2/30 ADs, 0/20 WDs) - -
687_ring:hetero_[6]_N_pyrimidine -/ -1+ - (1/30 ADs, 0/20 WDs) - -
706_ring:hetero_[6]_Z 1 3- -1+ - (2/30 ADs, 1/20 WDs) - -
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Sinir sistemi ilaglarindan olusan veri setlerinde the number of total chemotypes
modellerin gelistirilmesinde énemli bir tanimlayicidir. Cizelge (6.7)’e bakildiginda
onaylanmis ila¢ molekiilleri i¢cin molekiillerdeki toplam kemotip sayisi 1 ve 61
arasinda degerler alirken, geri ¢ekilen ilaglar icin bu degerler 5 ile 41 arasinda

degismektedir bir baska degisle onaylanmis ilaglarda bu say1 daha yiiksektir.

SFs ile temsil edilen 45 etkin 6zniteliktir. Cizelgedeki diger baslik etiketleri Boliim
(4.3.1) ile aynidir ve bunlara ait ayrintili agiklamada ayni1 boliimde yer almaktadir.
Cizelge (6.7)’ye gore bond:P=0O_phosphorus_oxo, bond:PC_phosphorus_organo
_generic,group:carbohydrate_aldohexose,group:carbohydrate aldopentose,group:car
bohydrate _hexopyranose_fructose,group:carbohydrate _hexopyranose_glucose,group
:carbohydrate_ketohexose,group:carbohydrate_pentopyranose,ring:hetero_[5] N_S_
thiazole,  bond:C(=O)N_carboxamide_(NH2),  bond:COH_alcohol_diol_(1_3-)
kemotipleri yalnizca onaylanmis ilaglarin kimyasal yapisinda gozlendi. Buna karsilik
bond:NN_hydrazine_alkyl HH2 kemotipi ise yalniz geri ¢ekilen ilaglarin kimyasal
yapisinda bulundu. Geri ¢ekilen ilaglarin yapisinda ring:aromatic_benzene ve
ring:aromatic_phenyl kemotipleri onaylanmis ilaglara gore daha fazla gozlendi.
ring:aromatic_benzene kemotipi ise hem onaylanmis hem geri ¢ekilen ilaglarin

yapisinda ¢ok sayida gozlendi.

Yukarida 1170 ilagtan olusan dengesiz veri seti ilizerinde etkin Oznitelik se¢me
stratejisi uygulanarak secilen 6zniteliklerden yola ¢ikarak onaylanmis/geri cekilen
ilaglarin kimyasal yapisinda bulunan/bulunmayan ToxPrint kemotiplerini belirlemek
bu bilesiklerin smiflandirilmasi problemlerinde aday ilag molekiillerinin geri
cekilen/onaylanmis durumu hakkinda bize bilgi verir. Ayrica Cizelge (6.7)
cogunlukla onaylanmis/geri ¢ekilen ilaglarin yapisinda bulunan kemotipleride
gozlemlememizde yardimci olur. Buna ek olarak ilag veri seti g6z 6niine alindiginda
geri cekilen ve onaylanmis ilag molekiilleri i¢in belirlenen TPSA deger araliklarina
bakilacak olursa bir ila¢ molekiilii icin TPSA > 358.2 ise onaylanmis olarak
kategorize edilir. Yine veri setinde geri ¢ekilen ve onaylanmigs HAcc deger
araliklarina bakildiginda ise bir ila¢ molekiili HAcc > 24 ise onaylanmis olarak
smiflandirilir. HaccN > 8 ve HAccO > 24 olan ila¢ molekiilleri de onaylanmis olarak

kategorize edilir.
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6.3.2 Meta simiflandirma

Calismada siniflandirict topluluk tasarimi igin Onerilen modelde meta-siniflandirict
olarak bagging algoritmasi temel smiflandirici olarak SVM+RBF Kernel ilaglar
onaylanmig ve geri ¢ekilen kategorilerine ayirmada kullanildi. Dengesiz veri setleri
icin tezde gelistirilen etkin Oznitelik se¢cme stratejisi ile secilen Oznitelikler
(FAW/128) gelistirilen modelde kullanildi. Egitim setleri 10-kat ¢apraz dogrulama
metoduyla dogrulanirken, egitim setleriyle gelistirilen modelbagimsiz test setiyle de
dogrulandi. Bunun yaninda gelistirilen etkin 6znitelik se¢gme stratejisi dengesiz ilag
veri seti disinda PubChem biyoassay veri setinden biri olan AID 1284 {izerinde de

uygulandi ve gelistirilen modelAID 1284 veri seti i¢in de dogrulandi.

Cizelge (6.9)’da AWDI1 veri seti iizerinde ilaglar1 onaylanmig ve geri ¢ekilen olarak
siiflandirmada egitim seti (AWD1) 10-kat ¢apraz dogrulama metoduyla ve test seti
(AWD3) ile dogrulandi ve siniflandirma modellerinin basari indeksleri olan AUC,
PPV, NPV, SE, SP, F1-S ve MCC sonuglar1 egitim ve test seti i¢in verildi.

Cizelge 6.9: Egitim seti ve bagimsiz test seti i¢in dogruluk orani (AR), egri altindaki
alan (AUC), pozitif 6ngoérme degeri (PPV), negatif 6ngérme degeri (NPV), duyarlilik
(SE), 6zgiilliik (SP), F1-skoru (F1-score) ve Matthews korelasyon katsayisina (MCC)

dayali meta-siniflandiric1 (bagging algoritmasi temel siniflandirici olarak SVM+RBF
Kernel) performansi.

[Meta-Siniflandirici] Egitim Seti, AWD1 [2070 drugs] Test Seti, AWD3 [50 drugs]
Dogruluk orant 0.74 0.80
Egri altindaki alan 0.78 0.79
Pozitif Ongdrme Degeri 0.63 0.90
Negatif Ongdérme Degeri 0.85 0.65
Duyarlilik 0.80 0.79
Ozgiilliik 0.70 0.81
F1-skor 0.70 0.84
Matthews korelasyon 0.50 0.58

Cizelge (6.9)’a gore AR sonuglart egitim seti igin 0.74 ve test seti i¢in 0.80 degerini
aldi. 10-kat ¢apraz dogrulama metoduyla dogrulanan egitim setinde PPV degeri 0.63
iken bagimsiz test seti igin 0.90 degerini aldi. NPV sonuglarina bakacak olursak
egitim seti i¢in 0.85 ve test seti i¢in 0.65°dir. Bu sonuglar caligmada elde edilen
modelin ilaglar1 geri ¢ekilen ve onaylanmis siniflarina ayirmada basarili oldugunu
gosterir ve ilag aday molekiillerini onaylanmis ve geri ¢ekilen olarak siniflandirmada

basit bir filtre olarak kullanilabilir.
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Sekil (6.4)’te AWD?3 test seti icin karmagiklik matrisi verilmistir. Buna gére AD
onaylanmis, WD ise geri ¢ekilen ilaglar1 temsil etmektedir. Verilen karmasiklik
matrislerinde yatay eksenler tahmin edilen siniflari, diisey eksenler ise dogru sinifi
gostermektedir. AWD3 (50 ilag) i¢in 30 AD’den 27 tanesi (TP) ve 20 WD’den 13
tanesi (TN) modelle dogru olarak tahmin edildi. Yine AD’lerden 3 ilag ve
WD’lerden 7 ilag (FP ve FN) yanlis siiflandirildi bunlarin ¢ogunlugu FN’lerden

olusmaktadir.
AWT
27 3
AD TP FP
f Meta-
g Simiflandirica
WD
7 13
FN TN
AD WD

Predicted Class

Sekil 6.4: Karmasiklik matrisinde AWT siniflandirma sonuglari. TP, dogru pozitif;
FP, yanlis pozitif; FN, yanlis negatif; TN, dogru negatif.

Farkli hastalik gruplarina ait 1200°den fazla onaylanmis ve geri ¢ekilen ilag
kullanilarak — siniflandirict  topluluk tasarimi igin Onerilen modeladay ilag
molekiillerinin geri ¢ekilen/onaylanmis durumunu Onceden belirlemek amaciyla
caligmalarda kullanilabilir. Bu nedenle dengesiz ilag veri seti icin Onerilen
modelDVD_HybridModelDosyas1 Ek.7 adi altinda arastirmacilara  verildi.
HybridModel.csv  dosyasi igerisinde ilaglar1 smiflandirmada etkin rol oynayan
Oznitelikleri hazir olarak icermektedir. Bu Oznitelikler tezde onerilen etkin 6znitelik
secme stratejisi ile belirlenmistir (FAW/128). Sonraki asamada dengesiz ilag veri
setine SMOTE algoritmasi ile veri 6rneklemesi yapildi ve dosyadaki 2070 ilag 6rnegi
(1020 onaylanmig 1050 geri ¢ekilen) egitim setini olusturmak tizere elde edildi.
Arastirmaci oncelikle test dosyasinda yer alan aday ilag molekiillerinin her biri igin
CORINA Symphony programi kullanarak HybridModel.csv dosyasindaki ilk
kolonda bulunan ToxPrint kemotip, global molekiiler ve boyut ve sekil dzelliklerini

hesaplamalidir. Sonrasinda gelistirilen HybridModel.csv dosyast MATLAB yazilim
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paketi veya Weka veri madenciligi uygulamasi ile ¢alisma alanina alinmalidir.
Burada onemli bir nokta ige aktarilan siniflayici yeni verilere iliskin tahminler
yapacagindan ila¢ aday molekiilleri i¢in hazirlanan test dosyasida egitim verilerinizle
ayni Ongoriicti (0znitelik) isimlerini igermelidir. Son olarak meta-siniflandirici
bagging algoritmasi temel siniflandirici olarak SVM+RBF Kernel egitim seti
(HybridModel.csv)  kullanilarak  arastirmacimin  test  setindeki  ilaglarin
onaylanmis/geri ¢ekilen sinif tahmini elde edilir. Arastirmaci eger farkli bir dengesiz
veri seti i¢in bir egitim ve test dosyasi hazirlayacaksa Bolim (6.2.3)’deki asamalari

takip etmelidir.

Calismada ayrica farkli hastalik gruplari i¢in kullanilan 1020 onaylanmis ve 150 geri
cekilen ilagtan olusan veri seti i¢in siniflandirmada etkin olan Oznitelik setinin
(FAW) elde edilmesi asamasinda 6 grup (Al-W, ..., A6-W) elde edilmisti. Bu 6
grubun en az 5 inde etkin Oznitelik olarak belirlenen molekiiler tanimlayicilar
arasinda en yliksek rank degerine sahip (Ki-kare istatistik degerlerine gore) ilk ii¢
tanimlayict i¢in Sekil (6.5)’te sirasiyla 1D (Atoms), 2D (Atoms, HAcc) ve 3D
(Atoms, HAcc, ASA) dagilim grafikleri elde edilmistir. Buna gore A’da Atoms
molekiiler tanimlayicisinin onaylanmig ve geri ¢ekilen ilag veri setleri ele alindiginda
ilag molekiillerinin aldig1 maximum degerler verilmistir. B’de yine onaylanmis ve
geri cekilen ilag veri setleri i¢in Atoms’a karsilik HAcc dagilim grafigi verilmistir.
Kirmiz1 noktalar onaylanmig, mavi noktalar ise geri ¢ekilen ilaglar1 temsil
etmektedir. C-D’de Atoms, HAcc ve ASA degerlerinin onaylanmis ve geri ¢ekilen
ilag veri setleri i¢cin 3D dagilimi yer almaktadir. C’de cut plane YZ (yesil), cut plane
XZ (kirmizi) ve cut plane XY (mavi) kullanilarak ilaglarin 3D dagilima
belirginlestirilmistir. D ise C’nin z-ekseni etrafinda (ASA) dondiiriilmesi (rotate z) ve
cut planeler kullanilarak elde edilen dikddrtgenler prizmasi icerisinde Atoms, HAcc
ve ASA degerlerinin ilag molekiilleri i¢in 3D dagilim1 gosterilmistir. C-D’de lacivert
ile gosterilen noktalar onaylanmis, sar1 ile gosterilen noktalar ise geri ¢ekilen ilaglari

gostermektedir.
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Sekil 6.5: Farkli hastalik gruplari i¢in kullanilan 1020 onaylanmis ve 150 geri ¢ekilen
ilaglara ait 6znitelik degerleri kullanilarak elde edilen (A) 1D, ilag grubuna gore ilag
molekiillerinin maximum atom sayisini, (B) 2D, onaylanmis ve geri cekilen ilag
molekiillerine ait Atoms’a karsilik HAcc grafigini, kirmizi noktalar onaylanmis ve
mavi noktalar geri ¢ekilen ilag molekiillerini temsil etmektedir, (C) 3D, onaylanmis
ve geri ¢ekilen ilag molekiillerine ait Atoms, HAcc ve ASA degerlerinin dagilimini,
(D) 3D, C’nin z ekseni etrafinda dondiiriilmesiyle elde edilmistir. C-D’de lacivert
noktalar onaylanmig ve sar1 noktalar geri g¢ekilen ila¢ molekiillerine ait degerleri
gostermektedir.

Cizelge (6.10)’da onaylanmis ve geri ¢ekilen ilaglardan olusan dengesiz bir veri
setinin Onerilen siniflandirict topluluk tasarimi modeli ile siniflandirilmasi sonuglari
ve ayni veri seti lizerinde diger Oznitelik se¢me algoritmalar1 ve meta-
siniflandiricilar kullanilarak elde edilen sonuglarin egitim seti ve bagimsiz test seti
icin dogruluk orani (AR), egri altindaki alan (AUC), pozitif 6ngérme degeri (PPV),
negatif ongorme degeri (NPV), duyarlilik (SE), 6zgiilliik (SP) degerleri hesaplanarak
karsilastirilmast verilmistir. Deney No.l ile gosterilen tezde gelistirilen etkin
Oznitelik segme stratejisi  kullanilarak elde edilen siniflandirma performans
degerlerini gostermektedir. Toplamda ayni ilag veri seti ile 13 deney yapilmistir. Bu
deney sonuglarina gore, no.2’de yer alan CfsSubsetEval+BestFirst 6znitelik segcme

alg. ile segilen Oznitelik sayis1 egitim seti iizerinde 59°dur. Dengesiz veri seti i¢in

baslangigta 760 6znitelik tanimlanmistir. Egitim seti ve test seti iizerinde no.1’in AR
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sonuglari no.2 ile karsilastirilacak olursak test seti AWD3 {izerinde daha yiiksek
dogruluk oranin elde edildigi gozlemlendi. Egitim seti AWDI1 {izerinde ise birbirine
yaklasik sonuglar elde edildi. Ozellikle NPV oranimna bakacak olursak geri cekilen
ilaglarin siniflarin1 belirlemede no.1’in hem egitim hem test setinde daha basarili
oldugu aciktir. Buda yaptigimiz ¢alismada istenilen bir sonugtur ¢iinkii modellerin
genel olarak geri ¢ekilen ilaglar1 tahmin etme basaris1 onaylanmis ilaglara gore daha
diisiiktiir. No.3’te veri seti dengelendikten sonra bir Oznitelik segme algoritmasi
kullanilmadan 760 Ozniteligin hepsi kullanilarak smiflama sonuclar1 elde edildi.
No.3’iin AWDI iizerinde NPV degeri (0.91) no.1’den daha yiiksektir ancak no.1’in
de AWD3 iizerinde NPV degeri (0.65) daha yiiksektir. No.5 ve 6 deneylerinde tezde
gelistirilen etkin 6znitelik segme stratejisi dengeli veri seti lizerinde uygulandi ancak
meta siniflandirict olarak no.1 den farkli algoritmalar kullanildi. Her iki modelde de
AWD3 veri seti lizerinde NPV degeri oldukca diisiiktiir buda modellerde kullanilan
meta-siiflandiricilardan kaynaklanmaktadir. Buda bize gosteriyorki ilag veri seti
iizerinde ilaglarin onaylanmis/geri cekilen tahmini yapilirken meta-siniflandirict
olarak Bagging alg. ile SVM+RBF Kernel algoritmasi daha basarilidir. Bu nedenle
gelistirilen modelde meta-siniflandirict olarak kullanildi. No. 7, 11, 12 ve 13’e
bakildiginda segilen Oznitelik sayist no.l1’dekine goére oldukca fazladir oysaki
gelistirdigimiz modellerde 6znitelik sayisinin az buna karsilik modelin siniflandirma
dogruluk oraninin yiiksek olmasini bekleriz. No.7, 11, 12 ve 13’iin AWDI1 veri seti
iizerinde aldig1 NPV degeri no.1’den daha yiiksektir. No. 4, 8, 9 ve 10 deneylerinde
digerlerinden farkli olarak veri setinin dengelenmesi i¢in SpreadSubsample alg.
kullanildi. Bu deneylerin AWD2 veri seti lizerindeki siniflandirma performansida
Cizelge (6.10)’da verildi. Buna ek olarak No.1’in AWD3 {izerinde aldig1t AR degeri
no.4’ten daha yiiksektir. Tablodan c¢ikarilacak baska bir sonugta veri setinin
dengelenmesi i¢in kullanilan algoritmalardan SMOTE ile gelistirilen siniflandirma
modelleri SpreadSubsample alg. ile olanlardan AR degerlerine bakildiginda daha
basarili oldugu gézlendi. Onaylanmis ve geri ¢ekilen ilaglardan olusan dengesiz bir
veri setinin Onerilen siniflandirict topluluk tasarimi modeli ile siniflandirilmasi
sonuglart ve ayni veri seti lizerinde diger Oznitelik se¢gme algoritmalar1 ve meta-
siiflandiricilart kullanilarak elde edilen sonuglarin egitim seti ve bagimsiz test seti
icin dogruluk orani (AR), egri altindaki alan (AUC), pozitif 6ngérme degeri (PPV),
negatif 6ngorme degeri (NPV), duyarlilik (SE), 6zgiilliikk (SP) degerleri hesaplanarak
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karsilastirilmasi. Egitim seti (ES), test seti (TS), toplam 6znitelik sayis1 (OS), secilen

ozniteliklerin sayis1 (SOS) ile gosterilmektedir.

Cizelge 6.10: Onaylanmis ve geri ¢ekilen ilaglardan olusan dengesiz bir veri setinin
onerilen siniflandirict topluluk tasarimi modeli ile siniflandirilmasi sonuglari.

Deney No.  Kullanilan 6znitelik Veri setinin dengelenmesi ~ Kullanilan Meta-Siniflandirict
se¢me algoritmasi i¢in kullanilan algoritma
1 Tezde onerilen etkin dznitelik segme stratejisi SMOTE Bagging alg. ile SVM+RBF Kernel
2 CfsSubsetEval+BestFirst SMOTE Bagging alg. ile SVM+RBF Kernel
3 Uygulanmad: SMOTE Bagging alg. ile SVM+RBF Kernel
4 Uygulanmad: SpreadSubsample  Bagging alg. ile SVM+RBF Kernel
5 Tezde onerilen etkin 6znitelik segme stratejisi SMOTE Bagging alg. ile RandomForest
6 Tezde onerilen etkin 6znitelik segme stratejisi SMOTE AdaBoostM1 ile SVM+ RBF Kernel
7 ChiSquaredAttributeEval+Ranker SMOTE Bagging alg. ile SVM+RBF Kernel
8 ChiSquaredAttributeEval+Ranker SpreadSubsample  Bagging alg. ile SVM+RBF Kernel
9  WrapperSubsetEval+GeneticSearch SpreadSubsample  Bagging alg. ile SVM+RBF Kernel
10  WrapperSubsetEval+GeneticSearch SpreadSubsample  AdaBoostML1 ile RandomForest
11  WrapperSubsetEval+GeneticSearch SMOTE Bagging alg. ile SVM+RBF Kernel
12 WrapperSubsetEval+GeneticSearch SMOTE Bagging alg. ile RandomForest
13 WrapperSubsetEval+GeneticSearch SMOTE AdaBoostM1 ile SVM+ RBF Kernel
Deney No. ES/TS (o SOS AR AUC PPV NPV SE SP
1 ES: AWD1 760 128 0.74 0.78 0.63 0.85 0.80 0.70
1 TS: AWD3 760 128 0.80 0.79 0.90 0.65 079 081
2 ES: AWD1 760 59 0.75 0.80 0.70 0.80 0.77 0.73
2 TS: AWD3 760 59 0.76 0.77 0.97 0.45 0.73 0.90
3 ES: AWD1 760 760 0.87 0.91 0.82 0.91 090 084
3 TS: AWD3 760 760 0.68 0.73 0.97 0.25 0.83 0.65
4 ES: AWD2 760 760 0.67 0.69 0.57 0.76 0.71 0.64
4 TS: AWD3 760 760 0.76 0.85 0.87 0.60 0.76  0.75
5 ES: AWD1 760 128 0.92 0.97 0.94 0.90 091 094
5 TS: AWD3 760 128 0.60 0.75 1.0 0.0 0.60 0.0
6 ES: AWD1 760 128 0.77 0.86 0.70 0.84 081 0.74
6 TS: AWD3 760 128 0.68 0.82 1.0 0.20 065 1.0
7 ES: AWD1 760 310 0.86 0.91 0.83 0.90 089 084
8 ES: AWD2 760 71 0.65 0.73 041 0.89 0.79 0.60
9 ES: AWD2 760 348 0.68 0.68 0.57 0.79 0.73 0.65
10 ES: AWD2 760 348 0.69 0.71 0.62 0.76 0.72 0.67
11 ES: AWD1 760 427 0.84 0.89 0.78 0.90 0.88 0.81
12 ES: AWD1 760 427 0.92 0.97 0.96 0.89 0.90 0.96
13 ES: AWD1 760 427 0.86 0.94 0.81 0.91 0.90 0.83

AWDI, 1020 onaylanmis+1050 geri ¢ekilen = 2070 ilag igerir (egitim seti); AWD2, 150 onaylanmig+150 geri
¢ekilen = 300 ilag igerir (egitim seti); AWD3, 30 onaylanmis+20 geri ¢ekilen = 50 ilag igerir (bagimsiz test
verisi). ES’ler (egitim setleri) 10-kat capraz dogrulama yontemi kullanilarak test edilmistir. TS’ler (test setleri)
kendi deney numarasindaki egitim setleri ile gelistirilen modeller kullanilarak test edilmistir. Ornegin 1 numaral
deney no’daki AWD3 test seti yine 1 nolu deney no’daki AWDI1 egitim seti model olarak kullanilarak test
edilmistir.

Cizelge (6.11)’de PubChem biyolojik analizler (biyo-deney) aktif (active) ve aktif
olmayan (inactive) bilesiklerden (compounds) olusan dengesiz bir veri setinin
(AID1284) onerilen siniflandirict topluluk tasarimi modeli ile siniflandirilmasi

sonuclart ve ayni veri seti iizerinde diger Oznitelik secme algoritmalar1 ve meta-
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simiflandiricilart kullanilarak elde edilen sonuglarin egitim seti ve bagimsiz test seti
icin dogruluk oran1 (AR), egri altindaki alan (AUC), pozitif 6ngérme degeri (PPV),
negatif ongdrme degeri (NPV), duyarlilik (SE), 6zgiilliik (SP) degerleri hesaplanarak
karsilastirilmasi verilmistir. Cizelgede AID1284 E, 240 aktif olmayan+230 aktif
olan= 470 bilesikten olusan egitim setini ve AlD1284 T, 61 aktif olmayan+11 aktif
olan= 72 bilesikten olugsan bagimsiz test setini temsil etmektedir. ES’ler (egitim
setleri) 10-kat ¢apraz dogrulama yontemi kullanilarak test edilmistir. TS’ler (test
setleri) kendi deney numarasindaki egitim setleri ile gelistirilen modeller kullanilarak
test edilmistir. Ornegin 1 numarali deney no’daki AID1284 T yine 1 nolu deney
no’daki AID1284 E model olarak kullanilarak test edilmistir. No.1’de AlD1284 E
veri setine etkin Oznitelik segcme stratejisi uygulandiginda segilen Oznitelik sayisi
81°dir. Baslangigta veri setinde 915 Oznitelik yer almaktadir. No. 5’te ise segilen
Oznitelik sayist 51°dir. No. 1 ve no. 5 AID1284 T veri setine uygulandiginda
no.1’den elde edilen AR degeri no. 5’ten daha yiiksektir. NPV degerine bakildiginda
no.l, PPV degerine bakildiginda ise no.5 daha yiiksektir. N0.9 ve no.13,
AID1284_E veri setine uygulandiginda elde edilen AR degerleri no.1’den yiiksektir.
Ancak NPV degerine bakacak olursak no.l her iki deneyde elde edilen NPV
degerinden yiiksektir. Buna ek olarak no. 9 ve no.13’te secilen Oznitelik sayisi
no.l’den oldukga yiiksektir. No. 4 ve no. 8’in AID1284 T veri seti lizerinde AR
degerine bakacak olursal no.4’e ait AR degeri daha yiiksektir. Tezde Onerilen etkin
Oznitelik stratejisi kullanilarak gelistirilen no.1’den no. 4’e kadar olan deneylere
bakacak olursak no.4 en yiiksek AUC degerine sahiptir. Bu deneyler igerisinde yine
en ylksek PPV degerine sahip no.4’tliir bu deneyde meta simiflandirict olarak
AdaBoostM1 ile SVM+ RBF Kernel kullanilmasi PPV degerinin artmasina neden
olmustur. No. 1, 5, 9 ve 13 AID1284 E veri setine uygulandiginda AR sonuglarina
gore no.1 diger 3 deneydeki AR degerine gore diisiiktiir ancak burada no.9 ve
no.13’te 6znitelik algoritmalariyla segilen 6zniteliklerin sayis1 (sirasiyla 247 ve 515)
no.1’den (81) oldukca yiiksektir. Genel olarak bakildiginda tezde Onerilen 6znitelik
secme stratejisi hem dengesiz ilag veri seti iizerinde hemde AIDI1284 veri seti
tizerinde smiflandirma modelleri olusturulurken oldukc¢a basarilidir. Calismada buna
ek olarak TP’ler siiflandirmada dogru tahmin edilen geri ¢ekilen ilaglart (WDs) ve
TN’ler ise siiflandirmada dogru tahmin edilen onaylanmis ilaglar1 (ADs) gostermek

iizere simiflandirici topluluk tasarimi i¢in ayr1 bir model daha 6nerilmistir.
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Cizelge (6.11)’de PubChem biyolojik analizler (biyo-deney) aktif (active) ve aktif
olmayan (inactive) bilesiklerden (compounds) olusan dengesiz bir veri setinin
(AID1284) onerilen siniflandirict topluluk tasarimi modeli ile simiflandirilmasi
sonuglar1 ve ayni veri seti iizerinde diger 6znitelik segme algoritmalar1 ve meta-

Cizelge 6.11: PubChem biyolojik analizler (biyo-deney) aktif (active) ve aktif
olmayan (inactive) bilesiklerden (compounds) olusan dengesiz bir veri setinin
(AID1284) onerilen siniflandirict topluluk tasartmi modeli ile siniflandirilmasi
sonugclari.

Deney No. Kullanilan 6znitelik Veri setinin dengelenmesi  Kullanilan Meta-Siniflandirict
secme algoritmasi icin kullanilan algoritma

1 Tezde 6nerilen etkin dznitelik se¢me stratejisi  SMOTE Bagging alg. ile SVM+RBF Kernel
2 Tezde 6nerilen etkin 6znitelik segme stratejisi  SMOTE Bagging alg. ile RandomForest
3 Tezde onerilen etkin 6znitelik se¢me stratejisi  SMOTE AdaBoostM1 ile RandomForest
4 Tezde 6nerilen etkin 6znitelik segme stratejisi  SMOTE AdaBoostM1 ile SVM+ RBF Kernel
5 CfsSubsetEval+BestFirst SMOTE Bagging alg. ile SVM+RBF Kernel
6 CfsSubsetEval+BestFirst SMOTE Bagging alg. ile RandomForest
7 CfsSubsetEval+BestFirst SMOTE AdaBoostM1 ile RandomForest
8 CfsSubsetEval+BestFirst SMOTE AdaBoostM1 ile SVM+ RBF Kernel
9  ChiSquaredAttributeEval+Ranker SMOTE Bagging alg. ile SVM+RBF Kernel

10  ChiSquaredAttributeEval+Ranker SMOTE Bagging alg. ile RandomForest

11 ChiSquaredAttributeEval+Ranker SMOTE AdaBoostM1 ile RandomForest

12 ChiSquaredAttributeEval+Ranker SMOTE AdaBoostM1 ile SVM+ RBF Kernel

13 WrapperSubsetEval+GeneticSearch SMOTE Bagging alg. ile SVM+RBF Kernel

14 WrapperSubsetEval+GeneticSearch SMOTE Bagging alg. ile RandomForest

15 WrapperSubsetEval+GeneticSearch SMOTE AdaBoostM1 ile RandomForest

16 WrapperSubsetEval+GeneticSearch SMOTE AdaBoostM1 ile SVM+ RBF Kernel

Deney No.  ES/TS 0s SOS AR AUC PPV NPV SE SP

1 ES: AID1284_E 915 81 0.71 0.74 0.52 0.88 081  0.66

1 TS: AID1284_T 915 81 0.78 0.66 0.27 0.87 0.27 087

2 ES: AID1284_E 915 81 0.86 0.93 0.83 0.89 0.88 0.85

2 TS: AID1284_T 915 81 0.78 0.53 0.27 0.87 0.27 087

3 ES: AID1284_E 915 81 0.86 0.92 0.84 0.87 086 0.85

3 TS: AID1284_T 915 81 0.80 0.60 0.27 0.90 033 087

4 ES: AID1284_E 915 81 0.75 0.83 0.68 0.81 077 0.73

4 TS: AID1284_T 915 81 0.72 0.71 0.45 0.77 026 0.89

5 ES: AID1284_E 915 51 0.74 0.81 0.70 0.77 074 0.73

5 TS: AID1284_T 915 51 0.70 0.80 0.63 0.72 029 091

6 ES: AID1284_E 915 51 0.89 0.95 0.83 0.96 095 0.85

6 TS: AID1284_T 915 51 0.86 0.57 0.27 0.96 0.60 0.88

7 ES: AID1284_E 915 51 0.90 0.95 0.83 0.96 095 0.86

7 TS: AID1284_T 915 51 0.88 0.60 0.36 0.98 0.80 0.90

8 ES: AID1284 _E 915 51 0.76 0.85 0.75 0.77 076  0.76

8 TS: AID1284_T 915 51 0.62 0.64 0.45 0.66 020 0.87

9 ES: AID1284 _E 915 247 0.83 0.90 0.80 0.85 084 0.82

10 ES: AID1284 _E 915 247 0.90 0.96 0.85 0.95 095 0.87

11 ES: AID1284 _E 915 247 0.90 0.96 0.85 0.96 095 0.87

12 ES: AID1284 _E 915 247 0.88 0.95 0.88 0.88 0.88 0.88

13 ES: AID1284 _E 915 515 0.81 0.88 0.79 0.85 0.83 0.80

14 ES: AID1284 _E 915 515 0.91 0.96 0.85 0.96 095 0.87

15 ES: AID1284 _E 915 515 0.91 0.96 0.85 0.96 095 0.87

16 ES: AID1284 _E 915 515 0.87 0.92 0.90 0.85 085 0.90
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simiflandiricilart kullanilarak elde edilen sonuglarin egitim seti ve bagimsiz test seti
icin dogruluk orani (AR), egri altindaki alan (AUC), pozitif 6ngérme degeri (PPV),
negatif ongérme degeri (NPV), duyarlilik (SE), 6zgiillik (SP) degerleri hesaplanarak
karsilastirilmasi. Egitim seti (ES), test seti (TS), toplam 6znitelik sayis1 (OS), segilen
ozniteliklerin sayis1 (SOS) ile gosterilmektedir.

Onerilen modelde yine meta-siniflandirict olarak bagging algoritmasi temel
siniflandirici olarak SVM+RBF Kernel ilaglart onaylanmis ve geri ¢ekilen
kategorilerine ayirmada kullanilmistir. Dengesiz veri setleri i¢in tezde gelistirilen
etkin Oznitelik segme stratejisi ile secilen Oznitelikler (FAW/128) gelistirilen
modelde kullanilmigtir. Egitim setleri 10-kat c¢apraz dogrulama metoduyla
dogrulanirken, egitim setleriyle gelistirilen model bagimsiz test setiyle de
dogrulanmustir. Cizelge (6.12)’de TP’ler smiflandirmada dogru tahmin edilen geri
cekilen ilaclar1 ve TN’ler ise siniflandirmada dogru tahmin edilen onaylanmus ilaglar
gostermek ilizere AWDI veri seti lizerinde ilaglar1 onaylanmis ve geri ¢ekilen olarak
siiflandirmada egitim seti (AWD1) 10-kat ¢apraz dogrulama metoduyla ve test seti
(AWD?3) ile dogruland1 ve siniflandirma modellerinin basar1 indeksleri olan AUC,
PPV, NPV, SE, SP, F1-S ve MCC sonugclar1 egitim ve test seti igin verildi.

Cizelge 6.12: TP’ler smiflandirmada dogru tahmin edilen WDs ve TN’ler ise
siniflandirmada dogru tahmin edilen ADs gostermek iizere, egitim seti ve bagimsiz
test seti i¢in meta-siniflandirict performansi.

[Meta-Siniflandirici] Egitim Seti, AWD [2070 drugs] Test Seti, AWT [50 drugs]
Dogruluk orani 0.74 0.78
Egri altindaki alan 0.78 0.79
Pozitif Ongdrme Degeri 0.87 0.60
Negatif Ongorme Degeri 0.60 0.90
Duyarlilik 0.70 0.80
Ozgiilliik 0.82 0.77
F1-skor 0.77 0.69
Matthews korelasyon 0.49 0.54

Cizelge (6.12)’de TP’ler simiflandirmada dogru tahmin edilen WDs ve TN’ler ise
smiflandirmada dogru tahmin edilen ADs gostermek {izere, egitim seti ve bagimsiz
test seti i¢in dogruluk orani (AR), egri altindaki alan (AUC), pozitif 6ngérme degeri
(PPV), negatif 6ngérme degeri (NPV), duyarlilik (SE), 6zgiillik (SP), F1-skoru (F1-

score) ve Matthews korelasyon katsayisina (MCC) dayali meta-siiflandirict
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performansini gostermektedir. PPV geri c¢ekilen, NPV ise onaylanmis ilaglara ait
performans degerlerini gostermektedir. Cizelge (6.12)’ye gore AR sonuglari egitim
seti i¢in 0.74 ve test seti icin 0.78 degerini aldi. 10-kat ¢apraz dogrulama metoduyla
dogrulanan egitim setinde PPV degeri 0.87 iken bagimsiz test seti i¢cin 0.60 degerini
aldi. NPV sonuglarina bakacak olursak egitim seti i¢cin 0.60 ve test seti i¢in 0.90’dir.
Cizelge (6.9) ile sonuglar1 karsilastiracak olursak egitim setinde NPV degeri 0.85
iken (siniflandirmada dogru tahmin edilen geri gekilen ilaglara ait performans degeri)
Cizelge (6.12)’de bu sonu¢ PPV degeri 0.87°dir. Test setlerinde ise Cizelge (6.9)’da
geri cekilen ilaglar icin NPV 0.65 iken, Cizelge (6.12)’de PPV 0.60’tir. Sonuglara
gore Onerilen her iki modelde ila¢ molekiillerini onaylanmis ve geri ¢ekilen olarak

siiflandirmada basarilidir.
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7. SONUC VE ONERILER

Calismalarimizda genel olarak geri ¢ekilen ve onaylanmis ilag molekiillerini makine
o0grenmesi metotlarii kullanip kategorize ederken ayni1 zamanda geri ¢ekilen ilaglar

onaylanmis olanlardan ayirmak amactyla bir dizi kurallar belirlenmeye caligildi.

Oncelikle ¢ok sayida geri ¢ekilen ve onaylanmis sinir sistemi ilaglar1 ve farkl
hastalik gruplarindan ilaglar i¢in 760 molekiiler tanimlayict hesaplandi. Her bir ilag
molekiiliiniin ToxPrint kemotip analizi siniflandirma caligmalarinda kullanilmak
tizere yapildi. Smiflandirma problemlerinde SVM ve topluluk metotlar1 ilag veri
setleri iizerine wuygulandi. Potansiyel bilesiklerin  belirlenmesi amaciyla
onaylanmig/geri cekilen sinir sistemi ilag veri setleri lizerine gSpan algoritmasi
uygulayip her iki kategori i¢in ayirt edici fragmanlar belirlendi. Calismada goze
carpan sonuglara bakacak olursak bir molekiildeki toplam kemotiplerin sayisini
belirten the number of total chemotypes, bond CN_amine_aliphatic_generic, XlogP,
aspheric: Cor3D:orilve Bonds tanimlayicilar sinir sistemi ilaglarin1 onaylanmis/geri
cekilen kategorilerine ayirmada oldukca etkindir. Bu tanimlayicilarin aldiklari
degerler kimyasal bilesikleri siniflandirirken bir model olusturmada énem tasir. Ilag
molekiillerinin kemotip analizleri yapilirken sadece geri cekilen/onaylanmis ilag
molekiillerinde bulunan/bulunmayan kemotiplerden bond:NN_hydrazine_alkyl N
(connect_Z=1) ilag veri setinde yalnizca geri ¢ekilen ilaglarin kimyasal yapisinda
bulundu. Ilaglar1 onaylanmis ve geri ¢ekilen olarak simiflandirirken test setleri igin
dogruluk oram1 0.74 ile 0.89 arasinda degerler aldi. Ilag veri setine alt cizge
madencigi uygulayarak geri cekilen sinir sistemi ilaglarinin minimum %60’1nda
bulunan  fragmanlar  benzene, toluene, n,n-dimethylethylamine (DMEA),
crotylamine, 5-methyl-2,4-heptadiene, octatriene, carbonyl group olarak belirlendi.
Calisma spesifik bir hastaliga ait ilaclardan olusan veri setlerinde geri ¢ekilen ilaglar
onaylanmis olanlardan ayirmada yapilan ilk ¢alismadir. Calisma diger hastalik

gruplarina da genisletilebilir ve farkli hastalik gruplari i¢in modeller olusturulabilir.

llaglar iizerine yapilan bir diger uygulamada toplamda 558 ilag hiyerarsik ¢oklu

etiket siiflamasi ile Clus-HMC-Ens algoritmas: kullanilip 3 temel seviyede
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simiflandirildi. HMC bir aga¢ 6grenme algoritmasidir. Gelistirilen model icin segilen
parametreler ilag veri setleri igin gelistirilen modelin tahmin performansini arttirdi.
Bu degerlerden FTest, w,, k, siniflandirma esigi, m-estimate parametre degerleri
ozellikle hiyerarside iiclincli diizeyde bulunan sinir sistemi ilaglari ig¢in tahmin
performansin1 6nemli Olgiide etkiledi. Modelin performans Ol¢limleri i¢cin FTest
optimizasyon stratejisi yani precision-recall egrisinin altindaki alan kullanildi.
Gelistirilen modeller aday ilag molekiillerini test etmeleri amaciyla arastirmacilara
icin verildi. Modeller ilaglar farkli hastalik gruplarina ait onaylanmis ve geri ¢ekilen
olarak kategorize etmesinin yaninda onaylanmis sinir sistemi ilaci olma durumu
hakkinda da 6ngoriide bulunur. Gelecekte yapilacak calismalarda hiyerarsik olarak
organize edilen smif sayist (3. diizeyde sinir sistemine ek olarak dolagim sistemi,
solunum sistemi vb. hastaliklarina ait ilag veri setleri) arttirilabilir. Bunun sonucunda
ilaclarin onaylanmis ve geri ¢ekilen siniflarini tahmin etmenin yaninda hangi hastalik
grubuna dahil olabileceginide 6ngorebiliriz. Bir ilag hedef hastalik disinda bagka bir

hastalik iizerinde de iyilestirici etki gdsterebilir.

Yapilan son uygulamada 1200’den fazla onaylanmig/geri c¢ekilen ilag iizerinde
calisildi. Calisilan ilag veri seti dengesiz olmasi nedeni ile siniflandirmada etkin
oznitelikleri belirlemek amaciyla bir 6znitelik segme stratejisi gelistirildi. Secilen bu
molekiiler tanimlayicilardan ToxPrint kemotiplere ait olanlar onaylanmis ve geri
cekilen ilaglar iizerinde bir dizi kurallar belirlememizi sagladi. Bdylece sadece
onaylanmig/geri ¢ekilen ilaglarda bulunan/bulunmayan kemotipler analiz edildi. Bu
analiz sonuglarina gore, bond:P=0_phosphorus_oxo, bond:PC_phosphorus_organo
_generic,group:carbohydrate_aldohexose,group:carbohydrate _aldopentose,group:car
bohydrate _hexopyranose_fructose,group:carbohydrate _hexopyranose_glucose,group
:carbohydrate_ketohexose,group:carbohydrate_pentopyranose,ring:hetero_[5] N_S_
thiazole,  bond:C(=O)N_carboxamide (NH2),  bond:COH_alcohol_diol_(1_3-)
kemotipleri yalnizca onaylanmis ilaglarin kimyasal yapisinda gozlendirken,
bond:NN_hydrazine alkyl HH2 kemotipi ise yalniz geri cekilen ilaglarin kimyasal
yapisinda yer aldigi gézlendi. Dengesiz ilag veri seti tizerinde Siniflandirict topluluk
tasarimi ig¢in gelistirilen model aday ila¢ molekiillerinin onaylanmis/geri ¢ekilen
durumlar1 hakkinda arastirmacilara erken dénemde Ongoriide bulunur. Calismada
elde edilen modeller ilag aday molekiillerini elemek igin ila¢ tasarim evrelerinin

erken donemlerinde basit bir filtre olarak kullanilabilirler.
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Calismanin  bu kisminda dengesiz ilag veri seti {iizerinde belirlenen etkin
Ozniteliklerin onaylanmis ve geri ¢ekilen ilaglar i¢in hesaplanan deger araliklarina
bakacak olursak bir molekiilin ila¢ benzerligi konusu ele alindiginda benzerlik
analizleri i¢in bir dizi kural elde edilmistir. Geri ¢ekilen ve onaylanmis ilag
molekiilleri i¢in belirlenen TPSA deger araliklarina bakilacak olursa bir ilag
molekiilii icin TPSA > 358.2 ise onaylanmis olarak kategorize edilir. Yine veri
setinde geri ¢ekilen ve onaylanmis HAcc deger araliklarina bakildiginda ise bir ilag
molekiili HAcc > 24 ise onaylanmis olarak siniflandirilir. HaccN > 8 ve HAccO >
24 olan ilag molekiilleri de onaylanmis olarak kategorize edilir. Bu sonuglar
DRUGBANK taki 1170 ilag iizerinden elde edilmistir. Ila¢ giivenligi acisindan
konuya bakilacak olursa aday ilag molekiillerinin toxprint 6zellikleri onlarin ters ilag
etkilesimleri hakkinda bize bilgi verir. Bu nedenle bir bilesik i¢in hesaplanan 760
Ozniteligin aldig1 degerler onun fizikokimyasal yapisi hakkinda bilgi verir. Yine
calismada sadece geri cekilen ila¢ yapisinda bulunan bir toxprint kemotip olan
bond:NN_hydrazine_alkyl HH2 ila¢ aday1 molekiiliin yapisinda olmasi istenmeyen
bir toxprint kemotiptir. Ciinkii bu yapilar insanlar {izerinde beklenmedik ters ilag
reaksiyonlarina neden olabilirler. ilag tasarim evrelerinin erken evrelerinde bu elde
ettigimiz kurallar aday ilag molekiilleri i¢in hem sayisal veri analizlerini hemde
kimyasal yapilarinin analizlerini gergeklestirmek igin bir rol modeldirler. Bu tezde
sinir sistemi ilaglarmin da yer aldigi siniflandirma modelleri ig¢inde gegerlidir. Tezde
ilag veri setleri i¢in gelistirilen modellerin hepsi bu konuda ¢alisan arastirmacilara

katki saglamak amaciyla verildi.

Calismaya genel olarak bakacak olursak piyasaya ¢ikmis ilag¢ veri tabanlarindan elde
edilen onaylanmis ve geri g¢ekilen ilaglara ait hesaplamali 6znitelikler kullanilarak
bunlar1 onaylanmis/geri g¢ekilen olarak kategorize edecek siniflandirma modelleri
gelistirilmistir. Tez boyunca gelistirilen siniflandirma modellerindeki hatalar
onaylanmig/geri ¢ekilen ilag molekiilleri i¢in hesaplanan 6zniteliklerin birbirine ¢ok
yakin degerler almasi durumunda artmaktadir yani model gercekte geri ¢ekilen bir
ilag molekiiliinii onaylanmis siifina atabilir veya geri ¢ekilen bir ilag molekiiliinii
onaylanmis sinifina atabilir. Bu durum onaylanmig bir ilag molekiiliiniin kimyasal
yapisinda bulunan fragmanlarin geri cekilen ilag molekiiliiniin kimyasal yapisinda
bulunan ortak fragmanlara (veya tam tersi) sahip olmasinin yan1 sira Bolim (3.3)’te

anlatilan Ozniteliklerin her iki ilag molekiilii i¢inde birbirine ¢ok yakin olmasindan
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kaynaklanmaktadir. Bu Ozniteliklerin neler oldugu tez igerisinde ayrintili olarak

anlatilmaktadir.

Siniflandirma modelleri MATLAB yazilim paketi (MATLAB & SIMULINK,
R2015a), CLUS sistemi ve Weka veri madenciligi uygulamasi (weka.version 3.7.13,
package manager) ile gerceklestirildi.
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EKLER

EK 1: Bir hmc ds.s dosyasinin igerigi ve ila¢ veri seti i¢in optimum parametre
ayarlari.

EK 2: 112 test verisinin tahmin edilen hiyerarsik siniflar1 ve her sinifa ait p degerleri.
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[General]

Verbose = 1
Compatibility = Latest
RandomSeed = 0
ResourceInfoloaded = No

[Data]

File = hierarchical.arff
TestSet = None

PruneSet = None
PruneSetMax = Infinity
Xval = 10
RemoveMissingTarget = No
NormalizeData = None

[Attributes]

Target = 761

Clustering = 761

Descriptive = 2-760

Key =1

Disable = None

Weights = Normalize
ClusteringWeights = 1.0
ReduceMemoryNominalAttrs = Yes

[Constraints]
Syntactic = None
MaxSize = Infinity
MaxError = 0.0
MaxDepth = Infinity

[Nominal]
MEstimate = 1.0

[Model]

MinimalWeight = 1.0
MinimalNumberExamples = 0
MinimalKnownWeight = 0.0
ParamTuneNumberFolds = 10
ClassWeights = 0.0
NominalSubsetTests = Yes

[Tree]

Heuristic = VarianceReduction
PruningMethod = C4.5

FTest = [0.001,0.005,0.01,0.05,0.1,0.125]
BinarySplit = Yes
ConvertToRules = Leaves
AlternativeSplits = No
Optimize = {}

MSENominal = No

SplitSampling = None
InductionOrder = DepthFirst
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[Hierarchical]

Type = Tree

Distance = WeightedEuclidean

WType = ExpAvgParentWeight

WParam = 1.0

HSeparator = /

EmptySetIndicator = n
OptimizeErrorMeasure = PooledAUPRC
DefinitionFile = None
NoRootPredictions = No

PruneInSig = 0.0

Bonferroni = No

SingleLabel = No

CalculateErrors = Yes
ClassificationThreshold = [0.5,0.75,0.80,0.90,0.95]
RecallValues = None

EvalClasses = None

MEstimate = No

[Output]

ShowModels = {Default, Pruned, Others}
TrainErrors = Yes

ValidErrors = Yes

TestErrors = Yes

AllFoldModels = Yes
AllFoldErrors = Yes
AllFoldDatasets = No
UnknownFrequency = No
BranchFrequency = No
ShowInfo = {Count}
PrintModelAndExamples = No
WriteErrorFile = No

WritePredictions = {Test}
ModelIDFiles = No
WriteCurves = Yes

OutputPythonModel = No
OutputDatabaseQueries = No

[Ensemble]

Iterations = 100
EnsembleMethod = RForest
VotingType = Majority
SelectRandomSubspaces = 0
PrintAllModels = No
PrintAllModelFiles = No
Optimize = No

OOBestimate = No
FeatureRanking = No
WriteEnsemblePredictions = No
EnsembleRandomDepth = No
BagSelection = -1

BagSize = 0
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EK 2

@RELATION

@ATTRIBUTE
key
QATTRIBUTE
string
@ATTRIBUTE
{1,0}
QATTRIBUTE
{1,0}
QATTRIBUTE
{1,0}
@ATTRIBUTE
{1,0}
QATTRIBUTE
{1,0}
@ATTRIBUTE
{1,0}
QATTRIBUTE
{1,0}
QATTRIBUTE
{1,0}
@ATTRIBUTE
{1,0}
QATTRIBUTE
numeric
@ATTRIBUTE
numeric
QATTRIBUTE
numeric
QATTRIBUTE
numeric
@ATTRIBUTE
numeric
QATTRIBUTE
numeric
@ATTRIBUTE
numeric
QATTRIBUTE
numeric
QATTRIBUTE
numeric
@ATTRIBUTE
string

@DATA

DpBOOS80, DGs /WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3399243797967
333,0.0758581163027852,0.08340187931591492,0.03213691603720566,0.069
05658228218117,0.07947088585864634,0.21374555257606626,0.44633006762

'""htest"-predictions'
DRUGID
class-a
class-a-DGs
class-a-DGs/NSADs
class-a-DGs/NSADs/NO2ADs
class-a-DGs/NSADs/N03ADs
class-a-DGs/NSADs/N04ADs
class-a-DGs/NSADs/NO05ADs
class-a-DGs/NSADs/NO6ADs
class-a-DGs/TheotherADs
class-a-DGs/WDs
Original-p-DGs
Original-p-DGs/NSADs
Original-p-DGs/NSADs/NO02ADs
Original-p-DGs/NSADs/NO3ADs
Original-p-DGs/NSADs/N0O4ADs
Original-p-DGs/NSADs/NO5ADs
Original-p-DGs/NSADs/NO6ADs
Original-p-DGs/TheotherADs
Original-p-DGs/WDs

Original-models

72004, DGs/WDs .

DB08944, DGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3937701639217
965,0.09789559421713423,0.0763961398374852,0.05599435000074982,0.066
17791297650204,0.09730616688992545,0.16195560506106163,0.44427423101

71417,DGs/WDs.
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DB09023, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3628134954356
186,0.08811850084790658,0.051731989639843254,0.06117005612021777,0.0
7277109429602419,0.08902185453162692,0.22511965620725619,0.412066848
35712504, DGs/WDs.

D00709,DGs/NSADs/NO3ADS,1,1,0,1,0,0,0,0,0,1.0000000000000007,0.41080
4196409679,0.08458163054216779,0.12365518821147124,0.043395673410497
604,0.06980853990017863,0.08936316434536389,0.21190198419235245,0.37
729381939796824, DGs/NSADs/NO3ADs.

D01044,DGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.33584422399125
674,0.06625587559815739,0.035713801875510875,0.037550414980047256,0.
13504261927844025,0.061281512259101036,0.2763745297844296,0.38778124
62243137,DGs/WDs.

D01267,DGs/NSADs/NO2ADs,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.23524
846043556918,0.057986186658254765,0.04069307120192814,0.021265255667
82292,0.0549290713541372,0.0603748755534262,0.34985863679801055,0.41
489290276642005, DGs/WDs.

D03165, DGs/NSADs/N04ADs,1,1,0,0,1,0,0,0,0,1.0000000000000007,0.27034
459897249685,0.09991829129082788,0.021080435866009262,0.015552519402
970368,0.09021044252038575,0.04358290989230363,0.48019871181722007,0
.24945668921028316,DGs/TheotherADs.

DB00584, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.26336
01832772487,0.062431642274049896,0.04287149646946293,0.0216503608352
47885,0.06917411755136761,0.06723256614712042,0.38240906618240333,0.
35423075054034775,DGs/TheotherADs.

D07310,DGs/NSADs/NO5SADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.31724
079190652354,0.07443168973861145,0.045257037871218195,0.045981415072
41732,0.0833533966943596,0.06821725252991703,0.29286322921411706,0.3
898959788793592, DGs/WDs.

p00338,DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.38978619901978
284,0.06520092304417212,0.10756945192413318,0.03518658938096667,0.09
905624847342752,0.08277298619708336,0.17730487425496508,0.4329089267
25252,DGs/WDs.

DBO1244, DGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3065372456881
726,0.07484080731969335,0.03204590174830451,0.033107987827275476,0.1
0020873510836042,0.06633381368453892,0.3412600815640277,0.3522026727
4779954, DGs/WDs.

DB00642, DGs/TheotheraDs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.21856
038560276897,0.05066205784298987,0.03640237376783694,0.0150196369534
68569,0.05996936204705297,0.056506954991420597,0.4659868395129977,0.
31545277488423334,DGs/TheotherADs.

DB00671,DGs/TheotheranSs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.16940
400380407675,0.036954999405995836,0.033931577787987895,0.01161691205
9772175,0.045214209506907056,0.041686305043413745,0.5505389340371429
,0.2800570621587804,DGs/TheotherADs.

DB01060, DGs/TheotheraDs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.22203
777181395234,0.04862824837099828,0.04548139022767077,0.0215027478506
18478,0.04648432502054433,0.05994106034412044,0.4146829367249496,0.3
6327929146109794, DGs/TheotherADs.
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pB00801, DGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3897861990197
8284,0.06520092304417212,0.10756945192413318,0.03518658938096667,0.0
9905624847342752,0.08277298619708336,0.17730487425496508,0.432908926
725252,DGs/WDs.

D03215,DGs/NSADs/NO6ADsS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.37710
325112400556,0.08386988175951154,0.10457656324049604,0.0338593860682
8071,0.05771712526881006,0.09708029478690743,0.191184629903309,0.431
7121189726853, DGs/WDs.

D02096, DGs/NSADs/N0O3ADs,1,1,0,1,0,0,0,0,0,1.0000000000000007,0.30093
75908583687,0.06025487664693262,0.07573690740113466,0.02254943985315
5797,0.06496756498420789,0.07742880197293779,0.32150831495970505,0.3
775540941819259, DGs/WDs.

D00498,DGs/NSADs/N0O2ADs,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.44518
79714269012,0.13893046823260657,0.05565728616643118,0.09029259891178
21,0.059506742289861005,0.10080087582622038,0.17568341161875994,0.37
912861695433897,DGs/NSADs/NO2ADs.

D02578,DGs/NSADs/NO6ADsS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.35238
316114869256,0.08879448019782567,0.08766520904539496,0.0388014544235
7095,0.05971746884074283,0.07740454864115831,0.1966353295563852,0.45
09815092949222, DGs/WDs.

DB01160,DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.19366
253635628622,0.044524261658634365,0.04192908160401961,0.016817451755
02571,0.05109516688463791,0.03929657445396866,0.5035034482132902,0.3
0283401543042354,DGs/TheotherADs.

D05592, DGs/NSADs/NO6ADs,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.35528
309835047744,0.08617481672537416,0.07456223178710224,0.0382408154710
53034,0.06828931833675861,0.08801591603018953,0.22932619912790725,0.
41539070252161514, DGs/WDs.

DB01251,DGs/TheotheraADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.19383
002227759813,0.052283996151212514,0.02684845628750169,0.012038089690
592028,0.06622524265249302,0.036434237495798875,0.5147018905924066,0
.2914680871299953, DGs/TheotherADs.

p02575, bGs/NSADs/NO6ADs,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.26144
173907112306,0.04145571551193354,0.041740382367144696,0.021213601957
23416,0.09552851350021742,0.061503525734593265,0.38153237997472655,0
.3570258809541502, DGs/TheotherADs.

D00228,DGs/NSADs/NO6ADsS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.36241
836244064085,0.0758025862522148,0.08104552037670602,0.03618861101111
143,0.0773502485319578,0.09203139626865091,0.17943668943226693,0.458
14494812709217,DGs/WDs.

DB00323, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3020472032326
9285,0.08318971739152589,0.061062786800355144,0.026748117341718388,0
.053352117710316775,0.0776944639887767,0.2614432516172928,0.43650954
5150014, DGs/WDs.
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D00987,DGs/NSADs/NO4ADs,1,1,0,0,1,0,0,0,0,1.0000000000000007,0.32533
534197025615,0.07433519680901134,0.04849405581550574,0.0299935307237
45384,0.10836129744794273,0.06415126117405101,0.3372991616767046,0.3
3736549635303925, DGs/WDs.

D04226,DGs/NSADs/NO2ADs,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.30531
25337668589,0.06434183784568981,0.05398818491178492,0.02544072374602
1392,0.07606400676924578,0.0854777804941171,0.3057747789791388,0.388
91268725400213, DGs/WDs.

DB08969, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3540013485386
568,0.07980769676524839,0.0896114629765259,0.0376541641315469,0.0565
7704234878726,0.09035098231654826,0.25042459383414073,0.395574057627
20244,DGs/WDs.

DB00581, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.20352
722481063976,0.053013167290687016,0.047042292143684016,0.01856202872
101727,0.03667111176576804,0.04823862488948347,0.5062645588943366,0.
29020821629502364,DGs/TheotherADs.

DB01088, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.22049
616604024122,0.0508360817394513,0.04293273096770143,0.02186059009286
0954,0.05598043410867826,0.04888632913154934,0.44929938310181505,0.3
302044508579438, DGs/TheotherADs.

DpB04743,DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3172259262127
293,0.07540279571942048,0.07823972932998309,0.03555449509862799,0.05
566370086347688,0.07236520520122085,0.27714891715593276,0.4056251566
313378, DGs/WDs.

p07335,DbGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.31470001474734
144,0.0556154765689357,0.058099956990759795,0.03185857616977733,0.08
266645225756399,0.08645955276030463,0.27550515501843725,0.4097948302
3422114,DGs/WDs.

D02625,DGs/NSADs/NO5ADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.39941
177479614404,0.07050064286401711,0.044695842428829284,0.040450435212
31774,0.17458233422102823,0.06918252006995174,0.24249675024251913,0.
3580914749613369, DGs/NSADs/NO5ADs.

D04747,DGs/NSADs/NO6ADS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.33011
288203871314,0.07095035797846917,0.07204524004184965,0.0397276689702
98134,0.060725827178209235,0.08666378786988706,0.27536028097430415,0
.3945268369869826,DGs/WDs.

DB01117,DGs/TheotheranSs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.25143
99840228903,0.0558831190396229,0.04832234598962025,0.023016585230721
535,0.06875019042559254,0.05546774333733308,0.334111524457257,0.4144
484915198526, DGs/WDs.

pB00848, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3615162564747
042,0.07385616096883996,0.10304845757424949,0.03700145769666638,0.05
801013234242889,0.08960004789251957,0.1799633577734136,0.45852038575
188203, DGs/WDs.
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D02068,DGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.34970708423558
91,0.09135404939120581,0.08694075460159806,0.03568255205518925,0.052
1664474026838,0.08356328078491208,0.19468739590994652,0.455605519854
4643,DGs/WDs.

DB00734,DGs/TheotheranSs, 1,0,0,0,0,0,0,1,0,1.0000000000000007,0.37762
02546920979,0.05750696499591117,0.042557129345066565,0.0254388404481
50073,0.171236574404438,0.08088074549853208,0.2555384894181252,0.366
8412558897769, DGs/NSADs/NO5ADs.

D07132,DGs/NSADs/NO2ADS,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.31872
422944075746,0.11383824029834119,0.03066540816571874,0.0437845807035
0748,0.0627571679138212,0.06767883235936901,0.3362527981070829,0.345
0229724521595, DGs/WDs .

p05200, DGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.37702028483165
37,0.0978668690780777,0.07068119148086952,0.05153229616598243,0.0627
7589246024937,0.0941640356464747,0.16201435550623838,0.4609653596621
078, DGs/WDs.

DB00597, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.23406
82545565998, 0.06507827285527276,0.030337609408433233,0.0251305677573
61454,0.0671915129166088,0.046330291618923575,0.4746437402891596,0.2
9128800515424047,DGs/TheotherADs.

DB01145, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.24464
65172747905,0.05496209299961027,0.04120246307985484,0.01813078866271
101,0.06403778915976435,0.06631338337285002,0.40135164820553954,0.35
400183451966966, DGs/TheotherADs.

D07302,DGs/NSADs/NO4ADs,1,1,0,0,1,0,0,0,0,1.0000000000000007,0.31692
48217164979,0.06816589702077244,0.04456322196662893,0.04152554769599
96,0.09060843539928977,0.0720617196338071,0.27687324054473517,0.4062
01937738767,DGs/WDs.

D04924,DGs/NSADs/NO2ADs,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.41950
022148470123,0.11824368853998506,0.07818964911849956,0.0660961882551
0022,0.0630140030959503,0.09395669247516637,0.1641914228949918,0.416
3083556203068, DGs/NSADs/NO2ADs.

p00786,DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.30204720323269
285,0.08318971739152589,0.061062786800355144,0.026748117341718388,0.
053352117710316775,0.0776944639887767,0.2614432516172928,0.436509545
150014, DGs/WDs.

D05623,DGs/NSADs/NO6ADS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.38414
563661900153,0.09194336919385634,0.07037067671785777,0.0594034052744
3601,0.06490307072444396,0.09752511470840759,0.1655655071037696,0.45
028885627722876,DGs/WDs.

D02609,DGs/NSADs/NO5SADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.40215
06010686958,0.06544934261694216,0.04236209560048197,0.04973149527286
604,0.16470730064833577,0.07990036693007008,0.21328013191421108,0.38
456926701709276, DGs/NSADs/NO5ADs.
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D07299,DGs/NSADs/NO3ADS,1,1,0,1,0,0,0,0,0,1.0000000000000007,0.34761
67670176354,0.07486711633125256,0.09185094915080137,0.04238960796292
945,0.056054569028823525,0.08245452454382861,0.23518304812475907,0.4
172001848576054,DGs/WDs.

DBOO372, DGs /WDs, 1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3766751705525
717,0.06447535787116897,0.03680021134093415,0.04111135212067547,0.16
49459805547068,0.06934226866508646,0.2757501974652108,0.347574631982
2173,DGs/NSADs/NO5ADs.

D02574,DGs/NSADs/NO6ADS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.37909
73206067947,0.08933876144869621,0.08429949820687305,0.04977020776511
461,0.060695775645114754,0.09499307754099627,0.17610494050907813,0.4
44797738884127,DGs/WDs.

DB00790, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.26357
79148721642,0.05105907555027411,0.04320840350879526,0.02026985007350
973,0.061884766973790695,0.08715581876579429,0.39194709917185844,0.3
4447498595597736,DGs/TheotherADs.

D02623,DGs/NSADs/NO5ADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.37361
154505512484,0.06820897619735046,0.04330110558672402,0.0402662246860
0195,0.15327113956772825,0.06856409901732015,0.2516698914288182,0.37
4718563516057, DGs/WDs.

DB01238, DGs/TheotheranSs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.39564
601628196544,0.05253820120009315,0.04026362827183691,0.0244644964377
34826,0.2077102921490558,0.07066939822324497,0.2918485585722532,0.31
250542514578106, DGs/NSADs/NO5ADs.

DB00709, DGs/TheotheranSs, 1,0,0,0,0,0,0,1,0,1.0000000000000007,0.33340
1902172877,0.07557220286299483,0.09937679101438972,0.028837604863880
56,0.05772635785222428,0.07188894557938769,0.3105002945576586,0.3560
9780326946433, DGs/WDs.

D10509, DGs/NSADs/NO6ADS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.38776
24605308574,0.08011159320362254,0.11470709880938745,0.03579679670107
622,0.06011726908450574,0.09702970273226566,0.1952013044601114,0.417
03623500903086, DGs/WDs.

D02680,DGs/NSADs/NO5SADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.33619
277076149795,0.04665726335664178,0.02481520348057759,0.0259894669823
29613,0.18302103878281314,0.05570979815913587,0.35017671502057884,0.
31363051421792315,DGs/TheotherADs.

DB01112,DGs/TheotheraADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.19168
55460853707,0.040747903386684194,0.0337679782481194,0.01261465226825
29,0.044965751738299205,0.05958926044401495,0.5208843453005267,0.287
4301086141028, DGs/TheotherADs.

DB08994, DGs /WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3641251135609
7715,0.09120775453388646,0.054187653566180445,0.06847364632791751,0.
06549648253495981,0.08475957659803302,0.22748561254903085,0.40838927
38899918, DGs/WDs.

155



EK 2 (devam)

DB08905, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.2991430790215
116,0.09685548342785244,0.06146059142138474,0.029051443418119056,0.0
4869387566256572,0.06308168509158966,0.23411000591004172,0.466746915
0684468,DGs/WDs.

DB00728,DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.20858
499967293886,0.05774051781895473,0.02453969418736349,0.0209665700226
4096,0.05417111949712219,0.051167098146857444,0.4652820094627906,0.3
261329908642705,DGs/TheotherADs.

D07285,DGs/NSADs/NO2ADsS,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.30126
363762893804,0.08788581215434485,0.03019219246150666,0.0296639877302
01295,0.0828459017147006,0.07067574356818479,0.3986759665070417,0.30
00603958640201, DGs/TheotherADs.

DB00753, DGs/TheotheranSs, 1,0,0,0,0,0,0,1,0,1.0000000000000007,0.37386
35254846819,0.0827597566273761,0.09730803988197172,0.040001591738587
1,0.061556681045137215,0.098223745619160972,0.24345906979623724,0.382
6774047190809, DGs/WDs.

D04882,DGs/NSADs/NO5SADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.43127
11360059752,0.08512460900821744,0.09282609999504313,0.06561345073993
022,0.0886466529054508,0.09906032335733383,0.14785078819352476,0.420
8780758004997, DGs/NSADs/NO6ADs.

D01811,DGs/NSADs/NO2ADs,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.40159
657245143837,0.12339375791160608,0.10466426872617872,0.0309242557175
01313,0.06443482316913259,0.07817946692701976,0.22310032383045816,0.
3753031037181034,DGs/NSADs/NO2ADs.

DB01141,DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.17622
531339414352,0.04316553215086204,0.023507826766494683,0.010051537939
924743,0.05972456858432059,0.039775847952541465,0.5669199877927846,0
.2568546988130718, DGs/TheotherADs.

D07348,DGs/NSADs/NO6ADS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.34897
27383585105,0.07964066624580333,0.09115182459892666,0.03083165280865
5685,0.05295897252740155,0.0943896221777234,0.2014024627898794,0.449
6247988516099, DGs/WDs.

D00059,DGs/NSADs/NO4ADs,1,1,0,0,1,0,0,0,0,1.0000000000000007,0.33369
07175660102,0.07928182112075227,0.0857378306740387,0.028472468752885
83,0.05181908786301607,0.08837950915531735,0.30607419429881816,0.360
23508813517136,DGs/WDs.

DB06789, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.2140615293162
8927,0.043744927808053495,0.03302173373024354,0.015883021816481095,0
.08021287531837622,0.041198970643134936,0.4800705527938217,0.3058679
178898891, DGs/TheotherADs.

D03089, DGs/NSADs/N0O5ADs,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.43058
84466199023,0.13030348726152435,0.09620355340735268,0.05072239731683
357,0.0592260466978561,0.09413296193633577,0.1860622556993626,0.3833
492976807349, DGs/NSADs/N02ADs.
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D07304,DGs/NSADs/NO4ADs,1,1,0,0,1,0,0,0,0,1.0000000000000007,0.35655
31310364909,0.08727046415588638,0.08884677011326898,0.03088839511598
0082,0.05209184362944839,0.09745565802190718,0.26927727521222167,0.3
741695937512873,DGs/WDs.

D00681,DGs/NSADs/NO2ADs,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.35266
253400749537,0.08937544793010592,0.04718824599532103,0.0422950320149
7059,0.09837682653642336,0.07542698153067458,0.2827733429004841,0.36
45641230920204, DGs/WDs.

DB00688, DGs/TheotheranSs, 1,0,0,0,0,0,0,1,0,1.0000000000000007,0.27577
008264208436,0.05895618037257964,0.03907715727551826,0.0268629437670
0278,0.08271426540252837,0.06815953582445528,0.4095874046833834,0.31
464251267453214,DGs/TheotherADs.

p00556, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.34920260754900
02,0.10552372536090773,0.06262753627975334,0.038898771975190975,0.06
399692604154264,0.0781556478916056,0.166316938752401,0.4844804536985
988, DGs/WDs.

D02608, DGs/NSADs/NO5ADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.40156
982424008913,0.07268703120031665,0.04649721926548092,0.0529536365189
2405,0.14368275041617753,0.08574918683919017,0.21162711040665702,0.3
868030653532536,DGs/NSADs/NO5ADs.

DBO1546, DGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3760409834246
0063,0.0808214010834255,0.08317441464948228,0.039934142766151114,0.0
6099873505091111,0.11111228987463076,0.2001071745291619,0.4238518420
4623727,DGs/WDs.

DB00588, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.13089
30518814395,0.036503941883129894,0.023125503191138968,0.011365024451
670336,0.034921527567283235,0.02497705478821704,0.5729683653773925,0
.296138582741168,DGs/TheotherADs.

D06147,DGs/NSADs/NO2ADs,1,1,1,0,0,0,0,0,0,1.0000000000000007,0.43935
887589465306,0.12604562389815038,0.06677129641745053,0.0721338572152
635,0.06743117019373554,0.10697692817005348,0.14892089317430196,0.41
17202309310448, DGs/NSADs/NO2ADs.

DpB00532, DGs /WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.4200986556369
616,0.07438194013110254,0.1488160956285493,0.03724800206007722,0.073
45323121944027,0.0861993865977924,0.17521878957992026,0.404682554783
11793, DGs/NSADs/NO3ADs.

DB04813, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3044475231229
128,0.0753440177781157,0.07145495379644781,0.03446796243683974,0.052
227938617174736,0.0709526504943348,0.2185084668909354,0.477044009986
15176,DGs/WDs.

DpBO9185, bGs /WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3610018413828
5696,0.07977497989961645,0.0808475544659474,0.03880472408379426,0.05
442654170896746,0.10714804122453149,0.20240249020674908,0.4365956684
1039393, DGs/WDs.
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DB00615, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.20237
697998104964,0.0679302108731796,0.02013281977790428,0.01239873411881
0721,0.05865650320922199,0.043258712001933014,0.5288054524043136,0.2
6881756761463693,DGs/TheotherADs.

DB01245, DGs/TheotheraDnSs, 1,0,0,0,0,0,0,1,0,1.0000000000000007,0.31577
336071123163,0.054882150053177564,0.052401322060965684,0.02881387252
023643,0.08578249481459949,0.09389352126225231,0.2892450618892829, 0.
3949815773994856, DGs/WDs.

DB00614,DGs/Theotherans,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.29259
66766272949,0.06272760459635714,0.08540129545771107,0.02321496413941
3867,0.052470458795909655,0.06878235363790314,0.35009942270898314,0.
3573039006637219,DGs/WDs.

DB01193, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.26495
96522446206,0.060927931547871024,0.04319976346664711,0.0247487218973
95687,0.07372509261699967,0.062358142715707145,0.40804568262581065,0
.32699466512956865, DGs/TheotherADs.

DB01388, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.2576919544268
141,0.06241480264791561,0.031053724300881023,0.024708650581746292,0.
08598639029014117,0.053528386606130025,0.416029434310537,0.326278611
2626488, DGs/TheotherADs.

DB01079, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.2467353062063
8115,0.05443780796395976,0.048022339239211134,0.02219526969192996, 0.
0532922309573508,0.06878765835392947,0.38388148148997875,0.369383212
30364013, DGs/TheotherADs.

DB09004, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3784378241325
744,0.10930276393993947,0.057592594188108685,0.05826376427778617,0.0
6372578201606263,0.08955291971067746,0.2037360822962125,0.4178260935
7121303,DGs/WDs.

DB00646,DGs/TheotheraADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.14617
7284344115,0.043830471925634044,0.025244826436591202,0.0091132323254
59946,0.03570258015935128,0.032286173497078546,0.6178836845303438,0.
2359390311255414,DGs/TheotherADs.

D02671,DGs/NSADs/NO4ADs,1,1,0,0,1,0,0,0,0,1.0000000000000007,0.39725
777827490044,0.07976924988927289,0.05012595729784935,0.0572969539275
5007,0.13124827924064653,0.07881733791958184,0.18662357872608626,0.4
161186429990131,DGs/WDs.

DB01172,DGs/TheotheraADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.15617
610027702178,0.0333572497217145,0.027834993090369776,0.0129949552111
64281,0.04010482243727744,0.041884079816495834,0.5942895796515164,0.
24953432007146192,DGs/TheotherADs.

DB00431, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3842472466634
24,0.08283103212733854,0.1137852427986724,0.039463850302544956,0.064
17595433809684,0.08399116709677135,0.19385658843566825,0.42189616490
09075, DGs/WDs.
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DB00684, DGs/TheotheraDs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.15037
46145386743,0.03354084733009609,0.02646850708916264,0.01225997877754
2913,0.03832981083606789,0.03977547050580482,0.6103415981861546,0.23
928378727517108, DGs/TheotherADs.

D00394, DGs/NSADs/NO6ADS,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.43568
58177573898,0.08789965347434671,0.07488551895586165,0.07993506866903
63,0.08951708826138612,0.1034484883967593,0.16618810986659638,0.3981
260723760136, DGs/NSADs/NO6ADs.

DB01101, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.25962
104850621065,0.047532568319822256,0.05026065315843046,0.017302028846
419754,0.06455670854483998,0.07996908963669819,0.4474872638438948,0.
2928916876498944,DGs/TheotherADs.

DB08989, bGs /WDs, 1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3996004520023
659,0.11644704617599162,0.09947710894533325,0.03621988585499972,0.06
520301226523673,0.0822533987608048,0.18784956763995694,0.41254998035
7677,DGs/WDs.

D01190,DGs/NSADs/NO3ADS,1,1,0,1,0,0,0,0,0,1.0000000000000007,0.39892
74846791635,0.08190492179898315,0.12997002858058965,0.04053846007354
964,0.07373697380534543,0.07277710042069568,0.19654244413147254,0.40
45300711893638,DGs/WDs.

DB01118,DGs/TheotheranSs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.28794
169722661,0.05530470884816864,0.029847120339729586,0.025743116251905
594,0.10929461107085618,0.06775214071595008,0.3432432891525249,0.368
8150136208649, DGs/WDs.

DB00701, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.18237
763200245602,0.04721112781983154,0.02578284373495691,0.0103182602384
40933,0.046120240866533456,0.052945159342693136,0.5391935444949374,0
.27842882350260684, DGs/TheotherADs.

DB00631, DGs/TheotheraADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.24870
469363884679,0.051266057636983664,0.04998220664878899,0.017992993560
901088,0.045706596997876735,0.0837568387942963,0.44373658612077227,0
.30755872024038106, DGs/TheotherADs.

D07306,DGs/NSADs/NO4ADs,1,1,0,0,1,0,0,0,0,1.0000000000000007,0.39726
96414920533,0.0994319483774853,0.057294212501425426,0.07207139292911
686,0.06911180441621527,0.09936028326781067,0.18912851199474856,0.41
360184651319803,DGs/WDs.

DB00729, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3635556720876
783,0.07685721703335685,0.08730602144855826,0.04472414326904948,0.05
878064267799156,0.09588764765872229,0.1918461295406036,0.44459819837
17178,DGs/WDs.

pB04832, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3521987821456
936,0.07890097935891764,0.060089874505905916,0.04889107423460938,0.0
7302983748931222,0.09128701655694854,0.17174383212312289,0.476057385
73118334,DGs/WDs.
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DB01211, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.18825
24698770836,0.05080657619982978,0.021846600089823174,0.0314593858085
3735,0.050977217782711984,0.03316268999618124,0.5049272317008353,0.3
068202984220809, DGs/TheotherADs.

D02536, DGs/NSADs/NO6ADs,1,1,0,0,0,0,1,0,0,1.0000000000000007,0.25911
221888667174,0.06727503343546601,0.04935343790158225,0.0235313071008
5734,0.05314029911101652,0.06581214133774956,0.3758675561724061,0.36
5020224940922, DGs/TheotherADs.

DpB04898, DGs/WDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.2150070967695
3286,0.05850023712684523,0.028178050260463196,0.013973371645584048,0
.063484798790649,0.05087063894599134,0.5226552425497504,0.2623376606
8071684, DGs/TheotherADs.

D07313,DGs/NSADs/NO5ADS,1,1,0,0,0,1,0,0,0,1.0000000000000007,0.42882
410761032697,0.0857627435773065,0.06341012940921822,0.07929228752987
938,0.10557759133220422,0.09478135576171896,0.16818396903761457,0.40
29919233520582,DGs/NSADs/NO5SADs.

DB01259, DGs/TheotheraADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.22719
426590927502,0.0373411431459561,0.0246947517832895,0.012834390135380
491,0.07935407639317835,0.07296990445147056,0.47140448706240223,0.30
14012470283228,DGs/TheotherADs.

D00538, DGs/NSADs/NO3ADS,1,1,0,1,0,0,0,0,0,1.0000000000000007,0.35363
508698993984,0.08137901390401842,0.09585748703877134,0.0284654908992
3822,0.06810462685183426,0.07982846829607773,0.24605459104346153,0.4
003103219665985,DGs/WDs.

DB01218, DGs/TheotherADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.30226
056421730796,0.06588108336326863,0.026456990624716556,0.039350896245
08045,0.1219617447082529,0.048609849275989436,0.37837214734032215,0.
31936728844236983,DGs/TheotherADs.

DB01220, DGs/TheotheraADs,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.16996
679685143967,0.05334460292879058,0.021156127281114653,0.008639909044
568739,0.04415063549931373,0.04267552209765197,0.5820202094899813, 0.
24801299365857907,DGs/TheotherADs.

pB04824, bGs/wWDs,1,0,0,0,0,0,0,0,1,1.0000000000000007,0.3460914048680
8154,0.11904365351900777,0.0667877825521533,0.03442094603272652,0.05
3157541570116776,0.07268148119407726,0.24712961822833493,0.406778976
90358344,DGs/WDs.

DB01200, DGs/Theotherans,1,0,0,0,0,0,0,1,0,1.0000000000000007,0.28111
2157500925,0.100252739451363,0.021080435866009262,0.0155525194029703
68,0.09841780037991753,0.045808662400664835,0.4714880094760828,0.247
39983302299218,DGs/TheotherADs.
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