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OZET

KORONER ARTER HASTALIGININ RiSK FAKTORLERININ
IRDELENMESINDE ALTERNATIF BiR YAKLASIM:
GENETIK ALGORITMALAR

SENOL, Hande
Yiksek Lisans Tezi, Biyoistatistik ABD
Tez Yoneticisi: Prof. Dr. Beyza AKDAG
Ocak 2014, 73 Sayfa

Bilgisayar uygulamalarinin her alanda yaygin olarak kullanildig giiniimiizde,
potansiyel olarak depolanan veri hacmi hizla artmaktadir. Ozellikle saghk
sektoriinde depolanan ancak kullanilmayan bilgilerin hayata gecirilmesi islemi,
biiyilk onem tasimaktadir. Veri tabanlarinda toplanan cok biiyiikk hacimli
verilerden, anlamh bilgilerin elde edilmesi icin gelistirilen ve ozellikle son yillarda
yaygin kullanim alanlar1 bulan yontemler veri madenciligi yontemleri olarak
adlandirihrlar. Bu alanda bircok algoritmadan faydalamlmaktadir. Genetik
Algoritmalar (GA) yonteminde problemler sanal olarak evrimsel stirecten gecirilir
ve bu siire¢ sonunda en iyi sonucu veren ¢oziime ulasilmaya ¢ahsilir.

Bu calismada, GA ile optimize edilerek simiflama yapilmis olan 20, 50, 100, 500
ve 1000 agach Random Forest (RF) sonuglari; tek bir Karar Agacindan elde edilen
sonuclarla, GA ile optimizasyon yapilmams olan 20, 50, 100, 500 ve 1000 agach RF
sonuclariyla aym zamanda da siniflamalara etki eden en onemli 9 degisken temel
alinarak simiflama yapilmis olan 20, 50, 100, 500 ve 1000 agach RF sonuclariyla

kiyaslanmstir.

Yapilan bu ¢calismadan elde edilen sonu¢lardan yola ¢ikilarak, GA yontemiyle
optimize edilerek kurulan RF modellerinin, optimize edilmemis olan RF
modellerine oranla cok daha yiiksek basariya sahip oldugu soylenebilir. Ayni
sekilde RF modellerinin siniflama basarisim yiikseltmesi acisindan, aga¢ sayis1 kac¢
olursa olsun, kurulacak olan modellerin GA yontemiyle optimize edilmesi yapilan

bu calisma sonucunda ulasilabilen en 6nemli sonu¢ olmaktadir.

Anahtar Soézcikler: Genetik Algoritma, Random Forest, Siiflama ve

Regresyon Agaclari



ABSTRACT

AN ALTERNATIVE APPROACH TO THE EXAMINATION OF CORONARY
ARTERY DISEASE RISK FACTORS:
GENETIC ALGORITHMS

SENOL, Hande
M. SC. Thesis, Biostatistics
Supervisor: Prof. Dr. Beyza AKDAG
January 2014, 73 pages

In the present day that computer applications are widely being used in all
areas, potentially the data volume being stored is rapidly increasing. Particularly,
putting into practice the stored but not used data in the health sector has a great
importance. Methods which are developed for obtaining significant informations
from huge datas accumulated in data bases, and which are finding wide are of
usage particularly in late years, are called data mining. In this area many
algorithms are followed up. In Genetic Algorithms (GA) method, problems are
virtually undergone an evolutionary process, and at the end of this process it is

tried to achieve the solution giving the best result.

In this study, 20, 50, 100, 500 and 1000 trees Random Forest (RF) results
classified by optimizing with GA were compared with; the results obtained from
only one Decision Tree, nonoptimized 20, 50, 100, 500 ve 1000 aga¢h RF results, at
the same time 20, 50, 100, 500 ve 1000 trees RF results classified based on the most
important 9 variables affecting the classifications.

Setting out from the results of this study, it can be speculated that the RF
models optimized by GA method have greater succes than nonoptimized RF
models. In the same way, the most important result achieved in this study is that,
in terms of increasing the succes in classification of RF models, optimizing the

established models by GA method irrelevant from the number of trees.

Key Words: Genetic Algorithms, Random Forest, Classification and Regression
Trees
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1.GIRIS

Bilgisayar uygulamalarimin her alanda yaygin olarak kullanildigi gilintimiizde,
potansiyel olarak depolanan veri hacmi hizla artmaktadir. Ozellikle saglik sektdriinde
depolanan ancak kullanilmayan bilgilerin hayata gecirilmesi islemi, biliyiik onem
tagimaktadir. Veri tabanlarinda toplanan ¢ok biiylik hacimli verilerden, anlamli
bilgilerin elde edilmesi icin gelistirilen ve 6zellikle son yillarda yaygin kullanim alanlar
bulan yontemler veri madenciligi yontemleri (VM) olarak adlandirilirlar (Kahraman
2010). Bu yontemler (¢ temel alanda hizmet vermektedirler. Bu alanlar kiimeleme,
tahmin ve siniflamadir (Kaya 2010). VM g¢esitli degisik branglardan farkli teknik ve
metotlar1 icermektedir. VM alaninda bircok algoritmadan faydalanilmaktadir. Genetik
Algoritmalar (GA), Karar Agaglari, Random Forest, Bulanik Mantik ve Yapay Sinir
Aglar1 kullanilan algoritmalardan bazilaridir (Dogan 2007).

GA, dogal se¢im ilkelerine dayanan bir arama ve optimizasyon yoOntemidir.
Karmasik ¢ok boyutlu arama uzayinda en iyinin hayatta kalmas1 ilkesine gore bitiinsel
en iyi ¢oziimii arar. Temel ilkeleri John Holland tarafindan ortaya atilmistir. GA’nin,
fonksiyon optimizasyonu, mekanik 6grenme, tasarim, hiicresel {iretim gibi alanlarda
basarili uygulamalari bulunmaktadir. Geleneksel optimizasyon yontemlerine gore
farkliliklar1 olan GA, parametre kiimesini degil kodlanmis big¢imlerini kullanirlar.
Olasilik kurallarina gore calisan GA, yalnizca amag fonksiyonuna gereksinim duyar.
Coziim uzayinin tamamini degil belirli bir kismini tarar. Boylece, etkin arama yaparak

¢ok daha kisa bir stirede ¢oziime ulasir (Goldberg 1989).

GA, problemlere tek bir ¢6ziim iretmek yerine farkli ¢oziimlerden olusan bir
¢coziim kiimesi TUretir. Boylelikle, arama wuzayinda aym1 anda birgok nokta
degerlendirilmekte ve sonugta biitiinsel ¢dziime ulagma olasilig1 yiikselmektedir. C6zim
kiimesindeki ¢oziimler birbirinden tamamen bagimsizdir. GA, problemlerin ¢ozimu

icin evrimsel siireci bilgisayar ortaminda uygular.

Veriler, hacim olarak sayfalarca yer kaplarlar ancak boyle bir durumda islenmemis
veri olduklart igin kullanim degerleri azdir. Sayilar islenip Ozetlenirse, harfler

diizenlenerek anlamli ciimleler haline doniistiiriiliirse, uygun grafikler olusturulursa



12

ancak o zaman veri bilgiye doniistiiriilmiis olacaktir. Bilgi, veriye gore hacim olarak
daha az yer kaplar ancak kullanim degeri olarak daha giigliidiir. VM, biiyiik hacimli veri
tabanlarindaki gizli bilgi ve yapiyr agiga ¢ikarmak icin, cok sayida veri analiz aracini

kullanan yontemler biitiiniidiir (Gtilten ve Dogan 2008, Yildiz 2010).

Tip alaninda kullanilan standart yazilimlar; verinin daginik yapida olmasi, ¢ok
farkli tiirlerinin s6z konusu olmasi, Orneklerin karsilastirilamamasi, kritik farklarin
tespit edilememesi, veritabanlar1 lizerinden sistematik ve tutarl analizler yapilamamasi
gibi nedenlerden dolayi, saglik personeli tarafindan yetersiz olarak goriilmektedir. Bu
baglamda gerekli bilgileri depolayan, yoneten, bir uzman bilgi sistemi ile temel
analizini saglayan ve karar veren bir yapiy1 iceren VM devreye girmektedir. Ayrica VM
yontemleri saglik personeline kolaylik ve pratiklik sagliyor olmasi nedeniyle tip
alaninda kabul goren ve gelecekte de gorecek olan bir yontemdir (Giilten ve Dogan

2008).

Verinin igerdigi ortak 6zelliklere gore ayristirilmasi islemi “siiflandirma” olarak
adlandirilmaktadir. Siniflama; smifi tanimlanmis verilerden yola ¢ikarak, smifi belli
olmayan verilerin sinifin1 belirlemek iizere kullanilan veri madenciligi modelidir (Han
ve Kamber 2006). Siniflandirma isleminde 6ncelikle tahmin i¢in kullanilacak bir model
olusturulur. Olusturulan bu model, sinift belli olmayan veriler iizerinden uygulanarak
siiflar tahmin edilir (Han ve Kamber 2006). Siniflandirma yontemlerinden basglica
kullanilanlari; Karar agaglari (KA), Random Forest (RF), Yapay sinir aglari, Destek
Vektor Makinesi, Bayes siiflandiricilar seklinde ifade edilebilir. Smiflandirma igin
kullanilan yontemlerin basinda gelen KA; ¢ok sayida bilgi i¢eren bir veri kiimesini, bazi
kurallar1 uygulayarak daha kiiciik kiimelere bolmek i¢in kullanilan bir yontemdir. RF
ise ¢cok sayida karar agacindan olusan ve karar vermek i¢in her agacin smiflama

performansina gore en iyi siniflama sonucunu kullanan bir yontemdir.

Literatiirde, siniflama yontemleri kullanilarak yapilmis ¢ok sayida ¢alisma vardir.
Ancak genetik algoritma optimizasyonu kullanilarak yapilmis olan siniflama calismasi
sayist oldukga azdir. Yapilmis olan bu ¢calismadaki amag; koroner arter hastaliginin risk
faktorlerini GA yontemiyle optimize ederek, RF yonteminin GA optimizasyonlu ve

optimizasyonsuz sonuglarini karsilagtirarak daha iyi bir siniflama basarisi elde etmektir.
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Benzer bir caligma daha Once Jefferson ve arkadaslari tarafindan yapilmistir.
Calismada kanser hastalarindan elde edilen bir veri seti iizerinde genetik algoritma ve
lojistik regresyon yontemleri karsilastirilmis ve genetik algoritmanin lojistik regresyona
gore daha iyi tahmin sonucu verdigi ortaya konulmustur (Jefferson vd 1997). Baska
benzer bir ¢calismada Bozcuk ve arkadaslari tarafindan yine kanser hastalari tizerinde
genetik algoritma ve diger veri madenciligi metotlarinin karsilagtirilmasina yonelik
olarak yapilmistir (Bozcuk vd 2004, Samur vd 2009). (Laurikkala ve Juhola 1998,
Fidelis vd 2000, Dogan 2006, Sanz vd 2008, Er vd 2009, Tanwani ve Farooq 20009,
Yildiz vd 2012) yapmis olduklar1 ¢aligmalarda da karsilastirmis olduklari yontemlere

gore GA yonteminin stiinliiglinli gostermislerdir.

Bu calismada, genetik algoritma ile optimize edilerek siniflama yapilmis olan 20,
50, 100, 500 ve 1000 aga¢li RF sonuglari; tek bir KA’dan elde edilen sonuglarla,
genetik algoritma ile optimizasyon yapilmamis olan 20, 50, 100, 500 ve 1000 agag¢li RF
sonuglariyla ayn1 zamanda da siniflamalara etki eden en 6nemli 9 temel degisken
aliarak siniflama yapilmis olan 20, 50, 100, 500 ve 1000 agac¢li RF sonuglariyla

kiyaslanmistir.
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2. KURAMSAL BiLGILER

2.1. Genetik Algoritmalar

Veri madenciligi yontemlerinin iginde yer alan ve heniiz saglik alaninda yaygin
olarak kullanilmayan Genetik Algoritmalar (GA), Darwin’in evrim teorisinden
esinlenerek ortaya ¢ikmistir ve evrim teorisi ilkelerine dayali olasilik tabanli arastirma
yontemleridir (Nabiyev, 2010). GA genel anlamda, dizilerden olusan bir popiilasyona
secim (Selection), caprazlama (Crossover) ve mutasyon (Mutation) islemlerinin
uygulanmasini igerir. Bu islemlerin uygulanmasindan sonra yeni bir popiilasyon (yavru
popllasyon) meydana gelir. Yeni popllasyon eski (ebeveyn) populasyon ile yer
degistirir. Her dizinin bir uyum degeri mevcuttur. Diziler uyum degerlerine gore
secilirler. Ortalama uyum degerinin lizerinde uyuma sahip dizilerin gelecek kusaklarda
temsil edilme olasilig1 daha yiiksektir. Evrim siireci sayesinde, popiilasyonun ortalama
uyumu giderek artar ve ilerleyen kusaklarda daha iyi uyum degerleri elde edilir (Tagkin
ve Emel 2009).

Bu yontemde, problemler sanal olarak evrimsel strecten gegirilir ve bu sireg
sonunda en iyi sonucu veren ¢0ziime ulasilmaya calisilir (Elmas 2011). Baska bir
ifadeyle ¢6ziim de evrimlesmis olur. Son yillarda GA’lara ilgi biliyliyerek artmaktadir.
GA, hem problem c¢ozme hem de modelleme igin kullanilimaktadir. Geleneksel
yontemlerden daha etkilidir ve ¢o6ziimlemede yapilacak kiiglik degisikliklerle
tanimlanabildiginden dolayr da daha esnektir (Mitchell 1999). Her problemin
¢Ozlimiinde problemin yapisina gore bir genetik algoritma olusturulabilir (Michalewicz
1992). Genetik algoritma, problem ¢dziimii i¢in kullanilan bir yontem degildir. Bununla
birlikte genetik algoritma bir problemin ¢6zimini elde etmek icin izlenen yol olarak
ifade edilebilir. GA’larin 6nemli Ozelliklerinden birisi de bir dizi ilizerinde ¢6zimi
aramas1 ve bu sayede cok sayida ¢O6zlim igerisinden en iyiyi secebilmesidir (Shah ve

Kusiak 2007).
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2.1.1. Genetik Algoritmalarin Tarihcesi

Michigan Universitesinde bulunan John Holland ve arkadaslarinin liderliginde
yapilan c¢alismalar sonucu 1970’li yillarda GA teknigi ortaya ¢ikmis ve 1975 yilinda
Holland; “Dogal ve Yapay Sistemlerin Uygulanmasi” adli kitab1 yaymnlamistir
(Sivanandam ve Deepa 2008). Michigan Universitesinde psikoloji ve bilgisayar bilimi
uzmani olan John Holland bu konuda ilk ¢aligmalar1 yapan kisidir. Mekanik 6grenme
(machine learning) alaninda c¢alisan Holland, Darwin’in evrim kuramindan etkilenerek
canlilarda yasanan genetik siireci bilgisayar ortamina tasimay: diisiinmiistiir. Tek bir
mekanik yapinin 6grenme yetenegini gelistirmesi yerine bdyle yapilardan olusan bir
toplulugun c¢ogalma, ciftlesme, mutasyon vb. genetik siire¢lerden gegerek basarili
(6grenebilen) yeni bireyler olusturabildigini goérmiistiir. Arastirmalarini arama ve
optimumu bulma i¢in dogal segme ve genetik evrimden yola ¢ikarak yapmustir (EImas

2011).

2.1.2. Genetik Algoritmalarin Arastirma Teknikleri Icerisindeki Yeri ve Uygulama

Alanlan

En iyileme probleminin ¢6ziiminde belirli matematiksel ifadelere veya kurallara
dayanan algoritmalar kullanilir. Bazi algoritmalar gercek ¢6ziimii bulmayr garanti
edemezler. GA bu konuda olduk¢a basarilidir. Diger yandan bir problemin ¢6ziimii ig¢in

farkli arastirma teknikleri de kullanilabilir. (Elmas 2011).

Rastgele arastirma teknikleri, temelde sayma teknikleri gibidir fakat arastirmada
kullanilabilmesi i¢in ek bilgiye ihtiyag duyarlar. Bu arastirma teknigi ile ¢ok karmasik

sistemler ¢c6zimlenebilir.

GA’larin fonksiyon optimizasyonu, otomatik programlama ve bilgi sistemleri,
mekanik Ogrenme gibi alanlarda basarili uygulamalart bulunmaktadir. Geleneksel
optimizasyon yontemlerine gore farkliliklar1 olan GA, parametre kiimesini degil
kodlanmis big¢imlerini kullanir. Olasilik kurallarina gore calisan GA, yalnizca amag
fonksiyonuna gereksinim duyar. Coziim uzayinin tamaminmi degil belirli bir kismini
tarar. Boylece, etkin arama yaparak cok daha kisa bir siirede ¢oziime ulasir (Goldberg

1989).
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GA’larin  geleneksel optimizasyon yontemlerine oldugu gibi yapay zeka
yontemlerine gore de ¢esitli tistiinliikleri bulunmaktadir.

GA’y1 diger yontemlerden ayiran en belirgin 6zellikler asagida belirtilmistir:

- GA, parametre kodlaryla calismakta, parametrelerin kendisiyle dogrudan
ilgilenmemektedir.

- GA, tek bir alana bagimli kalarak ¢6ziim aramamakta popiilasyonun
tamamindan ¢oziimii aramaktadir.

- GA, ne yaptigmm1 degil nasil yaptigmi bilmektedir. Yani GA amag islevini
kullanir, sapma degerleri veya diger hata faktorlerini kullanmaz.

- GA’nin uygulanmasinda kullanilan islemler rastlantisal yontemlere dayanmakta,

belirli ve kesin yontemler kullanmamaktadir (Taskin ve Emel 2009).
2.1.3. Genetik Algoritmalarin Temel Kavramlari
Gen

Kendi bagina anlamli genetik bilgi tasiyan en kii¢lik genetik yapidir yani kromozom
icerisindeki tek bir Ozelliktir. GA’da kullanilan gen yapilari arastirmacinin

tanimlamasina bagl olarak degisir.
Kromozom

Kromozom, bir bireyin tam bir ifadesidir. Birden fazla genin bir araya gelerek
olusturdugu diziye denir. Kromozomlar, alternatif aday ¢oziimleri gosterirler.
Kromozomlar GA yaklasiminda iizerinde durulan en oOnemli birim oldugu igin

bilgisayar ortaminda iyi bir bicimde ifade edilmeleri gerekir. (Civril 2009).

Popiilasyon (Yigin)

Kromozomlardan olusan topluluga denir. Popiilasyon, gecerli alternatif ¢oziim
kiimesidir. Popiilasyondaki birey sayisi (kromozom) genellikle sabit tutulur. GA’da
populasyondaki birey sayisi ile ilgili genel bir kural yoktur. Popiilasyondaki kromozom
sayist arttikca ¢oziime ulagma siiresi (iterasyon sayisi) azalir. Problemin 6zelligine gore

secilecek olan popiilasyon sayisi arastirmaci tarafindan net bir bicimde belirlenmelidir.
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Allel

Bir 6zelligi temsil eden bir genin alabilecegi degisik degerlere denir. Genin degerini
gosteren terimdir. Ornegin; yon bir gen olarak gdsterilirken, bu genin allelleri “sag”,

99 <¢

“sol”, “on”, “arka” degerlerini alabilir.

Genotip

Genetik programlar tarafindan ortaya ¢ikarilan ¢6ziim yapisina genotip denir. Yani

bir canlinin sahip oldugu genlerin toplamidir.

Fenotip

Genotip 6zelliklerin bireyin dis yapisinda ya da fiziksel goriintisiindeki yansimasina

fenotip denir. Yani canlinin dig goriiniisiidiir.
2.1.4. Genetik Algoritma Islemcileri
2.1.4.1. Secim Islemcisi

Secim islemi, uygunluk degerini temel alarak, topluluktan uygunluk degeri diisiik
olan bireylerin elenmesi ve yerlerine uygunluk degerleri yiiksek olan bireylerin
kopyalarinin  konulmasidir. Uygunluk degeri; hangi bireyin sonraki topluluga
taginacagini belirtir. Bir dizinin uygunluk degeri, problemin amag fonksiyonu degerine
esittir. Bir dizinin giici uygunluk degerine bagli olup iyi bir dizi, problemin yapisina
gbre maksimizasyon problemi ise yliksek, minimizasyon problemi ise diisiik uygunluk

degerine sahiptir.

Se¢im asamasinin énemi, toplulugun boyutu ile iligkilidir. Se¢imde kii¢iik topluluk
boyutu ile calisilmasi durumunda topluluk c¢esitlendirmesi olasi iyi alternatiflerin
olusmast i¢in yetersiz kalabilir. Bu sebeple secimde, topluluktaki bireylerin
cesitlendirmesini daraltan bir yontemin uygulanmasi iyi sonu¢ vermeyebilir (Parlak

2007).

Se¢im islemcisi olarak gelistirilmis bircok yontem bulunmaktadir. En yaygin
kullanilanlar roulette wheel selection, tournament selection, elitist selection ve siralama

(ranking selection) yontemleridir.
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2.1.4.1.1. Roulette Wheel Selection (Rulet Tekeri Se¢im Yontemi)

Bu yontemde her dizi uyum degeriyle orantilt bir olasilik degeri ile secilmektedir.
Rulet tekerleginin yiizeyi dizilerin uyum degerleri ile orantili olarak isaretlenir.
Tekerlek ka¢ defa dondiiriiliirse her seferinde bir dizi, esleme havuzuna atilir. Daha 1yi
uyum degerine sahip diziler tekerlekte daha fazla yer aldiklarindan onlarin secilme

sanslar1 daha yiiksektir. (Yu ve Gen 2010)
2.1.4.1.2. Tournament Selection (Turnuva Sec¢im Yéntemi)

Turnuva seciminde bir eslestirme havuzu vardir ve rastgele secilen genler bu
eslestirme havuzuna atilir. Popiilasyonda bulunan bireyler igerisinden en yiiksek
uygunluk degerine sahip olanlar eslestirme havuzuna alinirlar ve geriye kalan bireyler
icerisinden yeni bir turnuva se¢imi daha yapilir. Turnuvanin boyutu kadar bu isleme
devam edilir. Sonugta havuzda olusan bireylerin uygunluk degerleri yiikseltilmis olur

(Kaya 2010).
2.1.4.1.3. Elitist Selection (Elitist Se¢im Ydntemi)

Elitist se¢im yonteminde toplulugun en iyi bireyi korunarak, toplulugun geri kalan
elemanlart uyum orantili se¢cim yontemlerinden birisi kullanilarak yeni bireyler ile
degistirilir. Burada hedef en iyi uyum degerine sahip bireyin, genetik islemciler
kullanildiginda kaybolmasin1 Onlemektir. Elitizm kullanilmadiginda, GA rastgele
aramaya doOniisiir, sonuca ulasilmast zordur ya da ulasilsa bile bir sonraki nesile
aktarilamadigindan ¢oziim elde edilemez. Elitizm, GA icin ¢ok énemlidir. Elitizm diger

secim yontemleri ile beraber de kullanilabilir (Parlak 2007).
2.1.4.1.4. Ranking Selection (Siralama Yontemi)

Bu yontemde tiim diziler uyum degerlerine goére artan bir sekilde siralanir. Uygun
bir fonksiyon yardimiyla en yiiksek uyumlu olanlar havuza daha fazla kopya birakir, en
kotii uyumlu olan dizilerden ise kopya elde edilememis olur. Bu yontemde, arama hizi

yuksektir.
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2.1.4.2. Caprazlama islemcisi

GA igerisindeki ¢aprazlama islemi, bireyler arasindaki bilgi degisimini
gerceklestirerek daha iyi bireylerin iiretilmesini saglar. Caprazlama yapilirken iki
bireyin belirli genleri karsilikli olarak yer degistirir. Boylelikle iki yeni birey baska bir
deyisle iki yeni olas1 ¢dziim iiretilmis olur. Caprazlama islemini gergeklestirmek i¢in ilk
olarak, tireme islemi ile olusturulmus eslestirme havuzundaki yeni kopyalanmig dizinin
elemanlar rastgele eslenir. Ikinci olarak, segilen dizilerin degerleri, rastgele se¢ilmis
caprazlama noktasindan itibaren karsilikli olarak degistirilirler. Caprazlamalar,
problemlerin tiiriine gore degisiklikler gostermektedir. Ele alinan probleme bagli olarak,
kullanict tarafindan segilen 4 farkli ¢aprazlama yontemi bulunmaktadir. Temel olarak
kullanilan ¢aprazlama yontemleri olan tek nokta caprazlama ve iki nokta caprazlama
yontemleri kisaca agiklanmistir. Bunlara ek olarak, daha seyrek kullanilan diger

caprazlama yontemleri ise cok nokta ¢aprazlama ve uniform ¢aprazlama yontemleridir.

¢+ Tek nokta caprazlama

Havuzdaki diziler rastgele eslesirler. Secilen her dizi ¢ifti i¢in ilk ve son gen disinda
aradaki genlerden rastgele bir yer segilir. Burasi ¢aprazlama noktasini gosterir. Bu
noktadan sonra gelen genler her iki dizide karsilikli olarak yer degistirir. Bu islem
igin diziler ayni uzunlukta olmalidir. Asagidaki dizilerde 3. konum c¢aprazlama
noktas1 olacak sekilde orneklenecek olursa, bu noktadan sonraki genler
caprazlandiginda yeni diziler elde edilmis olur.

P1=1,0,0,[1,1,1,1,0] = P1’ =1,0,0,[1,0,0,1,0]

P2=1,0,1,[1,0,0,1,0] => P2’ =1,0,1,[1,1,1,1,0]

% [Iki nokta caprazlama

Bu yontemde dizi Uzerinde ilk ve son genler hari¢ iki tane rastgele nokta secilir.
Caprazlama islemi secilen bu iki nokta arasindaki genlerin yer degisimidir.
Asagidaki dizilerde 1. ve 5. genden sonra gelen aralik ¢aprazlama noktalar1 olacak
olursa, bu iki nokta arasinda kalan genler ¢aprazlandiginda yeni diziler elde edilmis
olur.

P1=1,[0,0,1,1],1,1,0=>P1’ =1,[0,1,1,0],1,1,0

P2 =1,[0,1,1,0],0,1,0 => P2’ =1,[0,0,1,1],0,1,0
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2.1.4.3. Mutasyon Islemcisi

GA’larda bir diger islemci olan mutasyon, olusan yeni ¢éziimlerin 6nceki ¢ozimii
kopyalamasin1 6nlemek ve sonuca daha hizli ulasmak amaciyla kullanilmaktadir.
Ornegin; ikili bir kodlamanm kullanildig1 bir dizide, mutasyon islemcisi ile rastgele
secilen bireyin degeri 1 ise 0 veya 0 ise 1 seklinde degistirilerek yeni bir dizi elde edilir.
Mutasyon islemcisi olarak, ele alinan problemin yapisina en uygun olarak

asagidakilerden birisi segilir.

» Ters cevirme

+ Ekleme

*  Yer degisikligi

* Karsilikli Degisim

Mutasyon islemcilerinin uygulamalar1 Sekil 2.1°de goriilmektedir. Sekilde alt1 ¢izili
olarak verilen eleman degerleri mutasyona ugramis elemanlar1 gostermektedir. Ters
cevirmede, kromozomdan rastgele iki pozisyon segilir ve iki ucu arasinda ters gevrilir.
Eklemede, rastgele bir parga segilir ve rastgele bir yere yerlestirilir. Yer degisikliginde
rastgele bir alt dizi secilir ve rastgele bir yere yerlestirilir. Karsilikli degisimde ise

rastgele secilen iki genin yerleri degistirilir.

0111000101

\ 4 l y

0100110101 0101000101 0101011100 0011010101

Ters Cevirme Ekleme Yer Degisikligi Karsilikh

Mutasyonu Mutasyonu Mutasyonu Degisim
Mutasyonu

Sekil 2.1 Mutasyon yontemleri ve etkileri (Bolat vd 2004)
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2.1.5. Genetik Algoritmalarin Temel Teoremi

GA’larin nasil arama yaptigi alt dizi kavramiyla aciklanmaktadir. Alt diziler,
genetik algoritmalarin davraniglarini agiklamak i¢in kullanilan teorik yapilardir. Bir alt
dizi, belirli dizi kiimeleri arasindaki benzerligi tanimlayan bir dizidir. Alt diziler,
{0, 1, *} alfabesi kullanilarak tanimlanir. Ornegin H alt dizisi, ilk konumunda 0, ikinci
ve dordiincli konumunda 1 degeri olan kromozomlar dizisi i¢indir.

H=01*1%

* sembolii, dizinin o konumunun hangi degeri aldiginin 6nemli olmadigi anlamina
gelmektedir. Dizi o konumda 0 veya 1 degeri alabilir. Eger bir x dizisi, alt dizinin
kalibina uyarsa x dizisine “H’nin bir Ornegidir” denir. Alt dizilerin iki ozelligi

mevcuttur. Bu 6zellikler asagida verilmistir (Goldberg 1989).

- Alt dizi derecesi: Bir H alt dizisinin derecesi o(H) ile gosterilir ve mevcut alt
dizi kalibinda bulunan sabit konumlarin sayisidir. Bu sayi, ikili alfabede 0 ve 1

degerlerinin sayisinin toplamina esittir.

- Alt dizi uzunlugu: Bir H alt dizisinin uzunlugu 6(H) ile gosterilir ve mevcut alt

dizi kalibinda bulunan belirli ilk ve son konumlar arasindaki uzakliktir.

GA’nin temel teoremi ise soyle aciklanmaktadir (Yeniay 2001): Popiilasyon
ortalamasinin Ustliinde uyum giicli gdsteren, kisa uzunluga ve diisiik dereceye sahip alt
diziler zamanin ilerlemesiyle iissel olarak cogalirlar. Bu c¢ogalma, genetik islemler
aracilig ile gerceklesmektedir ve sonugta ana-babadan daha iistiin 6zellikler tagiyan
bireyler ortaya ¢cikmaktadir. Bu ¢6zlim kalitesinin, kusaktan kusaga artmasi iki nedene

baglanmaktadir. Bu nedenler sdyle aciklanabilir (Islier 2001):

- Basarisiz olan bireylerin lireme sanslar1 azaltildigi i¢in koétiiye dogru gidis
engellenmektedir.
- GA’larin yapisi, kotiye gidisi engellemekle kalmamakta, GA’larin temel

teoremi uyarinca, zaman igerisinde hizli bir iyiye gidisi de saglayabilmektedir.
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2.1.6. GA’larn islem Adimlar:

1. Arama uzayindaki tiim ger¢eklesmesi muhtemel ¢oziimler dizi olarak kodlanir.

2. Genellikle gelisigiizel olarak bir ¢oziim kiimesi segilir ve baslangi¢ toplulugu olarak
kabul edilir.

3. Her bir dizi i¢in bir uygunluk degeri hesaplanir, bulunan uygunluk degerleri dizilerin
¢ozlm kalitesini gosterir.

4. Bir grup dizi belirli bir olasilik degerine gore gelisigiizel olarak secilip ¢ogalma
islemi gerceklestirilir.

5. Yeni bireylerin uygunluk degerleri hesaplanarak, ¢aprazlama ve mutasyon
islemlerine tabi tutulur.

6. Onceden belirlenen kusak (adim) sayis1 boyunca yukaridaki islemler devam ettirilir.
7. Yineleme (iterasyon), belirlenen kusak sayisina ulasinca islem sona erdirilir.

Uygunluk fonksiyonuna gore en uygun olan dizi segilir (Engin 2001).

GA’lar bir ¢6ziim uzayindaki her noktayi, kromozom ad1 verilen ikili bit dizisi ile
kodlar. Her noktanin bir uygunluk degeri vardir. Tek bir nokta yerine, GA’lar bir
topluluk olarak noktalar kiimesini muhafaza eder. Her kusakta, GA, g¢aprazlama ve
mutasyon gibi genetik islemcileri kullanarak yeni bir topluluk olusturur. Birkac¢ kusak
sonunda, topluluk daha iyi uygunluk degerine sahip tiiyeleri igerir. GA’lar; ¢coziimlerin
kodlanmasini, uygunluklarin hesaplanmasini, ¢ogalma, caprazlama ve mutasyon

islemcilerinin uygulanmasini igerir.
2.1.6.1. Kodlama

Bir problemin ¢6ziimii icin GA gelistirmenin ilk adimi, tim ¢6ziimlerin ayni
boyutlara sahip bitler dizisi bigiminde gosterilmesidir. Dizilerden her biri, problemin
olast ¢oOziimler uzayindaki rassal bir noktasini simgeler. Cozlimlerin kodlanmasi,
probleme 6zgii bilgilerin GA’nin kullanacagi sekle ¢evrilmesidir. Her problem kendine
Ozgii farkli kodlamalara ihtiya¢ duyabilir. Tm problemler igin gecerli olabilecek genel
bir kodlama teknigi yoktur (Tug 2005).
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2.1.6.1.1. ikili Kodlama

En yaygin kullanilan kodlama yontemidir. Problemin olasi ¢oziimleri 0 ve 1 sayilari

ile kodlanir.
2.1.6.1.2. Sirali Kodlama

Genellikle birlesik optimizasyon problemlerinde kullanilmaktadir. Dizinin uyum
degeri gen degerlerine ve genlerin siralarina baglidir. Bu kodlamada her tamsay1 degeri
bir olay1 gosterir. Bu yontem sayesinde tekrar eden degerler engellenmistir. Ayrica

uyum degerlerinin hesaplanmasi da basit hale getirilmistir.

Omegin X=[4 3 0 1 2] dizisi, sirayla dordiincii, iiclincli, merkez olaylarin, birinci ve

ikinci olaylarin ziyaret edilecegini anlatmaktadir.
2.1.6.1.3. Deger Kodlamasi

Deger kodlamasinda her dizi, bir degerler kiimesinden olusmaktadir. Degerler,

probleme gore herhangi bir say1 ya da karakter olabilir.

Ornek:
Dizi A=1.2324, 5.3243, 0.4556, 2.3293, 2.4545
Dizi B= ABDJEIFRGT
Dizi C= (geri), (geri), (sag), (ileri), (sol)
Deger kodlamasi bazi 6zel problemler i¢in oldukg¢a kullanighidir. Fakat bu tip

kodlama kullanildiginda, probleme 6zgii caprazlama ve mutasyon yontemleri gerekir.
2.1.6.1.4. Agac Kodlama Yontemi

Bu yontemde her dizi, nesnelerden olusan bir aga¢ yapisi seklinde ifade edilir. Bu
nesneler fonksiyonlar ya da programlama dillerinde gecen komutlar olabilir. Bu yéntem

verilen degerlere uygun bir fonksiyon bulmak i¢in kullanilir.
2.1.6.2. Baslangic¢ Popiilasyonunun Olusturulmasi

Olas1 ¢oziimlerin kodlandigi bir ¢6ziim grubu olusturulur. C6zim grubu topluluk,
¢oziimlerin kodlar1 da kromozom olarak adlandirilir. ikili alfabenin kullamldig

kromozomlarin gosteriminde, ilk toplulugun olusturulmasi i¢in rassal sayi lreticileri
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kullanilabilir. Rassal sayi iireticisi ¢agrilir ve deger 0,5’den kiiciikse konum 0’a degilse
1 degerine ayarlanir. Birey sayisinin az ve kromozom uzunlugunun kisa oldugu
problemlerde yazi-tura ile de konum degerleri belirlenebilmektedir. GA’larda ikili
kodlama yontemi disinda, ¢Oziimii aranan probleme bagli olarak farkli kodlama
yontemleri de kullanilabilmektedir. Bunlardan biri, 0-9 arasindaki gercek sayilarla
olusturulan kodlama yontemidir. Ger¢ek sayilarla topluluk olusturulurken, ayni ikili
kodlamada oldugu gibi rassal sayilar iiretilir fakat burada rassal sayilar 0—10 arasindaki
reel sayilardir. Daha sonra bu sayilar bir dizi kurala uygun olarak 0-9 arasindaki

tamsayilara yuvarlanarak ilk topluluk olusturulmus olur (Parlak 2007).
2.1.6.3. Uygunluk Degerinin Hesaplanmasi

Bir kusak olusturulduktan sonraki ilk adim, topluluktaki her Gyenin uygunluk
degerini hesaplama admmdir. Ornegin; bir maksimizasyon problemi igin i. {iyenin
uygunluk degeri f(i), genellikle o noktadaki ama¢ fonksiyonunun degeridir. Coziimii
aranan her problem icin bir uygunluk fonksiyonu mevcuttur. Belirli bir kromozom igin
uygunluk fonksiyonu, o kromozomun temsil ettigi ¢oziimiin kullanimiyla veya ¢éziim
niteligiyle orantili olan sayisal bir uygunluk degerini verir. Bu bilgi, her kusaktaki daha
uygun ¢ozlimlerin se¢iminde yol gosterici olur. Bir ¢oziimiin uygunluk degeri ne kadar
yiiksekse, liyelerin yasama ve ¢ogalma sansi da o kadar fazla ve bir sonraki kusakta

temsil edilme orani da o kadar yiiksektir.
2.1.6.4. Cogalma isleminin Uygulanmasi

Cogalma islemcisinde diziler, amag fonksiyonuna gore kopyalanir ve iyi nitelikteki
kalitsal ozellikleri gelecek kusaga daha iyi aktaracak bireyler secilir. Ureme islemcisi
yapay bir siiregtir. Dizileri uygunluk degerlerine gore kopyalama, daha yliksek
uygunluk degerine sahip dizilerin, bir sonraki kusaktaki bir veya daha fazla yavruya
daha yiiksek bir olasilikla aktarilmasi anlamlarina gelmektedir. Cogalma; bireyleri
se¢me, secilmis bireyleri eslestirme havuzuna kopyalama ve havuzdaki bireyleri ¢iftler

halinde gruplara ayirma isleminden olusur.
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Uygunluk degerinin hesaplanmasi adimindan sonra mevcut kusaktan yeni bir
topluluk yaratilmalidir. Sec¢im islemi, bir sonraki kusak i¢in yavru iiretmek amaciyla
hangi ailelerin yer almasi1 gerektigine karar vermektir. Bu yontemin amaci, ortalama
uygunlugun iizerindeki degerlere cogalma firsati tanimaktir. Bir dizinin kopyalanma
sans1, uygunluk fonksiyonuyla hesaplanmis dizinin uygunluk degerine baghdir (Parlak

2007).
2.1.6.5. Caprazlama Isleminin Uygulanmasi

Mevcut gen potansiyellerini potansiyelini arastirmak {iizere, bir 6nceki kusaktan
daha iyi nitelik iceren yeni kromozomlar yaratmak amaciyla caprazlama islemcisi
kullanilmaktadir. Caprazlama genellikle, verilen g¢aprazlama oranina esit olasilikla

secilen aile tiirlerine uygulanmaktadir.

GA’nin performansini etkileyen onemli parametrelerden birisi olan ¢aprazlama
islemcisi; dogal topluluklardaki ¢aprazlamaya karsilik gelmektedir. Cogalma islemi
sonucunda elde edilen yeni topluluktan rastgele olarak iki kromozom segilmekte ve
karsilikli ¢caprazlama islemine tabi tutulmaktadir. Caprazlama isleminde dizi uzunlugu L
olmak lizere, 1 < = k < = L-1 araliginda k tamsayisi1 segilmektedir. Bu tamsay1 degerine
gore dizi caprazlamaya ugratilmaktadir. En basit caprazlama yontemi tek noktali
caprazlama yontemidir. Tek noktali caprazlama yapilabilmesi i¢in her iki kromozomun
da aym gen uzunlugunda olmas: gerekir. Iki noktali ¢aprazlamada ise kromozom iki

noktadan kesilir ve karsilikl1 olarak pozisyonlar yer degistirir.
2.1.6.6. Mutasyon Isleminin Uygulanmasi

Caprazlama mevcut gen potansiyellerini arastirmak {izere kullanilir. Fakat topluluk
gerekli tim kodlanmis bilgiyi icermezse, ¢aprazlama tatmin edici bir ¢oziim iliretemez.
Bundan dolay1, mevcut kromozomlardan yeni kromozomlar iiretme yetenegine sahip bir
islemci gerekmektedir. Bu gorevi mutasyon gergeklestirir. Yapay genetik sistemlerde
mutasyon islemcisi, bir kez daha elde edilemeyebilir iyi bir ¢oziimiin kaybim
engellemektedir. Ikili kodlama sisteminin kullanildig1 problemlerde mutasyon, diisiik
bir olasilik degeri altinda bir bit degerini (0 veya 1 olabilir) diger bir bit degerine
doniistiiriir. Ikili kodlama sisteminin kullanilmadigi problemlerde ise daha farkli
mutasyon yontemleri kullanilmaktadir. Hangi yontem kullanilirsa kullanilsin,

mutasyonun genel amaci, genetik ¢esitliligi saglamak veya korumaktir.
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2.1.6.7. Yeni Kusagin Olusmasi ve Dongiiniin Durdurulmasi

Yeni kusak; cogalma, caprazlama ve mutasyon islemlerinden sonra tanimlanmakta
ve bir sonraki kusagin ebeveynleri olmaktadir. Siireg, yeni kusakla ¢ogalma igin
belirlenen uygunluk durumu ile devam etmektedir. Istenen hassasiyet derecesine gore
de maksimum yineleme (iterasyon) sayisi belirlenebilmekte ve yineleme ilgili sayiya
ulastiginda dongii durdurulabilmektedir. Durdurma 0lgiitii yineleme (adim) sayisi

olabilecegi gibi hedeflenen uygunluk degeri de olabilmektedir.
2.2. Bootstrap Yeniden Ornekleme Yontemi

Biyoistatistikte herhangi bir populasyonun parametresini tahmin etmek icgin o
popiilasyona ait gozlemlerden yararlanilir. Uzerinde calisilan popiilasyonun tiim
gbzlemlerini parametre tahmini i¢in kullanmak hem zaman kaybina yol agacagi hem de
maliyeti arttiracagi i¢in popiilasyonu en iyi sekilde agiklayacak olan 6rneklemden elde
edilen verilerle ¢alismak bu sorunlar1 ortadan kaldirir. Istenilen biiyiikliilk ve miktarda
veri setleri olugturmak i¢in herhangi bir boyuttaki veri setinden gozlemler tesadifi
olarak yer degistirilerek yeniden 6rneklenebilir. Bu sayede veri setinden daha fazla bilgi
alinabilir. Bu sekilde tanimlanan yontem “Bootstrap Yeniden Ornekleme Y®éntemi”

(BYOY) olarak adlandirilir (Aktiikiin 2005).

BYOY literatiire ilk kez Efron 'm 1979 yilindaki makalesi ile girmistir. Teorik
gelisme Freedman (1981) ve Wu (1986) ile devam etmistir. Daha sonraki gelismelerden
kitaplastirilanlar ise tarihsel sirastyla Beran ve Ducharme (1991), Hall (1992), Mammen
(1992), Efron ve Tibshirani (1993), Davison ve Hinkley (1997) ve teorik bir ¢alisma
olan Shao ve Tu (1995) olmustur (Aktiikiin 2005).

Gilinlimiizde bilgisayarlarin da gelisimiyle beraber ¢ok sayida aragtirmaya konu
olan BYOY de temel diisiince, eldeki &rneklemi popiilasyon olarak varsayip buradan
belirli sayida tekrarli Ornekleme yaparak ilgilenilen tahmin edicinin yapay bir
ornekleme dagilimini yaratmaktir (Aktiitiin 2005). Bir kez 6rnekleme yaparak ardindan
yeniden Ornekleme yontemleri kullanilarak evren parametrelerine ulasma konusunda
giivenilir sonuglar elde edildigi yapilan galismalarla kanitlanmistir. Ornegin; verinin
alindig1 evrenin ortalamast tahmin edilmek istenirse, elde tahmin olarak Grnek
ortalamas1 bulunmaktadir. Evren dagilimi hakkinda hi¢bir varsayim mevcut degilse,

kiiciik hacimli 6rneklemede, evren ortalamasi igin gliven aralifi ve aralik tahmini
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yapilmasi ¢ok gilivenilir olmayacaktir. Bu gibi sorunlarin altindan kalkmak i¢in eldeki
veri tizerinden “yeniden n hacimlik 6rneklemeler” elde edilip, ilgili istatistigin degeri
cok kez gozlenip, istatistigin dagilimina iliskin bilgi elde edilebilir. (Takma ve Atil
2006, Chernick 2008).

Anakiitle parametresinin tahmin edicisi olan &nmn 6rnekleme dagilimmimn
olusturulmasinin amaci, s6z konusu anakiitle parametresinin tahmin edilmesi ya da test
edilmesi icindir. Ancak teorik olarak miimkiin olan bu yontemin uygulanabilirligi
konusunda kugkular bulunmaktadir. Tahmin edicinin 6rnekleme dagilimini olusturmak
imkansiz olmasa da son derece gii¢ ve zaman alict bir istir. Tahmin edicinin deneysel
ornekleme dagilimimi olusturmak amaciyla ortaya atilan BYOY bu sakincay: ortadan
kaldirir. Bu mantik dogrultusunda BYOY algoritmasi, asagidaki sekilde tanimlanabilir
(Ozdemir 2011).

e Popiilasyondan n hacimlik bir 6rnegin elde edilmesi

e Anakutle= ornek

e Bu 0rnek kullanilarak anakiitle parametresinin tahmin edicisinin hesaplanmasi

e Elde edilen bu o6rnek, anakitle ile ilgili bagka hicbir bilgi olmadigindan,
anakditlenin tek ve en iyi tahmin edicisi olarak kabul edilir. Bu nedenle bu 6rnek,
anakditle gibi kabul edilerek her defasinda iadeli secimle her bir gézlemin 6rnege
girme olasilig1 1/n almarak n hacimlik bir 6rnegin yeniden elde edilmesi ve bu

stirecin B kez tekrarlanmasi

» 1.Bootstrap drnegi
» 2.Bootstrap drnegi

e Ornek »

> B.Bootstrap 6rnegi

e Her bootstrap 6rnegi i¢in ilgilenilen tahmin edicinin hesaplanmasi

e B sayida ornekten hareketle bu tahmin edicilerin 6rnekleme dagiliminin elde
edilmesi

e Elde edilen bu dagilimdan, dagilimla ilgili ortalama, standart sapma ve standart

hata gibi 6nemli tahmin ediciler ile parametre tahmin degerlerinin elde edilmesi
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e Bu tahminler kullanilarak anakiitle hakkinda yorumlarin yapilmasi (Ozdemir
2011)

BYOQY iadeli ¢ekim mantigiyla rastgele drnekleme yaparak eldeki veri kiimesini
genellestirme ilkesi tizerine kuruludur. Yani eldeki veri kiimesi evren gibi diisiiniiliirse
bunun icinden &rnek se¢gmek miimkiin olabilmektedir. Iadeli rastgele ¢ekim ise su
sekilde orneklenebilir, veri kiimesinden rastgele bir 6rnek c¢ekip geri koyarak tekrar
cekim yapilir. Bu yineleme veri kiimesindeki gézlem sayis1 kadar tekrarlanir. Yani 30
birimlik bir veri kiimesinden BYOY ile parametre tahmini yapilmak istenirse, ¢cekim
sonunda iadeli ve rastgele cekim yapilacagi i¢in her tiirlii kombinasyon miimkiin
olabilmektedir. Bu yontemde iadeli yontem kullanilmasi sayesinde gézlem sayist kadar
ornek rastgele secilir. Yerine koyarak ornek ¢ekildigi i¢in verilerin %33°1 6rneklemde

birden fazla, %67’si ise bir defa yer alacaktir (Karabulut ve Karaagaoglu 2010).

Bir yeniden ornekleme teknigi olan bu yontemle, tahmin degerlerini ve standart
hatalar1 belirlemek miimkiindiir. Diger taraftan Zaman Serileri Analizi, Lineer Olmayan
Regresyon Analizi, Kimeleme Analizi, Diskriminant Analizi, Lojistik Regresyon

Analizinde ve her tiirlii hipotez testini sinamak i¢in de kullanilabilmektedir.

Bu yontemin temel amaci, mevcut veri setinden ¢ok daha biiylik veri setleri
liretmek i¢in yeniden drnekleme yapmaktir. BYOY deki varsayim; gézlenen verilerin,
inceleme altindaki ana kiitlenin temsilcisi oldugudur. Gozlenen verilerden elde edilen
tekrarli o6rnekleme gozlemleri, ana kiitleden elde edilen tekrarli 6rnekleme siirecinin

kopyalanmasidir.
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2.3. Karar Agaclari ve Random Forest Siniflama Yontemi
2.3.1. Karar Agaclan
2.3.1.1. Karar Agac1 Kavram

Regresyon agaglar1 1960 yilinda Morgan ve Sonquist (1963) tarafindan AID’in
(Automatic Interaction Detection) gelistirilmesiyle literatiire girmistir. Daha sonra
1970’lerde simiflandirma agaclarint olusturmak i¢in THAID gelistirilmistir. Karmasik
bir program olan ve veriye agaclari uydurmak i¢in 1980°de istatistik¢iler (Breiman
vd.1984) tarafindan CART (Classification and Regression Trees) gelistirilmistir. Agag-
tabanli algoritma olan ve istatistik¢iler tarafindan gelistirilmis olan diger bir metot da

QUEST (Quick Unbiased Efficient Statistical Tree)’dir (Loh 1997, Kuzey 2012).

Karar Agagclari; ¢ok sayida bilgi iceren bir veri kiimesini, baz1 kurallar1 uygulayarak
daha kugik kimelere bolmek i¢in kullanilan bir yontemdir. Verinin igerdigi ortak
ozelliklere gore ayristirilmast islemi “siniflandirma” olarak adlandirilmaktadir.
Smiflama, sinifi tanimlanmis verilerden yola ¢ikarak, sinift belli olmayan verilerin
siifin1 belirlemek {izere kullanilan veri madenciligi modelidir (Han ve Kamber 2006).
Siiflandirma igin 6ncelikle tahmin i¢in kullanilacak bir model olusturulur. Olusturulan
bu model, sinifi belli olmayan veriler lizerinden uygulanarak siniflar tahmin edilir (Han

ve Kamber 2006).

Siniflandirma ve regresyon agaci yonteminin kapsayict hedefi tahminde
kullanilmak {izere bir modelin olusturulmasidir. Her bir bilgi bir¢cok degiskenden
olugmaktadir. Tanim kiimesi sayisal olan degiskenlere sayisal degiskenler ad1 verilir,
tanim kiimesi sayisal olmayan degiskenler ise kategorik degiskenler olarak tanimlanir.
Bagimli degisken adi verilen bir tane secilmis degisken mevcuttur. Kalan diger
degiskenler bagimsiz degisken olarak adlandirilir; bunlar sayisal ya da kategorik
olabilirler. Eger bagimli degisken kategorik ise problem bir smiflandirma agaci
problemi olarak belirtilir ve bagimli degisken sinif etiketi olarak adlandirilir. Eger
bagimli degisken sayisal ise, probleme regresyon agact problemi adi verilir (Gehrke

2003, WEB 1).
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KA’lar asamali olarak karar vermede kullanilan olasi yaklasimlardan birisidir.
Agac, dallar ve yapraklardan olusur. Eger yaprak artik dallara ayrilmiyorsa o yapraga
“karar diigiimii” denir. Tiim yapraklar karar diiglimii olana kadar ya da o yapraga ait

veri kalmayana kadar dallara ayrilmaya devam eder (Safavian 1991, Korkem 2013).

KA giiniimiizde ¢ok c¢esitli alanlarda kullanilmaktadir. Belirli bir sinifin muhtemel
tiyesi olacak elemanlarin belirlenmesi, ¢esitli degiskenlerin yiiksek, orta, diigiik risk
gruplari gibi ¢esitli kategorilere ayrilmasi gibi durumlarin ¢6ziimiinde kolay sonug elde
edilebilmesi agisindan 6n planda olan yontemlerdir. Tibbi olarak teshis koymada, radar
sinyal siiflandirmasinda, karakter tanimada, uzaktan algilamada kullanilabilir. KA,
diger siniflandirma yontemleriyle karsilagtirildiginda yapilandirilmast ve anlasilmasinin
daha kolay olmasi sebebiyle sik¢a kullanilan bir yontemdir (Safavian 1991, Korkem
2013). Yorumlamasinin kolay olmasi, veri tabani sistemleri ile birlestirilebilir olmasi

nedeniyle tercih edilmektedir (Akdag vd 2006, Akdag vd 2011).
2.3.1.2. Karar Agaclarinin Avantaj ve Dezavantajlar:

Siniflandirma yapmak i¢in KA kullanmak pek ¢ok avantaj saglar. KA basit olup
buradan ¢ikan sonuglarin anlasilmasi ve yorumlanmasi ¢cok kolaydir. Agacin biiyiikligi
veri tabani biiyiikliigiinden bagimsizdir. Agaglar ¢cok sayida niteligi olan veriler i¢in de
olusturulabilir. Maddeleyecek olursak;

- KA olusturmak zahmetsizdir, yorumlamak kolaydir.

- Bagimli ve bagimsiz degiskenler i¢in herhangi bir varsayim aranmaz.

- Bagimsiz degiskenlerin hepsi kategorik ya da sayisal Ol¢lime sahip olabildigi
gibi, karisik halde de olabilir.

- Kayip verilere ¢6ziim bulunur. Sadece degiskenlerin dogrusal kombinasyonu,
ayirim kurali olarak kullanilirsa kayip veriye ¢oziim bulunamamaktadir.

- Asirt degerler, ¢oklu baglanti, heterojenlik ya da dagilima iliskin hatalardan
etkilenmez.

- Veri setindeki degiskenlerin etkilesimleri bulunabilir ve agiklanabilir.

- Bagimsiz degiskenlerin doniistliriilmesinden etkilenmez. Yani, bagimsiz
degiskenlerin logaritmik, karekok gibi doniisiimleri aga¢ olusumunu etkilemez.

- Aragstiriciya rehberlik edecek teorik bilgi ya da kaynak olmasa bile, yontemin

kendisi analiz icin yol gostericidir.
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- Cok sayida bagimsiz degisken olsa bile birka¢ onemli degiskeni kullanarak
yararli sonuglar tiretebilir.

- Her disiplindeki bireyler tarafindan kolayca anlasilabilir (Breiman vd.1984,
Stimbiiloglu ve Akdag 2007).

Dezavantajlari ise;

- Smif sayist fazla ve denek sayist az oldugunda model olusturma c¢ok basarili
degildir.

- Agac olusturma sonucu ve aga¢ budama karmasasi vardir.

- Bir siniflama agacinin karmasiklik Olcilisii degeri o agacin terminal digim
sayisina esittir. Terminal diigiim sayilar1 ve dolayisiyla karmasikligi yiiksek olan biiytik
agacin anlasilmasi ve yorumlanmasi da giigtiir.

- Olasiliksal bir modele dayanmamaktadir. Elde edilen sonuglarin olasilik diizeyi
ya da gliven araligi yoktur. Sonuglarin gilivenilirligi sadece daha onceki bulgularin
dogrulugu temeline dayanir.

- Biiyiik agacin pratikte ortaya ¢ikardigi sorunlarin ¢6ziimii i¢in agacin budanmasi
gereklidir. Biiylik agacin budanmasi daha kiigiik agaclar dizisi demektir ve olusturulan
bu dizi igerisinden optimum aga¢ secilir. Optimum aga¢ biiylik agactan daha az
karmasiktir ancak, uygun sonugla biiyiik agactan daha az uyumludur ve hatali siniflama

orani daha yiiksektir (Breiman vd.1984, Temel vd 2005, Stimbiiloglu ve Akdag 2007).
2.3.1.3. Karar Agaci Yapisi

KA’lar1 asamali karar vermede kullanilan olas1 yaklasimlardan birisidir. Bir agag
yapist diigiim, dal ve yaprak olarak adlandirilan {i¢ temel kisimdan olusur. Bu agag
yapisinda her bir degisken bir diigiimle temsil edilir. Dallar ve yapraklar aga¢ yapisinin
diger elemanlaridir. Agactaki en son kisim yaprak en iist kisim ise kok olarak
adlandirilir. Kok ve yapraklar arasinda kalan kisimlar ise dal olarak ifade edilir (Quinlan
1993). Baska bir ifadeyle bir aga¢ yapisi; verileri igeren bir kok diigiimii, i¢ diigiimler
(dallar) ve ug¢ diigiimlerden (yapraklar) olusur. KA’daki her bir diigiim sadece bir ana
diigiime ve iki veya daha fazla alt diigiime sahiptir. Veri seti, aga¢ tarafindan belirlenen
karar iskeletine gore asag1 dogru hareket ettirilerek ve sirali olarak bir yapraga ulasilana
kadar alt boliimlere ayrilarak siniflandirilir. Bir KA yapisi olusturulmasinda temel

prensip verilere iliskin bir dizi sorular sorulmasi ve elde edilen cevaplar dogrultusunda
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hareket edilerek en kisa siirede sonuca gidilmesi olarak ifade edilebilir. Bu sekilde KA
sorulara karsilik aldig1 cevaplar toplayarak karar kurallart olusturur. Agacin ilk digiimii
olan kok diiglimiinde verilerin siniflandirilmasi ve aga¢ yapisinin olusturulmasi igin
sorular sorulmaya baglanir ve dallar1 olmayan diiglimler ya da yapraklara gelene kadar
bu islem devam eder. Bu noktada belirtilmesi gereken husus yaprak sayisi kadar durum
olusacagidir. Olusturulan agacin islevselliginin baska bir ifadeyle yeni bir veri seti igin
genelleme kabiliyetinin belirlenmesi adina test veri seti kullamlir. Ilgili veri seti ile
olusturulan agac yapisina yeni gelen bir test verisi, agacin kokiinden girer. Kokte test
edilen bu yeni veri test sonucuna gore bir alt diigiime gonderilir. Agacin belirli bir
yapragina gelene kadar bu igleme devam edilir. Kokten her bir yapraga giden tek bir yol
veya tek bir kararla ilgili durum vardir. Eger yaprak artik dallara ayrilmiyorsa o yapraga
“karar diigiimii” denir. Tiim yapraklar karar diigiimii olana kadar ya da o yapraga ait
veri kalmayana kadar dallara ayrilmaya devam ederler (COlkesen 2009, Kahraman
2010, Kaya 2010).

2.3.1.4. Karar Agaci Olusturma Asamalari

Agac olusturma islemine ilk noktadan baslanir. Bu noktaya “ana nokta” denir. Ana
nokta drneklemdeki tiim bireyleri ya da gozlemleri igerdiginden heterojen bir yapiya
sahiptir. Ana noktada ilk bagimsiz degisken icin iki sonuglu (evet — hayir gibi) bir soru
ile baglanir. Ornegin, x<d burada x, veri setinde bir degiskenin degeri, d ise gergek bir
sayidir. Yanit ya evet ya da hayir olacaktir. Evet yaniti i¢in sola, hayir yanit i¢in saga
yonlendirme yapilir. Ayrilan bu iki nokta ana noktaya gore kendi iglerinde daha

homojen yapiya sahiptir (Stimbiiloglu ve Akdag 2007).

1. Asama: Ik asamada bagiml degisken ve séz konusu bagimli degiskene etki ettigi
diisiiniilen bagimsiz degiskenler belirlenir. Bagimli degisken ayni zamanda bagslangic

noktasini olusturan diigiimii, yani ana noktay1 ifade etmektedir.

2. Asama: Bu asamada bagimli degiskene etki eden her bagimsiz degisken incelenir. Bu
baglamda KA, tekrarlanan béliinmelere dayali bir siire¢ izler. S6z konusu islemler
incelenen bdliimler arasinda en anlamli bodliimlendirme bulunana kadar devam
edecektir. Bazi durumlarda boéliimlendirme kriteri arastirmaci tarafindan da
belirlenebilmektedir. KA’da genellikle boliimlendirmenin istatistiksel — olarak
anlamliligin1 tespit etmek i¢in ki-kare analizi kullanilmaktadir. Olusturulan ikili

boliimlendirmeler arasindan se¢im yapilirken siniflar arasindaki varyasyonun



33

maksimize oldugu, sinif i¢i varyasyonun ise minimize oldugu boliimlendirme tercih

edilmektedir.

3. Asama: Her degisken i¢in yukaridaki islemler gerceklestirildikten sonra tahmin
diizeyi en yliksek olan degisken segilerek yaprak diigiimlerini olusturmak i¢in kullanilir
(Ozekes 2002).

Eldeki verilerden yola ¢ikilarak birgok farkli KA olusturmak miimkiindiir. Amag en
optimum agact olusturmak olsa da, zaman ve farkli kisitlardan dolayr her zaman bu
mumkin olmayabilir. Her ne kadar optimum olmasa da dogruluk derecesi uygun bir
agaci saglayacak etkin algoritmalar gelistirilmistir. Bu algoritmalar genellikle, veriyi
dallara ayirmak i¢in hangi degiskenden baslanmasi gerektigi ve bunun yaninda ayirma
gerceklestikten sonra olusan alt veri grubunu tekrar alt dallara ayirmak igin hangi
degiskenden baslanmasi gerektigi ile ilgili lokal kararlar alarak bir KA gelistiren, greedy
yaklagimini kullanirlar. Bu algoritmalarin birgogu yukaridan asagi (top-down) veya
Hunt“m algoritmast olarak bilinen B6l ve elde et (divide-and-conquer) yonteminin

degisik versiyonlarini kullanmaktadirlar (Akman 2010).
2.3.1.5. Karar Agaci Algoritmalar:
2.3.1.5.1. HUNT Algoritmasi (Bol ve elde et)
Bol ve elde et olarak da adlandirilan Hunt algoritmasi asagidaki adimlar igerir.

Dt , t diiglimii ile baglantili kayitlar kiimesi ve y={y1,y2,...,yc} simf etiketleri olsun;

- Eger Dt, Yt ile aym: smifa ait kayitlart igerirse; t, Yt olarak etiketlenen yaprak
digtimiidiir.

- Eger Dt birden fazla smnifi igeren kayitlardan olusursa, kayitlar1 daha kiigik alt
veri kiimelerine parg¢alamak i¢in degiskeni test etme kosulunu uygula

- Ayni sekilde olusan her alt veri kiimesine tekrarlamali olarak bu testi yaprak

diiglime ulasana kadar yinele (Akman 2010).
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KA olusturulurken agaca hangi diigiimden baslanilacag: biiylik 6nem tasir. Hunt
algoritmasimnin en Onemli eksigi agaca hangi diigiimden baslanilacaginin rastgele
secilmesidir. Kok diiglimiin rastgele bir se¢imle belirlenmesi olas1 tiim agaglar1 ortaya
cikarmak icin biiyiik bir emek ve zaman kaybina sebep olacaktir. Ornegin, 5 degisken
ve 20 elemanl bir veri kiimesinden faydalanarak olusturabilecegimiz KA sayis1 106’dan

daha fazla olacaktir.

2.3.1.5.2. CHAID Algoritmasi

1980 yilinda G.V. Kass tarafindan gelistirilen CHAID algoritmasinda, bagimli
degiskeni en fazla etkileyen bagimsiz degisken, bagimli degiskenin siirekli olmasi
durumunda F testi, kategorik olmasi durumunda ise Ki Kare testi kullanilarak belirlenir.
Kategorik (Nominal / Ordinal) ve siirekli degiskenler tizerinde ¢alisabilmesi, agagta her
diigimii ikiden fazla alt gruba ayirabilmesi gibi nedenlerle giiniimiizde de tercih edilen
bir algoritmadir. Kullanilan istatistiksel test, bagimli degiskenin tiiriine baglidir. Eger
bagimli degisken siirekli ise, F testi kullanilir. Eger degisken nominal ise, Pearson Ki
Kare testi kullanilir. Eger degisken sirali ise, o zaman olabilirlik-oran (likelihood-ratio

test) testi kullanilir.

Secilen her bir ¢ift icin, CHAID elde edilen p-degerinin belirli bir birlestirme esik
degerinden biyiik olup olmadigini kontrol eder. Eger cevap pozitif ise, degerleri
birlestirir ve ilave potansiyel ciftleri birlestirmek i¢in arama yapar. Bu siire¢ anlamli
ciftler bulunmayana kadar tekrarlanir. Boylece halihazirdaki diigiimii bdolmek i¢in
kullanilan en 1yi girdi degisken segilir, Oyle ki her bir alt diiglim se¢ilen degiskenin
degerlerinin homojen bir grubundan olusur. Diger yandan, eger en iyi girdi degiskenin
diizeltilmis p degeri belirli bir bolme esik degerinden kiiciik degil ise bdlme
gerceklesmez. Asagidaki durumlardan herhangi bir tanesi ile karsilasildigr zaman islem

de durur:
- Maksimum aga¢ derinligine ulasildiginda.
- Ust diigiim olmak i¢in, diigiimdeki minimum sayida duruma ulasildiginda.

- Alt diigiim olmak i¢in diiglimdeki minimum sayida duruma ulasildiginda (Kuzey

2012).
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2.3.1.5.3. ID3 Algoritmasi

1970’lerin sonunda, J.Ross Quinlan, Hunt’in ‘B6l ve Elde Et’ (Divide and
Conquer) algoritmasimi gelistirerek ID3 KA algoritmasii olusturmustur. Hunt’in
kullanmis oldugu metotta 6zellikler rastgele segilirken Quinlan, degisken se¢imi ig¢in
entropi yontemini kullanmis ve boylelikle Hunt metodunun en onemli eksikligini

gidermistir.

ID3, baslangigta satrang oyununda etkin stratejiler 6grenme seklindeki amaclara
yonelik olarak kullanilmistir. Giiniimiizde ID3 hem akademik, hem de sanayi alaninda
pek c¢ok sorunu ¢ozme amach kullanilmig, degistirilmis, gelistirilmis ve zaman

igerisinde yaygin kullanim alan1 bulmustur (Gtilpinar 2008).
2.3.1.5.4. C4.5 Algoritmasi

ID3’{lin bir evrimidir ve aym yazar tarafindan (Quinlan 1993) ortaya sunulmustur.
Bolme kistas1 olarak kazang oranini (gain ratio) kullanir. Bolme islemi, boliinmesi
gereken Orneklerin sayis1 belirli bir esik degerinden diisiik oldugu zaman sonlanir.
Agacin biylime islemi gergeklestikten sonra hata tabanli budama (Error —based

pruning) islemi baglar. C4.5 sayisal degiskenleri isleyebilir (Yildirim 2003).
2.3.1.5.5. CART (Smmiflandirma ve Regresyon Agaclarr) Algoritmasi

Kisaca CART (Classification and Regression Trees) olarak adlandirilan
Siniflandirma ve Regresyon Agaglari; Breiman, Freidman, Olshen & Stone tarafindan
1984 yilinda literatiire girmistir. Istatistik diinyasinda agaglarin kullamlmasi, 1963
yilinda Morgan & Sonquist tarafindan yapilan AID ve daha sonra 1970’lerin basinda
Morgan ve Messenger tarafindan yapilan THAID caligmalarina kadar uzanmaktadir

(Giilpinar 2008).

CART algoritmasi, ikili KA olusturan, bagimli degiskenin kategorik veya niimerik
olmasina bagli olarak siniflandirma ya da regresyon agaclari iireten parametrik-olmayan
bir tekniktir. ID3’te oldugu gibi, en iyi ayrim niteliginin sec¢iminde entropi
kullanilmaktadir. Ancak, her sayida diigiimiin olusturulabildigi ID3’ten farkli olarak,
burada yalnizca iki adet dal olusturulmaktadir (Giilpinar 2008).
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Agactaki her bir diigimde, her bir bagimsiz degisken icin gelisim skoruna dayali
olarak stirekli degiskenler i¢in en iyi kesim noktasi ya da kategorik degiskenler i¢in en
iyl kategori gruplart olusturulur. En iyi kestirici de§isken se¢imi, kategorik bagiml
degiskenler i¢in Gini ya da Twoing, siirekli bagimlhi degiskenler i¢in ise En Kiigiik
Kareler Sapmasi Indeks Hesaplamalari’na gore yapilmaktadir. Burada amag, bagiml
degiskenle ilgili verinin, miimkiin olabildigince homojen alt kiimelerinin meydana
getirilmesidir. CART KA tekrarlamali ve ikili bir bélme prosediiriidiir. Veri ham hali ile
analiz edilir. Kok diiglimiinden baslanilarak veri, iki alt diiglime ve daha sonra her bir
alt diiglim tekrar iki ayr1 alt diigiimlere ayrilir. Béylece agaglar durdurma olmaksizin en
yiiksek biiytikliige ulasmis olurlar. Daha sonra maksimum biiyiikliikteki aga¢, budama
metodu yolu ile geriye dogru, yani kok’ e dogru budanmaya baslanir. Budama
isleminden sonraki boliinme agacin toplam performansina faydast en az olan

bolunmedir (Kuzey 2012).

CART mekanizmasi otomatik sinif dengelemesi ve eksik deger (missing value)

islemlerini igermektedir. (Steinberg 2009).
2.3.1.6. Karar Agaci Boliinme Kurallar

En optimum agac1 olusturmak i¢in dallanmada segilecek degisken ve bu degiskenin
secilmesi i¢in uygulanacak olan kriterler ¢ok onemlidir. KA smiflandiricisiyla veriler
belirli kriterler dogrultusunda en iyi Ozellige dayali olarak boliiniirler. Diiglimler
bolinme sekline gore ¢oklu ya da ikili olmaktadir. En iyi diigiim boliinmesi igin
homojen dagilima sahip diiglimler tercih edilir. Homojenligi belirlemek i¢in diigiimiin
impurity degeri hesaplanir. Impurity degerini 6lgmek i¢in gini katsayisi, entropi,
information gain gibi degerler kullanilir. Tiim veriler KA’da dogru smiflandirilana
kadar KA dallandirilir.

Entropi

Entropi, olaylarin ortaya ¢ikma olasiliklartyla iliskili olup belirsizligin 6l¢iilmesi
icin kullanilan bir 6l¢iittiir. Entropi bilgi ile iliskilidir ve belirsizlik arttikca eldeki veriyi
tanimlamak icin daha fazla bilgi gerekecektir. Entropi O ile 1 arasi1 degerler alir ve 1

degerine yaklastik¢a da belirsizligin arttigin soylenebilir.
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ID3, C4.5, CART algoritmalar1 en iyi ayiric1 6zellige sahip degiskeni bulmak igin
entropiden faydalanir. KA’lar kurulurken amag, veri setinin entropisini Orneklerin
hepsinin tek sinif olarak ifade edildigi yaprak diigiim entropi degeri sifir olana kadar

diisirmeye ¢alismaktir (Akman 2010).

Agacin hangi diigiimle baslayacagina (kok diigiim) entropi yontemiyle karar verilir.
Bir alanin entropi Ol¢iisii ne kadar yiiksek ise o alan kullanilarak ortaya konulan
sonuglar da o oranda belirsiz ve kararsizdir. Bu nedenle KA’ nin kdkiinde entropi 0l¢lisii

en az olan alanlar kullanilir.

Entropi su sekilde hesaplanir: Veri tabanindan ilgili veri kiimesini ele alalim. Veri
kiimesinin sinif niteliginin (bagimli degisken) alacagi degerlere gore {Ci, Cy,... C; }
olmak {iizere k tane sinifa ayrildig1 varsayilsin. Bu siniflarla ilgili olarak ortalama bilgi
miktarina ihtiya¢ duyulabilir. Burada T smif degerini iceren kiime i¢in Pr siniflarin

olasilik dagilimlar1 olup asagidaki sekilde hesaplanir.

€1l |Gl |Cr|
Pr=(—,—/,...,—
= G )
. . . . el 5
|C;| ifadesi C; kiimesindeki elemanlarin sayisini vermektedir. % ise, p; olasiliginm

ifade etmektedir. Bu durumda T i¢in ortalama bilgi miktar1 yani entropi asagidaki

sekilde ifade edilir:
H(T) = =Y p; log,(p;) (Giilpinar 2008).

Information Gain

Information gain ID3, C4.5, CART algoritmalarinda veri setindeki degiskenin
etkinliginin 6l¢lim degeri olarak kullanmilir. Bilgi kazanci en yiiksek degisken en iyi
dallara ayirmay1 saglayacak degisken olarak secilir ve bolinmeye o degiskenden

baslanilir.

Eger veri seti D, n tane alt bolime X degiskeninden béliinecekse, X’e ait bilgi

kazanci asagidaki gibi hesaplanir.
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Information Gain (D,X) = E(D) — ) p(D;,)E (D;)

n

i=1

E(D): Veri setinin X Uzerinden boélinmeden dnceki entropisi

E (Di): i alt bélimunun X Gzerinden bélinme olduktan sonraki entropisi
p(Di): i alt boliimiiniin X iizerinden bdliinme olduktan sonraki olasilig

Bilgi kazanci hesaplanirken, oncelikle veri setinin alt boliimlere ayrilmadan 6nceki
durumunun entropisi bulunur, daha sonra her alt boliimiin entropisi hesaplanir. Bu iki
deger arasindaki farkin en yliksek oldugu degisken dallara ayirma kriterinde en uygun

degisken olarak segilir (Akman 2010).

Gini katsayisi

Gini katsayisi CART i¢in (Breiman vd 1984) gelistirilmistir. Gini fonksiyonu
smiflara iliskin degigskenlerin impurity degerlerini Slger. C; gibi bazi siniflara sahip T

seklinde verilen bir egitim setinin;

f(Ci.T)
T

seklinde bir olasiliga sahip oldugu sdylenebilir. Genel Gini fonksiyonu veya impurity
olcum;
> ) DG/
J#i

seklinde ifade edilebilir.

Gini katsayisi basit ve hizli bir sekilde hesaplanabilir. Bu katsay1 rastgele secilen
bir objenin bir digiimden f(C;, T)/|T| olasihigi ile i smifina atanmasi olarak

Ozetlenebilir (Colkesen 2009).
2.3.1.7. Budama Metodlar

Smiflandirma  agacinin  olusumunda budama (pruning) asamasi; asiri
uyum(overfitting) problemini engellemek ve yanlis siniflandirma hatasini minimize
etmek icin agacin gercek biiyiikliigiine karar vermek i¢in kullanilir. Asagidan — yukari

(bottom-up) budamada, aga¢ biiyiime sathasinda agacin her bir yaprak diigimii, n



39

degeri kullanict tarafindan belirlenen c¢ gibi bir esik degerin altina diisene kadar

biylmeye devam eder (Gehrke 2003).

Genel olarak siki bir durdurma kriteri uygulanarak kiiciik ve yetersiz uyumlu
(under-fitted) KA olusturulabilir. Diger taraftan, gevsek durdurma kriteri kullanildigi
zaman ise, egitme kiimesine asirt uyumlu (over-fitted) ¢ok biiyiik bir KA olusturulabilir.
Budama metodu (Breiman vd 1984) tarafindan 6nerilmis ve yukarida belirtilen ikilemi
¢0zmek i¢in gelistirilmistir. Bu yonteme gore, gevsek bir durdurma kriteri kullanilirsa
KA’nin veri kiimesiyle asgirt uyumlu (overfit) olmasi saglanir. Daha sonra asir1 uyumlu
olan (overfit) bu aga¢, genellemeye katkisi olmayan alt dallar ¢ikarilarak daha kiigiik bir
aga¢ olacak sekilde kesilir. Bircok calismada budama metotlarinin uygulanmasi,
KA’nin genelleme performansini iyilestirmektedir (Rokach ve Maimon 2010). Budama
metodunun diger 6nemli bir tarafi islem dogrulugu i¢in karmasikliktan uzak olmay1
saglamasidir (Bohanec ve Bratko 1994). Eger hedef, yeteri kadar dogru ve 6zlii kavram
aciklamasi iiretmek istemekse, budama bu asamada ¢ok faydali olacaktir. Bu siirecte,
baslangic KA dogru bir aga¢c olarak kabul edilir. Boylece budanan KA’nin
dogrulugunun, baslangic KA’ya ne kadar yakin oldugu belirlenebilir. Farkli budama
yontemleri mevcuttur. Bunlarin bir¢ogu, diiglimlerin yukaridan asagiya ya da asagidan
yukariya gezinmesi seklinde gerceklestirilir. Eger bu islem esnasinda belirli bir kriter

saglanirsa, ilgili diigiim budanir (Kuzey 2012).
2.3.1.8. Karar Agaclarinin lyilestirilmesinde Kullanilan Yéntemler

Smiflandiricilarin - birlestirilmesi, yeniden oOrneklenen veri setleri ile olusan
siniflandiricilarin ayr1 ayri gozden gegirilmesi ve sonugta ortaya g¢ikan tahminler ile
siniflandirma isleminin gerceklestirilmesi siireglerini igermektedir. Birlestirme sonucu
elde edilen siniflandiricilar ile yapilan siniflandirma dogrulugunun, genel olarak her bir
smiflandiricinin tekil olarak kullanilmasina gore daha iyi oldugu ifade edilmektedir
Teorik ve deneysel gozlemlerle yapilan arastirmalar, birlestirme yontemi sonucunda
birlestirmede kullanilan siniflandirma yonteminin dogrulugunda artis olmasinin yaninda

siniflandirma hatalarinda da azalma oldugunu gostermektedir (Colkesen 2009).

Temel olarak kullanilan yontemler; Boosting yontemi, Bagging yontemi, Multi-

Boosting yontemi ve Random Forest yontemidir.
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2.3.2. Random Forest Siniflama Yontemi

Gliniimiizde RF algoritmasi, simiflandirmada ¢ok iyi performans sergiledigi icin
siklikla tercih edilmektedir. Son yillarda gelistirilen RF smiflandiricisi, hem hizli hem
de yiiksek dogruluk saglamasi yoniinden ¢ok iyi iki yontem olarak bilinen Boosting
(Freund ve Schapire 1996) ve Bagging (Breiman 1994) yontemlerine gore daha
kullanighdir.

Farkl1 veri gruplar1 lizerindeki siniflandirma basarisinin degiskenlik géstermesinden
dolay1 bazen tek bir siniflandiricidan alinan sonuglar verimli olmayabilmektedir. Bu
durumda basar1 oranint ve dogrulugunu arttirmak amaciyla smiflandiricilar
birlestirilebilmektedir. Bu yontemler, birbirinden farkli ¢ok sayida siniflayicinin yaptigi
smif tahminlerini oylamaya tabi tutar ve oylama sonucunda en ¢ok oyu alan sinifi
toplulugun sinif tahmini olarak sunar. Bu yontemler, ¢ok sayidaki siniflayicinin kararini

dikkate aldig1 i¢in daha giivenilir tahminler ortaya koymaktadir.

RF, bircok KA’dan meydana gelen bir yapidir. Bu analiz sirasinda RF’deki her bir
agac icin BYOY ile veri kiimesinden érneklem secilir ve segilen verilerin 2/3’ii agag
olusturmak icin kullanilir ve bir smiflama yapilir. Bu smiflamalara oy verilir. RF
algoritmas1 “Forest” ig¢indeki tiim agaglardan en c¢ok oy alant seger ve onun
siniflamasint kullanir (Tirkoglu 2006, Cosgun ve Karaagaoglu 2011). Her agag, veri
setindeki Orneklerin rastlantisal bir sekilde, yenisiyle degistirilmesi mantigindan olusur.
Yani her KA’da, veri setindeki tiim degiskenlerden rastgele secilen az sayida degisken

kullanilmaktadir (Akman vd 2011).

KA’lar ¢ok boyutlu (nitelikli) veriyi, belirlenmis nitelik tizerindeki bir kosul ile
parcalara boler. Her seferinde verinin hangi niteligi tizerinden hangi kosula gore islem
yapilacagina karar vermek ancak ¢ok biiyiik kombinasyon setleri ¢oziimilyle miimkiin
olabilir. Ornegin; 5 degisken ve 20 &rnekleme sahip bir veri kiimesinden, 10°°dan fazla
sayida farkli KA olusturulabilir. Bu sebeple her pargalanmanin metodolojik olmasi

gerekmektedir.
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Sekil 2.2 Karar Agaci Yapisi

HAYIR

Sekil 2.2, kalp krizi gegiren kisilerin ¢esitli 6zellikleri ele alinarak verilerin sisteme
aktarilmasi durumunda hayali olarak elde edilebilecek sonuglardir. Sorulacak sorular ve
bu sorulara gelebilecek cevaplarin yonlendirdigi baska sorularin bulundugu bir aga¢
yapist olarak adlandirilan KA’lar ile degerlendirme yaparken yeni gelen bir veri, agacin
kokinden girer. Kokte test edilen bu yeni veri test sonucuna goére bir alt diiglime
gonderilir. Agacin belirli bir yapragina gelene kadar bu islem devam eder. Kokten her
bir yapraga giden tek bir yol vardir ki bu yol kurali olusturur. I¢ diigiimlerde
(dikdortgenler) cesitli girdilere gore agacin dallanmasi s6z konusudur. Yapraklarda ise
sonu¢ olarak elde edilen degerler gosterilmistir (WEB 2, Yildinnm 2003, Kayri ve
Boysan 2008).

En az 6rnek sayisiyla ¢ok fazla verinin siniflandirmasini yapmak i¢in uygun metot
bulunmasi amaglanmistir. Random Forest yontemi bu acidan bakildiginda en ideal

siiflayicilar arasinda yer almaktadir (Akman 2010).

RF smiflandiricisi, 6zellikle Boosting yontemine gore, cok daha hizhidir. Yeterliligi
ve dogrulugu ile ¢ok kullaniglt bir simiflandiricidir. Diger benzer yontemlerle
karsilagtirildiginda ise RF oldukg¢a basit, karmagsik olmayan mekanizmaya sahip bir

yontemdir (Breiman 2001).
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2.3.2.1. Random Forest Yonteminin Algoritmasi

RF, agag tipi siniflandiricilar toplulugudur. Bagging yonteminin gelismis bir sekli
olarak kabul edilebilir. (Breiman 2001). Breiman ve Cutler (2005) RF’yi, suan ki
algoritmalar arasindan dogrulugu essiz olan siniflandirici olarak tanimlamistir. Ayrica
hizl1 ve belirli bir kalib1 olmayan bir yontem olarak ifade etmistir. Bu yontemde ne

kadar istenirse o kadar sayida agacla ¢alisilabilir.

RF icerisindeki her KA, orijinal veri setinden BYOY teknigi ile farkli 6rneklemler
secilerek olusturulmaktadir. Forest, agaclarin yapmis oldugu siif tahminlerini bir araya
getirerek, en iyi sinif tahminini ortaya koymaktadir. RF’da ayiric1 6zellikteki degisken,

tim degiskenler arasindan rastgele olarak belirlenen m tane degisken igerisinden
secilmektedir. Her aga¢ i¢in m sayisi sabittir ve genellikle \/E (p degisken sayisini ifade

etmektedir) seklinde alinmas1 6ngoriilmektedir (Breiman 2001, Korkem 2013).

Breiman (2001) RF yonteminde, {h(x,6;)k=1,...} seklinde aga¢ tipi
smiflandiricilar kullanmaktadir. Burada x, girdi verisini; 8y, rastgele vektord temsil
etmektedir. RF yonteminde Bagging, rastgele 6zellik se¢imi ile birlikte kullanilir. RF’de
Bagging yonteminin tercih edilmesinin iki 6nemli nedeni vardir; birincisi, Bagging
isleminde rastgele 6zellik kullanildigindan dogrulugun artmasi, ikincisi; genellestirilmis
hatalarin (Out-of-bag (OOB)) hesaplanabilmesidir. Rastgele 6zellik se¢imi igin
oncelikle gercek veri setinden yer degistirmeli olarak yeni bir veri seti olusturulur.
Ardindan, rastgele o6zellik se¢imi kullanilarak yeni veri setinden bir aga¢ gelistirilir.
Gelistirilen agaclar budanmaz. Pal (2005), budama metodunun seciminin ve 6zellik
secim Olciitlerinin  olmamasmin aga¢ tabanli smiflandiricilarin - performansini
etkiledigini belirtmektedir. Budamanin olmamasi RF’yi diger KA ydntemlerinden daha

avantajli hale getirmektedir.

RF siniflandiricist ile bir aga¢ iiretmek i¢in kullanici tarafindan tanimlanacak 2
parametre gereklidir. Bu parametreler, en iyi bolinmeyi belirlemek igin her bir
diigiimde kullanilan degiskenlerin sayisi (m) ve gelistirilecek agaglarin sayis1 (N)’dir

(Pal 2005).

Aragtiric1  tarafindan baslangic degeri m rastgele secilir sonraki m’ler ise
genellestirilmis hatalara (GH) gore arttirilir ya da azaltilir. m azalinca korelasyon ve gii¢

azalir, m artinca korelasyon ve gii¢c artar. Bu sekilde en uygun m bulunur ve
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simiflandirma duyarliligt artar, hata azalir. RF’ da tim girdi degiskenleri
kullanilmamaktadir. RF algoritmasinda hesap karmasasini sadelestirmek ve agaclar
arasindaki korelasyonu azaltmak amaciyla bir m degeri se¢imi yapilmaktadir. Bu m
degeri, smiflandirmada 6nemli olan degisken sayisim ifade etmektedir. Onemli
degiskenler, degisken 6nem Olgiimleriyle belirlenmektedir. RF’ den elde edilen 3
parametre vardir. Bu parametreler genellestirilmis hata, degisken 6nemi ve yakinlik

analizidir.

Genellestirilmis hata verisi, siniflandirma dogrulugunun anlagilmasma yardimci
olur. T veri setinden T}, yer degistirmeli yeni veri seti iiretilir. Yeni veri seti kullanilarak
h(x, T},) siiflandiricist olusturulur. Siniflandirict ile miimkiin olan tahminler arasindan
oylama yapilir. Veri setindeki her (X, y) igin sadece bu smiflandirici ile oylama

gerceklesir. Ty, X ve y’ yi igermez. (Breiman 2001).

RF algoritmasi, genellestirilmis hata verisindeki verilerin yerleri degistirildiginde
tahmin hatasinin ne kadar oldugunu inceleyerek degiskenlerin Onemini, etkilerini
hesaplar. Degisken ©nemi (kullanilan degiskenlerin ne kadar onemli oldugunun
belirlenmesi) degiskenlerin yerleri degistirilerek belirlenir. Degisimler sonucunda
olusan hatalar o degiskenin islemdeki 6nemini ortaya koyar. 4 gesit degisken onemi
Olclim yontemi vardir. Bunlar; Hata artigi, Ortalama hata pay: artisi, Hata payi artisinin

diferansiyeli ve Gini diisiisiidiir.

RF, budama olmaksizin en biiyiikk boyutta agac¢ gelistirmek icin CART
(Classification and Regression Tree) algoritmasini kullanmaktadir (Breiman 2001).
CART algoritmasinda, bir diiglimde belirli bir 6l¢iit uygulanarak bdliinme islemi
gerceklestirilir. Bunun i¢in 6nce tiim niteliklerin var oldugu degerler géz oniine alinir ve
tiim eslesmelerden sonra iki boliinme elde edilir. Bu boliinmeler iizerinde segme islemi
uygulanir. Boliinme islemlerinde homojen siif dagilimina sahip diiglimler tercih edilir.
Diigiim homojenliginin 6lglimiinde; Gini katsayisi, Entropi, Yanlis Siniflama Hatasi,
Gain Oram1 Kriteri gibi Olgiitler kullanilmaktadir. RF yontemi, Gini katsayisini
kullanmaktadir. Verilen bir T veri seti i¢in rastgele bir ornek secilsin ve bu 6rnek C;
siifina ait olsun. Bu duruma gore Gini katsayisi soyle ifade edilir;

f(Ci, )\ (£(C:,T)
22 ) (5)

J#i
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Esitlikte, f(C;,T)/ |T| secilen 6rnegin C; smifina ait olma olasiligini gosterir (Pal
2005). Gini olgiimleriyle, en kiiciik Gini katsayisina sahip olan bdliinme pozisyonu
belirlenir. Gini katsayisi bitylidiikge siif heterojenligi artarken, Gini katsayisi1 azaldikca
sinif homojenligi artar. Bir alt diigiimiin Gini katsayisi, bir iist diigiimiin Gini
katsayisindan daha az oldugunda o dal basarilidir. Gini katsayis1 sifira ulasinca yani her
bir yaprak diigiimde bir smif kalinca aga¢ dallanma islemi sonlanir. Kag¢ tane agag
tiretmek istenirse her diigiim icin en iyi dal belirlenerek o kadar agac tiretilir (Liaw ve
Wiener 2002). Kisaca olusturulan veriler kullanilarak belirlenen boliinme 6lgiitlerine
gore diiglimler dallara ayrilmakta ve aga¢ yapilar1 olugmaktadir. Sekil 2.3’de RF
smiflandiricisinda belirlenen en uygun boliinme pozisyonlarina gore olusturulan agag

yapist Ornegi gosterilmistir. Sekildeki x;;, girdi verilerini temsil etmektedir.

Veri Seti-1 Veri Seti-2 Veri Seti-3....N tane
Max. m=M
Varsavilan m="M
—
Alt Digim
Yaprak
Diigim
L

Sekil 2.3 RF yontemine ait agac yapist
2.3.2.2. Random Forest Siniflama Yonteminin Asamalari
1- * Orijinal veri setinin kendine ait bir test seti yoksa orijinal veri setinden BYOY

ile n tane 6rnekleme secilir. Her bir 6rneklemenin 2/3’1 agag olusturmak icin kullanilir
ve bu verilere inbag veri seti ad1 verilir. Geriye kalan 1/3’1i ise hata oranin1 hesaplamak
i¢in kullanilir (Tekrarli Holdout yontemi) ve bu verilere out-of-bag veri seti ad1 verilir
(Sekil 2.4)
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* Orijinal veri setinin kendine ait bir test seti varsa hata oran1 bu test setiyle de
hesaplanabilir (Holdout hata orani tahmin yontemi).

Her iki yolla da elde edilen hata orani1 birbirine yakin ¢ikmaktadir (Korkem 2013).

Veri setindeki tim veriler (Orijinal veri seti)

J1 EgE
Ogrenme Veri seti (Orijinal veri setinin 2/3'0 ) Test Veri seti (Orijinal veri
setinin 1/3'0
1T IT it

inBag (Ogrenme veri setinin 2/3'0 OO0B (1/3)

Sekil 2.4 Veri Setinin Boliinmesi Islemi

2- Her bootstrap 6rnegi i¢in budanmamis siniflama veya regresyon agaci asagidaki
adimlar kullanilarak olusturulur.

a. inBag veri setinden her diigimde biitiin tahmin degiskenleri igerisinden en iyi
degiskeni segcmek yerine rastgele m tane tahmin degiskeni secilir ve bunlarin i¢erisinden
en 1yi dallara ayiracak (en ¢ok bilgi kazanci saglayacak) olan belirlenir.

b. Belirlenen tahmin degiskeni i¢in en iyi dallanma kriteri Gini indeksi ile
hesaplanir ve hesaplanan degere gore veri seti her diigiimde iki alt dala ayrilir

c. Madde a ve b’deki islemler asagiya dogru yaprak diiglim elde edilinceye kadar
her diigiimde tekrar edilir.

Breiman tarafindan varsayillan m degeri regresyon agaglari kurulurken p/3,
siiflama agaclar1 kurulurken ise p'/? olarak &nerilmistir. Burada p degeri toplam
tahmin edici degiskenlerin(bagimsiz degiskenlerin) sayisini ifade etmektedir. (Akman
vd 2011)

3- n tane agacin ayrit ayr1 yapmis oldugu tahminler bir araya getirilerek yeni bir
tahminde bulunulur;

a- Smiflama agaclar1 icin en ¢ok oyu alan sinif en son tahmin durumu olarak
secilir,

b- Regresyon agaclari igin ise yapilan oylamanin ortalamasi alinarak nihai

tahmin yapilir.
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Ogrenme veri setinden hata oraninin hesaplamast icin ise;

1. Her KA olusturulurken BYOY asamasinda; aga¢ olusturulacak veri (inBag)
ve agag olusturmak i¢in kullanilmayan veri (out-of-bag veya OOB verisi) olmak (izere
ikiye ayrilir. OOB verisiyle agag test edilir ve hata oran1 tahmini yapilir.

2. Bireysel agacglarin yaptigit OOB tahminleri bir araya getirilir. Bu tahminlerden
GH orani kestirimi yapilir (Akman vd 2011).

Andy (2002), yeteri kadar aga¢ olusturulursa GH oraninin olduk¢a dogru
kestirilecegini, yeteri kadar aga¢ olusturulmadigi durumda ise GH oraninin oldugundan

biiyiik kestirilecegini belirtmistir.
2.3.2.3. Modelin Simiflama Basarisin1 Test Etme Yontemleri

Biitiin veri madenciligi modellerinin performansini hesaplamak icin standart bir
Olciitiin ~ kullanilmas1  6nemlidir. Veri madenciliginde siniflama modellerinin

karsilastirilmast i¢in en sik kullanilan yontem hata oranini hesaplamaktir.

Breiman (2001)’a gore RF yonteminde hata orani aga¢ sayisi arttikca belirli bir
limite yakinsamaktadir. Aga¢ yapili smiflayicilarin  olusturdugu hata oranimin
diistikliigii, bireysel olusturulan agaglarin gii¢lii olmasina ve aralarindaki korelasyonun
az olmasina baglhidir. Bununla beraber her diiglimde rastgele degiskenlerin se¢ilmesi,
hata oraninin boosting algoritmasina gore daha diisiik olmasini saglamakta bu durumda

modelin daha gii¢lii olmasina imkan tanimaktadir (Akman 2010).

Iki sinifli model igin siiflama matrisi Sekil 2.5’de verilmistir.

Gercek Durum (Altin Standart tanisi)
Tam Testi Sonucu Pozitif (Hasta) Negatif (Saglam) Toplam
Pozitif (Hasta) A (DP) B (YP) A+B
Negatif (Saglam) C (YN) D (DN) C+D
Toplam A+C B+D A+B+C+D

Sekil 2.5 iki sinifli model icin siniflama matrisi
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» Duyarlilik: Testin, gercek hastalar iginden hastalar1 ayirma yetenegidir.
Duyarlilik = A / (A+C) = DP / (DP + YN)

» Secicilik: Testin, ger¢ek saglamlar iginden saglamlari ayirma yetenegidir

(Stimbiiloglu ve Akdag 2010)
Secicilik=D/(B+D)=DN/ (DN + YP)

Duyarlilik ve segicilik oranlarinin yani sira, testin hatali yargilar1 da asagidaki gibi

hesaplanabilir:

» Yanlis Pozitif Orani: Gergek saglamlar i¢inden testin hatali olarak hasta dedigi

olgulardir.
YP = (1-Segicilik) = B /(B+D) = YP / (YP+DN)

» Yanhs Negatif Orani: Gergek hastalar i¢inden testin hatali olarak saglam dedigi

olgulardir.
YN = (1-Duyarlilik) = C /(A + C) = YN/ (YN + DP)

» Pozitif Tahmin Degeri: Tani testinin sonucuna gore belirlenen pozitifler

igerisindeki dogru pozitiflerin oranidir.

PTD=A/(A+B)=DP/(DP + YP)

» Negatif Tahmin Degeri: Tani testinin sonucuna gore belirlenen negatifler

icerisindeki dogru negatiflerin oranidir.

NTD =D/ (C+D) = DN/ (DN + YN)
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» Pozitif Olabilirlik Orani: Hastalik tanis1 koymanim dogruluk oranidir. Testin
sonucunun hastaligin  varhiginda pozitif c¢ikma olasiliginin, hastaligin
yoklugunda pozitif ¢ikma olasiligina oranidir. Yani hastaliga var dedigi zaman

dogruyu bildirmesinin, yanilmasina oranidir.
POO = L+ = Duyarlilik / (1-Segicilik)
POO = A(B+D)/B(A+C)=DP(YP+DN)/YP(DP+YN)
Bu oran ne kadar yiiksek olursa, gercek hastalar o derece iyi ayrimlanabilmektedir.

» Negatif Olabilirlik Orani: Saglam tanisi1 koymanin dogruluk oramidir. Testin
sonucunun hastaligin  varliginda negatif ¢ikma olasiligmin, hastaligin

yoklugunda negatif ¢ikma olasiligina oranidir.
NOO = L- = (1-Duyarlilik) / (Segicilik) = C(B+D) / D (A+C)
NOO = YN (YP+DN) / DN (DP+YN)
Bu oran ne kadar diisiik olursa, ger¢ek saglamlar o derece iyi ayrimlanabilmektedir.

» Dogruluk: Duyarlilik ve segicilik birlestirilerek tek bir Ol¢li elde edilmek
istendiginde kullanilan o6lgiilerden birisi de dogru test sonucu olasiligidir.
Gergekte testin hasta ve saglam olarak toplam dogru tani koyma oranina

"dogruluk (accuracy)" denir (Dirican 2001).

Dogruluk = (A+D)/(A+B+C+D) = (DP+DN) / (DP+YP+YN-+DN)
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3. MATERYAL VE METOT
3.1. Arastirmanin Amaci

Bu caligmadaki amag; koroner arter hastaligmin risk faktorlerini GA yontemiyle
optimize ederek, RF yonteminin GA optimizasyonlu ve optimizasyonsuz sonuglarini

karsilastirarak daha iyi bir siniflama basarisi elde etmektir.

Bu caligmada, genetik algoritma ile optimize edilerek siniflama yapilmis olan 20,
50, 100, 500 ve 1000 agacli RF sonuclari; tek bir KA’dan elde edilen sonuglarla,
genetik algoritma ile optimizasyon yapilmamis olan 20, 50, 100, 500 ve 1000 agacli RF
sonuglariyla ayn1 zamanda da Gini katsayis1 degerlerine gore siniflamalara etki eden en
onemli 9 degisken alinarak siniflama yapilmis olan 20, 50, 100, 500 ve 1000 agagli RF

sonuclartyla kiyaslanmstir.

Uygulamas1 yapilmis olan tiim agaglarin dogruluk oranlari, duyarlilik ve segicilik
degerleri, yanlis pozitif ve yanlis negatif oranlari, pozitif ve negatif tahmin degerleri,
pozitif ve negatif olabilirlik oranlar1 kiyaslanarak basarili bir sonug¢ elde edilip
edilmedigi incelenmistir. Aym1 zamanda veri sayist az oldugu durumlarda RF

yontemindeki en basarili sonug verecek olan optimum agag sayisi da incelenmistir.
3.2. Arastirmanin Uygulandig1 Veri Seti

Yapmis oldugumuz bu ¢alismada, 10.01.2011 Tarihinde PAU Tip Fakiiltesi
Girisimsel Olmayan Tibbi Etik Kurulu’'ndan onay almis olan Prof. Dr. Asuman
Kaftan’in yiritictisic oldugu Ars. Gor. Dr. Isik Tekin’in “Koroner Anjiyografi
Endikasyonu Olan Hastalarda Epikardiyal Yag Dokusunun Transtorasik
Ekokardiyografi ile Olciimii, Koroner Arter Hastlaigi ve Viicut Kitle Endeksi ile

[liskisi” isimli uzmanlik tez calismasindan elde edilmis olan veriler kullanilmistr.

Calismaya Pamukkale Universitesi Tip Fakiiltesi Kardiyoloji poliklinigine gdgiis
agris1 nedeniyle bagvuran noninvaziv testlerde kesin veya siipheli iskemi saptanan ve ilk
kez koroner anjiografi yapilmis olan 97 hasta dahil edilmistir. Tiim hastalarin koroner
anjiografi dncesi biyokimyasal degerleri ve antropometrik 6lgiimleri alinmis, sol lateral
dekiibit pozisyonda ayni arastirmaci tarafindan transtorasik ekokardiyografileri de
yapilmistir (Tekin 2012). Koroner arter hastaligina (KAH) sahip olan hasta sayis1 48

kisi iken koroner arter hastas1 olmayan kisi sayis1 49 olarak elde edilmistir.
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Calismaya Ocak 2011 ile Agustos 2012 tarihleri arasinda Pamukkale Universitesi
Kardiyoloji Anabilim Dali Poliklinigi’ne basvuran ve elektif koroner anjiografi
endikasyonu alan hastalar dahil edilmislerdir. Calismaya katilmay1r kabul eden
hastalarin koroner anjiografi oncesi ekokardiyografik goruntlleri, ekokardiyografi
Oncesi antropometrik 6l¢iimleri, son 1 ay igerisindeki lipid, a¢lik glukoz, hemoglobin
degerleri, kardiyak risk faktorleri ve koroner anjiografi sonuglart kaydedilmistir (Tekin

2012).

Calismaya dahil edilme kriterleri: Kardiyoloji poliklinigine basvurarak elektif olarak
koroner anjiografi endikasyonu alan hastalar, miyokard perfiuzyon sintigrafisi pozitif
olan, efor testi pozitif olan, optimal medikal tedaviye ragmen gdgiis agrisi tarifleyen,

noninvaziv yontemlerle siipheli iskemi saptanan hastalar ¢alismaya dahil edilmislerdir

(Tekin 2012).
3.3. Veri Analizinde Kullanilan Programlar ve Paketler

Bu c¢alismada R for Windows paket programi ve Salford Systems tarafindan
gelistirilmis olan SPM v7.0 - Salford Predictive Modeler software suite paket programi

kullanilmistir.

R for Windows paket programi internet aracilig ile licretsiz olarak dagitilan genel
lisansh bir programdir (WEB-3). Program genel lisans kapsaminda, serbest bir sekilde
dagitilabilir ve kullanilabilir ayrica programi elde eden herkes asil kaynagini belirterek
programi dagitma ve kullanma hakkina sahiptir ve programin kaynak kodu da agik bir
sekilde sunulmaktadir. Dolayisiyla herhangi bir programlama bilgisine sahip olan kisiler
bu kod iizerinden degisiklik ve gelistirme yapma hakkina sahiptirler. Programin en
biiyiik iistiinliiklerinden birisi de hemen hemen biitiin isletim sistemlerinde ¢alisabiliyor
olmasidir. R for Windows paket programi kullanilarak; istatistiksel analiz, grafik ¢izme

ve veri igleme siiregleri gergeklestirilebilir.

Bu calismada, GA yontemiyle siniflama yapabilen, R programi i¢in yazilmis olan
“evtree: Evolutionary Learning of Globally Optimal Trees” (WEB-4) paketi kullanildi.
Bu paket Thomas Grubinger, Achim Zeileis ve Karl-Peter Pfeiffer tarafindan

26.11.2013 tarihinde yayinlanmistir.
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RF sonuglarini elde etmek igin kullanilan SPM v7.0 - Salford Predictive Modeler
software suite paket programi ise Leo Breiman’in en yeni veri madenciligi teknolojisini
igeren bir programdir (WEB-5). Bu ¢alismada bu programin deneme sirimi temin

edilerek, igerisinde bulunan RandomForest modiilii ve CART modiilii kullanildi.



4. BULGULAR
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4.1. Uzerinde Cahsilan Degiskenler (Risk Faktorleri) ve Arastirmanmin Uygulama

Adimlar

Bu calismada kullanilmis olan degiskenler ve bu degiskenlere iliskin 97 kisiden

elde edilen sonuclar Tablo4.1’de gosterilmistir.

Tablo. 4.1 Hastalarin klinik ve demografik 6zellikleri

R datas1
. Degisken
Degisken Adi Gosterim o Degerleri
. Tipi
i
EYD vertikal (cm) (ortalama + SS) X1 Nicel 0,54 £0,16
EYD horizontal (cm) (ortalama + SS) X Nicel 2,66 +0,71
EYD alan (cm?) (ortalama + SS) X3 Nicel 1,36 £ 0,67
] KAH (+) n=48 (%49,5)
Koroner Arter Hastalig1 Xy Kategorik
KAH (-) n=49 (%50,5)
Aclik Glukoz (mg/dl) (ortalama % SS) X Nicel 124,29 + 52,36
Ejeksiyon fraksiyonu (ortalama + SS) X Nicel 58,85 + 7,34
Yas (Ortalama y1l + SS) Xy Nicel 59,13 £ 10,57
) Erkek n=49 (%50,52)
Cinsiyet (Erkek(%)/Kadin(%)) Xg Kategorik
Kadin n=48 (%49,48)
] ) ] Var  n=29 (%29,9)
Diyabetes Mellitus (var) [n(%)] Xq Kategorik
Yok n=68 (%70,1)
Hipertansiyon (var) [n(%)] Katedorik Var  n=50 (%51,55)
ipertansiyon (var) [n(% x ategori
pertansiy 10 g Yok  n= 47 (%48,45)
] Var  n=28 (%28,87)
Sigara kullanimi (var) [n(%)] X11 Kategorik
Yok  n=69(%71,13)
] ) Var  n=23(%23,71)
Aile dykisu (var) [n(%)] X132 Kategorik
Yok n=74(%76,29)
Bel Cevresi/Kalga Cevresi (ortalama + SS) X13 Nicel 1+0,07
Viicut kitle indeksi (kg/m?) (ortalama + SS) X14 Nicel 27,42 + 4,06
LDL Kolesterol (mg/dl) (ortalama + SS) X1s5 Nicel 121,9 £ 32,95
HDL Kolesterol (mg/dl) (ortalama * SS) X16 Nicel 46,51 £ 13,19
Total Kolesterol (mg/dl) (ortalama + SS) X17 Nicel 201,25 + 39,35
Trigliserid (mg/dl) (ortalama + SS) X1g Nicel 173,55 + 118,34
Hemoglobin (gr/dl) (ortalama £ SS) X19 Nicel 14,14 + 1,39

EYD: Epikardiyal yag dokusu, LDL: Diisiik Dansiteli Lipoprotein, HDL: Yiiksek Dansiteli Lipoprotein
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4.2. Elde Edilen Klinik Bulgularin Sonuclari

Oncelikle, koroner arter hastaliginin risk faktorlerini en basit diizeyde inceleyecek
olursak; KAH(+) olan grup ile KAH(-) olan grubun yas ortalamalar1 basta olmak iizere
cinsiyet, bel ¢evresi/kalga ¢evresi orani, sigara kullanimi, HDL kolesterol ve trigliserid

degerleri ortalamalari istatistiksel olarak anlamli farklilik géstermistir.

Risk faktorleri ile KAH varliginin iligkisi incelendiginde; KAH varlig: ile yasin
yiiksek olmasi arasinda anlamli iligski saptanmistir. KAH(+) olanlarin ortalama yasi
61,6+10,5 iken KAH(-) olan hastalarin ortalama yas1 56,6 +10,1 olarak saptanmistir
(p=0,021).

Cinsiyet farkliliginin KAH {izerine etkisine bakildiginda; erkeklerin %63,3’iinde,
kadinlarin  %35,4’tinde KAH varlig1 tespit edilmistir. Erkeklerde KAH(+) orani
kadinlara gore istatistiksel olarak daha fazla saptanmistir (p=0,006).

Sigara kullanan 28 hastanin 19’unda (% 67,9) KAH(+) saptanmis olup, 9’unda (%
32,1) KAH(-) saptanmistir. 1ki grup karsilastirildiginda sigara kullananlarda istatistiksel
olarak anlaml yiikseklikte KAH(+) orani tespit edilmistir (p=0,021).

Diger risk faktorlerinden Diyabetes Mellitus [29 hasta (%29,9)], Hipertansiyon [50
hasta (%51,5)] ve aile Oykiisii [23 hasta (%23,7)] ile KAH varlig1 arasinda istatistiksel

olarak anlamli iligki saptanmamastir.

KAH(+) olan hastalarda Bel gevresi/ Kalca gevresi oranmin yiiksekligi KAH(-)

olma durumuna gére anlaml olarak yiiksek bulunmustur (p=0,009).

KAH varlig1 ile biyokimyasal degerler arasindaki iligski incelendiginde; KAH
varligr ile HDL dusiikligli arasinda istatistiksel olarak anlamli iligki saptanmistir.
KAH(+) olan hastalarda ortalama HDL 43 +12,9 mg/dl iken KAH(-) olan hastalarda
HDL degeri ortalamasi 49,9 + 12,7 mg/dl olarak saptanmistir(p=0,009).

KAH varligi ile trigliserid degeri arasinda istatistiksel olarak anlamli iliski
saptanmistir. KAH(+) olan hastalarda ortalama trigliserid 201,5 = 141 mg/dl iken
KAH(-) olan hastalarda ortalama. trigliserid 145,5 + 84,2 mg/dl olarak saptanmistir
(p=0,013).
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EYD wvertikal kalinligt KAH(+) olan hastalarda ortalama 0,6 * 0,15 cm,
olmayanlarda ortalama 0,46 + 0,14 cm (p=0,0001), EYD horizontal uzunlugu KAH(+)
olan hastalarda ortalama 2,91 + 0,60 cm, olmayanlarda 2,41 + 0,73 cm (p=0,001), EYD

alan 6lctimii KAH(+) olan hastalarda 1,55 + 0,64 cm?, olmayanlarda 1,15 + 0,62 cm?

(p=0,002) saptanmis olup istatistiksel olarak anlamli bulunmustur.

Tablo. 4.2 Koroner arter hastaligi olan ve olmayan gruplarin karsilastirilmasi

KAH (+) KAH (-)
(n=48) (n=49) p degeri
EYD vertikal (cm) (ortalama £ SS) 0,60 £ 0,15 0,46 £0,14 | 0,0001*
EYD horizontal (cm) (ortalama + SS) 2,91+ 0,60 2,41+0,73 0,001*
EYD alan (cm?) (ortalama + SS) 1,55 + 0,64 1,15+0,62 | 0,002*
Achik Glukoz (mg/dl) (ortalama * SS) 130,3 +53,5 118,3 +50,9 0,09
Ejeksiyon fraksiyonu (ortalama * SS) 57,88 £ 9,16 59,8 + 4,88 0,203
Yas (Ortalama yil £ SS) 61,6 £ 10,5 56,6 + 10,1 0,021*
Cinsiyet (Erkek(%)/Kadin(%)) 3133)/ 18 (36.7)/ 0,006*
17 (35,4) 31 (64,6)
Diyabetes Mellitus (var) [n(%o)] 17 (58,6) 12 (41,4) 0,24
Hipertansiyon (var) [n(%0)] 29 (58) 21 (42) 0,08
Sigara kullanimi (var) [n(%)] 19 (67,9) 9(32,1) 0,021*
Aile 6ykusu (var) [n(%0)] 13 (56,5) 10 (43,5) 0,44
Bel Cevresi/Kalga Cevresi (ortalama £ SS) 1,01 + 0,06 0,97 £ 0,06 0,009*
Vicut kitle indeksi (kg/m?) (ortalama + SS) 27,3+3,8 27,4+43 0,98
LDL Kolesterol (mg/dl) (ortalama + SS) 1216 + 35 122,1+ 32,6 0,65
HDL Kolesterol (mg/dl) (ortalama £ SS) 43,0+129 499+ 12,7 0,009*
Total Kolesterol (mg/dl) (ortalama + SS) 201,9+42,6 200,5 + 37 0,90
Trigliserid (mg/dl) (ortalama * SS) 201,5+ 141 1455+84,2 | 0,013*
Hemoglobin (gr/dl) (ortalama £ SS) 144+13 138+14 0,08

KAH: Koroner arter hastaligi, LDL: Diisiik Dansiteli Lipoprotein, HDL: Yiiksek

Dansiteli Lipoprotein, EYD: Epikardiyal yag dokusu, SS: Standart sapma .*p<0,05

Istatistiksel olarak anlamli kabul edilmistir.
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4.3. Elde Edilen Random Forest Siniflama Sonuclari

Tablo 4.3’de 97 kisilik veri seti lizerinden KA ile elde edilmis olan siniflama
sonuclar1 gosterilmistir. KA sonucu incelendiginde; dogruluk oraninin %68 olarak elde
edildigi goriilmektedir. Ayn1 zamanda duyarlilik oran1 %60,42, secicilik oran1 %75,51,
yanlig pozitif oran1 %24,49, yanlis negatif oran1 %39,58, negatif tahmin degeri %66,07,
pozitif tahmin degeri %70,73, pozitif olabilirlik oran1 2,47, negatif olabilirlik orani ise
0,52 olarak elde edilmistir. Aym1 zamanda KA modelinin siniflamasina etki eden
degiskenlerin 6nem siralamasi Tablo 4.8’de gosterilmistir. Burada EYD horizontal
Olciimiinlin ilk sirada yer aldigr goriilmektedir. Daha sonra sirasiyla yas, LDL

kolesterol, EYD vertikal 6lgimu ve EYD alan 6l¢iimii yer almaktadir.

Tablo 4.4°te 20 agac i¢in olusturulmus olan RF sonuglari goriilmektedir. ilk olarak
herhangi bir optimizasyon yontemi uygulanmadan 20 agaghik bir RF modeli
kurulmustur. Burada elde edilen dogruluk oraninin %64,95 oldugu goriilmektedir. Daha
sonrasinda veri setine GA yontemiyle optimizasyon uygulanmis ve 20 agaglik bir RF
sonucu daha elde edilmistir. Optimizasyon sonrasi RF modelinin dogruluk orani
%79,38’e cikmistir. Ayn1 zamanda optimize edilmemis olan RF modeline etki eden
Tablo 4.8deki degiskenlerin 6nem sirasina gore ilk 9 tanesi kullanilarak tekrar 20
agaclik bir RF modeli elde edilerek sonuglar incelenmistir. Bu modelin dogruluk
oraninin ise % 68,04 oldugu goriilmektedir. Duyarlilik degerleri incelendiginde 3 model
arasinda ciddi bir farklilik goriilmemektedir. Ancak segicilik degerlerine bakildiginda
GA yontemiyle optimize edilmis olan modelin segiciliginin diger RF modellerine oranla
oldukca yiiksek oldugu goriilmektedir. Ayni sekilde yanlis pozitif oraninin da belirgin
bir sekilde diisiik ¢iktigr goriilmektedir. Yanlis negatif oraninda ¢ok biiyiik bir fark
olmamasina karsin GA yontemiyle kurulan model diger modellere oranla basarisiz
olmustur. Negatif tahmin degerleri arasinda da biiyiik bir farklilik gdézlenmemis
olmasina ragmen pozitif tahmin degeri diger modellere gore oldukga yiiksek ¢ikmustir.
Negatif olabilirlik orani agisinda GA ydnteminin diger modellere gore daha diisiik bir
sonu¢ verdigi goriilmektedir. Pozitif olabilirlik oraninda ise diger modellere oranla

oldukca yuksek bir sonug elde edilmektedir.



Tablo 4.3 KA simiflamasi sonuclari

Gercek KAH | Gergek KAH Duyarhihik Secicilik YP YN PTD NTD Dogruluk
Toplam POO NOO

Karar Agact (+) (-) (%) (%) (%) (%) (%) (%) (%)
KAH (+) 29 12 41

KAH (-) 19 37 56 60,42 75,51 24,49 39,58 70,73 66,07 2,47 0,52 68,04
Toplam 48 49 97
Tablo 4.4 20 Agac icin test edilmis RF sonuclari

Gergek o
Gercek KAH Duyarliik Secicilik YP YN PTD NTD Dogruluk
Random Forest KAH Toplam POO NOO
. (+) (%) (%) (%) (%) (%) (%) (%)

(20 agag) (-)

KAH (+) 37 23 60

KAH (-) 11 26 37 77,08 53,06 46,94 22,92 61,67 70,27 1,64 0,43 64,95
Toplam 48 49 97

GA (20 agag)

KAH (+) 35 7 42

KAH (-) 13 42 55 72,92 85,71 14,29 27,08 83,33 76,36 51 0,32 79,38
Toplam 48 49 97

En etkili 9 degisken icin RF (20 agac)

KAH (+) 38 21 59

KAH (-) 10 28 38 79,17 57,14 42,86 20,83 64,41 73,68 1,85 0,36 68,04
Toplam 48 49 97
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Tablo 4.5’te 50 agac i¢in olusturulmus olan RF sonuglar1 goriilmektedir. Optimize
edilmeden kurulmus olan 50 agaclik RF’den elde edilen dogruluk oraninin %64,95
oldugu goriilmektedir. Optimize edilerek kurulmus olan 50 agaglhik RF sonucu
modelinin dogruluk oram1 %81,44’e cikmaktadir. Tablo 4.9°de gosterilmis olan RF
modelini etkileyen en onemli 9 degiskenle elde edilmis olan 50 agaglik modelin
dogruluk oraninin ise % 61,86 oldugu goriilmektedir. Duyarlilik degerleri
incelendiginde 3 model arasinda ciddi bir farklilik goriilmektedir. Ancak secicilik
degerlerine bakildiginda GA yontemiyle optimize edilmis olan modelin segiciliginin
diger RF modellerine oranla oldukca yliksek oldugu goriilmektedir. Ayni sekilde yanlis
pozitif oraninin da belirgin bir sekilde diisiik ¢iktig1 goriilmektedir. Yanlis negatif
oraninda ise biiylik bir basar1 elde ettigi sdylenememektedir. Negatif tahmin degerleri
arasinda da biiylik bir farklilik gézlenmemis olmasina ragmen pozitif tahmin degeri
diger modellere gore oldukg¢a yiiksek c¢ikmistir. Negatif olabilirlik orani agisindan da
GA yonteminin diger modellere gore daha diisiik bir sonu¢ verdigi goriilmektedir.
Pozitif olabilirlik oraninda ise diger modellere oranla oldukca yliksek bir sonug elde

edilmektedir.



Tablo 4.5 50 Agac icin test edilmis RF sonuclari

Gercek KAH | Gergek KAH Duyarhilik | Secicilik| YP | YN | PTD | NTD Dogruluk
Random Forest (+) (-) Toplam (%) (%) (%) | (%) | (%) | (%) POOI NGO (%)
(50 agag)
KAH (+) 35 21 56
KAH (-) 13 28 41 72,92 57,14 |42,86(27,08| 62,5 |68,29| 1,7 | 0,47 | 64,95
Toplam 48 49 97
GA (50 agag)
KAH (+) 35 5 40
KAH (-) 13 44 57 72,92 89,8 10,2 |27,08| 87,5 |77,19| 7,15 | 0,3 81,44
Toplam 48 49 97
En etkili 9 degisken icin RF (50 agag)
KAH (+) 30 19 49
KAH (-) 18 30 48 62,5 61,22 |38,78| 37,5 |61,22| 62,5 |1,61| 0,61 | 61,86
Toplam 48 49 97
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Tablo 4.6’de 100 agac¢ icin olusturulmus olan RF sonuglart goriilmektedir.
Optimize edilmeden kurulmus olan 100 agaclik RF’den elde edilen dogruluk oraninin
%63.,92 oldugu goriilmektedir. Optimize edilerek kurulmus olan 100 agaclik RF sonug
modelinin dogruluk oram1 %83,51’e cikmaktadir. Tablo 4.9°de gosterilmis olan RF
modelini etkileyen en 6nemli 9 degiskenle elde edilmis olan 100 agaclik modelin
dogruluk oraninin ise % 67,01 oldugu goriilmektedir. Duyarlilik degerleri
incelendiginde 3 model arasinda ciddi bir farklilik goriilmemistir ancak GA yontemiyle
elde edilen duyarlilik degeri digerlerine oranla daha basarilidir. Secicilik degerlerine
bakildiginda GA yontemiyle optimize edilmis olan modelin segiciliginin diger RF
modellerine oranla oldukga yiiksek oldugu goriilmektedir. Ayni sekilde yanlis pozitif
oraninin da belirgin bir sekilde diisiik ¢ciktig1 goriilmektedir. Diger aga¢ sayilarindan
daha fazla oranda, GA negatif tahmin degerinde de diger modellere gore farklilik
gostermektedir. Ayni sekilde pozitif tahmin degeri diger modellere gore oldukca yiiksek
cikmigtir. Negatif olabilirlik orani agisindan GA yonteminin diger modellere gore daha
diisiik bir sonu¢ verdigi goriilmektedir. Pozitif olabilirlik oraninda ise diger modellere

oranla oldukca yuksek bir sonu¢ elde edilmektedir.



Tablo 4.6 100 Agac icin test edilmis RF sonuclar
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Gercek KAH | Gergek KAH Duyarhilik | Secicilik | YP YN | PTD | NTD Dogruluk

Random Forest (+) (-) Toplam (%) (%) %) | (%) | (%) | (%) POO | NOO (%)

(100 agag)
KAH (+) 34 21 55
KAH (-) 14 28 42 70,83 57,14 | 42,86 | 29,17 | 61,82 | 66,67 | 1,65 | 0,51 63,92
Toplam 48 49 97
GA (100 agag)
KAH (+) 38 6 44
KAH (-) 10 43 53 79,17 87,76 | 12,24 | 20,83 | 86,36 | 81,13 | 6,47 | 0,24 83,51
Toplam 48 49 97
En etkili 9 degisken icin RF (100 agag)
KAH (+) 32 16 48
KAH (-) 16 33 49 66,67 67,35 | 32,65 | 33,33 | 66,67 | 67,35 | 2,04 | 0,49 67,01
Toplam 48 49 97
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Tablo 4.7°de 500 agac¢ icin olusturulmus olan RF sonuglari goriilmektedir.
Optimize edilmeden kurulmus olan 500 agaclik RF’den elde edilen dogruluk oraninin
%64,95 oldugu goriilmektedir. Optimize edilerek kurulmus olan 500 agaglik RF sonug
modelinin dogruluk oran1 %81.44°¢ c¢ikmistir. Tablo 4.9°da gosterilmis olan RF
modelini etkileyen en 6nemli 9 degiskenle elde edilmis olan 500 agaclik modelin
dogruluk oraninin ise % 69,07 oldugu goriilmektedir. Duyarlilik degerleri
incelendiginde 3 model arasinda ciddi bir farklilik goriilmemistir. Secicilik degerlerine
bakildiginda GA yoOntemiyle optimize edilmis olan modelin segiciliginin diger RF
modellerine oranla olduk¢a yiiksek oldugu goriilmektedir. Ayni sekilde yanlis pozitif
oraninin da belirgin bir sekilde diisiik ¢iktig1r goriilmektedir. Negatif tahmin degerinde
ise diger modellere gore farklilik gdstermemektedir. Pozitif tahmin degeri diger
modellere gore oldukca yiiksek c¢ikmustir. Negatif olabilirlik oranit acisinda GA
yonteminin diger modellere gore daha diisiik bir sonug verdigi goriilmektedir. Pozitif
olabilirlik oraninda ise diger modellere oranla olduk¢a yiiksek bir sonug¢ elde

edilmektedir.



Tablo 4.7 500 Agac icin test edilmis RF sonuclar
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Gergek KAH | Gergek KAH Duyarlhiik | Segicilik | YP YN | PTD | NTD Dogruluk
Random Forest (+) (-) Toplam (%) (%) (%) (%) (%) (%) POO| NOO (%)
(500 agag)
KAH (+) 33 19 52
KAH (-) 15 30 45 68,75 61,22 | 38,78 | 31,25 | 63,46 | 66,67 | 1,77 | 0,51 64,95
Toplam 48 49 97
GA (500 agag)
KAH (+) 35 5 40
KAH (-) 13 44 57 72,92 89,8 10,2 | 27,08 | 87,5 | 77,19 | 7,15 | 0,3 81,44
Toplam 48 49 97
En etkili 9 degisken icin RF (500 agag)
KAH (+) 36 18 54
KAH (-) 12 31 43 75 63,27 |36,73| 25 | 66,67 | 72,09 | 2,04 | 04 69,07
Toplam 48 49 97
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Tablo 4.8’de 1000 aga¢ icin olusturulmus olan RF sonuglar goriilmektedir.
Optimize edilmeden kurulmus olan 1000 agaclik RF’den elde edilen dogruluk oraninin
%64.,95 oldugu goriilmektedir. Optimize edilerek kurulmus olan 1000 agaglik RF
sonucu modelinin dogruluk orant %81,44’e ¢ikmaktadir. Tablo 4.9’da gosterilmis olan
RF modelini etkileyen en 6nemli 9 degiskenle elde edilmis olan 1000 agaclik modelin
dogruluk oraninin ise % 70,1 oldugu goriilmektedir. Duyarlilik degerleri incelendiginde
3 model arasinda ciddi bir farklilik goériilmemektir ancak GA yontemiyle kurulan model
en iyi sonucu almamaktadir. Segicilik degerlerine bakildiginda GA yontemiyle optimize
edilmis olan modelin seg¢iciliginin diger RF modellerine oranla oldukga yiiksek oldugu
goriilmektedir. Ayni sekilde yanlis pozitif oraninin da belirgin bir sekilde diisiik ¢iktig
goriilmektedir. Negatif tahmin degerinde ise diger modellere gore farklilik
gozlenmemektedir. Pozitif tahmin degeri ise diger modellere gore oldukca yuksek
cikmigtir. Negatif olabilirlik orani agisindan GA yonteminin diger modellere gore daha
diisiik bir sonug verdigi goriilmektedir. Pozitif olabilirlik oraninda ise diger modellere

oranla oldukca yuksek bir sonu¢ elde edilmektedir.



Tablo 4.8 1000 Agac icin test edilmis RF sonuclar:
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Gercek KAH | Gercek KAH Duyarhilik | Secicilik YP YN PTD | NTD Dogruluk
Random Forest (+) (-) Toplam (%) (%) (%) (%) (%) (%) POOINOO (%)
(1000 agac)
KAH (+) 34 20 54
KAH (-) 14 29 43 70,83 59,18 40,82 | 29,17 | 62,96 | 67,44 | 1,74 | 0,49 | 64,95
Toplam 48 49 97
GA (1000 agag)
KAH (+) 35 5 40
KAH (-) 13 44 57 72,92 89,8 10,2 | 27,08 | 87,5 | 77,19 | 7,15 | 0,3 81,44
Toplam 48 49 97
En etkili 9 degisken icin RF (1000 agag)
KAH (+) 37 18 55
KAH (-) 11 31 42 77,08 63,27 36,73 | 22,92 | 67,27 | 73,81 | 2,1 | 0,36 70,1
Toplam 48 49 97
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Tablo 4.9°da  modellerde etkili olan degiskenlerin onemlilik diizeyleri
goriilmektedir. KA’da etkili olan en onemli ilk 5 degisken sirasiyla; EYD horizontal
(%100), yas (%99,81), LDL kolesterol (%74,.84), EYD vertikal (%74,73) ve EYD alan
(%56,50) seklindedir.

20 Agac ile kurulmus olan RF modelinde etkili olan en 6nemli ilk 5 degisken
sirastyla; LDL kolesterol (%100), Trigliserid (% 57,48), Bel Cevresi/Kalga Cevresi
orani (%55,29), EYD vertikal (%50,37) ve EYD horizontal (%50,03) seklindedir.

50 Agag ile kurulmus olan RF modelinde etkili olan en 6nemli ilk 5 degisken
sirasiyla; Trigliserid (% 100), LDL kolesterol (%98,28), EYD vertikal (%86,62), Bel
Cevresi/Kalga Cevresi orani (%85,76) ve EYD horizontal (%75,73) seklindedir.

100 Agac ile kurulmus olan oldugumuz RF modelinde etkili olan en 6nemli ilk 5
degisken sirasiyla; EYD horizontal (%100), LDL kolesterol (%92,03), Trigliserid (%
88,31), Bel Cevresi/Kalga Cevresi orami (%74,79) ve EYD vertikal (%70,16)
seklindedir.

500 Agac ile kurulmus olan RF modelinde etkili olan en 6nemli ilk 5 degisken
sirastyla; EYD horizontal (%100), LDL kolesterol (%83,65), Bel Cevresi/Kalga Cevresi
orani (%79,12), Trigliserid (% 77,85), ve EYD alan (%63,15) seklindedir.

1000 Agac ile kurulmus olan RF modelinde etkili olan en 6nemli ilk 5 degisken
sirastyla; EYD horizontal (%100), LDL kolesterol (%86,69), Bel Cevresi/Kalga Cevresi
orant (%82,03), Trigliserid (% 73,24), ve EYD vertikal (%65,29) seklindedir.



Tablo 4.9 Degiskenlerin Modellere Gore Normalize Edilmis Gini Katsayilari
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Normalize Normalize Normalize
Onem Edilmis Edilmis Edilmis
Sirasi Karar Afact Gini Katsayis1 20 AZag Gini Katsayis1 S0 Adag Gini Katsayisi

degerleri (%) degerleri (%) degerleri (%)

1 EYD horizontal 100 LDL Kolesterol 100 Trigliserid 100
2 Yas 99,81105 Trigliserid 57,4808 LDL Kolesterol 98,28457
3 LDL Kolesterol 74,84077 Bel Cevresi/Kalca Cevresi 55,29057 EYD vertikal 86,62225
4 EYD vertikal 74,73229 EYD vertikal 50,37168 Bel Cevresi/Kalca Cevresi 85,76624
5 EYD alan 56,50545 EYD horizontal 50,02669 EYD horizontal 75,72934
6 Sigara kullanimi1 43,22274 Aclik Glukoz 36,73376 EYD alan 58,22758
7 Ejeksiyon fraksiyonu 29,17418 Hemoglobin 33,68714 Hemoglobin 49,40129
8 Vicut kitle indeksi 22,07499 EYD alan 31,30188 Aglik Glukoz 43,89714
9 Trigliserid 18,13765 Total Kolesterol 22,39936 Total Kolesterol 41,71646
10 Aglik Glukoz 16,70769 Vicut kitle indeksi 20,00865 Yas 39,12256
11 Bel Cevresi/Kalga Cevresi 5,84975 Yas 17,66244 Vicut kitle indeksi 38,86213
12 Total Kolesterol 3,09243 HDL Kaolesterol 8,9957 Sigara kullanimi 29,10614
13 HDL Kolesterol 2,27315 Ejeksiyon fraksiyonu 8,05558 Cinsiyet 29,04172
14 Hipertansiyon 0 Hipertansiyon 7,87034 HDL Kolesterol 24,06964
15 Hemoglobin 0 Sigara kullanimi 7,43483 Hipertansiyon 21,16713
16 Diyabetes Mellitus 0 Diyabetes Mellitus 7,26875 Ejeksiyon fraksiyonu 15,99397
17 Cinsiyet 0 Cinsiyet 4,11934 Diyabetes Mellitus 6,52151
18 Aile dykisu 0 Aile 6ykusi 1,97154 Aile dykdsu 1,91663




Tablo 4.9 Degiskenlerin Modellere Gore Normalize Edilmis Gini Katsayilar1 (Devami)
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Normalize Normalize Normalize
Onem Edilmis Edilmis Edilmis
sirasi 100 Aga Gini Katsayis1 500 Agag Gini Katsayis1 1000 Aga Gini Katsayisi

degerleri (%) degerleri (%) degerleri (%)

1 EYD horizontal 100 EYD horizontal 100 EYD horizontal 100
2 LDL Kolesterol 92,0335 LDL Kolesterol 83,64658 LDL Kolesterol 86,69217
3 Trigliserid 88,30896 Bel Cevresi/Kalca Cevresi 79,1208 Bel Cevresi/Kalca Cevresi 82,03202
4 Bel Cevresi/Kalca Cevresi 74,78626 Trigliserid 77,85522 Trigliserid 73,24198
5 EYD vertikal 70,15684 EYD alan 63,15164 EYD vertikal 65,2948
6 Hemoglobin 56,80676 EYD vertikal 62,399 EYD alan 59,76909
7 Aclik Glukoz 56,74006 Aclik Glukoz 52,28101 Yas 52,51531
8 EYD alan 45,73151 Yas 45,89645 Aglik Glukoz 51,53077
9 Yas 39,2931 Hemoglobin 41,12826 Hemoglobin 41,59889
10 Vicut kitle indeksi 31,44343 Vicut kitle indeksi 30,52723 Ejeksiyon fraksiyonu 31,67625
11 Total Kolesterol 27,37642 Ejeksiyon fraksiyonu 29,42954 Vicut kitle indeksi 30,32198
12 HDL Kolesterol 23,44744 Total Kolesterol 25,40029 HDL Kolesterol 26,83639
13 Sigara kullanimi 23,39547 HDL Kolesterol 25,36185 Total Kolesterol 23,86272
14 Cinsiyet 23,01739 Cinsiyet 24,61961 Cinsiyet 23,59253
15 Ejeksiyon fraksiyonu 22,9583 Sigara kullanimi 18,92446 Sigara kullanim1 20,23043
16 Hipertansiyon 15,29217 Hipertansiyon 8,95347 Hipertansiyon 7,48536
17 Diyabetes Mellitus 4,30131 Diyabetes Mellitus 4,16518 Diyabetes Mellitus 5,02555
18 Aile dykisu 3,05012 Aile 6ykusi 2,43529 Aile dykdsu 2,70653
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5. TARTISMA

Bu c¢alismada, veri madenciligi alaninda sik¢a kullanilan agag tabanli siniflandirma
yontemlerinden birisi olan RF yontemi ve heniiz saglik alaninda yaygin olarak
kullanilmaya baglanmamis olan bir optimizasyon yontemi olan GA’larin, RF yontemi
tizerindeki basarist koroner arter hastalarmma ait 97 kisilik bir veri seti iizerinde

uygulanmigtir.

Bu calismaya benzer sekillerde daha 6nceden yapilmis olan bazi ¢alismalarda GA
yonteminin siniflandirma problemlerinde basarili bir sekilde optimizasyon saglayarak
simiflama bagarisini arttirdigl goriilmistir. 2009 yilinda yapilmis bir ¢alismada astim
hastalig1 teshisinde GA yonteminin kullanilmastyla 6nemli sayilabilecek dogruluk orani
ile smiflandirma islemi basarisi elde edilmis oldugu goriilmektedir. Gergeklestirmis

olduklari testler sonucunda % 91,31 dogruluk orani elde etmislerdir (Er vd. 2009).

2012 yilinda yapilmis olan bir baska calismada ise meme kanseri siniflandirmasi
icin veri flizyonu ve genetik algoritma tabanli gen se¢imi yapilmis ve yapilan ¢alismada

belirlenen 10 gen ile siniflandirma dogruluk oran1 %94,65 olarak elde edilmistir (Yildiz
vd. 2012).

Dogan tarafindan 2006 yilinda yapilan ¢alismada, gergeklestirmis olduklar1 karar
destek sistemiyle kalp krizi igin 61 hasta verisi kullanarak 50 hasta i¢in kalp krizi, 11
hasta i¢in saglam tanisi; 106 hasta verisi kullanarak 86 hasta verisi icin hiperlipidemi,
20 hasta verisi i¢in saglam tanisi; 96 hasta verisi kullanarak 76 hasta verisi i¢in anemi,
20 hasta verisi i¢in saglam tanisi; 120 hasta verisi kullanilarak 35 hasta verisi i¢in
hipertiroidi, 35 hasta i¢in hipotiroidi, 50 hasta i¢inse saglam tanis1 koymuslardir. Daha
sonra bu hastalarda sistemin ulastig1 sonug, saglik personelinin verdigi kararla %100

dogrulukla 6rtiismiistiir (Dogan 2006).

Laurikkala ve Juhola (1998) tarafindan yapilmis olan ¢alismada, kadinlarda idrar
kacirma verileri iizerine calisilmis ve ileri istatistiksel bir smiflama teknigi olan
diskriminant analizi sonuglariyla karsilagtirilmistir. GA ydntemiyle yapmis olduklari
siiflama sonuglarinin diskriminant analizi sonuglarina gore daha belirleyici oldugunu

gostermislerdir.
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Fidelis ve arkadaglarinin 2000 yilinda yapilmis olduklart bir ¢alismada, hem
dermatoloji verileri hem de meme kanseri verileri incelenmistir. Dermatoloji verilerinde
yapmis olduklar1 GA optimizasyonu ile siniflandirma sonucunda %95 dogruluk oranina
ulagmiglardir. Aymi sekilde meme kanseri i¢in uyguladiklart GA optimizasyonu ile

siiflandirmada ise %67 dogruluk orani elde etmislerdir.

Tanwani ve Farooq’un 2009 yilinda yapmis olduklar1 ¢alismada, biyomedikal veri
setlerinde GA siniflama performanslar1 iizerinde durulmus ve 31 farkli veri setini 6
farkli evrimsel 6grenme algoritmasi ile karsilagtirmislar ve veri setlerinin ¢ogunda GA
yontemiyle yapmis olduklari siniflama sonuglarinin daha basarili dogruluk oranlarina

sahip oldugunu gostermislerdir.

Sanz ve arkadaslarinin, 2008 yilinda 7 farkli saglik merkezinden elde ettikleri
kardiyovaskiiler hastaliklara ait verilerle yapmis olduklar1 ¢alismada, bulanik mantik
siiflandiricisinin GA yontemiyle optimize edilerek siniflandirma basarisini yiikseltip
yukseltmedigini incelemisler ve sonug¢ olarak GA yontemiyle yapilmis olan
simiflandirma sonuglarinin  dogruluk oranlarinin daha yiiksek oldugu sonucuna

varmiglardir.

Bu calismadan elde edilen sonuglarda GA ile optimize edilmis olan RF modelinde
dogru siniflama yapma oranlarinin optimize edilmeden ele alinan RF modellerine gore
cok daha yiiksek oldugu sonucuna ulasilmistir. Aymi sekilde bagimsiz degisken
sayisinin azaltilarak kurulmus olan modellerin oranlarina ve KA sonucunda elde edilmis

olan oranlara gore de GA sonuglarinin daha basarili oldugu goriilmektedir.

Kurulmus olan modellerde 20, 50, 100, 500 ve 1000 agagtan olusan ve GA ile
optimize edilmis olan RF sonuglari elde edilmistir. Daha sonra ayn1 aga¢ sayilarindan
olusan modellerde optimize etmeden RF yontemi kullanilmis ayrica bu RF modellerini
etkileyen degiskenlerin 6nem dereceleri bulunarak ve bunlardan yola ¢ikip tahmin edici
degisken sayis1 yar1 yariya azaltilarak aymi sayida agaclardan RF modelleri de
kurulmustur. Burada, smiflandirmaya en ¢ok etki eden degiskenler ile daha basit ve
daha giiclii bir model kurularak, bu modelin GA ile optimize edilmis olan 18
degiskenlik modele iistiinliik kurup kurmadiginin da incelenmesi diistiniilmiistiir. Ayni
zamanda KA sonucunda elde edilen smiflama sonucunun da diger modellerle

karsilastirilmasi islemi gergeklestirilmistir.
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Genel olarak elde edilmis olan sonuglar incelendiginde;

Ger¢ekte KAH (+) olan hastalar iginden kurulan model sonucunda dogru
siniflanmis olan hastalarin oranmi ifade eden duyarlilik degerleri incelendiginde;
kurulan modeller igerisinde hastalar1 en yiiksek oranda belirleyen model GA ile
optimize edilmis olan 100 agaglik RF modelidir. Bu modelde duyarlilik degeri %79,17
olarak bulunmustur. Ayn1 zamanda 20 agaglik RF modelinden elde edilen en etkili 9
degiskenle kurulmus olan 20 agaclik RF modelinin duyarlilik degeri de %79,17 olarak
bulunmustur. Performans Olciisii agisindan bu iki model, en ideal degere ulasan

modeller olmusglardir.

Gercekte KAH (-) olan bireyler iginden kurulan model sonucunda dogru siniflanmig
olan bireylerin oranini ifade eden segicilik degerleri incelendiginde; kurulan modeller
icerisinde KAH (-) olan bireyleri en yiiksek oranda tespit eden modellerin GA ile
optimize edilmis olan modeller oldugu goriilmektedir. Bu modellerin igerisinde 50, 500
ve 1000 agaclik RF sonuglarinin segicilik degeri %89,8 olarak bulunmustur. Segicilik
degerlerinde; GA optimizasyonu yapilmis olan tiim RF modelleri, diger modellere gore

acik Ustiinliik gostermektedir.

Gercekte KAH (-) olan bireyler icinden kurulan modellerin hatali bir bigimde KAH
(+) olarak siniflamis oldugu orani ifade eden, yanlis pozitif oranlari incelendiginde GA
ile optimize edilmis olan modellerde en diisiik degere ulasildig1 goriilmektedir (%10,2).
Ayn1 zamanda KA sonucu elde edilmis olan yanlis pozitif oraninin, optimize edilmeden
kurulmus olan tim RF modellerinin sonuglarina ve en etkili 9 degisken alinarak
kurulmus olan tiim RF sonuglarina oranla daha iyi bir performans gosterdigi
goriilmektedir. Ancak buna ragmen %28,57 olarak gozlenmektedir. Bu performans
Ol¢iisii agisindan da GA optimizasyonu yapilmis olan tiim RF modelleri, diger

modellere gore agik ara iistiinliik gdstermektedir.

Gergekte KAH (+) olan hastalar iginden kurulan modellerin hatali olarak KAH (-)
olarak siniflamis oldugu orani ifade eden yanlis negatif oranlar1 incelendiginde en
basarili model GA ile optimize edilmis olan 100 agaclik RF modelidir. Bu modelde
yanlis negatif oram1 %?20,83 olarak bulunmustur. Ayni1 zamanda 20 agaglik RF
modelinden elde edilen en etkili 9 degiskenle kurulmus olan 20 agaclik RF modelinin

duyarlilik degeri de %20,83 olarak bulunmustur. Bu performans 6lgiisii acisindan en
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ideal modelin sadece GA optimizasyonu yapilmis olan RF modeli oldugu sdylenemez.
Ancak yine de GA modeli, optimize edilmeden kurulmus olan tiim RF modellerine gére

daha yiiksek bir bagar1 gostermistir.

Pozitif olabilirlik oraninin yiiksekligi gercek KAH (+) olan hastalarin
siiflandirilmasinin ne derece dogru oldugunu ifade etmektedir. Oranin yiiksekligi daha
dogru bir smiflama yapildigin1 gostermektedir. Negatif olabilirlik oranmi ise gergekte
KAH (-) olan kisilerin siniflandirmalarinin dogrulugunu ifade etmektedir. Burada ise
oranin diisiikliigii daha dogru bir siniflama yapildigini1 géstermektedir. Bu degerler icin
GA ve KA Kkarsilagtirildiginda, GA’nin ¢ok daha dogru bir siniflama yaptig
goriilmektedir. Pozitif olabilirlik oranmnin en bagsarili oldugu modeller, GA
optimizasyonu yapilmis olan RF modelleridir. Aralarinda en iyi degere sahip olan ise 50
agaclik RF modelidir. Aymi1 sekilde negatif olabilirlik oraninin en basarili oldugu
modeller de GA optimizasyonu yapilmis olan RF modelleridir. Aralarinda en iyi degere

sahip olan ise 100 agaclik RF modelidir.

Ilgilenilen tiim performans 6lgiilerinin icerisinde modelin basarisimi en objektif
verebilecek olan performans 6l¢iisii dogruluk oranidir. Ciinkii bu deger; duyarlilik ve
secicilik degerlerinin birlikte hesaplanmasi sonucu elde edilen bir degerdir. Gergekte
testin, hasta ve saglam olarak toplamda dogru tani koyma orani anlamina gelmektedir.
Dogruluk oranlar incelendiginde, aga¢ sayilarina gore kurulmus olan tiim modellerin
kendi aralarinda karsilastirilmasi, bulgular bdliimiinde yapilmistir. Tiim modeller
icerisinde dogruluk orani en yiiksek olan model %83,51 oraninda basarili siniflama

yapabilmis olan GA optimizasyonu yapilmis 100 agaclik RF modelidir.

GA optimizasyonu yapilmis olan tiim modeller igerisinde tiim performans
Olciilerinin sonuglar birlikte diisiiniildiigiinde en ideal sonuca 100 aga¢lik RF modeli ile
ulagildig1 goriilmektedir. 50 agaglik olan model de diger modellere gore daha iyi bir
performans gdstermektedir. Bunun sebebinin denek sayisinin az olmasindan olabilecegi
diisiiniilmektedir. GA ya da RF yontemleri iki bagimsiz veri madenciligi teknigidir ve
cok biiyiik veri setlerinde, sonuglara daha kolay ulagilmasi amaciyla gelistirilmislerdir.
Ancak buna ragmen c¢alisma sonucunda, veri seti ne kadar kiigiik olsa da basarili
siniflama oranlar1 elde edilmistir. Ozellikle GA optimizasyonu yapilmis olan RF

modellerinin sonuglarinin olduk¢a basarili oldugu séylenebilir.
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Random Forest yontemiyle olusturulmus olan 20, 50, 100, 500 ve 1000 agaglik
simiflandirma sonuglart ise kendi iglerinde incelenecek olursa; agac sayilarinin
artmasiyla incelenen performans Olgiilerinde c¢ok biiyiik degisiklikler olmadigi
goriilmektedir. Buna karsin, en etkili 9 degiskenle kurulmus olan modellerde ise “50
agaclik RF modeli haricinde” normal RF modellerinden daha yiiksek basari elde

edilmektedir.
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6. SONUC VE ONERILER

RF yontemi, en ¢ok kullanilan veri madenciligi yontemlerinden birisi oldugu halde
veri sayist az olan setlerde ¢ok yliksek basar1 oranlar1 yakalanamamaktadir. Modeldeki

agac sayist yiikseltilmis olsa da dogruluk oranlar1 yiikselememistir.

Yapilan bu calismadan elde edilen sonuglardan yola ¢ikilarak, GA yOntemiyle
optimize edilerek kurulan RF modellerinin, optimize edilmemis olan RF modellerine
oranla ¢ok daha yiiksek basartya sahip oldugu soOylenebilir. Ayni sekilde RF
modellerinin siniflama basarisini yiikseltmesi acisindan, aga¢ sayist kag¢ olursa olsun,
kurulacak olan modellerin GA yontemiyle optimize edilmesi yapilan bu c¢alisma

sonucunda varilabilecek olan en 6nemli sonu¢ olmaktadir.
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