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COVID-19 iliskili Insani Gelisim Seviyesinin Smiflandiriimas1 i¢in Yeni Bir Derin
Evrisimsel Sinir Ag1 Modeli
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Pandemi sirasinda alinan dnlemlerin insanlarin yasamlari iizerinde kalici etkileri olmustur.
Ama diger taraftan da ulusal ve ¢ok tarafli kurumlarin insani gelismeyi saglama becerisine
iliskin yeni yonelimler ve yontemleri gelistirmesine neden olmustur. Ciinkii bu pandemi
sagligi, ekonomiyi, egitimi, sosyal hayati ve birikmis kazanimlar etkileyen sistemik bir
insani gelisme krizi haline gelmistir. Bu tez ¢aligsmasi saglik, egitim ve ekonomi iizerinde
birlesik etkileri olan Insani Gelisme Endeksinin (IGE) iliskisinin pandemi faktorleri
baglaminda nasil ele alinmasi gerektigini gostermektedir. Ilk olarak, kamuya agik ve
giivenilir bir kaynaktan alinan tilkelerin COVID-19 verileri ayiklanarak kabul edilebilir bir
yaptya kavusturulmustur. Ardindan, hangi degiskenlerin IGE ile yakindan iliskili oldugunu
belirlemek ve Derin Evrigimli Sinir Ag1 (DESA) modelinin daha dogru sonuglar vermesini
saglamak i¢in istatistiksel 6znitelik se¢imi uygulanmistir. Zaman serisi veri gorsellestirmesi
i¢in Siirekli Dalgacik Doniisiimii (SDD) ve scalogram yontemleri kullanilmistir. Her iilkenin
¢ farkli goriintiisii, isleme kolaylig1 i¢in birbirine niifuz edecek sekilde tek bir goriintiide
birlestirilirmistir. Bu goriintiiler ¢esitli 6n isleme siireclerinden gegirilerek dnceden egitilmis
bir DESA modeli olan ResNet-50 agmin girisi i¢in uygun hale getirilmistir. Egitim ve
dogrulama islemlerinden sonra agin fc1000 katmanindaki 6znitelik vektorleri ¢izilerek
Destek Vektdr Makinesi Siiflandiricis1 (DVMS) girisine verilmistir. Ozgiilliik (%88,2),
duyarlilik (%96,5), kesinlik (%99), F1 Puan1 (%94,9) ve MKK (%85,9) toplam performans
metriklerine ulasilmistir. Ayrica bayes optimizasyonuna dayali hiper parametreli
siniflandirict ile COVID-19 ve IGE arasindaki iliskinin belirlenmesi iizerine bir ¢alisma
yapilmistir. Yapilan ¢alisma DESA modeli olan AlexNet ag1 kullanilarak olusturulmus ve
ozgiillik (%96), duyarlilik (%72), kesinlik (%92), dogruluk (%85) ve F1 puani (%80)
metriklerine ulagilmistir.

Anahtar Kelimeler: insani Gelisim indeksi; Derin Ogrenme; COVID-19; Siirekli Dalgacik
Doniistimi; Yapay Zeka; Siniflandirma
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The measures taken during the pandemic have had lasting effects on people's lives. On the
other hand it has led national and multilateral institutions to develop new directions and
methods of human development capability. Because, this pandemic become a systemic
human development crisis affecting health, the economy, education, social life and
accumulated gains. This study shows how the relationship of the Human Development Index
(HDI), which has combined effects on health, education and the economy, should be
considered in the context of pandemic factors. First, the COVID-19 data of the countries
taken from a public and reliable source were extracted and made into an acceptable structure.
Then, statistical feature selection was applied to determine which variables are closely
related to HDI and to enable the Deep Convolutional Neural Network (DCNN) model to
give more accurate results. Continuous Wavelet Transform (CWT) and scalogram methods
are used for time series data visualization. Three different images of each country are merged
into a single image, permeating each other for ease of processing. These images were made
available for the input of the ResNet-50 network, a pre-trained DCNN model, by undergoing
various preprocessing processes. After the training and validation processes, the feature
vectors in the fc1000 layer of the network were drawn and given to the Support Vector
Machine Classifier (SVMC) input. Specificity (88.2%), sensitivity (96.5%), precision
(99.9%), F1 Score (94.9%) and Matthews Correlation Coefficient (MCC) (85.9%) total
performance metrics were achieved. In addition, a study was conducted to determine the
relationship between COVID-19 and the human development index using the
hyperparameter classifier based on Bayesian optimization. The study was conducted using
the AlexNet network that is one of the DCNN model. Then, specificity (96%), sensitivity
(72%), precision (92%), Accuracy (85%), and F1 score (80%) metrics were achieved.

Keywords: Human Development Index; Deep Learning; COVID-19; Continuous Wavelet
Transform; Artificial Intelligence; Classification.
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1. GIRIS

Cin'in Vuhan kentinde ortaya ¢ikan yeni tip korona viriisiin neden oldugu COVID-19 adi
verilen hastalik, diinyay1 bircok yonden olumsuz etkiledi. Diinya Saglik Orgiitii (DSO)
tarafindan 11 Mart 2020 tarihinde pandemi ilan edildi. 1 Aralik 2021 tarihi itibariyla diinya
genelinde toplam vaka sayis1 262 milyon 178 bin 403, toplam 6liim sayis1 ise 5 milyon 215
bin 745 oldu. Tiirkiye 8 milyon 795 bin 588 vaka ile diinyada altinc1 sirada yer aliyor.
Tiirkiye’de ilk doz asilama 56 milyon 38 bin 139 kisiye yapilirken, ikinci doz 50 milyon 750
bin 190 kisiye uygulandi. Tiirkiye, Amerika Birlesik Devletleri, Hindistan ve Brezilya'dan
sonra en fazla as1 yapilan 6. iilke oldu [1][2][3].

Yoksulluk diizeyi, saglik hizmetleri kapasitesi, internete erisim ve sosyal koruma gibi
gostergeler, COVIDI19 krizinin ektilerinin 189 tilkenin her birinde ne kadar agir seyirli
alacagini ortaya koymaktadir. Birlesmis Milletler Kalkinma Programu, iilkelerin COVID-19
kriziyle bas etme ve diize ¢ikma kapasitelerindeki biiyiik farklar1 gosteren iki yeni gosterge
tablosu yayinlanmistir. Kalkinmanin ekonomik ve sosyal boyutlarini esi benzeri goriilmemis
bicimde etkileyen salgin, sistemsel bir insani gelisme krizi halini aldi. Bireyler ve
toplumlarin bunun gibi soklar1 daha iyi atlatabilmesi ve sonrasinda diize ¢gikabilmesi igin,
hem kisa hem de uzun vadede, kirilganliklar1 azaltan ve krizle miicadele kapasitesini
yiikselten politikalar hayati énem tasimaktadir. COVID-19 pandemisinin karsi karsiya
kalinan bir saglik acil durumundan daha fazlas1 oldugu ve diinya ekonomisini etkileyen
sistemik bir kriz oldugu agikga ifade edilmistir [4]. Diinyanin bir¢ok yerinde pandemi, insani
gelismede bir krize neden oluyor. Giinlimiiz kosullari, insani gelismenin bazi boyutlarinda
en son 1980'lerin ortalarinda gézlemlenen yoksunluk diizeyleriyle karsilagtirilabilir. Ancak
kriz, gelir, saglik ve egitim dahil olmak iizere insani biiylimenin tiim yonleri lizerinde dnemli
bir etkiye sahiptir. Salginin artan toplumsal cinsiyete dayali siddet iizerinde dolayl etkileri
oldugu bilinmesine ragmen heniiz tam olarak belgelenmis degildir. Insan sermayesi, uzun
vadeli refahin, yoksullugun azaltilmasinin ve miireffeh toplumlarin kritik bir itici gliciidiir
[5]. Egitim ve dgretim, isgiicii verimliligini artiran politikalar, gelecekteki gelir seviyelerini
yiikselten her tiirlii faaliyet insan sermayesi ile baglantili olmalidir. Bu baglamda saglikla
ilgili harcamalar da beseri sermaye yatirimlart olarak goriilmektedir [6]. COVID-19 ile
miicadele kapsaminda gelistirilen ve Yapay Zeka (YZ) kullanilarak yapilan modeller, bu

yatirimlarin baglangicinda hastalarin erken teshis ve tedavisini kolaylastirmaya baglamistir.



Yapay zeka ile ilgili caligmalarin giiniimiizde bilimin birgok alaninda uygulanabilir olmast,
pratik ve saglam bir teorik altyapiya sahip oldugunun gostergesidir. Covid-19 salgini
2019’un Aralik aymdan itibaren goriilmeye basladigindan beri bu konuda bilimsel
calismalarda yogun bir sekilde yapilmaya baslanmistir. Narin ve dig., yaptiklar1 ¢alismada
koronaviriis pndmonisi ile enfekte olmus hastanin gégiis rontgeni radyografileri kullanilarak
saptanmast i¢in ii¢ farkli evrisimli sinir ag1 tabanli model (ResNet50, InceptionV3 ve
InceptionResNetV2) onerilmistir. Elde edilen sonuglara gore dnceden egitilmis ResNet50
modelinin diger iki modele gore % 98 dogrulukla en yiiksek siniflandirma performansini
sagladig1 goriilmektedir. Yiiksek performans sayesinde doktorlarin klinik pratikte karar
vermesini kolaylagtiracagi ongoriilmiistiir [7]. Gozes ve dig., yaptiklari c¢alismada
koronaviriis hastalarini hasta olmayanlardan ayirt edebilmek icin 1s1 haritast veya 3D hacim
ekraninda gorsellestirilmesini saglamislardir. Bu sayede koronaviriisiin saptanmasinda ve
hastalik yiikiiniin 6l¢iilmesinde ve izlenmesinde yiiksek dogruluk elde edebilecegini
gostermislerdir [8]. S. Hu ve dig., calismalarinda BT goriintiilerini kullanarak COVID-19
enfeksiyonunun hizli ve tam olarak tespiti ve siniflandirilmasi i¢in zayif denetimli bir derin
ogrenme cercevesi tasarlamislardir. Onerilen modelin smiflandirma igin yiiksek dogruluk,
kesinlik ve lezyon tespitleri i¢cin umut verici niteliksel gorsellestirme sagladigini
gostermislerdir [9]. Hemdan ve dig., yapmis olduklar1 ¢alismada 6nerilen COVIDX-Net
taslagina dayali olarak X-15m1 goriintiilerinde COVID-19'u smiflandirmak i¢in derin
ogrenme modellerinin yararlt uygulamasimi géstermislerdir [10]. Kim ve dig., COVID-19
vakalarinin sayisini tahmin ederek bu tiir bir tahsise yardimeir olmak i¢in cografi hiyerarsiden
yararlanan Hi-COVIDNet'i 6nermislerdir [11]. Ugar ve dig., ¢ok pratik bir derin 6grenme
modeli ¢atist altinda girdi Xigin1 gériintiilerinin taninmasini iceren YZ tabanli bir karar
verme sistemi Onermislerdir. X-151n1 goriintiilerinden COVID-19 teshisi i¢in derin Bayes-
SqueezeNet karar verme sistemini uygulamiglardir [12]. Ahsan ve dig., COVID-19
semptomlar1 olan hastalarla diger hastalar arasinda siniflandirma yapmak icin BT taramasi
(400 ornek) ve gogiis rontgeni (400 6rnek) goriintii veri seti dikkate alinarak kapsamli bir
calisma gerceklestirmisglerdir. Mevcut derin 6grenme modellerinin  goglis rontgeni
goriintiilerinde BT tarama goriintiilerine kiyasla daha iyi performans gosterdigini ortaya
koymuslardir. Sekiz farkli derin 6grenme modeli (VGG16, InceptionResNetV2, ResNet50,
DenseNet201, VGG19, MobileNetV2, ResNet15V2 ve NasNetMobile) kullanilmis ve bu
modeller icerisinde MobileNetV2 ve NasNetMobile daha iyi performans gosterdiklerini
ortaya koymuslardir [13]. Jiang ve dig., yapilan ¢alismada gergek¢i BT goriintiileri
olusturabilen cGAN tabanli bir COVID-19 BT goriintii sentezi yontemi Onermislerdir.



Onerilen yontemin BT gériintiileri iiretebildigini ve yaygin goriintii sentezi yaklagimlariyla
karsilastirildiginda goriintii kalitesi agisindan son teknoloji performansa ulasabildigini
gostermektedir [14]. Waheed ve dig., bu c¢alismada CovidGAN adli bir Yardimci
Smiflandirict Uretken Karsit Ag tabanli model gelistirerek sentetik gogiis rontgeni
goriintiileri olusturmak i¢in bir yontem sunmuslardir. Tek basina Evrisimli Sinir Ag1 (ESA)
kullanilarak yapilan smiflandirma, % 85 dogruluk saglamigken CovidGAN tarafindan
tiretilen sentetik gorintiiler eklenerek dogruluk % 95'e ¢ikarilmigtir [15]. Nour ve dig.,
caligmalarinda giinliik klinik uygulamalar1 desteklemek icin pozitif COVID-19 vakalarini
otomatik olarak tespit edebilen bilgisayar destekli bir model dnerilmistir. Onerilen modelde
ESA mimarisine dayanmakta ve gogiis rontgeni goriintiilerinde ayirt edici 6zellikleri
otomatik olarak ortaya ¢ikarabilmektedir. Bu ¢alisma sonucunda ucuz, hizli, ve giivenilir
teshis araci elde edilmis olup % 98.97 dogruluk,% 89.39 duyarlilik,% 99.75 6zgiilliik ve %
95.75 F skoru saglanmistir [16]. L. Zhou ve dig., farkli kaynaklardan BT taramalarinda
enfeksiyon bolgelerini bdliimlere ayirabilen ve Olgebilen tam otomatik, hizli, dogru ve
makineden bagimsiz bir yontem onermislerdir [17]. Panwar ve dig., bu calisgmada gogiiste
bulunan gorsel gostergeleri arayacak hastalarin rontgenlerini analiz ederek COVID-19'u
tespit etmek icin kullanilabilecek alternatif bir hizli tarama yontemi olan derin 6grenme sinir
ag1 tabanli bir yontem olan nCOVnet'i énermislerdir. Onerilen ydntem ile pozitif olan
hastay1 5 saniyenin altinda tespit edebilmektedir. Bu sayede hizli bir sekilde tibbi uzmanlara
yardimet1 olabilecegini 6ne siirmiislerdir [18]. Ezzat ve dig., bu ¢alismada bir optimizasyon
algoritmas1 kullanilarak hibrit ESA mimarisine dayali GSA-DenseNet121-COVID-19 adl
yeni bir yaklasim dnermislerdir. Onerilen yontem %98 dogruluk pay1 igermistir bu sayede
COVID-19 adli yeni viriisiin teshisinde etkinligini gosterilmistir [19]. Chen ve dig.,
calisalarinda COVID-19 pndmonisini yiiksek ¢oziiniirliiklii BT'de tespit etmek igin derin
o0grenmeye dayali bir sistem kurmay1, radyologlarin ¢alisma baskisini azaltmay1 ve salginin
kontroliine katkida bulunmay1 amaclamislardir. Bu yontem sonucunda radyologlarin okuma
stiresi % 65 azaltilmistir [20]. Maghdid ve dig., yapilan ¢alismada yerlesik akilli telefon
sensorlerini kullanarak COVID-19'u tespit etmek i¢in yeni bir taslak onerilmistir. Herkes
tarafindan kullanilabilmesi ve hizli, etkili olmasi amaglanmistir [21]. Das ve dig.,
calismalarinda COVID-19 vakalarini tespit etmek i¢in umut verici iki agamali bir strateji
gelistirilmis, derin 6grenme aglar1 kullanilarak bakteriyel pnomoni, viral pnomoni ve saglikli
normal insanlardan gogiis rontgen goriintiileri ile ayirmak i¢in 6nerilmistir [22]. Rehman ve
dig., bu ¢alisma ile COVID-19 hastaliginin viral pnémoni, bakteriyel pnémoni ve saglikli

vakalardan derin 6grenme teknikleri kullanilarak ayristirilarak etkili  bir teshisi



gelistirmislerdir. Farklt ESA mimarilerini karsilagtirmiglar ve bu sayede koronaviriise karsi
erken tani saglanabilmektedir [23]. Boudrioua ve dig., calismada ti¢ evrisimli sinir agini
karsilastirmislardir. DenseNet 121, NASNetLarge ve NASNetMobile modellerinin
hassasiyet oranlarimin yiiksek olmasi sayesinde COVID-19 enfeksiyonlarinin otomatik
teshisi i¢in yardimci olabilecegini 6ne stirmiislerdir [24]. Vaid ve dig., ¢alismada COVID-
19 vakalarinin dogrulugunun tespiti i¢in derin 6grenme modeli gelistirmiglerdir. Gogiis
rontgeni taramalarinin kesin olarak tahmin edilmesi istenmistir. Pozitif vaka ve negatif

vakalar1 net bir sekilde gosterildigini ortaya koymuslardir [25].

Yapay zeka, niifus taramasi, tibbi yardim, bildirim ve enfeksiyon yonetimi 6nererek bu
viriisle miicadelede bize yardimci olabilir [26]. Son zamanlarda, YZ uygulamalarinin
COVID-19 pndmonisi tanisindaki etkinligi bazi yeni ¢alismalarda degerlendirilmis ve bu
alanda yiiksek tanisal performansa sahip oldugu bulunmustur [27][28][29][30][31].
Literatiirde COVID-19 ile ilgili YZ ve tibbi uygulamalarin kombinasyonu ile ilgili bir¢ok
calisma bulunmaktadir. Ornegin, Mount Sinai'deki arastirmacilar, Cinli hastalardan alinan
900'den fazla BT akciger taramasi iizerinde egitilmis bir algoritma kullanarak COVID-19
hastalarini teshis etmeye yardimci olacak bir YZ sistemi olusturmuslardir[32]. MIT'deki
arastirmacilar tarafindan gelistirilen bagka bir YZ sistemi, bir hastanin Oksiiriik sesine
dayanarak COVID-19'u tespit edebilmistir [33]. DARI algoritmasi kullanilarak olusturulan
DL-CRC modelinin ve ESA modelinin X-ray ile dogru bir sekilde tespit edilebildigi
gosterilmistir [34]. ESA ve ConvLSTM'yi iki derin 6grenme yontemi olarak kullanarak,
COVID-19 ve normal vakalarin hem BK hem de X-ray goriintiilerinde test edilebilecegi
gosterilmistir. Diger ilgili enfeksiyonlar arasinda COVID-19'u tespit etmek icin etkili bir
teshis konulabilmistir [35]. ESA tabanli transfer 6grenme-BiLSTM hibrit yapisinin COVID-
19'u teshis etmede oldukga etkili oldugu gosterilmistir. Onerilen ¢alisma, segmentasyon
islemini otomatik olarak gerceklestirdiginden, yiiksek siniflandirma dogrulugu ve kolaylik
saglamaktadir [36]. Yang ve meslektaslari ESA kullanarak 152 BT goriintiisiinii analiz ettiler
ve COVID-19 teshisinde 0,89 dogruluk gostermislerdir [37]. Ahamed ve arkadaslari,
COVID-19 bulasmis vakalar1 tespit etmek ve teshis etmek i¢in ince ayarin yapildigi,
ResNet50V2 tabanli genisletilmis bir derin 6grenme modeli gelistirmislerdir [38]. Kavuran
ve arkadaglari, [32]'de torasik bilgisayarli tomografi kullanarak COVID-19 tanis1 i¢in tam
otomatik bir derin Ogrenme sistemini degerlendirmistir. Birlestirilmis katmanlardan

optimize edilmis 6zelliklerle genel olarak %97,7 dogruluga ulasmislardir.



Bu tez calismasi kapsaminda iilkelerin IGE'si ile o iilkenin COVID-19 verileri arasindaki
iliskiyi bulmak i¢in makine 6grenmesi tabanli bir karar destek sistemi onerilmistir. Zamanla
degisen bu veriler temel olarak giinliik vaka sayisi, test sayisi, 6liim orani, agilanma oran1 ve
sosyo-demografik bilgiler gibi yaklasik 35 degiskeni igermektedir. Oncelikle bu
degiskenlerden hangilerinin IGE ile yakindan iliskili oldugunu belirlemek ve DESA
modelinin daha dogru sonuglar vermesine olanak saglamak igin istatistiksel 6znitelik segimi
uygulanmistir. ANOVA f degerine gore her {ilke i¢in en yliksek ii¢ puana sahip degisken
dikkate alinarak ¢alismaya baslanmistir. Zaman serisi verilerinin gorsellestirilmesi i¢in SDD
yontemi ve skalogram yontemi kullanilmistir. Her iilkenin {i¢ farkli goriintiisii, isleme
kolaylig1 i¢in birbirine niifuz edecek sekilde tek bir goriintiide birlestirilmistir. Bu goriintiiler
cesitli 6n isleme stireclerinden gegirilerek 6nceden egitilmis bir DESA modeli olan ResNet-
50 agmin girisi i¢in uygun hale getirilmistir. Agin O6grenilebilir evrisim katmanindaki
(fc1000) agirlik katsayilart revize edilmis ve siniflandirma performansi artirilmigtir. Egitim
ve dogrulama islemlerinden sonra agin fc1000 katmanindaki 6znitelik vektorleri ¢izilerek
diger bir makine 6grenmesi tabanli siniflandirict olan SVMC girdisine verilmistir. Sistem
performansi, karisiklik matrisi ve Alict Calisma Karakteristik (ACK) egrilerine dayali olarak
dogruluk, duyarlilik, 6zgiilliikk, F1 ve Matthew Korelasyon Katsayist (MKK) gibi metrikler
tizerinde Olglilmiistiir.Ayrica yeni bir ¢alisma da bayes optimizasyonuna dayali hiper
parametreli siniflandirict ile COVID-19 ve IGE arasindaki iliskinin belirlenmesi iizerine
yapilmistir. Yapilan calisma DESA modeli olan AlexNet agi1 kullanilarak olusturulmustur.
Bu calismada da Ozgiilliik, duyarlilik, kesinlik, Dogruluk ve F1 Puani metrikleri dikkate

alinarak degerlendirme yapilmistir.



2. TEORIK TEMELLER

Bu boliimde, tez calismasinda kullanilan teorik bilgiler kisaca Ozetlenmis ve tez

caligmasindaki kullanim gerekcelerine deginilmistir.

2.1 Derin Ogrenme

Yapay zeka, makinelerin insanlar gibi diislinebilme ve hareket edebilmesi igin
programlanmasini ifade eder. Makinelerin kendi kendilerine dgrenebilecekleri, durumlara
uyum saglayabilecekleri ve kendi hatalarmi kendilerinin ¢6zebilece§i alanlar
kapsamaktadir. Makine Ogrenmesi verileri 6n islemden gecirerek tahminlerde bulunmak ve
smiflandirmaktir. Derin 6grenme ise Onceden verilmis veriyi 6grenip farkli verilerle

karsilastirabilen bir YZ uygulamasidir.

Derin 6grenme, sinyal veya goriintii niteliklerini 6nceden belirlemeden YZ kullanarak
matematiksel modeller gelistirme yontemidir. Algoritmalara girdi olarak verilen egitim
verileri ile verileri tanimlayabilir, tahmin yapabilir, siniflandirabilir ve nasil iyilestirilmesi
gerektigini belirleyebilen makine 6grenmesinin bir alt dalidir. Birden ¢ok sayida katman ve
parametre igeren bir sinir agidir. Sinir ag1 mimarileri kullanan bir ¢ok derin 6grenme

yontemi vardir. Bu nedenle derin sinir aglari olarak da adlandirilir.

Derin 6grenme, ¢ok sayida dogrusal olmayan islem birimi katmani kullanarak 6zellik
cikarimi ve doniistiirme islemi yapar. Alt katmanlar basit ozellikleri 6grenirken, iist
katmanlar alt katman oOzelliklerinden tiiretilen daha karmasik ozellikleri &grenir. Derin
o6grenme hem biiyiik miktardaki verilerden hem de farkli kaynaklardan toplanan verilerden

yararl bilgileri analiz etmek ve ¢ikarmak i¢in uygun bir YZ uygulamasidir [39].

Derin sinir aglari, tipik olarak, derinlemesine i¢ i¢e ag mimarilerinde diizenlenen birden fazla
gizli katmandan olusur. Basit YSA’larin aksine genellikle basit bir aktivasyon fonksiyonu
kullanmak yerine bir ndronda gelismis islemler veya ¢oklu aktivasyonlar kullanabilen
gelismis noronlar igerirler. Bu ozellikler, derin sinir aglarimin ham girdi verileriyle
beslenmesine ve ilgili 6grenme gorevi igin gerekli olan bir temsili otomatik olarak

kesfetmesine olanak tanir [40].

2.2 Derin Evrisimli Sinir Ag:
Evrisimli sinir ag1, gorriintiileri analiz etmek icin kullanilan en yaygin yapay sinir agi
smifidir. ESA, makine 0grenimi problemlerinde miikkemmel bir performansa

sahiptir. Ozellikle en biiyiik goriintii siniflandirma veri seti olan Image Net, bilgisayarla



gorme ve dogal dil isleme gibi goriintii verileriyle ilgilenen uygulamalarda iyi bir
performansa sahiptir. Konvoliisyon ad1 verilen matrisler arasindaki matematiksel dogrusal
islemden dolay1 evrigimli sinir ag1 denmektedir. ESA'nin birden fazla katmani vardir. Bunlar

evrisim katmani, dogrusal olmayan katman, havuz katmani ve tam baglantili katmanlardir.

ESA, tipik olarak evrisim, havuzlama ve tamamen baglantili katmanlardan olusan
matematiksel bir yapidir. Evrisim ve havuzlama katmanlari, 6znitelik ¢ikarma iglemini
gergeklestirirken, tamamen baglantili olan katman, ¢ikarilan 6znitelikleri siniflandirma gibi
nihai ¢iktiy1 esler. Bir evrisim katmani, 6zel bir dogrusal islem tiirii olan evrisim gibi bir dizi
matematiksel islemden olusan ESA Onemli bir rol oynar. Dijital goriintiilerde, piksel
degerleri iki boyutlu(2B) bir 1zgarada, yani bir dizi say1 i¢inde saklanir ve ¢ekirdek adi
verilen kii¢iik bir parametre 1zgarasi, optimize edilebilir bir 6zellik ¢ikarici, her goriintii
pozisyonuna uygulanir. Bu da ESA’lar1 goriintii isleme icin oldukca verimli kilar, ¢iinkii

Ozellik goriintiiniin herhangi bir yerinde ortaya ¢ikabilir[41].
2.2.1 ResNet50

ResNet (Residual Network), Shaoging Ren, Kaiming He, Jian Sun ve Xiangyu Zhang
tarafindan 2015 yilinda yayinlanan makalelerinde tanitilan inli derin &grenme
modellerinden biridir [42]. Artik ag olarak bilinir. ResNet modeli, simdiye kadar
modellerden en popiiler ve en basarili derin 6grenme modellerinden biridir. ILSVRC 2015
siiflandirma yarigmasinda en st sirayr almig ve 2015 ILSVRC & COCO yarigmalarinda
ImageNet tespiti ve lokalizasyonu, COCO tespiti ve segmentasyonunda da birinci olmustur.

ResNet’in farkli katmana sahip bir¢ok ¢esidi vardir.

ESA aglarmin performans diisiimii (degradation) problemini ResNet aglar1 ¢ézmeyi
hedeflemektedir. Derin aglar yakinsamaya basladig1 zaman, bozulma problemi ortaya ¢ikar.
Ag derinligi arttik¢a, verimliligi (accuracy) doygunluga ulasir ama daha sonra hizli bir diistis
egilimi gosterir. ResNet, giriste herhangi bir degisiklik yapmadan 6nceki katmandan sonraki
katmana girisi sigdirmak i¢in bir atlama baglantis1 (veya kisayol baglantisi) sunarak, 152
katmana kadar ¢ok derin bir aga sahip olabilir. ResNet uygulamasinda iki tiir kisayol modiilii
vardir. Birincisi, kisayolda evrisim katmani olmayan bir kimlik blogudur. Bu durumda girdi,
cikt1 ile ayni1 boyutlara sahiptir. Digeri, kisayolda evrisim katmanina sahip olan evrigim
blogudur. Bu durumda girdi boyutlar1 ¢ikt1 boyutlarindan daha kiigiiktiir. Her iki blokta da
agin basma ve sonuna 1 % 1 evrisim katmani eklenir. Bu, agin performansini ¢ok fazla

diistirmeden parametre sayisini azaltan darbogaz tasarimi ad1 verilen bir tekniktir [43].


https://viso.ai/computer-vision/coco-dataset/

ResNet-50 modeli, her biri bir evrisim ve Kimlik blogu iceren 5 asamadan olusur. Her
evrisim blogu 3 evrisim katmanina sahiptir ve her kimlik blogu ayrica 3 evrisim katmanina
sahiptir. ResNet-50, 23 milyonun tizerinde egitilebilir parametreye sahiptir. Resnet50, 50
sinir ag1 katmaniyla ¢alisabilen varyanti belirtmek i¢in kullanilir. Kisayol baglantilar iki

katman atlarken ResNet-50 i¢in ii¢ katman atlanmigtir [44].

Convl Conv2 Conv3 Conv4 Convs
(112x112) (56x56) (28x28) (14x14) (7x7) Modifiye
1x1,64 1x1,128 1x1,256 1x1,512 edilmis
7x7, 64 3x3,64 3x3,128 3x3,256 3x3,512 FC1000
1x1,256 1x1,512 1x1,1024 1x1,2048 ) katmani

Sekil 2.1: ResNet-50 Mimarisi

2.2.2 AlexNet
2012'de Alex Krizhevsky ve meslektaslar tarafindan onerilen Alexnet biiyiik 6lgekli gorsel

tanima yarigmasini kazanmistir. ImageNet LSVRC-2010 yarigsmasindaki 1,2 milyon yliksek
¢Oziiniirliikli gortintiiyii 1000 farkli sinifa siniflandirmak i¢in biiylik, derin bir evrigimsel
sinir ag1 egitilmistir.

Model Imagenet veri setinde egitilir. Bin sinifta yaklasik 14 milyon goriintiiye sahip olan
Imagenet veri seti lizerinde egitilmistir. Her bir goriintii 227 X 227 X 3 boyutundaki RGB
goriintiilerdir. Alexnet, dgrenilebilir parametrelere sahip sekiz katmana sahiptir. Model,
maksimum havuzlama ve ardindan 3 tam baglantili katman kombinasyonu ile bes katmandan
olusur ve cikt1 katmani hari¢ bu katmanlarin her birinde ReLU aktivasyonunu kullanir.
ReLU 'yu bir aktivasyon islevi olarak kullanmanin, egitim siirecinin hizini neredeyse alt1 kat
hizlandirdigini kesfetmislerdir. Ayrica, modellerinin fazla takilmasini Onleyen birakma

(dropout) katmanlarini da kullanilmistir [45].

2.3 Makine Ogrenmesi Temelli Simiflandiricilar

2.3.1 Destek Vektor Makinesi

Destek Vektor Makinesi Vapnik tarafindan ortaya konulan ikili siniflandirict yapilarindan
biridir [46], [47]. DVM'nin iki ana fikri vardir, karsit siniflarin en yakin veri noktalari
arasindaki mesafeyi maksimize etmek ve dogrusal olmayan girdi vektoriinii yiiksek boyutlu
bir ozellik uzayina esleyerek onlari dogrusal olarak ayirmaktir [47]. DVM, bu amaci
gerceklestirmek  igin @ en  uygun  hiper  diizlemleri  kullanir. Ornegin,

(e, v1), (2, ¥2), ooy (X V) Yi € {—1, 1}, x € R m ve 1 <i<n olan egitim veri setini ele



alalim. Tim egitim verileri i¢in Denklem 1'deki esitsizlikleri dogrulayacak herhangi bir w
vektorli ve sabit b ¢ifti varsa, egitim verileri dogrusal ayrilabilir olarak kabul edilir ve
Denklem 1'de verilen esitsizlikler Denklem 2 seklinde yazilabilir [46]

w-x;+b2>1, y;=1 1)
w-x;+b<-1, y,=-1

yix(wW-x;+b) =1, 1<i<n (2
Denklem 3'te tanimlanan optimal hiperdiizlem, iki sinifin egitim verilerini maksimum marjla
ayurir. [47]'de marj1 belirleyen az sayida egitim verisinin optimal bir hiperdiizlem olusturmak

icin yeterli oldugu bildirilmektedir. Bu egitim verileri destek vektorleri olarak adlandirilir.

Sekil 2.2 optimal hiperdiizlem ve destek vektorlerini gosterir.

Sekil 2.2: SVM hiper diizlem modeli

Egitim verileri, herhangi bir yanlis siniflandirilmis veri olmadan optimal bir hiperdiizlem
tarafindan siniflandirilirsa, bir test verisindeki bir hata olasiliginin tahmin edilebilir degeri,
destek vektorlerinin sayisinin beklenti degeri ile egitim verisi sayist arasindaki oran ile
sinirhdir. Bu nedenle, 6znitelik uzayr boyutlart ne olursa olsun, destek vektorlerinden

optimal hiperdiizlem olusturulabilirse, genelleme yetenegi yiiksek olacaktir [46], [47]
gx) =wx; +b ©)

Denklem 4, Denklem (6)'da verilen Lagrange carpanlar1 ile SVM regresyonu icin hata

fonksiyonunu sunar.

— 1 - -
CRGE + D) +oIwlli®,  af 20,07 20,47 20,u7 20V, (4)
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— L L 1 -
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0<a}<CO0<a <CY . (af —aj)=0V; (6)
w= i (af — ai)x; (7

Denklem 8 ve 9, i indekslerini belirleyerek destek vektorlerini ayarlamak i¢in kullanilabilir.
1 _
b= N—SZS eslti — € = Zr=1(ai — a)x; xp] (8)

y'= Zilad — a)x.x"+b 9)

2.3.2 K-En Yakin Komsu Algoritmasi (K-NN)

Bu yaklasim, mevcut her 6rnegi kaydeden ve yeni durumlart bir benzerlik dlciisiine gore
smiflandiran basit bir algoritmadir. Bu algoritma, siniflandirmasii Manhattan, Oklid ve
Minkowski uzaklik fonksiyonlar1 gibi bir benzerlik 6l¢iisiine dayali olarak gergeklestiren

ornek tabanli 6grenmedir.

KNN yontemi, en yakin komsularini belirlemek ve siniflandirma sonucunu iiretmek adina,
test ornegi ile tlim egitim verileri arasindaki mesafeleri hesaplayarak her egitim 6rneginde
dogrudan bir arama yapar. Diger bir deyisle, diger tiim 6grenme yontemleri de ilk egitim
verisi olarak bir grup 6rnekle basladiklari igin 6rnek tabanlidir. Bu nedenle, 6rnek temelli
ogrenenler, ornekleri bir kural grubu veya karar agaci ¢ikarmak i¢in kullanmak yerine,

Ogrenilen her seyi temsil etmek i¢in 6rnekler kullanilir.

Uzaklik fonksiyonlarinin en yaygin olarak kullanilan1 Oklid uzakligidir. Bu nedenle, bu,
ozelliklerin normalize edildigi ve esit derecede dnemli oldugu varsayimini verir. Egitim
grubundan ilgili 6znitelik agirliklarinin tliretilmesi, drnek tabanli 6grenme tiiriindeki temel

sorunlardan biridir. Bu ydntemde, ornekler aslinda verilerdeki kaliplarin bir tanimini
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vermez. Bununla birlikte, bir sinifi digerinden ayiran, bir tiir dogrudan bilgi temsili olan

ornek uzayinda sinirlar1 kKoymak igin 6rnekler mesafe olgiileriyle birlestirilir.

2.3.3 Kollektif 6grenme

Topluluk 6grenimi, farkli 6grenme algoritmalarini birlestiren etkili bir tekniktir. Tek bir veri
setinden bir hipotezi 6grenmeye calisan siradan makine 6grenmesi yaklasimlarinin aksine,
ayni sorunu ¢ozmek i¢in birden fazla alt kiimenin tiretildigi ve bir¢ok hipotezin egitildigi
genis bir makine O68renme yontemidir. Topluluk yontemleri, bir dizi farkli hipotez
olusturmay1 ve bunlar1 siniflandirma performansini iyilestirmek i¢in birlestirmeyi amaglar.
Ampirik olarak, daha iyi tahmin performansi elde etmek icin birden fazla alt kiime
olusturmak, farkli ozellikleri ve ¢esitli modelleri birlestirmek daha uygundur. Bu, bazi
Ogrenicilerin entegrasyonuyla daha yiiksek dogruluk elde edildigi anlamina gelir. Bazi
topluluk teknikleri egitim verilerinin asirt uydurma ve varyansiyla ilgili sorunlar

azaltmaktadir.
2.4 Insani Gelisme Endeksi

Insani Gelisme Endeksi, Birlesmis Milletler tarafindan derlenen ve bir iilkenin insan
gelisiminin li¢ temel boyutundaki ortalama basarisini 6lgmek icin kullanilan bir
olgiidiir. Bunlar uzun ve saglikli bir yasam, bilgi ve iyi bir yasam standardidir. IGE, amaglarin
araglardan daha 6nemli oldugunu vurgulayan, insan refahin1 anlamaya yonelik “yetenekler”
yaklagimini somutlastirir. IGE'de, yasam beklentisi, okuryazarlik, okul kayd: ve gelir icin
bilesen endeksleri, iilkeler arasinda insan refahi diizeyini karsilastirmak veya bir iilkenin
zaman igindeki ilerlemesini izlemek igin kullanilabilecek tek bir endekste birlestirilir. IGE,
bir tilkenin kalkinmadaki ilerlemesini kisi bagina milli gelire dayali olarak degerlendirmeye
yonelik halen yaygin olan uygulamaya bir alternatif sunar [48]. IGE, ii¢ boyutlu indeksin

[49] geometrik ortalamasi olarak hesaplanir,

HDI = (Isqgni * Tgitim - Tgetir) 1/3 (10)

2014 insani Gelisme Raporu'nda, dort insani gelisme basaris1 Kategorisi icin dnceden
belirlenmis bir sinir kriterleri sistemi uygulanmistir. Bu Rapor, Cizelge 2.1'de oldugu gibi
2014 Raporunda agiklanan iilkeleri simiflandirmak icin ayn1 IGE kesme parametrelerini

vermektedir.
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Cizelge 2.1: Ulkelerin gruplandirilmasi igin IGE’deki kesme noktalar1 [49] .

Cok yiiksek insani gelisme (VH) 0.800 ve tizeri
Yiiksek insani gelisme (H) 0.700-0.799
Orta insani gelisme (M) 0.550-0.699
Diistik insani gelisme (L) 0,550'nin altinda
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3. MATERYAL VE METOT

Bu boliimde 6nerilen yontemin adimlari alt basliklar halinde agiklanacaktir. Calisma ii¢ ana
baslik altinda incelenebilir. Tk asamada, kamuya agik veri seti elde edilerek veri temizleme
islemleri gergeklestirilmistir. Boylece ham verilerden islenebilir bir yapi olusturulmustur.
Veriyi anlamli kilan 6zelliklerin sayisi fazla oldugu igin eleme yapilmistir. Ozellik segimi,
verilerin daha az 6nemli kisimlarini kaldirmamiza ve egitim siiresini kisaltmamiza yardimci
olmaktadir. Veri etiketleme icin, secilen ii¢ 6zellik vektorii, ilgili iilkenin IGE’si ile
iligkilendirilmistir. Elde edilen paketin ii¢lincii bileseni olan "yeni test" vektorii, 50 birim
uzunlugunda kayar pencere yontemine gore taranmig ve standart sapmasi alinmistir. Her
smif igin ii¢ ayr1 skalogram goriintiisii bir araya getirilerek i¢ Penetrasyon Gériintiileri (IPG)
olusturulmustur. Béylece her li¢ goriintiiniin de yapisal 6zelliklerini igeren tek bir goriintii

elde edilmistir. Calismanin sematik gosterimi Sekil 3.1’de verilmistir.

Asama 1 Asama 2 Asama 3
Etki Alanina Ozgii Derin Ogrenme DESA Egitim Siireci Makine Ogrenmesi temelli
icin Verileri On Isleme Siniflandirma Slreci

. e g . Derin ozniteliklerin
Veril bal .
Ham Veri erilerin bolunmesi normalizasyonu
k-katlamali capraz
Ozellik Segimi Goruntl gogullama dogrulama

IGE’e gore veri
etiketleme

DESA egitimi

Z__am_an_sensmden Skorlama Skorlama
oznitelik ¢cikarimi
Zaman-frekans Siniflandiric Degerlendirme
2ezzhilul katmanindan Metriklerinin elds

(1-B’ 2-B’ s . .
( S;%ggnﬁ ye oznitelik gikarimi edilmesi

Sekil 3.1: Calismanin sematik diyagrama.
3.1 Veri Setinin Tamitimi ve Ozellik Secimi

Bu ¢alismada kullanilan veri seti, Johns Hopkins Universitesi Sistem Bilimi ve Miihendisligi
Merkezi'ndeki bir ekip tarafindan yonetilen, dogrulanmis vakalar ve Oliimlere iliskin
verilerin raporlanmasiyla elde edilmistir. 22 Ocak 2020'den bu yana, tiim iilkeler i¢in teyit

edilen vakalar ve odliimlerle ilgili veriler giinde birka¢ kez giincellenmistir. Bu veriler
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hiikiimetlerin ulusal ve yerel kurumlarindan elde edilmis ve her iilke i¢in veri kaynaklarinin
tam listesi Johns Hopkins GitHub sitesinde yaymlanmistir [50]. Toplam 187 iilke igin
olusturulan veri setinde Cizelge 3.1°de verilen 14 Subat 2020 ile 10 Agustos 2021 arasindaki
veriler baz alinmistir. Her iilkenin 6zellik vektorlerinin, IGE ile iliskisini kurmak i¢in ¢ikt1
vektorii olarak IGE segilmistir. Sekil 3.2°de 11 Ocak 2022 itibariyle kiimiilatif teyit edilmis
COVIDI19 vakalarin1 gostermektedir. Teyit edilen vaka sayisi, sinirli test nedeniyle gergek

enfeksiyon sayisindan daha diistiktiir.

0 10,000 100,000 1 million 10 million 100 million
No data 3,000 30,000 300,000 3 million 30 million
l ]

Sekil 3.2: Kiimiilatif dogrulanmig COVID-19 vakalari, 11 Ocak 2022 [50].
COVID-19 verilerindeki istikrarsiz degisim, IGE acisindan iilkeler arasinda net bir simir
olusturmamaktadir. Bu nedenle, M ve L smiflar1 L altinda gruplandirilmis ve H ve VH

siniflar1 H altinda toplanmustir. Ozellik segme ydntemi kullanilarak ele alinan 35 6zellik

vektoriinden bazilar elenerek, DESA yapisinin dogru sonug vermesi saglanmustir.
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Cizelge 3.1: COVID-19 i¢in 6zellik listesi.

ID Ozellik ID  Ozellik

1. Toplam vaka 19. }1:/Iilyon basana haftalik yogun bakim
asta kabulii

2. Yenivaka 20. Haftalik hastane basvurulari

3. Diizeltilen yeni vakalar 21. Milyon basina haftalik hastane kabulii

4. Toplam dliimler 22. Yeni testler

5. Yeni dliimler 23. Toplam testler

6. Diizeltilen yeni vakalar 24. Binde toplam test

7. Milyonda toplam vaka 25. Binde yeni test

8.  Milyonda yeni vaka 26. Diizeltilen yeni testler

9. Diizeltilen milyonda yeni vaka 27. Diizeltilen binde yeni testler

10. Milyonda toplam 6liim 28. Pozitif oran

11. Milyonda yeni 6liim 29. Vaka basina testler

12. Diizeltilen milyonda yeni 6liimler ~ 30. Test birimleri

13. Ureme orani 31. Toplam agilar

14. Yogun bakim hastalari 32. Asilanmis insanlar

15. Milyonda yogun bakim hastalari 33. Tam asili insanlar

16. Hastanedeki hasta sayisi 34. Yeni agilar

17. Milyonda hastanedeki hasta sayis1 ~ 35. Diizeltilen yeni agilar

18. Haftalik yogun bakim kabulleri

Ogzellik secim rutinlerini ortaya ¢ikarmak icin Python-Scikit kiitiiphanesi kullanilmustir.
Cizelge 2.1°deki ornekler icin ANOVA F-degeri [51] hesaplanmistir. Bu yontemle, en
yiiksek puan alan 6zellikler disindaki tiim 6zellikleri elenmistir. Belirli bir veri kiimesinden
en kullaniglt 6zellikleri ¢ikarmak i¢in en uygun sinifi saglanir. Bu teknik, ozellikleri en
yiiksek k puanina gore segcmektedir. En iy1 skora sahip ilk 4 6zellik vektorii sirasiyla ID 26
(diizeltilmis yeni testler), ID_22 (yeni testler), ID_4 (toplam 6liimler) ve ID 1 (toplam
vakalar). ID_26, ID_22'nin diizeltilmis bir versiyonu oldugu i¢in bu iki vektorden biri
secilmistir. Boylece her {ilke i¢in ortalama uzunlugu 3x550 olan bir 6zellik vektor paketi

elde edilmistir. Ozellik énem grafigi Sekil 3.3'te verilmistir.
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Sekil 3.3: Ozellik 6nem grafigi.

Verinin karakteristiginde zamana bagl olarak degisen bazi 6zellikleri 6n plana ¢ikarmak
gerekir. Bu durum siniflandiricinin performansinda olumlu faydalar saglamaktadir [52][53].
Bu o6zelliklerin analizi ve yorumlanmasi i¢in bazi istatistiksel yontemler mevcuttur. Bu
yontemlerden biri standart sapmadir. Standart sapma, verilerin ortalama etrafinda
yayilmasini belirlemek i¢in istatistiksel bir analiz yaklagimidir. Yiiksek bir standart sapma
ile ugrasirken, bu, ortalamadan genis bir alana yayilan verileri ifade eder. Benzer sekilde,
diisiik bir sapma, ¢ogu verinin ortalamayla benzer oldugunu ve kiimenin beklenen degeri
olarak da adlandirilabilecegini gosterir. Standart sapma, ¢ogunlukla veri noktalarinin
dagilimim belirlemek i¢in kullanilir. Elde edilen veri paketinin ii¢lincii bileseni olan
“yeni_testler” vektorli, 50 birim uzunlugunda kayar pencere yontemine gore taranmis ve

standart sapmasi1 alinmistir. Standart sapmanin formiilasyonu Denklem 11'de verilmistir.
1
- 1 N . T\ 2 2
Standart = (-1, (X(D) — ©)?) (11)

3.2 SDD ve Skalogram Yontemleri ile Verilerin Gorsellestirilmesi

Zaman-frekans analizi, giris sinyallerini zamanla degisen spektral bilesenlerine ayirarak,
sinyal 0zelliklerinin derinlemesine arastirtlmasi igin etkili bir aragtir. SDD, zaman-frekans
verilerinin analizinde 6nemli bir rol oynamistir. Dalgaciklar, sinyalleri ayristirmak igin
kullanabilecegimiz fonksiyonlardir. Fourier doniisiimii bir sinyali karmasik siniizoidler
ailesine ayristirdigi  gibi, dalgacik donilisiimii de bir sinyali bir dalgacik ailesine
ayristirir. Fourier donilistimii sayesinde sinyallerin spektrumlar1 analiz edilebilmekte ve
frekans tabaninda sistemlerin ve 6zelliklerinin betimlenmesi saglanabilmektedir. Dalgacik

analizi, incelenen sinyallerin zamansal ve frekans dalgalanmalarina iliskin derinlemesine bir
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perspektif saglayabileceginden, yerel 6zellikleri ¢ikarmak icin yaygin olarak kullanilir.
Dalgacik fonksiyonunun kaydirilip bir 6l¢ek ile ¢arpilir ardindan zaman alan1 boyunca

toplanmasiyla elde edilir ve asagidaki gibi hesaplanir.

C(ab fOP®) = = FO (52)-dt (12)

Burada 1(t) ana dalgaciktir, a dlgektir, C (a, b) SDD katsayilaridir ve b zaman kaymasidir.
SDD'deki zaman olgegi 6zelligi, COVID-19 verilerinin alt 6zelliklerini tanimlamaya
yardimci olan yiiksek zaman-frekans ¢oziiniirliigii elde edilmesini saglar. Dalgacik analizi,
incelenen  sinyallerin  zamansal ve frekans dalgalanmalarma iliskin  bilgi
saglayabileceginden, yerel 6zellikleri ¢ikarmak i¢in yaygin olarak kullanilir. Zaman serisi
COVID-19 verilerinin iki boyutlu zaman frekansi gosterimi i¢in kullanilan SDD, COVID-
19 verilerini (yeni testler, toplam o6liimler, toplam vakalar) farkli zaman ve 6lgeklerde analiz
etmemizi saglayan bir yontemdir. SDD'deki zaman 6l¢egi 6zelligi, COVID-19 verilerinin alt
ozelliklerini tanimlamaya yardimei1 olan yliksek zaman-frekans ¢oziiniirliigii elde edilmesini
saglar. Arnavutluk ve Demokratik Kongo Cumbhuriyeti i¢in kiimiilatif toplam vakalarin,
kiimilatif toplam oliimlerin ve giinliikk yeni COVID19 testlerinin giinlere gére sapmasi Sekil

3.4'te verilmistir.

4
15 X10 . _ 2500 = 5000
& 3 8 \
S a) _ 52000 b) _ 2 4000 c) J
5% 5. o) |Y |
o= x £1500 x> 3000 I
S O 23 20 ’
= 5§ 0 M|
gE 5 £® EZ ,mu
<3 <3 500 < 1000 "
2 2 5 o
0 0 ) 0 L il
0 533 0 533 0 533
Guinler Ginler c Ginler
C
o3 x10 = = 2 6000
e 6 $ 5 1000 ¢ 3
£3 d) SE e) S5 f)
S X =] < v
ES 4 EQ E 2 4000
S g == 33
O Os % (@]
25 89
c :: w— o <
Sg 2 °E < S 2000
X 5 X 5 = §
X = o 2 _ | |
g5 0 £2 33 o Mﬂ’\m'!\“WmM‘MWW‘M’*‘&*\" |
o
E 0 518 & 0 518 § 0 518
[a] Gunler o Giinler Ginler

Sekil 3.4: Arnavutluk ve Demokratik Kongo Cumbhuriyeti i¢in kiimiilatif toplam vakalarin,
kiimiilatif toplam 6liimlerin ve giinlere gore giinliikk yeni COVID-19 testlerinin sapmas.
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Skalogram, sinyale SDD uygulandiktan sonra elde edilen katsayilari kullanarak sinyaldeki
hizli degisiklikleri gorsellestirmeye yardimci olur. SDD skalogrami, zamani yatay eksende
ve Ol¢ekleri dikey eksende gosteren iki boyutlu bir ¢izimdir. Skalogramlarin zaman-frekans
temsilleri, siniflandirmak i¢in kullanilacak derin ESA yapilarinin girisine gonderilir. Filtre
bankalari, COVID-19 verileriyle elde edilen skalogram goriintiilerini ¢esitli filtrelerden
gecirerek frekans igeriginin ¢ikarilmasina katkida bulunur. Scalogram, sinyale SDD
uygulandiktan sonra elde edilen katsayilari kullanarak sinyaldeki hizli degisiklikleri
gorsellestirmeye yardimer olur. IPG, isleme karmasikligini ortadan kaldirmak ve egitim-
dogrulama veri dagilimini dogru bir sekilde yapmak amaciyla her sinif i¢in {i¢ ayri
goriintiiniin  birlestirilmesiyle olusturulmustur. Bdylece her {i¢ goriintiiniin de yapisal
ozelliklerini igeren tek bir goriintii elde edilmistir. Diisiik ve Yiiksek IGE’ye sahip iki farkli
ilke i¢in ID 22 (yeni test), ID 4 (toplam o&liim) ve ID 1 (toplam vaka) skalogram

goriintlilerinin yanisira, i¢ ice niifuz etmis goriintiiler de Sekil 3.5’te verilmistir.

Arnavutluk i¢in toplam Arnavutluk igin toplam  Amavutluk i¢in yeni test

. . A .. Armavutluk i¢in IPG
vaka skalogram goriintlisii  6liim skalogram goriintiisit ~ skalogram goriintiisii

w |
W
m
O ]
2 o + —>
i)
=
; -
Demokratik Kongo Demokratik Kongo Demokratik Kongo
Cumhuriyeti i¢in toplam  Cumhuriyeti i¢in toplam  Cumbhuriyeti icin yeni test Demokratik Kongo
vaka skalogram goriintiisii 6liim skalogram goriintiisii ~ skalogram gériintiisii Cumhuriyeti i¢in IPG
-
m
2
= + + —>
5
()
— e— —

Sekil 3.5: Diisiik ve Yiiksek IGE’ye sahip iki farkli iilkenin IPG gérselleri.

3.3 Hiper Parametre Optimizasyonu
Hiper parametre optimizasyonu, makine Ogrenmesi problemlerinde tahmin ve
simiflandirmalarin  daha dogru, daha hassas veya oOzellik segimlerinin daha basarili

yapilabilmesi i¢in yaygin olarak kullanilan popiiler arastirma konularindan biridir. Bu
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yontem makine O0grenimi algoritmalarmin tahmin dogrulugunda hayati bir rol oynar.
Uygulamada, hiper parametreleri siirekli olarak ayarlamak ve farkli deger
kombinasyonlariyla bir dizi modeli egitmek ve ardindan en iyi modeli se¢mek i¢cin model
performansin1 karsilagtirmak gerekir. Bu nedenle, hiper parametrelerin nasil optimize
edilecegi, bir makine 6grenimi algoritmasinda dnemli bir konu haline gelir. Hiper parametre
ayarlama, optimizasyonun ama¢ fonksiyonunun bilinmedigi veya bir kara kutu
fonksiyonunun oldugu bir optimizasyon problemidir. Newton yontemi veya gradyan inisi
gibi geleneksel optimizasyon teknikleri uygulanamaz. Kullanicilarin hiper parametrelerin
dagilimi hakkinda 6n bilgiye sahip olmalar1 gerekmemesi ve arkasinda olasilik fikrine
dayanmasindan dolay rastgele arama ve 1zgara arama yontemlerinden daha verimli sonuglar
elde etmektedir. Bayes optimizasyonu, bu tilir optimizasyon problemlerini ¢6zmek i¢in ¢ok
etkili bir optimizasyon algoritmasidir [12]. Bayes formiilinii kullanarak fonksiyon
dagiliminin sonsal bilgilerini elde etmek icin bilinmeyen fonksiyon hakkindaki 6n bilgileri
ornek bilgilerle birlestirir. Bu algoritmanin amaci, bilinmeyen bir f(x) fonksiyonu i¢in

ornekleme noktasindaki maksimum degeri bulmaktir:

+

x* = argmax f(x) (13)

Burada A, x’in arama uzaydir.
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4. DENEYSEL UYGULAMALAR

Bu boliimde tez calismasi kapsaminda gergeklestirilen iki uygulama verilmistir. Birinci
uygulamada, elde edilen IPG goriintiileri 6nceden egitilmis AlexNet aginin girisine
verilmigtir. Agin siniflandirici katmanindan alinan derin 6znitelikler, farkli siniflandiricilarin
girisini besleyecek sekilde diizenlenmistir. Kolektif Ogrenme (Boosted Trees), k-En Yakin
Komsu (Coarse), DVM (Fine Gaussian) gibi siniflandiricilarin performansi ayri ayri test
edildikten sonra, en yiiksek basarimi oranina sahip DVM’nin hiper parametreleri, Boliim
3.3’te anlatilan Bayes algoritmasiyla optimize edilmistir. Elde edilen sonuglar,
karsilastirmali olarak kiyaslanmistir. Ikinci uygulamada ise, elde edilen IPG goriintiileri
ResNet-50 tabanli DESA+DVM ile COVID-19 ve IGE arasindaki iliskinin belirlenmesinde
kullanilmistir. Tiim deneyler, AMD Ryzen 5 2600 3.4GHz CPU, 64 GB bellek ve 12 GB
NVIDIA GeForce RTX 2080 TI GPU'lu bir PC iizerinde ¢alisan MATLAB paket

programiyla gergeklestirilmistir.

4.1 Optimize Edilmis Hiper Parametreli Stmflandirici ile COVID-19 ve iGE

Arasindaki Iliskinin Belirlenmesi

Derin evrigimli sinir ag1 olarak kullanilan 6nceden egitilmis AlexNet agi, elde edilen IPG
goriintiileri ile beslenmistir. Ogrenme siireci boyunca bu asamada g¢evrimici goriintii
cogullama yontemleri kullanilarak goriintii sayist artirilmistir. Son asamada, egitilmis agdan
alinan derin 6znitelik vektorleri %75 egitim ve %25 dogrulama icin ayrilmistir. DVM’ nin
hiper parametreleri Bayes optimizasyon algoritmasiyla optimize edilerek, en yliksek
siiflandirma metrikleri elde edilmistir. Optimize edilen Hiper parametreler ve arama
araliklar1 DVM ig¢in soyledir; kutu kisitlama parametresi (0.001-1000), ¢ekirdek fonksiyonu
(Gaussian, Linear, Quadratic, Cubic), standardize (var, yok). Optimizasyon sonucunda elde
edilen parametreler sunlardir; kutu kisitlama parametresi (0.022343), cekirdek fonksiyonu
(Quadratic), standardize (yok). Sekil 4.1.a’da optimizasyon sonucunda elde edilen
siiflandirma hata degerinin, iterasyon degerine gore degisimi gosterilmistir. 30 iterasyon
sonucunda, hata degeri yaklasik %29 oraninda azalmistir. Onerilen tasarimin performansi
istatistiksel degerlendirme kriterleri kullanilarak analiz edilecektir. Dogruluk (ACC),
Duyarlilik (Sens.), Ozgiilliik (Spec.), Kesinlik (Prec.), F1 puani (F1) ve MKK, karisiklik
matrisi kullanilarak hesaplanmistir. Denklem 14-19, kullanilan degerlendirme metriklerini

tanimlamaktadir.
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17)
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Burada Nyp, Ntn, Ngp Ve Ngy sirasiyla dogru pozitif smiflarin sayisini, dogru-negatif

smiflarin sayisini, yanlis-pozitif siniflarin sayisini ve yanlig-negatif siniflarin sayisini

tanimlar. Sekil 4.1.b’de ise optimize edilmis DVM’ne ait basarimi gosteren karmasgiklik

matrisi verilmistir. Yiiksek IGE’ye sahip 117 iilke igerisinden 4’ diisiik olarak

siniflandirilirken, Diisiik IGE’ye sahip 70 iilke

siniflandirilmastir.

0.4 Optimize edilmis DVM

icerisinden, 19’u ise yiiksek olarak

Optimize edilmis DVM igin Karmasikhk Matrisi

0.35 eoeoe
0.3
0.25| 5—9

0.2¢

Siniflandirma hatasi

Gergek Siniflar

6] 5 10 15 20
iterasyon

a)

H L
Tahmin Edilen Siniflar

b)

Sekil 4.1: a) Siniflandirma hatasinin, iterasyon sayisina gore degisimi b) Optimize edilmis
DVM i¢in karmasiklik matrisi
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Cizelge 4.1°de, farkli siniflandiricilar ve optimize edilmis DVM igin basarim metrikleri
verilmistir. Optimize DVM, Kolektif Ogrenmeye gore yaklasik %7°lik bir Dogruluk
tyilestirmesine sahiptir. Bu oran Duyarlilikta yaklasik %11, F1°de %6 ve MKK’de % 15°tir.
DVM ve Optimize DVM arasindaki farkin net oldugu metrik MKK degeridir. Ozellikle
sayisal olarak dengesiz dagilima sahip siiflarin ayriminda 6nemli bir karar metrigi olan

MKK, Optimize edilmis DVM ig¢in digerlerine gore yiiksek bir degere sahiptir.

Cizelge 4.1: Elde edilen basarim metriklerinin kiyaslanmas.

Yontem Basarim Metrikleri

Dogruluk Duyarhhk Ozgiillik Kesinlik F1 MKK
Kolektif Ogrenme  80.75 85.47 72.86 84.03 84.75 58.68
k-En Yakin Komsu 83.96 97.44 61.43 80.85 88.37 66.15
DVM 85.56 92.31 74.29 85.71 88.89 68.74
Optimize DVM 87.7 96.5 72.8 85.61 90.7 73.75

Agin smiflandirict katmanindan secgilen Oznitelikler farkli makine 6grenmesi tabanl
siiflandiricilarin girisine uygulanmistir. En iyi sonu¢ veren mimari olan DVM’nin hiper
parametreleri optimize edilerek en iyi sonuc elde edilmistir. Boylece, Ozgiilliik (%72.8),
Duyarlilik (%96.5), Kesinlik (%85.61), Dogruluk (%87.7) ve F1 Puan1 (%90.7) metriklerine

ulasilmistir.

4.2 ResNet-50 tabanli DESA+DVM ile COVID-19 ve IGE Arasindaki fliskinin

Belirlenmesi

Bu boliimde, 1000 kategori ve bir milyondan fazla goriintii ile 6nceden egitilmis bir DESA
ag1 olan ResNet-50 modeli kullanilmistir [54]. ResNet-50, yeni bir dizi IPG goriintiisiinii
tanimlamak ve 6nceki boliimde toplanan PG gériintiilerini kullanarak IGE’yi saptamak igin
egitilmistir. ResNet-50 agi, bir girdi katmani, 50 derin katman (evrisim katmanlari, toplu
normallestirme katmanlar1 ve ReLU), siiflandirma katmanlar1 (ortalama havuzlama
katmanlari, tam baglantili katmanlar ve SoftMax katmanlar1) ve ¢ikti katmanlarindan olusan
bir yapiyi icerir. Girdi goriintiileri, ResNet-50 modelleriyle uyumlu olmasi i¢in 224x224
piksel olarak yeniden boyutlandirilmistir. Ogrenme asamasinda, her simf i¢in goriintii
sayisindaki dengesizligi ve asirt 6grenme sorunlarini en aza indirmek amaciyla ¢evrimigi
goriintli ¢ogullama yontemi kullanilarak veri sayisi arttirilmistir. Derin  dznitelikler,
modifiye edilmis fc1000 katmani kullanilarak DVM’ye aktarilmistir. Tiim 6zellik setlerinin

ortalamas1 z-skorlamaya gore normalize edilmistir. Siniflandirma asamasinda, %75 egitim
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ve %25 test verisi ile DVM kullanilmistir. Hesaplama verimliligi ile ilgili olarak onerilen
yontemin gegerliligi ve degerlendirme kriterlerine etkisi sunulmustur. Derin 6zellik seti
tarafindan beslenen DVM’nin ¢ok smifl1 karigiklik matrisi Sekil 4.2-a'da gosterilmektedir.
Tahmin edilen ve gercek smiflar, karisiklik matrisinde satirlar ve siitunlarla temsil edilir.
Dogru smiflandirilmis goézlemler ¢apraz hiicrelerle gosterilirken, hatali siniflandirilmis
gozlemler diger hiicreler tarafindan temsil edilir. Her hiicre, gozlemlerin sayisini ve toplam
gbzlem sayisinin yiizdesini igerir. Dogru (kesinlik 6l¢iimleri) ve yanlis olarak siniflandirilan
her bir sinifa ait oldugu tahmin edilen tiim orneklerin yiizdeleri, grafigin en sagdaki
siitununda (yanlis tahmin oranmi 6l¢timleri) gosterilir. Matrisin sag alt kdsesindeki hiicre,
toplam dogrulugu temsil eder. Karigiklik matrisine gore 46 dogrulama 6rnegi arasinda ii¢
yanls smiflandirilmis 6rnek var. iki rnekle "L" sinifinin en fazla yanls siniflandirilan
orneklere sahip oldugu belirlenmistir. Yanlis pozitif oranin bir fonksiyonu olarak gercek
pozitif oran1 gosteren ACK egrisi, ayn1 zamanda makine Ogrenmesi algoritmalarinin
etkinligini degerlendirmek icin en yaygin kullanilan metriklerden biridir. Egri altinda kalan
alan (Ing: Area Under Curve - AUC) degerleri ile tahmin edilen siniflarin ACK egrileri Sekil
4.2b'de verilmistir. ACK egrisinin alant "L" ve "H" smiflar1 i¢in sirastyla 0.961 ve 0.969

olarak elde edilmistir.

islem karakteristik egrisi
—L AUC =0.96146
H 28 2 93.3% —H AUC =0.96957

60.9% 4.3% 6.7%
&
c &
» S
C Y=
2 1 15 93.8% =
2 2.2% 32.6% 6.2% g
= x
£ S
5 8

96.6% 88.2% 93.5%

3.4% 11.8% 6.5%

0 L 1 L L
H L 0 0.2 0.4 0.6 0.8 1
Gercek siniflar Yanlis pozitif oran
a) b)
Sekil 4.2: @) SVMC'nin derin 6zniteliklerle karigiklik matrisi. b) Derin 6zellikler i¢in tiim
smiflarin ACK egrileri.

DVM’nin genel siniflandirma puanlar1 Cizelge 4.2°de listelenmistir. COVID-19 veri kiimesi
icin toplam metrik degerler, tabloda gosterildigi gibi 187x2 dzelliklerle onerilen tasarimda

gozlemlenmistir. COVID-19 veri kiimesi i¢in, giincellenmis fc1000 katmanindaki derin
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ozellikleri kullanan modelin genel dogrulugu %93,4'tii. Diger genel performans gostergeleri
olan dogruluk, duyarlilik, 6zgiilliik, kesinlik, F1 ve MKK sirasiyla %88,2, %96,5, %99,
%94,9 ve %85,9 olarak hesaplanmuistir.

Cizelge 4.2: Derin 6zellik kiimesi i¢in genel siniflandirma degerleri.

Yontem Basarim Metrikleri
Dogruluk Duyarhiik Ozgiillik Kesinlik F1 MKK
ResNet-50+DVM 0.934 0.965 0.882 0.990 0.949 0.859
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5. SONUCLAR VE TARTISMA

Yapay zeka, tanisal goriintiileme sistemlerinde devrim yaratmis ve tibbi goriintiilemedeki en
trend konulardan biri olmustur. Derin 6grenme yaklasimlari, 6zellikle ESA'larin kullanimi,
geleneksel makine 6grenme tekniklerine gore onemli performans iyilestirmeleri saglamistir.
T1bbi olmayan verilerin klinik belirleyiciler haline gelmesinin 6nemi literatiirde kapsamli
bir sekilde gozden gegirilmistir. Bu ¢alisma tibbi verilere dayanmaktadir ve sosyoekonomik
girdiler kullanilarak hesaplanan iGE arasindaki korelasyonu gstermistir. Literatiir taramasi
sonucunda goérdiigiimiiz kadariyla bu tez ¢alismasi, COVID-19 verilerini kullanarak IGE
siniflandirmasi i¢in DESA ile sinyal isleme tekniklerini kullanan yeni bir yaklasim
onermektedir ve bu acidan literatiire katki sagladig1 sdylenebilir. Bu ¢alismaya gore saglik,
egitim ve ekonomi iizerinde entegre etkileri olan IGE, pandemi nedenleri baglaminda ele

alinmalidir.
Calisma kapsaminda,

1. Diinya tillkelerinin COVID-19 verileri alinmis ve halka agik ve giivenilir bir
kaynaktan elde edilen bilgiler kullanilarak kabul edilebilir bir formatta yeniden

yapilandirilmistir.

2. Istatistiksel 6zellik segimini kullanarak, hangi faktorlerin IGE ile yakindan iliskili

oldugu bulunmus ve DESA modelinin daha dogru bulgular iiretmesi saglanmustir.

3. Zaman serisi veri gorsellestirmesi, SDD ve skalogram yontemleri kullanilarak
gergeklestirilmistir.
4. lIsleme kolayligi amaciyla, her iilkenin ii¢ ayri goriintiisii, tek bir goriintiide

birlestirilmistir.

4.1. Bu gorintiiler, farklt 6n isleme adimlarindan gecerek, dnceden egitilmis bir

DESA modeli olan ResNet-50 aginin girisi igin uygun hale getirilmistir.

4.2. Agim fc1000 katmanindaki Oznitelik vektorleri olusturulmus ve egitim ve

dogrulama igslemlerinden sonra DVMS girisine verilmistir.

4.3. Egitim sonucunda ise Ozgiilliik (%88,2), duyarlilik (%96,5), dogruluk (%99),
F1 Skoru (%94,9) ve MKK (%85,9) performans degerlerine ulasilmustir.
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5. Calismanin ikinci ayaginda Madde 4.’teki goriintiiler, DESA modeli olan AlexNet

aginin girisi i¢in uygun hale getirilmistir.

5.1. Agin smiflandirict katmanindan segilen 6znitelikler farkli makine 6grenmesi

tabanli siniflandiricilarin girisine uygulanmistir.

5.2. En iyi sonug veren mimari olan DVM’nin hiper parametreleri optimize edilerek

en iyi sonug elde edilmistir.

5.3. Boylece, Ozgiilliik (%72.8), Duyarlilik (%96.5), Kesinlik (%85.61), Dogruluk
(%87.7) ve F1 Puani (%90.7) metriklerine ulasilmistir.

Elde edilen sonuglar, egitim, saglik ve gelir verilerine gore hesaplanan IGE ile COVID-19
verilerinin degisimi arasinda korelasyon oldugunu ortaya koymaktadir. Incelenen skalogram
goriintlilerine goére, “yeni test” vektoriiniin smiflandirmada baskin rol oynadigim
gostermektedir. Sonraki c¢aligmalarda, farkli ag yapilart kullanilarak, smiflandirici
katmanindan ¢ekilen 6zniteliklerin sezgisel yontemlerle optimize edilmesi planlanmaktadir.

Ayrica ag analizi temelli ¢alismalarin yapilmas: da hedeflenmektedir.
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