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İkinci Danışman: Dr. Öğr. Üyesi Yalçın İŞLER 

Ocak 2019, 39 sayfa 

 

Siğiller virüs temelli olup en sık karşılaşılan dermatolojik sorunların başında gelmektedir. Siğil 

tedavisinde çeşitli tedavi yöntemleri geliştirilmiştir. Son zamanlarda yaygın ve ayak taban siğili 

olan hastalara kriyoterapi ve immünoterapi tedavi yöntemleri uygulanmaya başlanmıştır. 

Bununla birlikte hangi tedavi yönteminin başarılı olacağına dair bir kanıt bulunmamaktadır.  

 

Bu çalışmada, bu iki yöntemin siğil tedavisinde başarılı olup olmayacağı literatürde yaygın 

kullanıma sahip makine öğrenmesi yöntemleri ile tedavi uygulanmadan önce tahmin edilmeye 

çalışılmıştır. Bu algoritmaların girişlerine açık erişime sahip olan UCI veri tabanındaki veriler 

uygulanarak algoritmalar koşturulmuştur. Bu veriler yaygın ve / veya ayak tabanı siğil türlerine 

sahip 180 hastaya ait iki veri setinin birleştirilmesiyle elde edilmiştir. Hastaların yarısına 

kriyoterapi ve diğer yarısına immünoterapi yöntemleri uygulanmıştır. 
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ÖZET (devam ediyor) 

 

Sonuç olarak, seçilen siğil tedavi yönteminin başarısı duyarlık, belirleyicilik ve genel başarım 

ölçütlerine göre belirlenmiştir. Bu değerler kullanılan yöntemlere göre sırasıyla Naive Bayes 

yöntemi için %68,43, %67,61 ve %67,78, Lojistik Regresyon yöntemi için %26,32, %94,37 ve 

%80,00, Karar Ağacı yöntemi için %52,63, %94,37 ve %85,56, 7-Yakın Komşuluk yöntemi 

için %15,79, %97,19 ve %80,00, Destek Vektör Makineleri yöntemi için %47,37, %95,78 ve 

%85,46, Aşırı Öğrenme Makinesi yöntemi için %36,85, %90,15 ve %78,89, Çok Katmanlı 

Algılayıcı yöntemi için %78,95, %98,60 ve %94,45 olarak tespit edilmiştir. Bu değerler içinde 

en yüksek genel başarımı veren Çok Katmanlı Algılayıcı yöntemi ile literatürdeki mevcut az 

sayıdaki çalışmadan çok daha yüksek bir doğrulukla tercih edilen siğil tedavi yönteminin 

başarılı olup olamayacağını tahmin edilebilmiştir. 

 

Anahtar Kelimeler: Siğil, kriyoterapi, imünoterapi, makine öğrenmesi, naive Bayes, lojistik 

regresyon, karar ağacı, k-yakın komşu, destek vektör makineleleri, aşırı öğrenme makinesi, çok 

katmanlı algılayıcı. 

 

Bilim Kodu: 608.03.04 
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ABSTRACT 

 

M.Sc. Thesis 

 

PREDICTION OF THE SUCCESS OF THE SELECTED WART TREATMENT 

METHOD USING VARIOUS MACHINE LEARNING ALGORITHMS 

 

Mualla SAKARYA 

 

Zonguldak Bülent Ecevit University 

Graduate School of Natural and Applied Sciences 

Department of Electrical and Electronics Engineering 

 

Thesis Advisor: Assist. Prof. Dr. Rukiye UZUN 

Co-Advisor: Assist. Prof. Dr. Yalçın İŞLER 

January 2019, 39 pages 

 

Warts, which are virus-based, are the most common dermatoses in society. Several treatment 

methods have been developed in the wart treatment. Recently, treatment methods of 

cryotherapy and immunotherapy have been got off the ground to the patients with common and 

plantar warts. On the other hand, there is no proof of which treatment method will be successful, 

yet. 

 

In this study, it was predicted if these two methods to be applied in the treatment of warts will 

success or not before staring the treatment using commonly-used machine learning algorithms. 

Algorithms were run by applying the two online and freely available UCI data sets to the inputs. 

These data were combined from two data sets from 180 patients with common and / or plantar 

warts. The cryotherapy was applied to the half of patients and the immunotherapy was applied 

to the other half. 
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ABSTRACT (continued) 

 

As a result, the success of the selected wart treatment method was predicted with the criteria of 

sensitivity, specificity, and accuracy. These values were obtained for the corresponding 

algorithms used, respectively: 68.43, 67.61 and 67.78for Naive Bayes, 26.32%, 94.37% and 

80.00% for Logistic Regression, 52.63%, 94.37% and 85.56% for Decision Tree, 15.79%, 

97.19% and 80.00% for 7-Nearest Neighbors, 47.37%, 95.78% and 85.46% for Support Vector 

Machines, 36.85%, 90.15% and 78.89% for Extreme Learning Machines, and 78.95%, 98.60% 

and 94.45% for Multi-Layer Perceptron. Multi-Layer Perceptron, which is resulted in the 

highest general accuracy among these methods, can predict whether the selected wart treatment 

will succeed or not more accurately than the few studies presented in the literature.   

 

Keywords: Wart, cryotherapy, immunotherapy, machine learning, naive Bayes, decision tree, 

logistic regression, k-nearest neighbors, support vector machines, extreme learning machines, 

multi-layer perceptron. 

 

Science Code: 608.03.04 
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BÖLÜM 1 

 

GİRİŞ 

1.1. SİĞİL 

 

Siğil; insan papilloma virüsü (HPV) kaynaklı bir cilt rahatsızlığıdır. Oldukça bulaşıcı bir 

rahatsızlık olup, doğrudan temas edilmesi veya virüsün bulaştığı nesnelere temas edilmesiyle 

dolaylı olarak bulaşabilmektedir (Çarman vd. 2013, James et al. 2006). Siğiller özellikle eller, 

el parmakları ve ayaklar başta olmak üzere insan vücudunun her hangi bir noktasında 

görülebilir  (Aytekin 1994, Öcal 2009, Hoşrik 2010, Sever 2005). Siğiller çoğunlukla ciltle aynı 

renkte olup sert ve pürüzlü bir görünüme sahiptirler. Bazı siğiller daha koyu renkte (kahverengi 

veya gri-siyah), düz ve yumuşak bir görünüme sahiptirler. Mesela ayak tabanında bulunan 

siğiller düz görünümlü olup sıklıkla bir nasır ile karıştırılabilmektedir. Bu gibi siğillere sahip 

hastalar yürüdükçe, siğil alttaki dokuya doğru itildiği için ağrı oluşmaktadır. 

 

En sık görüldüğü yaş aralığı dikkate alındığında, özellikle genç yetişkinler başta olmak üzere 

her yaş grubunda rastlanabilmektedir (Aytekin 1994, Öcal 2009, Hoşrik 2010, Sever 2005). 

 

HPV insanlarda hücre içerisine yerleşmekte ve çeşitli enfeksiyonların oluşmasına neden 

olmaktadır. Virüsün klinik geçerliği tam olarak ispatlanmış bir tedavisi olmayıp kolay bulaşıcı 

bir yapısı bulunmaktadır. Sağlıklı deri dokusu üzerinden siğillerin insanlara bulaşması çok 

zordur. Öte yandan, açık yaralardan ve cinsel ilişki yoluyla bulaşması ve böylece tüm vücuda 

yayılması mümkün olmaktadır.  

 

Herhangi bir sebepten ötürü ciltte bir kesik veya yara oluştuğunda, siğillerin bulaşması olasılığı 

artar. Çoğunlukla, siğiller zararsızdırlar. Bununla birlikte virüs kaynaklı oldukları için son 

derece bulaşıcıdır. Siğile doğrudan temas etmek ya da siğile değen başka bir şeye temas etmek, 

virüsün yayılmasına neden olabilir. Ellerde, parmaklarda ve ayaklarda sık görülür. Ayrıca, 

çalışma temposunun yüksekliği, bozuk ve sağlıksız beslenme düzeni, çok eşlilik, korunmasız 
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cinsel ilişki, kişisel bakım malzemelerinin ortak kullanımı ve havuz gibi sıhhi olmayan yerlerde 

siğil bulaşma oranı artmaktadır. 

 

Herkesin siğile sebep olan HPV virüsünü kapma olasılığı bulunmasına rağmen, bazı gruplar bu 

hastalığa yakalanmaya daha yatkındırlar: çocuklar, ergenlik çağındakiler, tırnaklarını yiyenler, 

tırnak etlerini koparanlar ve bağışıklık sistemi (vücudun savunma mekanizması) zayıf olan 

kişiler. Siğile sebep olan virüsün vücuda girişine olanak sağlayan durumlar şu şekilde 

sıralanabilir: 

 

 Alerjik bir bünyeye sahip olmak, 

 Bazı bağışıklık sistemini baskılayan hastalıklara yakalanmış olmak veya ilaçları 

kullanmak, 

 Cinsel ilişki kurmak (özellikle etek siğilleri için), 

 Deride kesik veya yara bulunması, 

 Sıhhi olmayan havuz kenarı, hamam, kaplıca, banyo, duş ve tuvalet gibi ortak kullanıma 

sahip sıcak ve nemli ortamlarda bulunmak, 

 Sıhhi koşullara özen gösterilmeyen kuaförler, güzellik salonlarına gitmek, 

 Ortak kullanılan ve siğile temas etmiş olabilecek havlu, bornoz, terlik, ayakkabı vb. 

eşyaları kullanmak, 

 Cildin sık tıraş edilmesi, 

 Siğile doğrudan temas etmek, 

 Tırnak yeme alışkanlığına sahip olmak, 

 Yorgunluk, uykusuzluk, stres, kötü beslenme, diyet, kansızlık benzeri nedenlerle 

vücudun zayıf düşmesine sebep olmak. 

 

Siğil, cildin üst tabakasına insan papilloma virüsünün (HPV) yerleşmesiyle oluşan bir cilt 

hastalığıdır (Çarman vd. 2013). Vücudun hemen her yerinde (özellikle el ve ayaklarda) görülen 

siğillerin çoğu iyi huylu olarak tanımlanmaktadır. Bununla birlikte virüs kaynaklı oldukları için 

bulaşıcıdırlar.  
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1.2. SİĞİL ÇEŞİTLERİ 

 

Siğiller; görünüm, renk ve büyüklük açısından oluştukları bölgeye göre yapısal farklılıklar 

gösterirler. Bununla birlikte, genelleme açısından dört başlıkta toplanabilirler (Hoşrik 2010): 

(1) Yaygın siğiller, (2) ayak taban siğilleri, (3) düz siğiller ve (4) etek siğilleri. Bunlar arasında 

en yaygın olan siğil türleri yaygın siğiller ve ayak tabanı siğilleridir. Bu nedenle, bu çalışmada 

bu siğil türlerinden en az birisine sahip olan hastalar dikkate alınmıştır.  

 

1.2.1. Yaygın Siğiller  

 

Elin çeşitli bileşenlerinde (avuç içinde, elin üstünde, el parmaklarında, el parmaklarının 

aralarında, el parmağı tırnaklarının çevresinde) sık karşılaşılan bir siğil çeşididir (Şekil 1.1). 

Genellikle, deri dokusunun bütünlüğü bozulduğu yerin etrafında daha çok karşılaşılır. Özellikle 

tırnak yeme alışkanlığı bulunan kişilerde yaygın olarak görülmektedir (Alp Avcı ve Bozdayı 

2013, Hoşrik 2010). Bu nedenle, çocuklar arasında en sık görülen siğil türü olarak kabul edilir. 

 

1.2.2. Ayak Tabanı Siğilleri 

 

Bu siğil türü tek veya grup şeklinde ayakların alt yüzeylerinde görülebilir (Şekil 1.2). Genellikle 

nasır gibi göründükleri ve deri içerisine gömülü olduklarından nasırla karıştırılırlar. Bütün 

vücut ağırlığına maruz kalan bu siğiller hastada şiddetli bir ağrıya sebep olabilirler (Alp Avcı 

ve Bozdayı 2013, Hoşrik 2010). Bu nedenle genellikle sadece kozmetik sorunu olarak 

tanımlanamazlar. 
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Şekil 1.1 Toplumda sık karşılaşılan siğil türlerinden Yaygın siğil. 

 

 

Şekil 1.2 Toplumda sık karşılaşılan siğil türlerinden Ayak tabanı siğili. 

 

1.2.3. Düz Siğiller  

 

Diğer siğil türlerinin aksine, düz siğiller küçük, yumuşak ve düz bir yapıya sahiptir. Vücutta 

herhangi bir yerde görülebilirler. Bazen saç içinde veya yüzün çevresinde dahi 

görülebilmektedir. 
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1.2.4. Etek Siğilleri  

 

Cinsel organların bulunduğu genital bölgede yer alan siğil türü olduğundan, daha çok 

erişkinlerde görülür. Kansere sebep olabildiği için kesinlikle tedavi edilmesi gerekmektedir. 

Cinsel ilişki yoluyla bulaşma olasılığı oldukça yüksektir. 

 

1.3. SİĞİL TEDAVİSİ 

 

Çocukluk çağında bir siğille karşılaşıldığında, tedavi uygulanmaksızın siğilin kendiliğinden 

iyileştiği görülmektedir. Bununla birlikte, eğer siğil acı vermekte ve çocuk hastayı rahatsız 

etmekte ise, kesinlikle bir cildiye hekimine gidilerek gerekli tedavinin alınması gerekmektedir. 

Yetişkinlerde ise, siğilin kendiliğinden iyileşmesine pek rastlanmamaktadır. 

 

Siğiller toplumda çok yaygındır ve siğillerin bulaşması oldukça kolay ve hızlı olduğundan 

siğillerin tedavileri hususunda titizlikle çalışılması gerekmektedir (Varol 1998, Arıcan 2004). 

Siğil tedavisine yönelik birçok alternatif yöntem bulunmaktadır. Bu yöntemlerin seçimi 

genellikle siğilin çeşidine ve sahip olunan maddi olanaklara göre değişmektedir. Bu 

tedavilerden bir kısmı sadece uzman hekimler tarafından (kriyoterapi, lazer ve cerrahi eksizyon 

gibi), bir kısmı da hastaların kendi başlarına uygulayabileceği (salisilik asit, podpphyline gibi) 

yöntemlerdir. Bunların haricinde günümüzde imünoterapi ve interferon gibi alternatif 

yöntemler geliştirilmiştir. 

 

Bu şekilde, siğile sebep olan virüsün yerleştiği dokunun bozulması prensibine dayanan çeşitli 

fiziksel ve kimyasal uygulamalar bulunmaktadır. Bunlar arasında kantaridin, koter, cerrahi, 

lazer ve çeşitli kimyasal solüsyon kullanımı gibi uygulamalar bulunmaktadır. Bu yöntemlere 

ek olarak hastanın bağışıklık sisteminin güçlendirilmesi şeklinde ortaya çıkan immünoterapi ve 

interferon gibi göreceli olarak yeni tedavi yöntemleri de geliştirilmiştir (Khozeimeh et al. 

2017a, Khozeimeh et al. 2017b). Bu çalışmalarda, siğil tedavisinde yaygın kullanılmaya 

başlayan kriyoterapi ve immünoterapi tedavi yöntemlerinin uygulandığı hastaların kayıt 

edildiği veri setleri kullanılmıştır. 

 

Siğil tedavisinde sıkça kullanılmayan başlanan bir yöntem olan Kriyoterapi yönteminde, 

hastalığa sahip bölge çok düşük sıcaklıkta dondurularak öldürülmektedir. Donma tedavisi 

olarak da bilinen bu yöntemle, siğilin yerleştiği kokunun altında kalan yapı bozulmaktadır. Bu 
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uygulama için açık sprey cihazı ve -195,6 oC sıcaklığına sahip sıvı azot kullanılmaktadır. Bu 

tedavi türünün avantajları arasında tedaviye başlamadan önce uygulama yapılacak bölgenin 

uyuşturulmasının gerekmemesi ve oldukça basit bir şekilde uygulanabilmesi bulunmaktadır. 

Sıvı azot sprey cihazı kullanılarak siğilin bulunduğu yerde bir donma halkası görülene kadar 

siğilin tam üstüne uygulanır (Şekil 1.3). Siğil geçinceye kadar bu uygulama 2 ila 4 hafta 

aralıklarla tekrar edilir. Uygulama sırasında veya sonrasında tedavinin uygulandığı bölgede ağrı 

oluşması genellikle karşılaşılan bir yan etkidir. Bunun yanı sıra, uygulamadan sonra tedavi 

edilen bölgede şişme veya su toplanması ile tedavi tamamlandıktan sonra uygulama yapılan 

bölgede beyaz veya kahverengi renkte bir iz kalması gibi yan etkiler de görülebilmektedir. 

Ayrıca tedavi süreci de uzun sürmektedir (Khozeimeh et al. 2017a, Khozeimeh et al. 2017b).  

 

Siğil tedavisinde sıkça kullanılmayan başlanan bir diğer yöntem olan İmünoterapi yönteminde, 

kişinin kendi bağışıklık sistemi harekete geçirilerek vücudun kendisinin tedaviyi sağlaması 

amaçlanmaktadır. Farklı türlerde İmmunoterapi yöntemleri bulunmaktadır. Bu çalışmada 

kullanılan verilerin elde edildiği çalışmada, hastanın alerjik reaksiyon gösterdiği bilinen bir 

madde siğil dokusuna enjekte edilmekte ve böylece vücudun siğili alerji kaynağı olarak 

görmesiyle siğili yok etmesi sağlanmaktadır (Khozeimeh et al. 2017a, Khozeimeh et al. 2017b). 

 

Şekil 1.3 Kriyoterapi tedavisi uygulanışı. 

 

Görüldüğü üzere, siğil tedavisinde birçok farklı yöntem olmasına rağmen halen %100 tedavi 

başarımı elde edilememiştir (Alp Avcı ve Bozdayı 2013, Lipke 2006). Bunun yanı sıra 
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hastaların hangi tedavi yöntemine daha iyi yanıt (tepki) vereceği uzman hekimler tarafından da 

tam olarak bilinememektedir (McGibbon 2006, Khozeimeh et al. 2017a, Khozeimeh et al. 

2017b). Siğil tedavisinde kriyoterapi ve immünoterapi tedavi yöntemleri en sık 

kullanılanlardandır. Literatürde bu iki yöntemin etkilerinin araştırıldığı birçok çalışma vardır 

(Silverberg et al. 2000, Clifton et al. 2003, Horn et al. 2005, Maronn et al. 2008, Gamil et al. 

2010, Nofal and Nofal 2010, Russell et al. 2010). Ancak hastadan toplanan bilgilere bakılarak, 

tedavi uygulanmasına başlamadan önce seçilen siğil tedavi yönteminin hasta üzerinde başarılı 

olup olmayacağının kestirilmesine yönelik bir çalışma henüz ortaya konulamamıştır 

(Khozeimeh et al. 2017a). 

 

1.4. MAKİNE ÖĞRENMESİ 

 

Kavramsal olarak, aşırı miktardaki veri içinde saklı bulunan bilgiyi bulup çıkarma ve ileride 

olası olan durumların kestirilmesiyle ilgili modeller bulmaya olanak sağlayan ilişkilerin bir 

bilgisayar programı aracılığıyla araştırılmasına makine öğrenmesi veya örüntü tanıma 

denilmektedir (Özkan 2016, Duda et al. 2000). Makine öğrenmesi için yapılan çalışmaların en 

başında sınıflandırma yer almaktadır. Böylece; riskli müşteri tespiti gibi uygulamalarla 

bankacılık ve sigortacılık sektörden hastalık teşhisi gibi karar destek uygulamalarıyla tıp 

sektörüne kadar çok çeşitli alanlarda sınıflandırma problemi çözümlerinde makine öğrenmesi 

algoritmaları kullanılmaktadır (Kayan 2016). Tüm uygulamalarda en yüksek doğruluğu veren 

genel geçer bir algoritma olmayıp, uygulama alanına özel bilinen algoritmalar uygulanarak, en 

yüksek genel başarımı veren algoritma veya algoritmalar tespit edilmeye çalışılmaktadır. Bir 

algoritmanın başarımı, algoritmaya uygulanan eğitim verisinin (ve özniteliklerin) sayısı ve 

yapısı, uygulanan modelin ve parametrelerin seçimlerine bağlı olmaktadır (Ayhan ve Erdoğmuş 

2014).  

 

Cilt hastalıklarının teşhisinde kullanılan birçok makine öğrenmesi tabanlı akademik çalışmaya 

rastlanmaya başlanmıştır (Lamminen et al. 2001, Bunte et al. 2011, Giotis et al. 2015, Jain et 

al. 2015, Shrivastava et al. 2015, Mirzaalian et al. 2016, Vasudevan et al. 2016, Oliveira et al. 

2016, Flores and Scharcanski 2016). Literatürde imünoterapi ve kriyoterapi tedavi 

yöntemlerinin etkilerinin araştırıldığı birçok çalışma bulunmaktadır (Siverberg et al. 2000, 

Clifton et al. 2003, Horn et al. 2005, Maronn et al. 2008, Khurshid et al. 2009, Gamil et al. 

2010, Nofal and Nofal 2010, Russell et al. 2010, Khozeimeh 2017a, Khozeimeh 2017b).  
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Bununla birlikte, siğil tedavi yöntemlerinin karşılaştırıldığı ve hangi yöntemin kullanılması 

halinde tedavinin daha başarılı sonuç verebileceğine yönelik fazla çalışma bulunmamaktadır. 

Bu amaca yönelik olarak literatürde karşılaşılan sadece üç adet çalışma bulunmaktadır 

(Khozeimeh et al. 2017a, Khozeimeh et al. 2017b, Tanyıldızı vd. 2018). Bunlardan ilkinde, 

immünoterapi yönteminin siğil tedavisinde başarılı bir şekilde uygulanabileceği istatistiksel 

olarak ortaya konulmuştur (Khozeimeh et al. 2017b). İkinci çalışmada ise, Bulanık Mantık 

kullanılarak kural tabloları oluşturulmuş ve bu şekilde %80,00-%83,33 (ortalaması %81,67) 

oranında kriyoterapi ve immünoterapi siğil tedavi yöntemlerinin başarılı olup olmayacakları 

tahmin edilebilmiştir (Khozeimeh et al. 2017a). Son çalışmada ise bu iki grup hasta için ayrı 

ayrı başarım tahmin edilmeye çalışılmıştır. Bu çalışmada Naive Bayes, Çok Katmanlı Ağ, 

Destek Vektör Makineleri, En Yakın K Komşu, K-Star, Karar Ağacı ve Random Forest 

algoritmaları denenmiştir. Sonuç olarak, kriyoterapi ile tedavi edilen hastalarda uygulanan 

tedavinin uygun olup olmadığına yönelik yapılan tahminlerde K-Star algoritması ile %96,66 ve 

imünoterapi ile tedavi edilen hastalarda ise Random Forest algoritması ile %85,55 başarım elde 

edildiği rapor edilmiştir (Tanyıldızı vd. 2018). Bu çalışmaya göre ortalama başarım Random 

Forest algoritması ile %89,44 olarak elde edilmiştir. 

 

1.5. AMAÇ 

 

Bu tez çalışmasında siğil tedavi yönteminin başarılı olup olmayacağının tahmin edilmesinde 

farklı yapay zeka ve makine öğrenmesi algoritmalarının kullanımı araştırılmıştır.  Böylece 

uzman hekimlerin hastalarından elde edecekleri ön bulgulara göre hangi yöntemin işe 

yarayabileceğinin önceden kestirilmesi amaçlanmıştır. Böylece işe yaraması en muhtemel 

tedavi yönteminin uygulanması ile hastanın daha az acı çekmesi ve daha kısa sürede 

tamamlanan bir tedaviye ulaşması sağlanabilecektir.  

 

Bu çalışmada,  İran'ın Meşhed kentindeki Ghaem Hastanesi dermatoloji polikliniğine başvuran 

180 hasta ve plantar ve yaygın siğiller için gerçekleştirilen tedavi yöntemleri sırasında keyıt 

edilen veriler kullanılmıştır. Kayıt edilen verilerde 90 hasta sıvı azot ile kriyoterapi yöntemi ile 

90'ı immünoterapi yöntemi ile tedavi edilmiştir. Tedavi yönteminin seçimi rastgele yapılmıştır. 

Literatürde mevcut durumda sadece istatistiksel karşılaştırma (Khozeimeh et al. 2017b), 

bulanık mantık kuralına dayalı bir uzman sistem ile tedavi başarımlarının tahmin edilmesi 

(Khozeimeh et al. 2017a) ve Naive Bayes, Çok Katmanlı Ağ, Destek Vektör Makineleri, En 

Yakın K Komşu, K-Star, Karar Ağacı ve Random Forest algoritmalarının denendiği (Tanyıldızı 
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vd. 2018) çalışmaları mevcuttur. Bu çalışmalarda, imünoterapi ve kriyoterapi yöntemlerinin 

öngörme doğruluğu sırasıyla en yüksek olarak %85,55 ve %96,66 olarak belirlenebilmiştir.  

 

Elde edilen mevcut sonuçlara göre, hekime en iyi tedavi yöntemini seçmede yardımcı olacak, 

hastalar için zamandan tasarruf etmeyi sağlayacak, tedavi maliyetini düşürecek ve tedavinin 

kalitesini arttıracak bir uzman sistem geliştirilmesine ihtiyaç bulunmaktadır. Takip eden 

bölümlerde sırasıyla çalışmada kullanılan verilerin ve yöntemlerin kısa açıklaması ile sonuçlar 

ve tartışma bölümleri yer almaktadır.  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



10 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



11 

 

 

 

BÖLÜM 2 

 

YÖNTEM 

 

2.1. VERİ SETİ 

 

Bu çalışmada, internet üzerinden yayımlanmakta olan UCI Machine Learning Repository veri 

tabanında Immunotherapy Dataset ve Cryotherapy Dataset başlıkları altında yer alan iki ayrı 

veri seti kullanılmıştır. Bu veriler, siğil tedavisi için Ocak 2013- Şubat 2015 tarihleri arasında 

Mashhad-Ghaem Hastanesi’ne giriş yapan 180 hastadan alınmıştır. Giriş yaptıran hastalarda 

yaygın ve ayak taban siğil türlerinden en az bir tanesi bulunmaktadır (Khozeimeh et al. 2017a, 

Khozeimeh 2017b).  

 

Çalışmada kullanılan veri setlerinden biri kriyoterapi yöntemi uygulandığında göz önünde 

bulundurulan yedi adet özniteliği içermektedir (Çizelge 2.1). Diğeri ise immünoterapi yöntemi 

uygulandığı durumda kayıt edilen sekiz adet öznitelikten oluşmaktadır (Çizelge 2.2). Her iki 

veri setinde yöntemin başarı olup olmadığını gösteren öznitelik olan Tedaviye Yanıt Verme 

sınıf karşılığı olarak belirlenmiştir.   

 

Çizelge 2.1 Kriyoterapi tedavi yönteminde kullanılan öznitelikler. Burada SD standart sapmayı 

göstermektedir. 

Öznitelik Değerleri Ortalama ± SD 

Tedaviye yanıt verme Evet / Hayır  

Cinsiyet 
47 Erkek 

43 Kadın 
 

Yaş (yıl) 15 – 67  28,60 ± 13,36 

Tedaviden önce geçen zaman (ay) 0 – 12  7,66 ± 3,40 

Siğil sayısı (adet) 1 – 12 5,51 ± 3,57 

Siğil çeşidi 

1: Yaygın siğil (54) 

2: Ayak tabanı siğili (9) 

3: İkisi de mevcut (27) 

 

Siğil yüzey alanı (mm2) 4 – 750  85,83 ± 131,73 
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Çizelge 2.2 Kriyoterapi tedavi yönteminde kullanılan öznitelikler. Burada SD standart sapmayı 

göstermektedir. 

Öznitelik Değerleri Ortalama ± SD 

Tedaviye yanıt verme Evet / Hayır  

Cinsiyet 
41 Erkek 

49 Kadın 
 

Yaş (yıl) 15 – 56 31,04 ± 12,23 

Tedaviden önce geçen zaman (ay) 0 – 12  7,23 ± 3,10 

Siğil sayısı (adet) 1 – 12 6,14 ± 4,20 

Siğil çeşidi 

1: Yaygın siğil (47) 

2: Ayak tabanı siğili (22) 

3: İkisi de mevcut (21) 

 

Siğil yüzey alanı (mm2) 6 – 900  95,70 ± 136,61 

Test öncesi siğilin çapı (mm) 5 – 70  14,33 ± 17,22 

 

Verilerin elde edildiği orijinal çalışmada bu iki veri seti birleştirilmiş ve sonrasında her birinde 

90' ar kişi olacak şekilde rasgele iki ayrı gruba ayrılmıştır. Bu grupların ilkindeki hastaların 

tedavisinde kandida antijen enjeksiyonlu immünoterapi tedavi yöntemi kullanılmıştır. 

İntralezyonel olarak uygulanan bu yöntemde hastaların tedavisine üç haftalık aralıklarla üç 

seansla devam edilmiştir. Hastanın tedaviye erken tepki vermesi halinde süreç erkenden 

sonlandırılmıştır.  

 

İkinci grupta yer alan hastalara sıvı azotlu kriyoterapi yöntemi uygulanmıştır. Hastaların tedavi 

süreci siğillerin iyileşme durumuna göre birer hafta arayla on seans veya daha az devam 

edilmiştir. Farklı tedavi süreçleri ve yöntemleri kullanılmasına rağmen hastanın tedaviye yanıt 

vermemesi durumunda farklı bir siğil tedavi yönteminin uygulanması gerekmektedir 

(McGibbon 2006). 

 

2.2. MAKİNE ÖĞRENMESİ ALGORİTMALARI 

 

Bu tez çalışmasında yedi farklı makine öğrenmesi algoritması kullanılmıştır: Naive Bayes, 

Lojistik Regresyon, Karar Ağacı, K-Yakın Komşu, Destek Vektör Makineleri, Aşırı Öğrenme 

Makinesi ve Çok Katmanlı Algılayıcı. Sadece lojistik regresyon ve karar ağacı algoritmalarının 
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gerçekleştirilmesi için WEKA yazılımı kullanılmış olup diğer algoritmaların 

gerçekleştirilmesinde Matlab 2018a programlama ortamı kullanılmıştır. Aşağıdaki alt 

bölümlerde sınıflandırıcı algoritmalarının kısa açıklamalarına yer verilmiş olup ayrıntılı bilgi 

için literatürdeki makine öğrenmesi ve örüntü tanıma kitaplarına bakılabilir (Duda et al. 2000). 

 

2.2.1 Naive Bayes  

 

Bu sınıflandırıcı algoritmasının temelinde kayıt edilen her özniteliğin diğer özniteliklerden 

istatistiksel olarak bağımsız olduğu varsayımı bulunmaktadır. Buna göre, bir özniteliğin 

oluşmasında diğer özniteliklerin oluşmasının herhangi bir etkisi veya katkısı bulunmamaktadır. 

Gerçek dünyada gerçekleşme olasılığı zayıf olan bu varsayımına rağmen, Naive Bayes 

algoritması gerçek dünya problemlerinin çözümünde yüksek oranda başarılı olmuştur (Duda et 

al. 2000). 

 

Algoritmanın teorik temellerini ortaya koyan ünlü İngiliz matematikçisinin adı ile anılan Bayes 

Teoremi'ne göre, herhangi bir sınıflandırma probleminde gerçekleşebilecek olası bağımlı 

durumların olasılıkları şu şekilde hesaplanabilir: 

 

𝑃(𝑤|𝑋) =
𝑃(𝑋|𝑤)𝑃(𝑤)

𝑃(𝑋)
 (2.1) 

 

Burada P(w|X); X olayı gerçekleşmişse w olayının da gerçekleşmesi olasılığını verir. Benzer 

şekilde P(X|w) ise w olayı gerçekleştiği bilinirken X olayının meydana gelme olasılığıdır. Bu 

iki değere koşullu olasılık adı verilmektedir. P(w) ve P(X) ise sırasıyla w ve X olaylarının tek 

başlarına koşulsuz bir şekilde gerçekleşme olasılıklarını göstermektedir.  

 

Bu sınıflandırıcı algoritması, Matlab 2018a yazılımı üzerinde classify hazır komutu kullanılarak 

çalıştırılmıştır.  

 

2.2.2. Lojistik Regresyon 

 

Lojistik regresyon, sınıflandırma ve atamada sıklıkla kullanılan çok değişkenli veri madenciliği 

tekniklerindendir. Bu algoritma ile bağımsız değişkenlerin bağımlı değişken üzerindeki 

etkilerinin bir olasılık değeri şeklinde hesaplanması sağlanır. Lojistik regresyon analizinin 
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amacı; bağımlı değişkenlerle bağımsız değişkenler arasında var olan bağıntıyı en az sayıda 

değişken kullanarak en yüksek doğrulukla ifade edebilen geçerli bir matematiksel model ile 

oluşturmaktadır (Bircan 2004). 

 

Lojistik regresyon modeli; 

 

𝑃 =
𝑒𝛽0+𝛽1𝑥1+⋯+𝛽𝑛𝑥𝑛

1 + 𝑒𝛽0+𝛽1𝑥1+⋯+𝛽𝑛𝑥𝑛
 (2.2) 

  

biçiminde yazılır. Burada P incelenen olayın gözlenme olasılığı; β0 sabit; β1, β2, …, βn bağımsız 

değişkenlerin regresyon katsayıları; x1, x2, …, xn bağımsız değişkenleri ve n bağımsız 

değişkenlerinin sayısını ifade etmektedir (Özdamar 2009).   

 

Lojistik regresyon algoritması şu adımlarda yapılır (Şekeroğlu 2010): 

1. Öncü grup üyelikler ve değişkenler belirlenir, 

2. Modelde parametreleri tahmin edilerek anlamlılığı incelenir, 

3. Modelden kestirilen parametreler kullanılarak her bir gözlemin ait olduğu sınıf bulunur, 

4. Modelin uyumluluğu sınıflandırma yüzdesi ve yapay olarak oluşturulan R2 ölçütü 

kullanılarak test edilir. 

 

2.2.3. Karar Ağacı 

 

Karar ağacı (KA), sınıfları bilinen veri setinden tümevarım yöntemiyle öğrenilen ağaç şekilli 

bir karar yapısına sahip veri madenciliği yaklaşımıdır (Albayrak ve Yılmaz 2009). KA, bağımlı 

değişkendeki bilgi kazancına göre veri setini sıralı bir şekilde bölmektedir (Sun and Li 2008). 

Her başarılı bölme işlemi ile gruplanan örnekler kendi içlerinde gittikçe daha benzer hale 

getirilmektedir. Tahmin edici veya tanımlayıcı olarak KA, yorumlanmasının kolay, maliyetinin 

az, veri tabanı sistemleri ile kolayca uyum sağlayabilmesi nedeniyle yaygın bir kullanıma sahip 

olmuştur (Albayrak ve Yılmaz 2009). Son zamanlarda çok sayıda farklı karar ağacı öğrenme 

teknikleri geliştirilmiştir. Bunlardan en popüler olanları ID3, C4.5 ve C5 algoritmalarıdır 

(Özarslan ve Barışçı 2014). Bu çalışmada WEKA yazılımı kullanılarak karar ağacı 

algoritmalarından J48 uygulanmıştır.  

 



15 

Yapısı bir akış şemasına benzeyen KA' da her öznitelik bir düğüm ile gösterilir. Ağaç yapısını 

dallar ve yapraklar oluşturur. Bu yapının en üst ve en son kısmını sırasıyla "yaprak" ve "kök", 

bunlar arasında kalan kısımlar da "dal"  olarak isimlendirilir. Şekil 2.1' de iki nitelikten oluşan 

basit bir karar ağacı gösterilmiştir. Bu yapıda "Sınıf 1" de X>1 ve Y=B değerini taşıyan 

örnekler,   "Sınıf 2" de Y=A ve Y=C değerini taşıyan örnekler yer almaktadır. Y' nin değerinin 

göz önüne alınmadığı X≤1 şartını sağlayan örnekler "Sınıf 1" de yer alır (Silahtaroğlu 2008, 

Özkan 2016). 

 

2.2.4. En Yakın K Komşu 

 

En Yakın K Komşu (KNN) algoritması basit bir yapıya sahip bir sınıflandırma yöntemidir. Test 

edilmek istenilen bir örneğin veri setinde mevcut olan diğer tüm örnekler ile arasındaki 

uzaklıklar hesaplanır. Bu şekilde en düşük uzaklığa sahip en yakın k adet örneğin ait olduğu 

sınıflardan hangisi daha fazla ise, test edilen örneğin sınıfı o gruba dahil olarak belirlenir (Duda 

et al. 2000, Cover ve Hart 1967). Bu algoritmanın basit yapısı nedeniyle literatürdeki makine 

öğrenmesi çalışmaları arasında oldukça popüler olduğu görülmektedir (İşler ve Kuntalp 2007, 

İşler ve Kuntalp 2010, Narin 2013, Narin et al. 2014a, Narin et al. 2014b, İşler et al. 2015, Narin 

et al. 2018, İşler et al. 2019).  

 

 

Şekil 2.1 X ve Y nitelikleri üzerine uygulanan testleri içere basit bir karar ağacı (Özkan 2016). 
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Bu sınıflandırıcı algoritmasının uygulanmasında, Matlab 2018a yazılımındaki hazır kütüphane 

komutlarından olan knnclassify kullanılmıştır. Komşuluk sayısı (k) olarak 1, 3, 5, 7, 9, 11 ve 

13 gibi tek sayı olan değerler sırasıyla denenmiştir. 

 

2.2.5. Destek Vektör Makineleri 

 

Destek vektör makinaları (SVM) yönteminde temel amaç iki veri grubunu daha yüksek boyutlu 

bir uzaya taşıyarak birbirlerinden ayrılabilmelerini sağlamaktır. Veri grupları doğrusal 

olabilecekleri gibi doğrusal olmayan yapıya da sahip olabilirler (Duda et al. 2000, Byun and 

Lee 2003). Bu amaçla destek vektörleri olarak bilinen ve veri gruplarının her ikisine birden 

yakın olan birbirine paralel iki sınır çizgisi belirlenir. Bu sınıflandırma yapısında, elde edilen 

bu sınır çizgilerine en uygun bir uzaklıkta konumlandırılan bir ayırıcı düzlem veya çizgi 

bulunur (Şekil 2.2). Çoğunlukla verileri birbirinden ayırt edebilen doğrusal bir yapı yeterli 

olmadığından, veriler çekirdek fonksiyonları olarak bilinen doğrusal olmayan fonksiyonlar 

aracılığıyla daha yüksek boyutlu bir uzaya aktarılır. Bu dönüşüm sonrası, veri grupları bir 

doğrusal düzlem ile birbirlerinden ayrılabilir bir biçime dönüştürülmektedirler (Narin 2013, 

Ayhan ve Erdoğmuş 2014). 

 

 

Şekil 2.2 Destek Vektör Makineleri destek vektörleri ve ayrım düzlemi. 
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Bu sınıflandırıcı algoritmasının uygulanmasında, Matlab 2018a yazılımındaki hazır kütüphane 

komutlarından olan svmclassify kullanılmıştır. 

 

2.2.6. Aşırı Öğrenme Makinesi 

 

Aşırı öğrenme makinesi (ELM) son zamanlarda giderek popüler hale gelen bir sınıflandırıcı 

algoritması haline gelmiştir. Bu algoritma tek gizli katman bulunan ileri yönlü hesaplamalı 

ağlar arasında yer almaktadır. ELM algoritması daha başarılı regresyon ve sınıflandırma 

başarımları vermekte ve bu sonuçlara çoğu geleneksel yapay sinir ağları algoritmalarından daha 

hızlı ulaşmaktadır (Huang et al. 2012). Algoritmanın giriş ağırlıkları rasgele olarak seçilmekte 

ve çıkış ağırlıkları analitik olarak elde edilmektedir (Huang et al. 2004). ELM aşırı derecede 

hızlı öğrenme yeteneğiyle iyi bir genelleme başarımı vermektedir (Huang et al. 2006). Üstelik 

iyi hazırlanmış kaynak dokümanlar ve farklı programlama dillerinde hazırlanmış kaynak 

kodları barındıran bir web sitesine de sahiptir. Algoritma ile her türlü bilgi ve program 

örneklerine bu web sitesinden ulaşılabilir (URL-1). 

 

2.2.7. Çok Katmanlı Algılayıcı  

 

Çok Katmanlı Algılayıcı (MLP) ağ yapısı yapay sinir ağı modelleri arasında en çok tercih 

edileni olmuştur. Klinikte birçok rahatsızlığın teşhisini de içeren çok geniş bir yelpazede 

uygulamada sık kullanılır hale gelmiştir. Üstelik diğer algoritmaların başarımlarının 

kıyaslanmasında ortak bir zemin oluşturmaktadır (Koçer ve Canal 2011, Pan et al. 2012, Narin 

et al. 2018, İşler et al. 2019).  

 

MLP tabanlı çalışmalarında hemen hepsinde üç katmanlı bir yapı tercih edilmektedir: giriş 

katmanı, gizli katman ve çıkış katmanı. Bazı çalışmalarda birden fazla gizli katmana yer 

verildiği de görülmektedir. Bu tez çalışmasında kullanılan veri seti nedeniyle 7 adet öznitelik 

bulunduğundan giriş katmanındaki nöron sayısı 7 olarak belirlenmektedir. Çıkış olarak sadece 

seçilen tedavi yönteminin başarılı olup olmayacağı şeklinde bir cevap üretileceğinden çıkış 

katmanında 1 nöron bulunmaktadır. Gizli katmandaki nöron sayısını belirlemeyle ilgili 

literatürde çalışmalar ve öneriler bulunsa da, genellikle uygulanan yöntem farklı sayılarda 

nöronlar uygulanarak sınıflandırıcı başarımını en yüksek veren sayı tercih edilmektedir.  
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Katmanları birbirine bağlayan ağ ağırlıkları hatanın geri yayılımı yöntemi ile tespit 

edilmektedir. Bu yöntemde, ağ tarafından üretilen çıkış ile beklenen gerçek çıkış arasındaki 

hataların karelerinin ortalaması, ağdaki her bir nöronun hataya verdikleri katkı oranında 

ağırlıklarının değiştirilmesi temeli esas alınmaktadır. Bu süreç ortalama karesel hata belli bir 

eşik değerinin altına düşünceye kadar devam eder (Duda et al. 2000). 

 

Her bir nöronun yapısı aşağıdaki gibi modellenebilir (Şekil 2.3): 

 

Şekil 2.3 Çok katmanlı algılayıcı ağ yapısı için tek nöron yapısı. 

 

Burada tek nöronun çıkışı şu giriş değerleri (öznitelikler) ile ağırlıkların (weights) çarpımının 

toplamı bir aktivasyon fonksiyonun (genellikle tanh seçilir) geçirilerek çıkış (output) bulunmuş 

olur. Bu işlem ağdaki tüm katmanlara ait tüm nöronlar için hesaplanır. Algoritma ayrıntıları 

için literatürdeki kitaplara bakılabilir (Duda et al. 2000, Özkan 2016). 

 

2.3 ALGORİTMALARIN DEĞERLENDİRİLMESİ 

 

Sınıflandırıcı algoritmalarının başarımlarının ölçümünde en popüler ve basit yöntem olan 

duyarlılık (SEN), belirleyicilik (SPE) ve doğruluk (ACC) oranları kullanılmıştır. Bu 

değerlendirme ölçütleri ise sınıflandırıcının test verilerine verdiği yanıtlardan çıkarılmaktadır. 

Şöyle ki, TP (kayıtlı cevap doğru iken doğru olarak cevap verilenlerin sayısı), TN (kayıtlı cevap 

yanlış iken yanlış olarak cevap verilenlerin sayısı), FP (kayıtlı cevap yanlış iken doğru olarak 

cevap verilenlerin sayısı), FN (kayıtlı cevap doğru iken yanlış olarak cevap verilenlerin sayısı) 

parametrelerine göre hesap yapılmaktadır (Duda et al. 2000): 



19 

𝑆𝐸𝑁 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 (2.2) 

𝑆𝑃𝐸 =
𝑇𝑁

𝑇𝑁 + 𝐹𝑃
 

(2.3) 

𝐴𝐶𝐶 =
𝑇𝑃 + 𝑇𝑁

𝑇𝑃 + 𝐹𝑁 + 𝑇𝑁 + 𝐹𝑃
 

(2.4) 

 

2.3.1. Çapraz Doğrulama 

 

Sınıflandırıcı algoritmalarının eğitimlerinde ve test edilmelerinde farklı verilerin kullanılması, 

böylece sınıflandırıcının daha önce karşılaşmadığı girdiye verdiği cevaplara göre 

başarımlarının hesaplanması tercih edilmektedir (Duda et al. 2000, Özkan 2016). Bu amaçla en 

sık kullanılan doğrulama yöntemleri arasında K-Parçalı Doğrulama ve Birisi-Dışarıda 

Doğrulama yöntemleri bulunmaktadır. K-Parçalı Doğrulama yönteminde veri seti K parçaya 

bölünür. Bu parçalardan K-1 adedi sınıflandırıcının eğitiminde ve 1 tanesi sınıflandırıcının test 

edilmesinde kullanılır. Bu şekilde tüm veri seti parçaları test içi kullanılıncaya kadar bu işlem 

tekrar edilir. Her bir parça için elde edilen TP, TN, FP ve FN ölçümlerinden genel duyarlılık 

(SEN), belirleyicilik (SPE) ve doğruluk oranı (ACC) performansları hesaplanır (Duda et al. 

2000). 

 

2.4. WEKA YAZILIMI 

 

Günümüzde gelişen teknolojiyle birlikte ölçüm cihazlarının sayısı her geçen gün artmakta ve 

bu da beraberinde veri sayılarında ve türlerinde artış meydana getirmektedir. Veri toplama 

araçlarında ve veri tabanı teknolojisinde yaşanan gelişmeler, daha fazla bilginin toplanmasına 

ve çözümlenmesine olanak sağlamaktadır.  Farklı kaynaklardan elde edilen veri yığınları 

içerisinden bilgiye ulaşılmasına ve gelecekle ilgili tahminlerde bulunmaya olanak 

sağlayabilecek bağlantıların bilgisayar programı kullanarak aranmasına veri madenciliği 

denilmektedir (Kudyba 2004, Özkan 2016). Bu bağlamda günümüzde açık kaynaklı ve ticari 

amaçlı birçok yazılım geliştirilmiştir (İşler ve Narin 2012, Dener vd. 2009). Örnek vermek 

gerekirse; WEKA açık kaynak kodlu; MATLAB ise ticari amaçlı geliştirilen yazılımlardır 

(Danacı vd. 2010).  

 

"ScienceDirect" veritabanında "WEKA" anahtar kelimesiyle yapılan aramada 4000' den fazla 

makale, 200' e yakın kitap bölümü ve 113 tane referans çalışmasının olduğu görülmüştür. Son 
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üç yıl göz önünde bulundurulduğunda, 2018 yılı ilk 4 ayı için 300 den fazla makale ve 11 kitap 

bölümü; 2017 yılı için 500' den fazla makale ve 36 kitap bölümü; 2016 yılı için 500' den fazla 

makale ve 18 kitap bulunduğu görülmektedir. Yapılan bu istatiksel analiz WEKA yazılımının 

açık kaynak kodlu olması nedeniyle günümüzde araştırmalarda oldukça sık kullanıldığını 

göstermektedir. Tıp alanında hastalıkların teşhis ve tahminde WEKA' nın kullanımıyla ilgili de 

birçok örnek çalışma bulunmaktadır. Bunlar arasında meme kanseri hücrelerinin teşhisi (Danacı 

vd. 2010), göğüs kanserinin teşhisi (Coşkun ve Baykal 2011), Parkinson hastalığının teşhisi ve 

tahmini (Özçift 2011) ve Konjestif kalp yetmezliğine sahip hastaların teşhisi (İşler ve Narin 

2012) gibi çalışmalar sayılabilir. 

 

WEKA; Waikato Üniversitesi tarafından geliştirilen, makine öğrenmesi algoritmalarının ve 

veri ön işleme gibi gereksinimlerin birlikte sunulduğu, açık kaynak kodlu Java tabanlı bir veri 

madenciliği yazılımıdır (Witten et al. 2011). WEKA sayesinde veri önişleme, sınıflandırma, 

gruplandırma, özellik seçimi veya çıkarımı gibi makine öğrenmesi ve istatistik ile ilgili birçok 

kütüphane hazır olarak gelmektedir. Bunun yanı sıra içerisinde görselleştirme araçlarını 

barındırmaktadır.  WEKA birçok farklı dosya tipini (names, metin tabanlı arff., csv., dat., bsi. 

gibi) desteklemektedir. Bu program kullanıcılarına farklı uygulama (Explorer, Experimenter, 

Knowledge Flow ve Simple CLI) seçenekleri sunmaktadır (Şekil 2.4). 

 

Bu çalışmada amaç, WEKA’ nın siğil tedavisinde sıkça kullanılan kriyoterapi ve immünoterapi 

tedavi yöntemlerinin hangisinin hastanın tedaviye yanıt verme süresinde daha başarılı 

olacağının belirlenmesidir. Bu nedenle makine öğrenmesi algoritmalarından bir kısmı WEKA 

yazılımı kullanılarak gerçekleştirilmiştir (Uzun vd. 2018c). 
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Şekil 2.4. WEKA kullanıcı ara yüzü. 
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BÖLÜM 3 

 

SONUÇLAR 

 

3.1. VERİLERİN HAZIRLANMASI 

 

Yapılan çalışmada, kriyoterapi ve immünoterapi yöntemleriyle siğil tedavi yapılmış 90’ar 

hastadan elde edilen öznitelikler kullanılarak bu siğil tedavisi yöntemlerinin hastaya fayda 

sağlayıp sağlamayacağı tedavi uygulamadan önce tespit edilmesine çalışılmıştır.  

 

Çalışmada bu iki veri seti birleştirilmiş, uygulanan tedavi yöntemi de öznitelik olarak 

yazılmıştır. Bununla birlikte Tedaviye yanıt verme özniteliği ise çıkış değeri olarak 

düzenlenmiştir. Böylece cinsiyet, yaş, tedavi öncesi geçen süre, siğil sayısı, siğil türü, en büyük 

siğilin yüzey alanı ve seçilen tedavi yöntemi koşturulacak sınıflandırıcı algoritmasının 

girişlerine uygulanmıştır. Sınıflandırıcının çıkışında ise tedaviye yanıt verme özniteliğinin 

tahmin edilmesi beklenmiştir (Şekil 3.1).  
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Şekil 3.1 Bu çalışmada gerçekleştirilen sınıflandırıcı giriş ve çıkışları. 

 

3.2. SINIFLANDIRMA BAŞARIMLARININ DEĞERLENDİRİLMESİ 

 

Sınıflandırıcı başarımlarının değerlendirilmesinde 10 parçalı doğrulama yöntemi kullanılmıştır. 

Böylece veri seti 10 parçaya bölünmüş ve tüm parçalar test için kullanılıncaya kadar 9 parça 

makine öğrenmesi algoritmasının eğitiminde ve 1 parça eğitilen sınıflandırıcının test 

edilmesinde kullanılmıştır. Sınıflandırıcı başarımları olan duyarlılık (SEN), belirleyicilik (SPE) 

ve doğruluk (ACC) değerleri bu parçaların test edilmeleri sırasında oluşan TP, TN, FP ve FN 

değerleri ile belirlenmiştir. Aşağıdaki sınıflandırma algoritmaları başlığının altındaki alt 

başlıklar halinde kullanılan sınıflandırıcı algoritmaları sonucunda elde edilen başarılar şekiller 

veya çizelgeler halinde verilmektedir. 

 

3.3. SINIFLANDIRMA ALGORİTMALARI 

 

Bu çalışmada literatürde sık kullanılan Naive Bayes, Lojistik Regresyon, Karar Ağacı, K-Yakın 

Komşu, Destek Vektör Makineleri, Aşırı Öğrenme Makinesi ve Çok Katmanlı Algılayıcı 
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sınıflandırıcıları sırasıyla denenmiştir. Her bir sınıflandırıcı algoritması algoritmaya özgü farklı 

parametreler kullanılarak koşturulmuştur. 

 

Bu çalışmada, sadece lojistik regresyon ve karar ağaçları algoritmalarının gerçekleştirilmesi 

için WEKA yazılımı kullanılmıştır. Diğer algoritmaların gerçekleştirilmesinde Matlab 2018a 

programlama ortamı kullanılmıştır. 

 

3.2.1. Naive Bayes  

 

Bu sınıflandırıcıların başarımı Matlab programlama ortamında hazır olarak bulunan komutlar 

kullanılarak bulunmuştur. Buna göre, duyarlılık için %68,43, belirleyicilik için %67,61 ve 

doğruluk için %67,78 başarımları elde edilmiştir (Uzun vd. 2018a). Bu değerler literatürde 

bulunan az sayıdaki çalışmadan bile daha düşük sonuçlardır.  

 

3.2.2. Lojistik Regresyon  

 

Lojistik Regresyon algoritmasının hesaplanmasında dikkate alına ara katman değeri 2’den 20’ye 

kadar olan çift sayılar denenmiştir. Bu katman sayılarına karşılık gelen duyarlılık, belirleyicilik ve 

doğruluk değerleri çizelge halinde düzenlenmiştir (Çizelge 3.1). Buna göre en yüksek sınıflandırıcı 

başarımına 10 ve 14 ara katmanın kullanıldığı yapılarda ulaşılabilmiştir. En yüksek doğruluk 

değerini veren sınıflandırıcı başarımında 10 ara katman değeri için %26,32 duyarlılık, %94,37 

belirleyicilik ve %80,00 doğruluk değerleri ve 14 ara katman değeri için %15,79 duyarlılık, %97,18 

belirleyicilik ve %80,00 doğruluk değerleri elde edilmiştir (Uzun vd. 2018c). 

 

Çizelge 3.1 Lojistik Regresyon algoritması ile siğil tedavi yönteminin başarı olup 

olmayacağının belirlenmesi için sınıflandırıcı performansları. Burada SEN 

duyarlılık, SPE belirleyicilik ve ACC doğruluk değerlerini vermektedir. 

Ara katman sayısı SEN (%) SPE (%) ACC (%) 

8 15,79 94,37 77,78 

10 26,32 94,37 80,00 

12 21,05 94,37 78,89 

14 15,79 97,18 80,00 

16 15,79 94,37 77,78 

18 21,05 94,37 78,89 

20 15,79 94,37 77,78 
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3.2.3. Karar Ağacı 

 

Karar Ağacı algoritmasının hesaplanmasında dikkate alına ara katman değeri 2’den 20’ye kadar 

olan çift sayılar denenmiştir. Bu katman sayılarına karşılık gelen duyarlılık, belirleyicilik ve 

doğruluk değerleri çizelge halinde düzenlenmiştir (Çizelge 3.2). Buna göre en yüksek 

sınıflandırıcı başarımına 14 ara katmanın kullanıldığı yapıda ulaşılabilmiştir. En yüksek 

doğruluk değerini veren sınıflandırıcı başarımında %52,63 duyarlılık, %94,37 belirleyicilik ve 

%85,56 doğruluk değerleri elde edilmiştir (Uzun vd. 2018c). 

 

Çizelge 3.2 Karar Ağacı algoritması ile siğil tedavi yönteminin başarı olup olmayacağının 

belirlenmesi için sınıflandırıcı performansları. Burada SEN duyarlılık, SPE 

belirleyicilik ve ACC doğruluk değerlerini vermektedir. 

Ara katman sayısı SEN (%) SPE (%) ACC (%) 

8 57,89 91,55 84,44 

10 47,37 91,55 82,22 

12 52,63 91,55 83,33 

14 52,63 94,37 85,56 

16 47,37 94,37 84,44 

18 52,63 91,55 83,33 

20 52,63 90,14 82,22 

 

3.2.4. En Yakın K Komşu 

 

En Yakın K Komşu (KNN) algoritmasının hesaplanmasında dikkate alınan komşu sayısı olan 

k parametresi 1 ile 13 arasındaki tek sayılar kullanılarak denenmiştir. Bu komşuluk değerlerine 

karşılık gelen duyarlılık, belirleyicilik ve doğruluk değerleri çizelge halinde düzenlenmiştir 

(Çizelge 3.3). Buna göre en yüksek sınıflandırıcı başarımına k=7 komşuluk değerinde 

ulaşılabilmiştir. En yüksek doğruluk değerini veren sınıflandırıcı başarımında %15,79 

duyarlılık, %97,19 belirleyicilik ve %80,00 doğruluk değerleri elde edilmiştir (Uzun vd. 

2018a). 
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Çizelge 3.3 K-Yakın Komşu algoritması ile siğil tedavi yönteminin başarı olup olmayacağının 

belirlenmesi için sınıflandırıcı performansları. Burada SEN duyarlılık, SPE 

belirleyicilik ve ACC doğruluk değerlerini vermektedir. 

K komşuluk sayısı SEN (%) SPE (%) ACC (%) 

1 31,58 84,51 73,34 

3 21,06 91,55 76,67 

5 10,53 92,96 75,56 

7 15,79 97,19 80,00 

9 5,27 97,19 77,78 

11 0,00 100,00 78,89 

13 0,00 100,00 78,89 

 

3.2.5. Destek Vektör Makineleri 

 

Destek Vektör Makineleri (SVM) kullanılan çalışmada, γ yaygınlık değeri 0,05’lik adımlarla 

0,1 ile 1,0 arasındaki tüm değerler ve c merkez değeri -3,0 ile +3,0 arasındaki tüm değerler için 

sırasıyla test edilmiştir. Böylece 19 farklı yaygınlık ve 61 farklı merkez parametre 

kombinasyonlarıyla toplam 1159 kez bu algoritma koşturulmuştur. Bu denemeler sonucunda 

elde edilen sınıflandırıcı başarımları en yüksek doğruluk değerine göre duyarlılık için %47,37, 

belirleyicilik için %95,78 ve doğruluk için %85,46 olarak elde edilmiştir (Uzun vd. 2018b). Bu 

başarımlara ait iki farklı parametre kombinasyonu çizelge olarak verilmiştir  (Çizelge 3.4).   

 

Çizelge 3.4 Destek Vektör Makineleri algoritması ile siğil tedavi yönteminin başarı olup 

olmayacağının belirlenmesi için sınıflandırıcı performansları. Burada SEN 

duyarlılık, SPE belirleyicilik ve ACC doğruluk değerlerini vermektedir. 

γ c SEN (%) SPE (%) ACC (%) 

0,60 -2,0 47,37 95,78 85,46 

0,75 -2,4 47,37 95,78 85,46 

 

3.2.6. Aşırı Öğrenme Makinesi 

 

Aşırı Öğrenme Makinesi (ELM) algoritmasının gizli katmanında yer alan nöron sayısı 2 ile 100 

arasındaki tam sayılar halinde sırayla denenmiştir. Ayrıca her bir nöron sayısı için algoritma 10 

kez tekrarlanarak her bir gizli katmandaki nöron sayısına karşılık gelen en yüksek doğruluk 

değerleri grafik olarak düzenlenmiştir (Şekil 3.2). Böylece algoritma toplam 990 kez 

koşturulmuştur. En yüksek doğruluk değerini veren sınıflandırıcı başarımında %36,85 
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duyarlılık, %90,15 belirleyicilik ve %78,89 doğruluk değerleri elde edilmiştir (Uzun vd. 

2018d). 

 

 

Şekil 3.2 Aşırı Öğrenme Makinesi yapısındaki yapar sinir ağları modeli ile siğil tedavi 

yönteminin başarı olup olmayacağının belirlenmesi için sınıflandırıcı 

performansları. Gizli katman değerlerine göre elde edilen sınıflandırıcı 

performansları verilmektedir. 

 

3.2.7. Çok Katmanlı Algılayıcı 

 

Çok Katmanlı Algılayıcı (MLP) ağ yapısındaki yapay sinir ağı algoritmasının gizli katmanında 

yer alan nöron sayısı 5 ile 50 arasındaki tam sayılar halinde sırayla denenmiştir. Ayrıca her bir 

nöron sayısı için algoritma 10 kez tekrarlanarak her bir gizli katmandaki nöron sayısına karşılık 

gelen en yüksek doğruluk değerleri grafik olarak düzenlenmiştir (Şekil 3.3). Böylece algoritma 

toplam 460 kez koşturulmuştur. En yüksek doğruluk değerini veren sınıflandırıcı başarımında 

%78,95 duyarlılık, %98,60 belirleyicilik ve %94,45 doğruluk değerleri elde edilmiştir (Uzun 

vd. 2018d). Bu değerler hem literatürdeki hem de bu tez çalışmasındaki en yüksek değerlerdir. 



29 

 

Şekil 3.3 Çok Katmanlı Algılayıcı yapısındaki yapar sinir ağları modeli ile siğil tedavi 

yönteminin başarı olup olmayacağının belirlenmesi için sınıflandırıcı 

performansları. Gizli katman değerlerine göre elde edilen sınıflandırıcı 

performansları verilmektedir. 
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BÖLÜM 4 

 

TARTIŞMA 

 

Elde edilen sonuçların literatürdeki diğer benzer çalışmalar ile kıyaslamasının yapılması için 

literatür karşılaştırma tablosu oluşturulmuştur (Çizelge 4.1). Bu tez çalışması dışında 

yayımlanmış ve sınıflandırıcı başarımlarını içeren sadece iki adet çalışma Khozeimeh et al. 

(2017a), Tanyıldızı vd. (2018) bulunduğu için, tablo yazarın ve danışmanlarının bu tez 

kapsamında çıkan yayınlarının Uzun vd. (2018a), Uzun vd. (2018b), Uzun vd. (2018c), Uzun 

vd. (2018d) karşılaştırılması şeklinde görünmektedir. Bu tabloya giren sınıflandırıcıların kendi 

algoritmalarında yer alan farklı parametrelere göre sınıflandırıcı başarımları bulunmasına 

rağmen, o sınıflandırıcı elde edilen en yüksek sınıflandırıcı başarımları listelenmiştir. Ayrıca, 

eğer ilgili çalışmada belirtilmişse, sınıflandırıcıların bu başarımları elde edilirken kullanılan 

parametreleri algoritma isminin hemen yanında parantez içinde verilmiştir.  

 

Çizelge 4.1 Seçilen siğil tedavi yönteminin başarılı olup olmayacağının belirlenmesi için 

kullanılan sınıflandırıcı performansları. Burada SEN duyarlılık, SPE belirleyicilik 

ve ACC doğruluk değerlerini vermektedir. Ayrıca * ile işaretli çalışmalar iki veri 

seti ayrı olarak gerçekleştirildiklerinden ortalamaları alınarak verilmiştir.  

Çalışma Yöntem SEN (%) SPE (%) ACC (%) 

Uzun vd. 2018a Naive Bayes 68,43 67,61 67,78 

Uzun vd. 2018d Aşırı öğrenme makinesi (16) 36,85 90,15 78,89 

Uzun vd. 2018a En yakın komşu (7) 15,79 97,19 80,00 

Uzun vd. 2018c Lojistik regresyon (10 ve 14) 26,32 94,37 80,00 

Tanyıldızı vd. 2018*  Naive Bayes 48,50 91,00 80,00 

Tanyıldızı vd. 2018*  En yakın komşu 56,00 86,50 80,00 

Khozeimeh et al. 2017a*  Fuzzy kural tabanlı öğrenme 87,00 74,00 81,67 

Tanyıldızı vd. 2018*  Destek vektör makineleri  45,50 92,50 83,33 

Tanyıldızı vd. 2018*  Çok katmanlı algılayıcı 66,50 88,50 84,44 

Uzun vd. 2018b Destek vektör makineleri 47,37 95,78 85,46 

Tanyıldızı vd. 2018*  K-Star 65,00 91,00 85,55 

Uzun vd. 2018c Karar ağacı (14) 52,63 94,37 85,56 

Tanyıldızı vd. 2018*  Karar ağacı 72,50 91,00 87,78 

Tanyıldızı vd. 2018*  Random Forest 72,50 96,00 89,44 

Uzun vd. 2018d Çok Katmanlı Algılayıcı (43) 78,95 98,60 94,45 
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Bu listeye göre, literatürdeki en yüksek sınıflandırıcı başarısına bu tez çalışmasında kullanılan 

çok katmanlı algılayıcı yapısındaki gizli katmanında 43 hesaplama biriminin kullanıldığı yapay 

sinir ağı modelinde ulaşılabilmiştir. Buna göre, hastaların siğil tedavisinde kullanılması için 

seçilen immünoterapi ve kriyoterapi yöntemlerinin başarılı olup olmayacağı yüzde 94,45 

doğruluk oranıyla tespit dilebilmiştir. Sonuç olarak, bu çalışma mevcut çalışmalardan daha 

yüksek bir sınıflandırıcı duyarlığına, belirleyiciliğine ve doğruluğuna sahiptir. Böylece 

seçilecek siğil tedavi yönteminin başarılı olup olmayacağını çok yüksek bir doğrulukla tahmin 

eden bir yöntem önerilmiştir.  

 

Bu tez çalışmasında herhangi bir öznitelik seçimi algoritması kullanılmamıştır. İlerleyen 

çalışmalarda literatürde mevcut olan öznitelik seçimi yöntemleri kullanılabilir. Sadece                  

7 öznitelik mevcut olduğu için genetik algoritma gibi sezgisel yöntemler kullanılması yerine 

tüm olasılıkların denenmesi tercih edilebilir. 

 

Ayrıca literatürde mevcut farklı sınıflandırıcı modellerinin bulunmasına rağmen belirli sayıdaki 

yüksek başarım verdiği bilinen ve literatürde sık kullanıma sahip algoritmalar denenmiştir. 

Diğer mevcut sınıflandırıcı algoritmalarının denenmesi ile daha yüksek başarımlara ulaşılabilir. 
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