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ÖZET 

Teknolojinin hızlı bir şekilde gelişmesi ile beraber göz bebeği merkezinin 

kestirimi, son yıllarda bilgisayarla görme alanında üzerinde sıklıkla çalışılan 

konulardan biri haline gelmiştir. Göz bebeği merkezi tespit sistemleri günlük yaşantıda 

pek çok insan-bilgisayar etkileşimi uygulamalarında kullanılabilmektedir. Sürücü 

dikkat takip sistemleri, engelli insanların göz ile kontrol edebildiği sistemler, göz bakış 

açısı tespit sistemleri, yorgunluk tespit sistemleri ve uyku tespit sistemleri bu tür 

uygulamalara örnek olarak gösterilebilir. 

Ticari amaçlı geliştirilen göz bebeği merkezi tespit sistemleri genellikle bir özel 

donanıma ihtiyaç duyarlar. Literatürde bu alanda özel donanım gerektiren sistemlere 

alternatif olarak geliştirilen çalışmalar yaygınlaşmaktadır. Bu çalışmada hiçbir özel 

donanıma ihtiyaç duyulmadan göz bebeği merkezi gerçek zamanlı olarak tespit 

edilmiştir. Çalışmada önerilen yöntemde derin öğrenme algoritmalarından KSA 

kullanılmaktadır. Göz bölgesinden dört farklı ölçekte elde edilen görüntüler 

birleştirilerek AlexNet ağ yapısı ile eğitilmiştir. Eğitim aşamasında göz bölgesinden 

elde edilen görüntü parçaları için gerekli olan etiket bilgileri ilgili parçalardaki göz 

bebeği merkez noktalarına göre belirlenmiştir. Sistemin test aşamasında ağırlıklı 

ortalama, kaba kuvvet araması tabanlı rastgele nokta, optimizasyon tabanlı rastgele 

nokta ve iki aşamalı optimizasyon tabanlı rastgele nokta olmak üzere dört farklı 

yöntem uygulanmıştır.  

Gerçekleştirilen deney sonuçlara göre sistem BioID veri kümesi üzerinde 

optimizasyon tabanlı rastgele nokta yöntemi ile ortalama 12,1 FPS hızına ulaşmıştır. 

Ayrıca sistem literatürdeki alternatif yöntemlere göre daha yüksek başarı oranları elde 

etmiştir. En yüksek başarı oranı ise ağırlıklı ortalama yöntemi ile elde edilmiştir. 

 

 

 

 

 

 

Anahtar Kelimeler: Göz Bebeği Merkezi Tespiti; Derin Öğrenme; Konvolüsyon 

Sinir Ağı.  
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SUMMARY 

With the rapid development of technology, estimation of the eye pupil center has 

become one of the most frequently studied subjects in the field of computer vision in 

recent years. Systems working on detecting human eye pupil center can be used in 

many human-computer interaction applications in our daily life. Examples of such 

applications include driver attention tracking systems, eye-controllable systems for 

disabled people, human gaze estimation systems, fatigue detection systems and sleep 

detection systems. 

Commercially available systems that detect eye pupil center generally require a 

specialized hardware. In the literature, studies developed as an alternative to these 

systems that require a specialized hardware are getting more popular. In this work, eye 

pupil center was estimated in real time without any need of a specialized hardware. 

The proposed method in this work uses CNN from deep learning algorithms. Four 

different scale image patches gathered from the eye region were combined and fed into 

AlexNet neural network in order to train the model. Class label information required 

for image patches obtained from the eye region in the training phase was determined 

according to the eye pupil center locations. In the test phase of the system, four 

different methods including weighted average, brute force search based random point, 

optimization based random point and two stage optimization based random point were 

applied. 

According to the experiment results, the system reached an average rate of 12,1 

FPS on the BioID dataset with optimization based random point method. Our results 

achieved more success then similar state of the art methods. The highest success rate 

was obtained by weighted average method. 

 

 

 

 

 

 

Keywords: Pupil Center Estimation; Deep Learning; Convolutional Neural 

Network.  
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1. GİRİŞ 

Göz bebeği merkezinin tespiti ve göz takibi, son zamanlarda dijitalleşmenin de 

hızla artması ile birlikte literatürde üzerinde çalışılan önemli konulardan biri haline 

gelmiştir. Göz, insanın günlük yaşantısında kesintisiz şekilde aktif olarak kullandığı 

bir organıdır. Göz bebeğinin merkez noktası, insanın bakışına ait oldukça önemli 

bilgiler içermektedir. Dolayısı ile gözün takip edilebilmesi, insan hayatında önemli 

yeri olan uygulamalar geliştirilmesine olanak sağlamaktadır. İnsanın nereye baktığının 

bilinmesi ile dikkat takibi, uyku tespiti, yorgunluk tespiti, hastalık tespiti gibi pek çok 

uygulama yapılabilmektedir. Göz bebeği merkezi tespit sistemlerinin gürbüz 

olabilmeleri için zorlu koşullarda, farklı kafa pozisyonlarında ve düşük çözünürlüklü 

görüntülerde başarılı sonuçlar vermesi gerekmektedir [1]. 

Bu alandaki literatür çalışmaları incelendiğinde, gözün geometrik yapısını 

kullanan birçok çalışma olduğu görülmektedir. Bununla birlikte modele dayalı 

yöntemler de aktif olarak kullanılmaktadır. Ticari amaç ile geliştirilen göz takipçisi 

yazılımları ise çoğu zaman özel bir kızılötesi kameraya ihtiyaç duymaktadır [2]. 

1.1. Kullanım Alanları 

Göz bebeği merkezinin tespiti günlük yaşantıda pek çok uygulamada aktif 

olarak kullanılabilmektedir [3]. Göz bakış açısı kestirimi [4] uygulama alanlarının 

başında gelmektedir. Göz bebeği merkez noktası bilgisi göz bakış açısının tespitinde 

önemli ölçüde fayda sağlamaktadır. Yine göz takibi [5] de bir diğer kullanım alanıdır. 

Gözün merkez noktasının tespit edilmesi, göz takipçisi sistemlerine doğrudan katkı 

sağlamaktadır. 

Göz bebeği merkezi tespiti insan-makine etkileşimi alanında da [6] [7] önemli 

ölçüde kullanılabilmektedir [8]. İnsan-makine arayüzleri göz bebeği merkezi tespit 

sistemleri sayesinde kullanıcı deneyimi açısından iyileştirilebilmektedir [9]. İnsanlar 

bir uygulamayı kullanırken odaklarını o uygulamaya verdikleri için kullanım 

sonrasında ne gibi deneyimler yaşadıklarını çok iyi hatırlayamazlar. Ancak bu tür 

sistemler sayesinde kullanıcının tüm uygulama deneyimi süresince yaptığı işlemler 

takip edilerek dikkatleri tespit edilebilmekte ve bu sayede insan-makine arayüzleri 
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iyileştirilebilmektedir. Bu tür arayüzler tarayıcı tabanlı, masaüstü tabanlı veya 

herhangi bir arayüz içeren uygulama olabilmektedir. 

Çeşitli görsel dikkat takibi [10] ve sürücüler için yorgunluk tespiti [11] [12] 

göz takibi ile ilgili farklı önemli kullanım alanlarıdır. Yapılan araştırmalarda kazaların 

büyük bir bölümünün sürücülerin dikkat eksikliğinden, yorgun olmasından veya 

uykusuz olmasından kaynaklandığı görülmüştür [13]. Sürücülerin dikkatinin otomatik 

olarak tespit edilebilmesi ve bu sayede onların önceden uyarılarak olası kazaların 

önlenmesi, hem insan sağlığı açısından hem de maddi açıdan büyük bir öneme sahiptir. 

Bu sebeple sürücülerin dikkat takibi için geliştirilen sistemler büyük önem arz 

etmektedir. Göz bebeği merkezini tespit edebilen sistemler, sürücülerin uykusuzluk 

durumunu, yorgunluk durumunu veya gözünü yoldan ayırması gibi durumları tespit 

etme konusunda oldukça kullanışlıdırlar. Bu tür sistemlerin sürücünün görsel dikkatini 

ölçebilmesinin yanısıra, sürüş esnasındaki bakış açısının istatistiksel olarak elde 

edilmesinde de kullanılabilir. 

Göz kırpma tespiti [14] de göz bebeği merkezi tespitinde önemli olan bir başka 

kullanım alanıdır. İnsan gözünün kırpma anını tespit etmek, kırpma sıklığını da tespit 

etmeye olanak sağlamakta ve bu sayede gözün kapalılık durumu anlaşılabilmektedir. 

Bu tür ölçümler sürücülerin sürüş esnasındaki farkındalığını ölçmeye de olanak 

sağlamaktadır. 

Göz takip sistemleri hastalık teşhislerinde de aktif olarak kullanılabilmektedir. 

Örneğin şizofreni hastalığının tespiti [15] gözün fonksiyonel bozukluğundan 

anlaşılabilmektedir. Sağlık alanında bir başka kullanım örneği ise engelli insanlar için 

göz ile kontrol edilebilir sistemlerdir [16]. Özellikle felç geçirmiş veya yatalak hastalar 

çeşitli göz bebeği merkezi tespit sistemleri sayesinde diğer insanlarla iletişim 

kurabilmektedirler.  

1.2. Motivasyon 

Literatürde bu alanda yayınlanmış çalışmalara bakıldığında, gözlerin yüz 

üzerindeki en önemli özellik olduğu konusunda ortak bir kanıya varıldığı 

anlaşılmaktadır. Bu sebeple, yüz özellikleri ile ilgili yapılan araştırmalar yoğunluğunu 

daha çok göz konumlandırmasına vermiştir. Göz konumlandırmasının yüzün diğer 

özelliklerine göre daha önemli olmasının pek çok sebebi bulunmaktadır. Bu sebeplerin 

başında gözlerin insanların durumu hakkında bilgi verebilecek çok önemli bir kaynak 
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olması gelmektedir. Bir insanın resmine bakılırken genelde o kişinin gözlerine 

odaklanılır ve en çok dikkati gözler çeker. Gözün şekli, boyutu ve rengi, o kişi 

hakkında önemli bilgiler verir ve kişinin tanınmasına yardımcı olur. Ayrıca yüz tanıma 

konusunda yüzün üst bölgesinin alt bölgesine göre çok daha önemli bir rol oynadığı 

gözlemlenmiştir. Gözlerin hareketi, kişinin ilgisini ve dikkatini gösterir ve duygusal 

durumunun anlaşılmasına yardımcı olur. İnsanlarda iki adet göz bulunur ve genelde 

ikisinin de görünüşü çok benzerdir, bu sebeple ikisi de aynı yöntem ile eş zamanlı 

olarak tanınabilmektedir. Bu bilgi ayrıca gözler arası mesafeden yüzün görüntüye 

oranla ne kadar büyüklükte olduğunun da kabaca tespit edilebilmesine yardımcı olur. 

Bazı durumlarda bu bilgi kullanılarak görüntü normalleştirilmesi de yapılabilmektedir. 

Tipik yüz değişimlerine karşı gözlerin görünümünde çok az değişim olmaktadır. 

Örneğin, sakal ve bıyık olması yüzü değiştirirken göz üzerinde herhangi bir etkisi 

bulunmamaktadır. Gürbüz bir şekilde göz konumlandırmasının yapılması, yüz 

üzerindeki diğer özelliklerin de tanınabilmesine olanak sağlar [17]. 

Literatürde göz bebeği merkezi tespiti alanında çokça çalışma mevcut olsa da 

bunların çoğunluğu pahalı sensörler, yüksek çözünürlüklü kameralar ve çeşitli özel 

donanımlar gerektirmektedir [18]. Ticari olarak geliştirilen göz takip sistemleri 

genellikle kullanıcılardan kafalarına takılan bir cihaz giymelerini beklerler [19], bir ya 

da birden fazla kızılötesi kameraya iytiyaç duyarlar [20] veya yüksek çözünürülüklü 

görüntülere ihtiyaç duyarlar [21]. Kafa pozisyonunun ani değişimlerine karşı hassas 

olan bu tür sistemler [22], çoğu zaman yalnızca ani değişimlerin olmadığı durumlarda 

ancak gürbüz sonuçlar elde edebilmektedir. Ticari amaçlı olarak geliştirilen bu tür 

sistemler genellikle pahalıdırlar [23], çoğu zaman bir kalibrasyon aşaması gerektirirler 

[24], kullanıcının hareketini büyük ölçüde kısıtlayarak sistemin kullanımını 

zorlaştırırlar ya da gerçek hayat koşullarında başarılı sonuçlar elde edemezler [25] [26] 

[27]. Ayrıca kızılötesi kameralara bağlı sistemlerin gün ışığında gürbüzlüğü 

azalmaktadır [22]. Ticari sistemlerin bu tür problemlere yol açması sebebiyle, son 

zamanlarda literatürde herhangi bir kalibrasyon aşamasına ihtiyaç duyulmadan [28] 

görünüm tabanlı çalışabilen sistemler [29] [30] yaygınlaşmaya başlamıştır. 

1.3. Tezin Kapsamı 

Bu tez çalışmasında son yıllarda çok sık kullanılan derin öğrenme 

yöntemlerinden KSA [31] modeli kullanılarak herhangi bir özel donanıma ihtiyaç 
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duyulmadan göz bebeği merkezi gerçek zamanlı olarak tespit edilmiştir. Eğitim için 

dört ölçekte görüntü parçaları oluşturularak sistemin göz bölgesi dışından gelebilecek 

olası gürültülere karşı daha gürbüz olması sağlanmıştır [32]. Eğitim esnasında 

kullanılan ağ yapısı, literatürde yaygın olarak kullanılan AlexNet [33] ağ yapısıdır. 

Test aşamasında dört farklı yöntem uygulanarak çalışma hızları ve başarı oranları 

karşılaştırılmıştır. Tek bir web kamerası ile çalışabilen sistemin verilen bir görüntü 

üzerinde çalışma biçimi en basit haliyle Şekil 1.1’de görsel olarak anlatılmıştır. Web 

kamerası üzerinden elde edilen her bir görüntüyü sistem girdi olarak alıp, bu görüntüde 

yer alan göz bebeği merkezlerini gerçek zamanlı olarak tespit etmektedir. Elde edilen 

deney sonuçlarına göre sistem gerçek zamanlı olarak yüksek başarı oranına sahip bir 

şekilde çalışabilmektedir.  

 

Şekil 1.1: Sistemin bir görüntü üzerinde göz bebeği merkezinin tespiti. 

Tezin kalan bölümleri şu şekilde oluşturulmuştur: Bölüm 2’de literatürde yer 

alan göz bebeği merkezi tespiti ile ilgili yapılmış çalışmalar anlatılmıştır, Bölüm 3’te 

önerilen yöntemin eğitim aşaması veri kümesinin işlenme adımları ile birlikte 

anlatılmıştır, Bölüm 4’te önerilen yöntemin test aşamaları anlatılmıştır, Bölüm 5’te 

önerilen yöntem üzerinde gerçekleştirilen deneyler ve bu deneylerin sonuçlarının 

literatür çalışmaları ile karşılaştırması yapılmıştır ve son olarak Bölüm 6’da ise 

gerçekleştirilen tez çalışmasına ait sonuçlar ve gelecekte bu alanda yapılabilecek 

çalışmalar anlatılmıştır.  
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2. İLGİLİ ÇALIŞMALAR 

Son yıllarda yayınlanmış olan literatürdeki göz bebeği merkez noktasını tespit 

eden çalışmalar incelendiğinde, bir veya birden fazla özel donanım ve kamera 

gerektiren sistemlere alternatif olarak görünüm tabanlı olan ve tek web kamerası ile 

çalışan sistemler üzerinde sıklıkla çalışılmaya başlandığı görülmektedir. Tek web 

kamerası kullanan bu tür çalışmalar literatürde modele dayalı [34] [35] [36], özniteliğe 

dayalı [37] [38] ve hibrit [38] [39] olmak üzere 3’e ayrılmaktadır. Literatürde yer alan 

çalışmalar Şekil 2.1’de gruplanarak görselleştirilmiştir. 

 

Şekil 2.1: Göz bebeği merkezi tespiti yapan literatür çalışmaları. 

2.1. Model Tabanlı Yöntemler 

Model tabanlı yaklaşımlar gözün bütünsel yapısını kullanarak göz bebeği 

merkezini tahmin etmeye çalışır. Bu tür yöntemler göz bebeği merkezini tahmin etmek 

için çoğu zaman bir öznitelik kümesi üzerinde sınıflandırma ya da regresyon yaparlar 

veya öğrenilmiş bir modeli göze uydurmaya çalışırlar [38]. Model tabanlı yöntemler 

makine öğrenmesi ve derin öğrenme tabanlı olmak üzere ikiye ayrılmaktadır. 

Göz Bebeğ൴ Merkez൴ 
Tesp൴t S൴stemler൴ 

Model Tabanlı 
Yöntemler 

Özn൴tel൴k Tabanlı 
Yöntemler 

H൴br൴t Yöntemler 

Mak൴ne Öğrenmes൴ 
Tabanlı Yöntemler 

Der൴n Öğrenme 
Tabanlı Yöntemler 
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2.1.1. Makine Öğrenmesi Tabanlı Yöntemler 

Hamouz vd. [40] göz köşeleri ve göz bebeği merkezinin özniteliklerini çıkarmak 

için Gabor filtrelerini kullanmıştır. Daha sonra çıkarılan öznitelikleri kullanarak afin 

uzayda yüz hipotezlerini oluşturmuştur. En son olarak görünüm tabanlı bir model 

kullanılarak önceden seçilmiş yüz hipotezlerinin içerisinden en iyisi seçilmiştir. 

Markus vd. [35] rastgele regresyon ağaçları topluluğu yöntemi kullanarak göz 

bebeği merkezi tespiti yapmaktadır. Bu yöntem MS Kinect [41]’in sağladığı insan 

vücudunun bölümlerini sınıflandırma yöntemindeki yaklaşımından yola çıkarak göz 

bebeği merkezi etrafındaki rastgele piksel farklarını kullanmaktadır. 

Araujo vd. [42] önerdikleri çalışmalarında herhangi bir yüz modeli kullanmadan, 

Inner Product Detector (IPD) yöntemini kullanarak yüz üzerindeki önemli noktaları 

tahmin etmektedir. Yöntem korelasyon filtrelerini kullanmaktadır. Bu metodun 

avantajı istenen örüntülerdeki düşük varyansa olan toleransı, hesaplama maliyetinin 

düşük olması ve diğer özniteliklere genellenebilir olmasıdır. 

Karakoc vd. [43] göz çevresinden elde edilen Yönlü Gradyan Histogramı (YGH) 

[44] özniteliklerinin Destek Vektör Regresör (DVR) modeli sayesinde öğrenilmesi ile 

göz bebeği merkezi tespiti yapmıştır. Elde edilen YGH özniteliklerinin etiket bilgileri 

için göz bölgesinden elde edilen görüntü parçalarının merkezinin parçadaki göz bebeği 

merkezine olan öklid uzaklığı kullanılmıştır. Önerilen bu yöntemin farklı göz bakış 

açısı ve kafa pozisyonuna göre daha gürbüz sonuçlar verdiği gözlemlenmiştir. 

Yine regresyon yöntemini kullanan başka bir çalışmada [45] ise göz üzerinde 

ortalama uydurulan nirengi noktaları başlangıç kabul edilecek şekilde artırımlı olarak 

uygulanan öğrenilmiş modeli sayesinde göz bebeğini de içeren bu noktaların daha 

doğru şekilde tespit edilmesi sağlanmıştır. Önerilen bu yöntemde kademeli bir 

regresyon çerçevesi kullanılmıştır. Her bir iterasyonda göz kapağı ve göz köşelerinden 

elde edilen öznitelikler birleştirilerek göz bebeği merkezi ve gözün açık ya da kapalı 

olma ihtimali tahmin edilmiştir. Eğitim için çok sayıda işaretlenmiş görüntü 

gerekeceğinden, yöntem standart veri kümelerinin yanı sıra oluşturduğu yapay bir veri 

kümesi de kullanmıştır. 

Campadelli vd. [46] çalışmalarında Destek Vektör Makineleri (DVM) 

kullanarak, birden fazla modülden oluşan göz bebeği merkezi tespiti yapan bir yöntem 

önermişlerdir. Yöntem yüz bulucusu, göz bulucusu, ağız bulucuzu ve göz bebeği 

merkezi bulucusu olmak üzere dört farklı modülden oluşmaktadır. İlk modülde Haar 
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yöntemini kullanan çalışmada, diğer modüllerde DVM ikili sınıflandırıcısı 

kullanılmıştır. 

AdaBoost [47] sınıflandırma algoritmasını kullanan bir çalışmada [48] 2 boyutlu 

katmanlı bir yapı uygulanarak göz bebeği merkezi tespit edilmiştir. Bu iki boyutlu 

katmanın ilkinde pozitif olan örnekler öğrenilmiş, ikincisinde ise negatif olan örnekler 

öğrenilmiştir. 2 katmanlı yapı devasa boyutlardaki eğitim veri kümesi üzerinde 

sınıflandırma yapmaya olanak tanımış, negatif ve pozitif örneklerdeki önemli 

değişimlerle kolaylıkla ilgilenebilmiş ve hem eğitim hem de test aşamasında sistemi 

oldukça verimli hale getirmiştir. 

Everingham vd. [49] üç farklı yaklaşım ile göz bebeği merkezi tespiti 

gerçekleştirmişlerdir. Bu üç yaklaşımda da ilk önce literatürde yaygın olarak 

kullanılan bir yüz bulucu [50] sayesinde yüz ve göz alanları tespit edilmiştir. İlki olan 

regresyon modelinde, göz alanından elde edilen görüntü parçalarına karşılık göz 

pozisyonu öğrenilmiştir. İkinci yöntem, Bayesian yönteminde ise görüntü parçalarının 

göz olup olmamasına göre sınıflandırılması gerçekleştirilmiştir. Üçüncü yöntemde ise 

AdaBoost [47] sınıflandırıcısı kullanılmıştır. İki farklı veri kümesi üzerinde yapılan 

deney sonuçlarına göre Bayesian yöntemi en iyi performansı göstermiştir. 

Kim vd. [51] çok ölçekli bir yaklaşım ile Gabot jetleri yöntemini kullanarak göz 

bebeği merkezini tespit etmektedir. Yöntemde ilk önce bir yüz bulucu sayesinde girdi 

görüntüsü üzerinde yüz alanını dikdörtgen şekilde bulunmuştur. Daha sonra tüm 

yüzlerin aynı boyutta olması için yüz görüntüsü sabit bir boyuta getirilerek 

normalleştirilmiştir. Sonrasında ise yüz alanı yeniden boyutlandırılarak küçültülmüş 

ve üç farklı ölçekte görüntü elde edilmiştir. Bir sonraki aşamada en küçük görüntü 

üzerinde Gabor jetleri benzerlik algoritmasına göre göz bebeği merkezi tespit 

edilmiştir. Bulunan bu noktalar daha büyük ölçekteki görüntüler üzerinde aynı 

algoritmanın çalıştırılması ile iyileştirilmiş ve nihai merkez noktalar elde edilmiştir. 

DVM kullanan bir diğer çalışmada Chen vd. [52] DVM’nin yaşadığı performans 

problemine çözüm üretmek amacıyla daha verimli çalışan bir DVM modeli 

geliştirmişlerdir. Yöntem ilk önce Bayesian ayırt edici özellikler metodunu [53] 

kullanarak yüz bölgesini belirleyip normalize etmiştir. Sonrasında bazı geometrik 

kısıtlar ile göz alanı belirlenmiştir. Görüntü üzerinde yer alan çeşitli ışık değişimleri 

Gamma düzeltmeleri, Gaussian filtreleri ve kontrast eşitlemeleri ile azaltılmıştır. 

Yöntem ayrımcı Haar özniteliklerini kullanmaktadır. Daha sonra 2B Haar öznitelikleri 
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çıkarılarak verimli DVM sınıflandırıcısı eğitilmiştir. Eğitilen verimli DVM sayesinde 

test aşamasında gerçek zamanlı hıza yaklaşılmıştır. 

2.1.2. Derin Öğrenme Tabanlı Yöntemler 

Derin öğrenmenin popülerliğini artırması ile birlikte [54], derin öğrenme tabanlı 

göz bebeği merkezi tespit sistemleri üzerinde çalışılmaya başlanmıştır. Chinsatit vd. 

[55] çalışmalarında bir giyilebilir göz bakış açısı kestirimi sistemi için KSA tabanlı 

göz bebeği merkezi tespiti yöntemi önermiştir. Yöntemde kızılötesi göz görüntüleri 

kullanılmıştır. Çalışmada iki adet KSA kullanılmıştır. Bunlardan ilki kullanılarak 

gözün açık veya kapalı olma durumu sınıflandırılmış, ikincisi ile de göz bebeği 

merkezinin konumu tespit edilmiştir. İlkinde elde edilen sonuca göre eğer göz kapalı 

ise, ikinci aşamaya geçilmeden sistem sonlandırılmıştır. 

Fuhl vd. [56] gürbüz göz bebeği merkezi tespiti için iki aşamalı KSA kullanan 

bir yöntem önermişlerdir. İlk aşamada sistem kabaca göz bebeği merkezinin 

konumunu tespit eder ve boyutu küçültülmüş görüntü üzerinde küçük göz alanları elde 

edilir. Bu sayede yöntem hesaplama işlemleri için gereken maliyeti düşürmüş olur. 

İkinci aşamada ise, ilk aşamadan kabaca elde edilen göz bebeği merkezlerinin 

etrafından alınan alanlar kullanılarak bir başka KSA algoritması çalıştırılıp ilk 

adımdaki pozisyon iyileştirilir. Yapılan deneylerde bu iyileşmenin başarıyı %25’e 

kadar artırdığı gözlemlenmiştir. 

Amos vd. [57] mobil uygulamalarda kullanılabilecek genel amaçlı bir yüz 

tanıma kütüphanesi geliştirmişlerdir. Geliştirilen çalışmada, yüz modelini açıklamak 

için yüz üzerinde yer alan 68 tane özellik noktasını KSA modeli sayesinde 

eğitmişlerdir. Bu noktaların 12 tanesi için göz özellikleri göz çevresinden alınmıştır. 

Önerilen yöntemde halka açık yüz tanıma sistemleri ile özel olan yüz tanıma sistemleri 

arasındaki açığın kapatılması hedeflenmiştir. 

Li vd. [58] önerdikleri çalışmada yüze ait görüntüler üzerinde kademeli KSA 

yöntemini kullanarak verimli bir şekilde göz bebeği merkezi tespit etmişlerdir. 

Yöntemde ilk önce bir grup aday göz bölgeleri tespit edilir, ardından bir KSA kümesi 

kullanılarak sol ve sağ göz bölgeleri belirlenir. En son olarak da bu göz bölgelerinde 

yer alan göz bebeği merkezleri diğer KSA modelleri kullanılarak tespit edilir. Önerilen 

yöntemin alternatiflere göre daha hızlı çalıştığı belirtilmektedir. 
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Saha vd. [59] derin öğrenme tabanlı bir göz bakış açısı kestirimi yöntemi 

önermişlerdir. Yöntemde, önerilen KSA mimarisi sayesinde tespit edilen gözlerden 

göz bakış açısı belirlenmiştir. Yöntem ayrıca literatürde yer alan veri kümelerinin yanı 

sıra kendi veri kümesini de oluşturmuştur. Ayrıca, önerilen algoritmanın üzerinde 

kullanıldığı, gerçek zamanlı robotik bir araç prototipi de geliştirmişlerdir. 

Literatürdeki yer alan veri kümelerinin yetersiz olmasından yola çıkarak Eivazi 

vd. [60] çalışmalarında veri artırma yöntemlerini kullananarak eğittikleri KSA modeli 

sayesinde göz bebeği tespiti gerçekleştirmişlerdir. Alana özgü olarak da 

gerçekleştirilen bu veri artırımı işlemi farklı video’lardan faydalanılarak elde 

edilmiştir. Veri artırma işlemi görüntüyü yeniden boyutlandırma, gürültü ekleme ve 

kesme gibi teknikler ile yapılmıştır. Gerçek zamanlı olarak çalışabilen sistemin deney 

sonuçlarına göre başarılı sonuçlar verdiği gözlemlenmiştir. 

Banke [61] gerçekleştirdiği çalışmasında hiyerarşik yinelemeli ağ yapılarını 

kullanarak yüzü ve gözleri konumlandırmıştır. Yöntem karmaşık arka plana sahip, 

zorlu ışıklandırmalar içeren ve gürültüye sahip görüntüler üzerinde çalışabilmeyi 

amaçlamıştır. Sistemin eğitimi literatürde bilinen bir veri kümesinin yanısıra elle 

işaretlenmiş görüntüler de kullanılarak gerçekleştirilmiştir. Sistemin test aşamasında 

artırımlı bir yaklaşım ile ilk olarak elde edilen sonuç iyileştirilmiş ve bu sayede 

bilinmeyen görüntüler üzerinde başarılı sonuçlar alınabilmiştir. 

Derin öğrenme tabanlı yöntemler, geleneksel yöntemlerle karşılaştırıldığında 

yüksek gürbüzlük ve doğruluk sağlamaktadır. Ancak bununla beraber, verimli 

çalışabilmesi hala bir problemdir. Yüz görüntüleri çoğu zaman 640x480 boyutunda 

veya daha büyüktür. KSA kullanılarak görüntünün tamamı üzerinde göz bebeği 

merkezi aranmak istenirse, yüksek miktarda bilgisayar kaynağı gereksinimi 

doğacaktır. Bu nedenle, literatürde yalnızca seçilen aday bölgelerin KSA’ya girdi 

olarak verileceği şekilde aday bölgeleri tespit edebilen hızlı ve etkili bir yöntem 

gereklidir. 

2.2. Öznitelik Tabanlı Yöntemler 

Öznitelik tabanlı yöntemler herhangi bir öğrenme kullanmazlar. Bu tür 

yöntemler göz özelliklerini kullanarak yerel imge özniteliklerinden (köşeler, kenarlar, 

gradyanlar gibi) aday merkez noktaları elde etmeye çalışırlar. 
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Timm vd. [37] imge gradyanlarını analiz etmeye dayalı bir yöntem 

önermişlerdir. Önerdikeri yöntemde tüm gradyan vektörlerinin göz bebeği merkezinde 

kesiştiğini varsayan bir amaç fonksiyonu tanımlamışlardır. Bu yöntem göz 

bölgesinden elde edilen gradyan bilgilerini kullanma açısından DVR uygulanan 

yönteme [43] benzese de, DVR uygulanan yöntem kafa pozisyonu veya göz bakış açısı 

gibi değişimlere karşı çok daha gürbüz sonuçlar vermiştir.  

Asadifard vd. [62] önerdikleri yöntemde CDF analizini kullanarak göz bebeği 

merkezini tespit etmektedir. Yöntemde ilk önce bilinen teknikler kullanılarak yüz ve 

göz bölgeleri belirlenmiş ve ardından göz bölgelerinin histogramı CDF analizi 

sayesinde çıkarılmıştır. Daha sonra elde edilen bu histogram bilgisinden göz kapağı ve 

iris pozisyonu belirlenerek merkez nokta tespit edilmiştir. 

Leo vd. [63], iki adımdan oluşan gözetimsiz yöntem ile göz bebeği merkezi 

tespiti yapmışlardır. İlk adımda yerel bölgelerdeki görünüm değişiklikleri dikkate 

alınarak kendi kendine benzerlik bilgileri çıkarılmıştır. İkinci adımda ise, ilk adımdaki 

bu benzerlik bilgileri bir çeşit dairesel Hough dönüşümü (CHT) tabanlı dairesel şekil 

bulucu ile birleştirilerek merkez nokta tespit edilmiştir. Bu yöntem başarılı sonuçlar 

verebilse de hesaplama maliyeti yüksektir. Aynı yazarların bir başka çalışmalarında 

[64] görüntüdeki yoğunluğa ve benzerlik skorlarına göre elde edilen yerel görünüm 

değişiminin diferansiyel analizine dayalı bir yaklaşım kullanmılmıştır. Diferansiyel 

analiz sayesinde yöntemin hesaplama maliyeti açısından daha verimli olması 

amaçlanmıştır. 

Skodras vd. [65] düşük çözünürlüklü görüntüler üzerinde göz bebeği merkezinin 

kestirimini yapan bir yöntem önermişlerdir. Metot orijinal göz görüntüsü ve görüntü 

üzerindeki renk değerlerinden elde edilen göz haritası üzerinde yarıçapsal simetri 

transformunu kullanmaktadır. Renk değerlerinden elde edilen göz haritası iris alanını 

görüntü üzerinde vurgulamakta ve göz bebeği merkezinin kestiriminin yapılmasında 

yardımcı olmaktadır. 

Düşük çözünürlüklü görüntüler üzerinde göz bebeği merkezi tespitini amaçlayan 

bir başka çalışmada [66] ise iki aşamalı bir algoritma önerilmiştir. Yöntem gözün 

geometrik karakteristiğini kullanmaktadır. İlk aşamada önceden belirlenmiş yüzün 

irise olan oranı dikkate alınarak kabaca bir merkez nokta belirlenmiştir. Sonrasında ise 

RANSAC elips uydurma yöntemi [67] uygulanarak merkez nokta tespit edilmiştir. 

Asteriadis vd. [68] gözün yalnızca geometrik bilgisini kullanarak göz bebeği 

merkezi tespitini amaçlayan bir çalışma gerçekleştirmişlerdir. Önerilen yöntemde ilk 
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aşamada bir yüz bulucusu aracılığı ile görüntü üzerindeki yüz alanı dikdörtgen şekilde 

tespit edilmiştir. Daha sonra ise elde edilen bu yüz alanı içerisinden göz alanları 

önceden tanımlanmış sol ve sağ göz yapılarına göre çalışan algoritma aracılığı ile 

bulunmuştur. Sonrasında ise Canny kenar bulma algoritması [69] kullanılarak tespit 

edilen göz alanları üzerindeki kenarlar bulunmuştur. Kenar tespitinden sonra göz 

alanında yer alan her bir piksel için en yakın kenara göre vektör ataması yapılmıştır. 

En nihayetinde ise elde edilen bu vektörlerin uzunluk ve eğim bilgileri kullanılarak 

gözler ve göz bebeği merkezleri tespit edilmiştir. 

Özel donanım gerektiren bir diğer çalışmada Santini vd. [70] gözün geometrik 

bilgisini kullanarak bir göz takipçisi sistemi geliştirmişlerdir. Önerilen yöntem göz 

takipçisi cihazı ve kızılötesi kamera gerektirmektedir. Yöntemde ilk önce göz 

bölgesinden alınan görüntü belli bir oranda küçültülmüştür. Daha sonra küçültülen bu 

görüntü üzerinde literatürde çok yaygın olarak kullanılan Canny kenar bulma 

algoritması [69] ile kenar tespiti yapılmıştır. Sonrasında ise biçimbilimsel bir yaklaşım 

ile bulunan kenarlar keskinleştirilerek kenar bölütleri elde edilmiştir. Bir sonraki 

adımda da, elde edilen kenar bölütleri elips uydurma algoritmalarından geçirilerek göz 

bebeği olmaya aday bölütler seçilmiştir. Elde edilen aday bölütlerinden göz bebeğine 

en uygun olanı seçilirken elipslerin en-boy oranlarına, açısal kenar yayılımlarına ve 

anahat kontrastlarına bakılarak karar verilmiştir. En nihayetinde algoritma sadece göz 

bebeği merkezini değil göz bebeğini çevreleyen anahattı da tahmin etmiştir. Yöntem 

kafaya giyilebilen göz takipçisi cihazlardan alınmış çok sayıda görüntü üzerinde test 

edilmiştir. 

Bai vd. [71] gözün simetrik yapısından faydalanarak göz bebeği merkezi tespiti 

yapmışlardır. Çalışmada ilk önce girdi görüntüleri 5x5 boyutundaki Gaussian 

filtresinden geçirilerek görüntü üzerindeki gürültüler temizlenmiştir. Daha sonra bir 

yüz bulucu aracılığı ile yüz ve göz alanları belirlenmiştir. Bir sonraki aşamada, gözün 

iris tabakasının çeşitli açılardan simetrik olmasından yola çıkılarak göz alanlarına 

açısal simetri dönüşümü uygulanması ile bir simetri haritası elde edilmiştir. Elde edilen 

bu simetri haritasına 5x5 boyutunda ortalama filtresi uygulanarak gürültüler 

kaldırılmıştır. Son olarak elde edilen gürültülerden arındırılmış simetri haritasına 

eşiklendirme işlemi yapılarak ikili bir görüntü elde edilmiştir. Elde edilen bu ikili 

görüntüdeki yüksek simetri bölgesinden göz bebeği merkezi belirlenmiştir. 

Zhang vd. [72] iki ayrı yöntemden oluşan bir göz bebeği merkezi 

konumlandırıcısı geliştirmişlerdir. Çalışmada ilk önce literatürde yer alan pek çok 
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çalışmada olduğu gibi yüz ve göz alanları Viola vd. [50] tarafından önerilen metot ile 

tespit edilmiştir. İlk yöntemde göz çevresindeki eş aydınlık bilgileri kullanılmıştır. 

Gözün iris tabakası ve göz bebeğinin kenarlarında yer alan eş aydınlıklar, bu alanların 

geometrik özelliklerini göstermektedir. Bu bilgiden yola çıkılarak irisin ve göz 

bebeğinin kenarlarını takip eden eş aydınlıkların merkezi, göz bebeği merkezi olarak 

alınmıştır. İkinci yöntemde ise ilkinde elde edilen merkez noktalar gradyan tabanlı 

filtreler sayesinde iyileştirilmiştir. 

2.3. Hibrit Yöntemler 

Hibrit yöntemlerde ise hem öznitelik tabanlı yöntemler hem de model tabanlı 

yöntemler birlikte kullanılır. Her zaman olmasa da, genellikle ilk önce göz bebeği 

merkezi olmaya aday noktalar öznitelik tabanlı yöntemler kullanılarak belirlenir. Daha 

sonra model tabanlı yöntemler uygulanarak içlerinden göz bebeği merkezi olabilecek 

en optimal nokta seçilir. 

Valenti vd. [38] göz bebeği merkezi olmaya aday olan noktaları eş aydınlıklar 

eğrisi yöntemi ile elde eder. Sonrasında ise her bir aday nokta için SIFT [73] öznitelik 

vektörü elde ederek, daha önce SIFT öznitelikleri ile eğittiği modeli ile nihai merkez 

noktayı tespit etmektedir. 

Krron vd. [74] göz bebeği merkezi tespitinin yüz eşleştirme probleminin 

performansını ne ölçüde etkilediğine dair bir çalışma gerçekleştirmişlerdir. Çalışmada 

göz bebeği merkezi üç ayrı yöntem ile tespit edilmiştir. İlki olan model tabanlı 

yöntemde yüz üzerinden elde edilen göz bölgeleri eğitilerek merkez nokta tespit 

edilmektedir. İkinci yöntemde göz alanından elde edilen görüntüdeki karanlık 

piksellerden yola çıkılarak merkez nokta kestirilmektedir. Üçüncü yöntemde ise ikinci 

adımdan yola çıkılarak, öncesinde FLD [75] sınıflandırıcısı yardımı ile oluşturulan bir 

filtre uygulanarak merkez nokta tahmin edilmektedir. 

Chen vd. [76] göz bebeği merkezi tespiti için kümeleme tabanlı diskriminant 

analizi yöntemi (CDA) önermişlerdir. Önerilen yöntem görüntüleri 2B Haar 

dönüşümleri ile temsil ettikten sonra CDA yöntemi sayesinde göz bölgesi için 

öznitelikleri elde etmektedir. Üç farklı CDA modeli kullanılan yöntemde, daha sonra 

bazı benzerlik ölçüleri ile birlikte en yakın komşu algoritması sayesinde sınıflandırma 

yapılmaktadır. 
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Hibrit olarak göz bebeği merkezi tespiti yapılan bir başka çalışmada [77] ilk önce 

kademeli regresyon modeli kullanılarak merkez nokta tespiti yapılmıştır. Daha sonra 

daire uydurma yöntemi sayesinde bulunan merkez nokta daha da iyileştirilmiştir. 

Ayrıca, elips uydurma yöntemi ile göz eşyükselti eğrileri kullanılarak gözler tam açık, 

yarı açık ve kapalı olacak şekilde sınıflandırılmıştır. Bu sınıflandırma sonucuna göre 

regresör ve daire uydurma yöntemleri kullanılmıştır. 

Mobil bir göz takip sistemi olarak geliştirilen başka bir çalışmada [78] göz bakış 

açısı ilk olarak derin öğrenme yöntemlerinden KSA modeli sayesinde tespit edilmiş 

ve daha sonra gözün geometrik modelinden faydalanılarak tam doğru bakış açısı 

pozisyonu belirlenmiştir. Önerilen yöntemde özel donanıma ve kalibrasyon aşamasına 

ihtiyaç duyulmaktadır. 

Türkan vd. [79] çalışmalarında görüntü ve videolar üzerinde kenar projeksiyonu 

[80] yöntemleri ile göz bebeği merkezini tespit etmişlerdir. Yöntemde ilk aşamada yüz 

alanı üzerinde bir dalgacık dönüşümü filtresi uygulanarak göz bölgesinin kenarları 

belirlenmiştir. Daha sonra elde edilen bu kenar bilgilerinin yatay projeksiyonu 

sayesinde gözün aday noktaları elde edilmiştir. En sonunda ise bu aday noktalar 

içerisinden göz bebeği merkezi DVM sınıflandırıcısı sayesinde tespit edilmiştir. 

Cristinacce vd. [81] önerdikleri çalışmada çoklu aşamadan oluşan bir yaklaşım 

ile yüze ait önemli noktaları tespit etmişlerdir. İlk adımda Viola ve Jones’un [50] 

önerdiği AdaBoost algoritması ile yüz ve göz bölgeleri dikdörtgen olarak tespit 

edilmiştir. Daha sonra yüz üzerinde tespit edilecek her bir önemli nokta için ayrı ayrı 

eğitilmiş bulucular çalıştırılmış ve önemli noktalar elde edilmiştir. Bir sonraki adımda 

önceki adımda elde edilen noktalar AAM arama algoritmasının kenar ve köşe 

özniteliklerine göre ayarlanmış bir versiyonu kullanılarak iyileştirilmiştir. Tüm bu 

aşamaların uygulanması sayesinde sonuçların iyileştiği görülmüştür. 

Ren vd. [82] yaptıkları çalışmada, görüntülerin dönme açılarından bağımsız bir 

şekilde çalışabilen bir göz bebeği merkezi tespit sistemi geliştirmişlerdir. Yöntemde 

ilk önce gözün öznitelik tabanlı yapısal bilgileri SIFT [73] yöntemi ile elde edilmiştir. 

Yöntemin görüntünün dönmesine karşı gürbüz oluşu görüntüler üzerindeki gradyan 

yönlerini de bilgi olarak kullanmasından gelmektedir. Öznitelikler elde edildikten 

sonra iki sınıflı bir sınıflandırıcı (göz ve göz olmayan) eğitilmiştir. En son ise piramide 

benzer bir yaklaşım ile, sıcaklık haritası bir sınıflandırıcı kullanılarak elde edilmiş ve 

buradan da göz bebeği merkezleri tespit edilmiştir. 
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3. SİSTEMİN EĞİTİM AŞAMASI 

Sistemin eğitim aşamasında ilk önce veri kümesi ön işlemden geçirilerek 

eğitilecek görüntü parçaları ve bu parçalar için gerekli olan etiket bilgileri 

oluşturulmuştur. Daha sonra ise elde edilen bu veri kümesi ve etiket bilgileri sayesinde 

kullanılan ağ yapısının eğitimi gerçekleştirilmiştir.  

3.1. Veri Kümesinin Ön İşlemden Geçirilmesi 

Sistemin eğitimi için veri kümesi ön işlemden geçirilirken ilk önce görüntüdeki 

göz bölgesinden rastgele bir nokta seçilmiştir. Daha sonra bu noktayı merkez alacak 

şekilde 4 farklı ölçekte görüntü parçaları elde edilmiştir. Elde edilen bu görüntü 

parçaları birleştirilerek Şekil 3.1’deki gibi nihai 64x64 boyutunda bir görüntü parçası 

oluşturulmuştur. Elde edilen 64x64 boyutundaki eğitime hazır görüntü parçaları için 

etiket bilgileri ise göz bebeği merkezinden (Şekil 3.1 üzerinde 𝑝ଶ) parçaların 

merkezine (Şekil 3.1 üzerinde 𝑝ଵ) olan Öklid uzaklığın (Şekil 3.1 üzerinde 𝑑) Denklem 

3.1’de yer alan 𝑓 fonksiyonuna girdi olarak verilmesi ile elde edilmiştir. 𝑑 mesafesinin 

dört ölçekli görüntü parçasından elde edilmesi Şekil 3.1’de görsel olarak anlatılmıştır. 

Mesafe hesabının yapılabilmesi için dört ölçekli görüntü parçasında yer alan dört 

parçanın her biri kullanılabilmektedir. Şekil üzerinde 𝑑 mesafesinin elde edilmesi 

yanlızca sağ üst parça üzerinde gösterilmiştir. 
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Şekil 3.1: Dört ölçekli görüntü parçasından etiket fonksiyonunun parametresi olan d 
mesafesinin elde edilmesi. 

Şekil üzerinde 𝑝ଵ parçanın merkezi ve 𝑝ଶ ise gerçekteki göz bebeği merkezidir. 

𝑓 fonksiyonu kullanılarak en fazla 80 piksel uzaklığa kadar olan mesafeler için etiket 

bilgisi üretilmiştir. Bu fonksiyon toplamda 25 farklı etiket bilgisi üretmektedir. 

Fonksiyonun ürettiği etiket bilgisi mesafenin piksel uzaklığı cinsinden 21’e kadar 

olduğu durumlarda mesafenin kendisini, 22 ile 30 arası olduğu durumlarda 22, 31 ile 

50 arası olduğu durumlarda 23 ve 51 ile 80 arası olduğu durumlarda da 24 etiketini 

üretmektedir. Etiketlemenin mesafeye göre daha yavaş artması ile eğitilen modelin 

gürültüye karşı daha gürbüz olması sağlanmıştır. 

𝑓ሺ𝑑ሻ ൌ ൞

22               22 ൑ 𝑑 ൑ 30 𝑖𝑠𝑒
23               31 ൑ 𝑑 ൑ 50 𝑖𝑠𝑒
24               51 ൑ 𝑑 ൑ 80 𝑖𝑠𝑒

     𝑑             𝑑𝑖ğ𝑒𝑟 𝑑𝑢𝑟𝑢𝑚𝑙𝑎𝑟𝑑𝑎,

 

𝑑 ൌ ට൫𝑝ଵೣ
െ 𝑝ଶೣ

൯
ଶ

െ ቀ𝑝ଵ೤
െ 𝑝ଶ೤

ቁ
ଶ
 

(3.1) 
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Sistemin eğitimi için görüntü parçaları oluşturulurken ilk önce göz bölgesinden 

göz bebeği merkezine uzaklığı en fazla 80 piksel olacak şekilde rastgele bir nokta 

seçilmiştir. Sonrasında ise elde edilen bu nokta görüntü parçasının merkez noktası 

olacak şekilde 32x32 ölçeğinde bir görüntü orijinal görüntüden eğitimi yapılacak 

64x64 ebatında görüntünün sağ üst kısmına kaydedilmiştir. Daha sonra yine seçilmiş 

olan nokta görüntü parçasının merkez noktası olacak şekilde 64x64 ölçeğinde bir 

başka görüntü orijinal görüntüden alınarak 32x32 ölçeğine tekrar boyutlandırılmış ve 

eğitilecek görüntünün sol üst kısmına kaydedilmiştir. Sonrasına yine aynı şekilde 

seçilmiş noktanın görüntü parçasının merkez noktası olması şartı ile göz bölgesinden 

128x128 ölçeğinde bir görüntü parçası alınmış, 32x32 ölçeğine tekrar 

boyutlandırıldıktan sonra eğitimi gerçekleştirilecek görüntü parçasının sol alt kısmına 

kaydedilmiştir. Son olarak yine bu seçilen noktanın merkezde olması kuralı ile ilgili 

göz bölgesinen 256x256 ölçeğinde bir görüntü parçası alınıp 32x32 ölçeğine tekrar 

boyutlandırılarak eğitimi yapılacak görüntü parçasının sağ alt kısmına kopyalanmış ve 

böylece dört ölçekli görüntü parçası elde etme aşamaları tamamlanmıştır. Göz 

bölgesinden göz bebeği merkezine uzaklığı en fazla 80 piksel olacak şekilde rastgele 

seçilen nokta eğer sağ gözden seçilmiş ise, farklı boyutlarda elde edilmiş görüntü 

parçaları yatay eksende tersi yönüne çevrilerek eğitimin tek gözden elde edilmiş 

görüntüler ile yapılması sağlanmıştır. 64x64, 128x128 ve 256x256 gibi farklı 

boyutlardan görüntü parçaları göz bölgesinden alınırken zaman zaman bu boyutlar 

orijinal görüntünün dışına taşmaktadır. Bu tür durumlarda orijinal görüntünün dışında 

kalan alanlar siyah renge boyanmıştır. Sıfır etiketi için göz bölgesinden dört ölçekli 

görüntü parçası elde etme aşamaları Şekil 3.2’de görsel olarak anlatılmıştır. 
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Şekil 3.2: Sıfır etiketi için dört ölçekli görüntü parçası elde etme aşamaları. 
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3.2. Ağ Yapısının Eğitimi 

Dört ölçekli görüntü parçaları elde edildikten sonra sistemin eğitimi son 

zamanlarda derin öğrenme konusunda çok yaygın bir şekilde kullanılmaya başlanmış 

olan TensorFlow [83] kütüphanesi ile gerçekleştirilmiştir. TensorFlow, büyük ölçekte 

ve heterojen ortamlarda çalışabilen bir makine öğrenmesi kütüphanesidir. Sistemin 

eğitimi NVIDIA GTX 1050 Ti ekran kartı ile gerçekleştirilmiştir. Eğitim için ağ yapısı 

olarak AlexNet [33] kullanılmıştır. AlexNet, 2012 yılında ImageNet [84] veri 

kümesinin bir alt kümesini kullanarak LSVRC yarışmasını [85] kazanmış olan ağ 

yapısıdır. Yarışmada kullanılan veri kümesinde 1000 farklı sınıfa ait yaklaşık 1.2 

milyon yüksek çözünürlüklü görüntü yer almaktadır. AlexNet ağının yapısı Şekil 

3.3’de yer almaktadır. 

 

Şekil 3.3: AlexNet ağ yapısı. 
 AlexNet varsayılan olarak 224x224 boyutlarında görüntüleri girdi olarak 

almakta ve 1000 farklı kategori için sınıflandırma yapmaktadır. Önerilen yöntemde 

üretilen dört ölçekli görüntü parçaları 64x64 boyutunda ve tahmin edilen sınıf sayısı 

da 25 olduğu için AlexNet’in ağ yapısı girdi görüntüsü 64x64 ve çıktı sınıf sayısı da 

25 olacak şekilde yeniden yapılandırılmıştır. Yapılandırılan bu yeni ağ Şekil 3.4’de 

görsel olarak anlatılmıştır. 
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Şekil 3.4: Sistemin eğitiminde kullanılan ağ yapısı. 
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4. SİSTEMİN TEST AŞAMASI 

Sistemin test aşaması ağırlıklı ortalama, kaba kuvvet araması tabanlı rastgele 

nokta, optimizasyon tabanlı rastgele nokta ve iki aşamalı optimizasyon tabanlı rastgele 

nokta olmak üzere dört farklı yöntem ile gerçekleştirilmiştir. 

4.1. Ağırlıklı Ortalama Yöntemi 

Sitemin ağırlıklı ortalama ile çalışan test aşaması Şekil 4.1’de anlatılmıştır. 

Sisteme girdi olarak bir görüntü alınmış ve ilk önce yüksek başarı oranına sahip olan 

ve gerçek zamanlı olarak çalışması ile bilinen Haar [50] yöntemi kullanılarak 

görüntüdeki yüz ve göz bölgeleri dikdörtgen olarak belirlenmiştir (𝐸௅ ve 𝐸ோ). Daha 

sonra ise belirlenen bu göz alanları üzerinde kayan pencere yöntemiyle [86] alandaki 

her bir piksel noktası için Şekil 3.2’de yer alan eğitim aşamasında oluşturulduğu 

şekilde dört ölçekli görüntü parçaları oluşturulmuştur (𝑃௅
ଵ, 𝑃௅

ଶ, 𝑃௅
ଷ,…., 𝑃௅

௠ ve 𝑃ோ
ଵ, 𝑃ோ

ଶ, 

𝑃ோ
ଷ,…., 𝑃ோ

௠). Görüntü parçaları oluşturulurken sağ gözden elde edilen parçalar (𝑃ோ
௠) 

yatay eksende tersi yönüne döndürülerek test aşamasında görüntülerin tamamının sol 

gözden elde edilmiş olması sağlanmıştır. En nihayetinde elde edilen tüm bu görüntü 

parçaları için parçanın merkez noktasının göz bebeği merkezine uzaklığını veren etiket 

bilgisi, öğrenilmiş model sayesinde tahmin edilmiştir (𝑠௅
ଵ, 𝑠௅

ଶ, 𝑠௅
ଷ,…., 𝑠௅

௠ ve 𝑠ோ
ଵ, 𝑠ோ

ଶ, 

𝑠ோ
ଷ,…., 𝑠ோ

௠). Daha sonra ise, tahmin edilen etiket bilgileri ile bir skor görüntüsü 

oluşturulmuş ve bu etiketlerin bulunduğu noktaların ağırlıklı ortalamaları Tablo 4.1’de 

yer alan katsayılara göre (sabit, lineer ve üstel olarak değişen) alınarak nihai göz 

bebeği merkezi tahmin edilmiştir. Ağırlıklı ortalama hesabına ağ çıktısı olarak elde 

edilen ve 0 ile 1 arasında değişen ağ güven değeri de dahil edilmiştir. 

Tablo 4.1: Ağırlıklı ortalama yöntemi için etiket katsayı bilgileri. 

Etiket Sabit Katsayı Lineer Katsayı Üstel Katsayı 

0 1 6 32 
1 1 5 16 
2 1 4 8 
3 1 3 4 
4 1 2 2 
5 1 1 1 
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Şekil 4.1: Sistemin ağırlıklı ortalama yöntemi ile çalışan test aşaması. 
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Farklı büyüme şekilleri için katsayıların etiketlere göre değişimini gösteren 

grafik Şekil 4.2’de yer almaktadır. 

 

Şekil 4.2: Ağırlıklı ortalama yöntemi için farklı büyüme şekillerine göre etiket 
katsayı dağılımları. 

Ağırlıklı ortalama hesabı yapılırken Denklem 4.1’de yer alan formüller 

kullanılmıştır. Burada 𝑥̅ ve 𝑦ത nihai tahmin edilen göz bebeği merkezini, 𝑛 ağırlıklı 

ortalaması alınan etiket sayısını (0, 1, 2, 3, 4 ve 5 olmak üzere toplamda 6), 𝑚 ilgili 

etiket bilgisinin tahmin edildiği nokta sayısını, 𝑥௜௝ ve 𝑦௜௝ ilgili etiketin tahmin edildiği 

noktanın konum bilgilerini, 𝑤௜ tahmin edilen etiket bilgisine denk gelen ağırlıklı 

ortalama katsayısını ve 𝑐௜ ise ağ çıktısından elde edilen güvenilirlik değerini ifade 

etmektedir. 

𝑥̅ ൌ
∑ ∑ ൫𝑥௜௝ ൈ 𝑤௜ ൈ 𝑐௜൯௠

௝ୀଵ
௡
௜ୀଵ

∑ ሺ𝑤௜ ൈ 𝑐௜ሻ௡ା௠
௜ୀଵ

 

 

𝑦ത ൌ
∑ ∑ ൫𝑦௜௝ ൈ 𝑤௜ ൈ 𝑐௜൯௠

௝ୀଵ
௡
௜ୀଵ

∑ ሺ𝑤௜ ൈ 𝑐௜ሻ௡ା௠
௜ୀଵ

 

(4.1) 
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4.2. Kaba Kuvvet Araması Tabanlı Rastgele Nokta Yöntemi 

Kaba kuvvet araması tabanlı rastgele nokta yöntemi ile çalışan test aşamasının 

tüm adımları Şekil 4.3’de gösterilmiştir. Bu yöntemde de ilk önce yüz ve göz alanları 

ağırlıklı ortalama yöntemi ile aynı şekilde belirlenmiştir (𝐸௅ ve 𝐸ோ). Daha sonra göz 

alanında rastgele 𝑛 tane nokta seçilerek bu noktalar için dört ölçekli görüntü parçaları 

oluşturulmuştur (𝑃௅
ଵ, 𝑃௅

ଶ, 𝑃௅
ଷ,…., 𝑃௅

௠ ve 𝑃ோ
ଵ, 𝑃ோ

ଶ, 𝑃ோ
ଷ,…., 𝑃ோ

௠). Bu görüntü parçaları 

oluşturulurken ilgili gözün sağ göz olması durumunda görüntü parçası yatay eksende 

tersine çevrilerek testin tek gözden elde edilmiş görüntüler ile yapılması sağlanmıştır. 

Görüntü parçaları eğitim aşamasında üretildiği şekilde (Şekil 3.2) oluşturulmuştur. 

Sonrasında elde edilen 𝑛 adet görüntü parçası için etiket bilgileri, eğitilmiş olan 

modele sorularak tahmin edilmiştir (𝑠௅
ଵ, 𝑠௅

ଶ, 𝑠௅
ଷ,…., 𝑠௅

௠ ve 𝑠ோ
ଵ, 𝑠ோ

ଶ, 𝑠ோ
ଷ,…., 𝑠ோ

௠). Elde 

edilen her bir etiket bilgisi, yarıçapı etiket kadar olan ve idealde göz bebeği merkezi 

ile teğet geçmesi beklenilen daireler oluşturmaktadır. Örnek bir test görüntüsü 

üzerinde sol göz için rastgele seçilen noktalardan elde edilen görüntü parçalarının 

modele sorularak tahmin edildiği etiket bilgilerinin oluşturduğu daireler Şekil 4.4’de 

gösterilmiştir. Son adım olarak elde edilen bu dairelere mesafesi en az olan nokta 

belirlenmiştir. Dairelere mesafesi en az olan nokta belirlenirken göz alanı içerisinde 

yer alan tüm noktaların, elde edilen tüm dairelere olan uzaklıkları ayrı ayrı 

hesaplanmıştır. Bu hesaplama sonucunda en az bulunan mesafe değerine denk gelen 

nokta, göz bebeği merkezi olarak kabul edilmiştir. Göz alanındaki bir nokta için tüm 

dairelere olan mesafenin hesaplanmasında Denklem 4.2’de yer alan formül 

kullanılmıştır.  

𝑑 ൌ ෍ ቤට൫𝑥 െ 𝑐௫೔
൯

ଶ
൅ ൫𝑦 െ 𝑐௬೔

൯
ଶ

െ 𝑟௜ቤ

௡

௜ୀଵ

 (4.2) 
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Şekil 4.3: Sistemin kaba kuvvet araması tabanlı rastgele nokta yöntemi ile çalışan 
test aşaması. 
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Şekil 4.4: Sol göz için rastgele oluşturulan görüntü parçalarının göz bebeği 
merkezine olan uzaklığının tahmin edilmesi ile oluşan daireler. 

4.3. Optimizasyon Tabanlı Rastgele Nokta Yöntemi 

Kaba kuvvet araması tabanlı rastgele nokta yöntemi kabul edilebilir düzeydeki 

𝑛 değerleri için model üzerindeki sorgulama işlemleri açısından kıyaslandığında 

ağırlıklı ortalama yöntemine göre epey zaman kazandırsa da, tüm göz alanı için her bir 

noktanın teker teker dairelere olan uzaklığının hesaplanması sebebi ile zaman 

kaybettirmektedir. Bu sebeple geliştirilen optimizasyon tabanlı yöntemde, göz 

alanındaki her bir nokta için ayrı ayrı mesafe hesabı yapmak yerine, optimizasyon 

yöntemi kullanılarak dairelere olan mesafesi en az olan nokta çok daha hızlı bir şekilde 

hesaplanmıştır. 

Sistemin optimizasyon tabanlı çalışan test aşaması Şekil 4.5’de adım adım 

anlatılmıştır. Yine ilk önce diğer yöntemlerdeki gibi yüz ve göz alanları Haar tekniği 

ile belirlenmiştir (𝐸௅ ve 𝐸ோ). Sonraki adımda ise kaba kuvvet araması tabanlı rastgele 
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nokta yöntemindeki şekilde göz alanında rastgele 𝑛 tane nokta seçilerek bu noktalar 

için Şekil 3.2’de anlatıldığı gibi dört ölçekli görüntü parçaları oluşturulmuştur (𝑃௅
ଵ, 𝑃௅

ଶ, 

𝑃௅
ଷ,…., 𝑃௅

௠ ve 𝑃ோ
ଵ, 𝑃ோ

ଶ, 𝑃ோ
ଷ,…., 𝑃ோ

௠). Sistemin eğitimi tek gözlü olarak gerçekleştirildiği 

için, görüntü parçaları oluşturulurken arama yapılan göz sağ göz ise görüntü parçası 

yatay hizada tersine çevrilmiştir. Bir sonraki adımda elde edilen 𝑛 adet görüntü parçası 

için etiket bilgileri, eğitilmiş olan model üzerinde sorgulanarak tahmin edilmiştir (𝑠௅
ଵ, 

𝑠௅
ଶ, 𝑠௅

ଷ,…., 𝑠௅
௠ ve 𝑠ோ

ଵ, 𝑠ோ
ଶ, 𝑠ோ

ଷ,…., 𝑠ோ
௠). Son olarak elde edilen etiket bilgilerinin 

oluşturduğu dairelere (Şekil 4.4) olan mesafesi en yakın olan nokta optimizasyon 

algoritması ile hesaplanmıştır.  

Optimizasyon algoritması olarak Nelder Mead simplex algoritması [87] 

kullanılmıştır. Bu algoritma 𝑛 değişkenli bir fonksiyonun en aza indirilmesi için 

kullanılmaktadır. Algoritmaya göre en aza indirme işlemi genel simplex’in (𝑛 ൅ 1) 

tepe noktalarındaki fonksiyon değerlerinin karşılaştırılmasına ve ardından en yüksek 

değerli tepe noktasının başka bir nokta ile yer değiştirilmesine bağlıdır. Algoritma 

kendisini yerel manzaraya göre ayarlamakta ve nihayetinde minimum noktaya 

ulaşmaktadır. Yöntemin etkili ve hesaplama açısından kompakt olduğu yapılan 

çalışmada gösterilmiştir. Nelder Mead Simplex algoritması kullanılarak en aza 

indirilen fonksiyon Denklem 4.3’de verilmiştir. 

𝑥, 𝑦 ← argmin
௫,௬

෍ ቤට൫𝑥 െ 𝑐௫೔
൯

ଶ
൅ ൫𝑦 െ 𝑐௬೔

൯
ଶ

െ 𝑟௜ቤ

௡

௜ୀଵ

 (4.3) 

𝑥 ve 𝑦 değerlerinin oluşturduğu nokta optimizasyon algoritması sayesinde en 

aza indirgeme işlemi ile elde edilecek olan noktadır. En aza indirgeme işlemi, göz 

alanında yer alan tüm noktalar için, rastgele seçilen noktaların oluşturduğu dairelere 

olan mesafe değerlerine göre gerçekleştirilmiştir. Formülde 𝑛 göz bölgesinden rastgele 

seçilmiş olan nokta sayısını, 𝑖 göz bölgesinden rastgele seçilen noktaların indeksini,  

𝑐௫೔
ve 𝑐௬೔

 ilgili rastgele noktanın konumunu (Şekil 4.4’deki dairelerin merkezi) ve 𝑟௜ 

ise rastgele nokta için tahmin edilen göz bebeği merkezine olan uzaklığı (Şekil 

4.4’deki dairelerin yarıçapı) ifade etmektedir. 𝑥 ve 𝑦 değerleri ise tahmin edilen göz 

bebeği merkezini göstermektedir.  

.  
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Şekil 4.5: Sistemin optimizasyon tabanlı rastgele nokta yöntemi ile çalışan test 
aşaması. 
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4.4. İki Aşamalı Optimizasyon Tabanlı Rastgele Nokta Yöntemi 

Tek aşamadan oluşan optimizasyon tabanlı yöntemdeki başarının daha da 

iyileştirilebilmesi için iki aşamalı bir yöntem daha geliştirilmiştir. Bu sayede ilk 

aşamada bulunan göz bebeği merkezleri, ikinci aşama aracılığı ile iyileştirilmiş ve 

sistemin başarı oranı artırılmıştır. 

4.4.1. Birinci Aşama 

Şekil 4.6’de yer alan sistemin iki aşamalı test aşamasının ilk aşamasının ilk 

adımında, sisteme girdi olarak alınan görüntü üzerinde yine ilk önce Haar yöntemi ile 

yüz ve göz bölgeleri dikdörtgen biçimde elde edilmiştir. Şekil üzerindeki 𝐸௅ ve 𝐸ோ 

alanları dikdörtgen şeklinde bulunan göz bölgelerini göstermektedir. 

Göz alanından rastgele noktalar alınarak göz bebeği merkezinin tespit edilmesi 

hız açısından fayda sağlasa da, seçilen rastgele noktaların gözün belli bir bölgesinde 

yoğunlaşması da mümkün olabilmektedir. Bu durum sistemin doğruluğunu 

azaltmaktadır. Bu nedenle bu probleme çözüm olarak göz alanından doğrudan rastgele 

nokta seçmek yerine alan ilk önce 9 eşit bölgeye ayrılmış ve sonrasında elde edilen her 

bir bölgeden rastgele bir nokta seçilerek işlemlere devam edilmiştir. 

Rastgele seçilen bu noktaların her biri için sistemin eğitim aşamasında elde 

edildiği şekilde (Şekil 3.2) dört ölçekli görüntü parçaları elde edilmiştir (𝑃௅
ଵ, 𝑃௅

ଶ, 

𝑃௅
ଷ,…., 𝑃௅

௠ ve 𝑃ோ
ଵ, 𝑃ோ

ଶ, 𝑃ோ
ଷ,…., 𝑃ோ

௠). Bu görüntü parçaları elde edilirken ilgili göz eğer 

sağ göz ise görüntü parçası yatay eksende tersi yönüne çevrilerek testin tek gözden 

elde edilmiş görüntüler ile yapılması sağlanmıştır. Sonrasında ise elde edilen bu 

görüntü parçaları eğitilmiş olan modele sorularak 0 ile 25 aralığında etiket bilgileri 

elde edilmiştir. Elde edilen bu etiket bilgileri yarıçapı etiket kadar olan ve idealde göz 

bebeği merkezi ile teğet geçmesi beklenilen daireler oluşturmuştur (Şekil 4.4). Nihai 

olarak elde edilen bu 9 daireye en yakın olan nokta Nelder Mead Simplex algoritması 

kullanılarak Denklem 4.3’de yer alan fonksiyonun en aza indirilmesi ile 

hesaplanmıştır. Nelder Mead Simplex algoritması kullanılarak 9 daireye en yakın olan 

nokta bulunduktan sonra ikinci aşamaya geçilmiştir. 
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Şekil 4.6: Sistemin iki aşamalı optimizasyon tabanlı rastgele nokta yöntemi ile 
çalışan test aşamasının birinci aşaması. 
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4.4.2. İkinci Aşama 

Bu aşamada ilk önce ilk aşamada bulunan merkez noktaların 3 piksel 

yukarısındaki nokta, 3 piksel sağındaki nokta, 3 piksel aşağısındaki nokta ve 3 piksel 

solundaki noktalar alınarak yeniden Şekil 3.2’deki algoritmaya göre dört ölçekli 

görüntü parçaları elde edilmiştir. Bu şekilde sol gözden 4 ve sağ gözden 4 olmak üzere 

8 farklı dört ölçekli görüntü parçası elde edilmiştir. Ardından elde edilen bu görüntü 

parçaları eğitilmiş olan modele sorularak 0-25 aralığındaki etiket bilgileri tahmin 

edilmiştir. Tahmin edilen bu etiket bilgileri ilk adımda olduğu gibi yarıçapı etiket 

kadar olan ve idealde göz bebeği merkezi ile teğet geçmesi beklenilen daireler 

oluşturmuştur. En son adımda ise elde edilen bu dairelere en yakın olan nokta yine 

Nelder Mead Simplex algoritması sayesinde Denklem 4.3’de yer alan fonksiyonun en 

aza indirilmesi ile elde edilmiştir. En aza indirgeme yöntemi ile elde edilen bu noktalar 

nihai göz bebeği merkezi olarak kabul edilmiştir. Sistemin iki aşamalı optimizasyon 

tabanlı test aşamasının ikinci aşaması Şekil 4.7’de anlatılmıştır. 
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Şekil 4.7: Sistemin iki aşamalı optimizasyon tabanlı rastgele nokta yöntemi ile 
çalışan test aşamasının ikinci aşaması. 
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5. DENEYLER 

Sistemin deneyleri esnasında literatürde göz bebeği merkezinin kestirimi ile 

ilgili çalışmalarda sıkça kullanılan BioID görüntü veri kümesi [88] kullanılmıştır. Bu 

veri kümesi çeşitli zorlu durumları içeren görüntülere sahiptir. Veri kümesinde değişik 

konumlarda ve zamanlarda çekilmiş 1500’ün üzerinde görüntü yer almaktadır. Bu 

görüntüler gri tonlu olarak sunulmuştur. Veri kümesinde yer alan genişliği 384 ve 

yüksekliği ise 286 pikselden oluşan bu görüntüler, çözünürlüklerinin düşük olması 

sebebi ile üzerlerinde deneylerin koşulmasını zorlaştırmıştır. Bazı görüntüler üzerinde 

çeşitli yansımalar olmasından dolayı anlaşılması güç halde, bazıları kaydedildiği 

ortamın ışığı gereği görünürlüğü düşük durumda ve bazıları ise çok uzak bir noktadan 

kaydedilmiş olması sebebiyle anlaşılması çok güç göz bebekleri içermektedir. 

Görüntüler hem kadın hem erkek denekler üzerinden elde edilmiştir. Deneklerin 

bazıları gözlük kullanırken bazıları ise kullanmamaktadır. BioID görüntü veri kümesi, 

tüm bu yönleri ile göz bebeği merkezi tespit sistemleri için oldukça zorlayıcı bir veri 

kümesidir. 

Sistemin BioID veri kümesi kullanılarak gerçekleştirilen test aşamalarında, veri 

kümesinde yer alan 24 farklı kişi 8 ayrı gruba ayrılmıştır. Elde edilen her bir grup kalan 

7 grup ile eğitilmiş olan model üzerinde test edilmiştir. Böylece 7 gruba ait her bir 21 

kişi, kalan 1 gruptaki 3 kişi ile test edilerek test aşamasında yer alan kişilere ait 

görüntülerin eğitim aşamasında yer almaması sağlanmıştır. Bu şekilde sistemin 

gürbüzlüğü literatürde yer alan alternatif yöntemlere göre daha doğru şekilde 

hesaplanmıştır. Literatürde yer alan öğrenme tabanlı alternatif yöntemler veri 

kümelerini nasıl ayırdıklarına dair detaylı bilgi vermemişlerdir. Sistemin doğruluk 

oranı literatürde göz bebeği merkezi tespiti yapan çalışmalar tarafından yaygın bir 

şekilde kullanılan normalize edilmiş hata bilgisi ile belirlenmiştir. Normalize edilmiş 

hata bilgisi Jesorsky vd. [89] tarafından kullanılan formül ile hesaplanmıştır. 0 ile 1 

arasında değişen değerler üreten bu formül sonucunda elde edilen değerin 0’a yakın 

olması, sistemin başarılı sonuçlar ürettiğini göstermektedir. Kullanılan normalize 

edilmiş hata değerini hesaplayan formül Denklem 5.1’de verilmiştir. 
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𝑒 ൑
𝑚𝑎𝑥ሺ𝑒௅, 𝑒ோሻ

𝑑
 

𝑒௅ ൌ ටሺ𝑔௅௫ െ 𝑝௅௫ሻଶ െ ൫𝑔௅௬ െ 𝑝௅௬൯
ଶ
 

𝑒ோ ൌ ටሺ𝑔ோ௫ െ 𝑝ோ௫ሻଶ െ ൫𝑔ோ௬ െ 𝑝ோ௬൯
ଶ
 

𝑑 ൌ ටሺ𝑔௅௫ െ 𝑔ோ௫ሻଶ െ ൫𝑔௅௬ െ 𝑔ோ௬൯
ଶ
 

(5.1) 

Burada 𝑒௅ ve 𝑒ோ sol ve sağ göz için sistemin tahminde bulunduğu göz bebeği 

merkezi ile gerçekte olan göz bebeği merkezi arasındaki Öklid mesafelerdir. 𝑔௅௫ ve 

𝑔௅௬ gerçekteki sol göz bebeği merkezi konumunu, 𝑝௅௫ ve 𝑝௅௬ sistemin tahmin ettiği 

sol göz bebeği merkezi konumunu, 𝑔ோ௫ve 𝑔ோ௬ gerçekteki sağ göz bebeği merkezi 

konumunu ve son olarak 𝑝ோ௫ ve 𝑝ோ௬ sistemin tahmin ettiği sağ göz bebeği merkezi 

konumunu ifade etmektedir. 𝑑 değeri ise gerçekte olan sol ve sağ göz bebeği 

merkezlerinin arasındaki Öklid mesafedir. Formülde yer alan 𝑒௅, 𝑒ோ ve 𝑑 değerleri 

BioID veri kümesinden alınmış örnek bir görüntü üzerinde Şekil 5.1’de gösterilmiştir. 

Şekil üzerinde artı işareti gerçekteki göz bebeği merkezlerini gösterirken, çarpı işareti 

sistemin tahmin ettiği göz bebeği merkezlerini göstermektedir. 

 

Şekil 5.1: Hata ölçüm metriği değerlerinin görselleştirilmesi. 
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Formül sonucunda elde edilen değer, tahmin edilen göz bebeği merkezlerinin 

yüz üzerinde hangi bölgeye denk geldiği hakkında aşağı yukarı bir bilgi vermektedir. 

Hesaplanan hata değerinin 𝑒 ൑ 0.05 olması tespit edilen göz bebeği merkezinin göz 

bebeğinin içerisinde, 𝑒 ൑ 0.1 olması tespit edilen göz bebeği merkezinin göz iris 

tabakasının içerisinde ve 𝑒 ൑ 0.25 olması ise tespit edilen göz bebeği merkezinin göz 

alanının içinde olduğunu göstermektedir. 

Sistemin deneyleri dört farklı test aşaması için BioID veri kümesi üzerinde ayrı 

ayrı koşulmuştur. İlk önce ağırlıklı ortalama yöntemi için sabit, lineer ve üstel olan 

etiket-katsayı ilişkisi büyüme şekillerinin başarıya olan etkisi, ağ güvenilirlik değeri 

de hesaba katılarak ölçülmüştür. Bu parametrelerle gerçekleştirilen deneylere ait 

sonuçlar Tablo 5.1’de verilmiştir. 

Tablo 5.1: Ağırlıklı ortalama yönteminin farklı parametrelerle gerçekleştirilen deney 
sonuçlarının karşılaştırılması. 

Ağırlıklı Ortalama Yöntemi 𝒆 ൑ 𝟎. 𝟎𝟓 𝒆 ൑ 𝟎. 𝟏 𝒆 ൑ 𝟎. 𝟐𝟓 

Sabit %91,2 %99,9 %100 

Sabit + Ağ Güvenilirliği %93,8 %99,9 %100 

Lineer %97,8 %100 %100 

Lineer + Ağ Güvenilirliği %97,9 %99,9 %100 

Üstel %98,2 %99,9 %100 

Üstel + Ağ Güvenilirliği %98,6 %99,9 %100 

 

Deney sonuçlarının farklı 0.05 ൑ 𝑒 ൑ 0.15 değerleri ile görsel olarak 

kıyaslanması ise Şekil 5.2’de verilmiştir. Gerçekleştirilen deney sonuçlarına göre 

sistem ağ güvenilirlik bilgisini kullandığında daha yüksek başarı oranları elde 

etmektedir. Ağırlıklı ortalama yöntemi için en başarılı parametre üstel etiket-katsayı 

değişiminin ağ güvenilirlik bilgisi ile birlikte kullanılması sonucunda elde edilmiştir. 

En başarısız sonuç ise sabit etiket-katsayı değişiminin ağ güvenilirlik bilgisi 

kullanılmaması ile elde edilmiştir. Ağırlıklı ortalama yönteminin diğer üç test yöntemi 

ile yapıldığı karşılaştırmalarda en başarılı olan parametrelerle elde edilen deney 

sonuçları (üstel + ağ güvenilirliği) kullanılmıştır. 
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Şekil 5.2: Ağırlıklı ortalama yönteminin farklı parametrelerle gerçekleştirilen deney 
sonuçlarının karşılaştırılması. 

Dört ayrı test yönteminin birbiri ile sağlıklı olarak karşılaştırılabilmeleri için ilk 

önce kaba kuvvet araması tabanlı rastgele nokta yöntemi ve optimizasyon tabanlı 

rastgele nokta yöntemi için 𝑛 değişkeninin alacağı değere karar verilmiştir. Sistem bu 

iki test aşaması için 3 ൑ 𝑛 ൑ 20 aralığındaki tüm 𝑛 değerleri için çalıştırılmıştır. 

Deneyler sırasında çalıştırılan yöntemler sırası ile önce yüz ve göz alanı tespiti, 

sonrasında görüntü önişleme, daha sonra eğitilmiş model üzerinde etiket tahmini ve 

son olarak da dairelere olan mesafe hesabını yaparak nihai göz bebeği merkezine 

ulaşmaktadır. Göz alan tespiti tüm yöntemlerde ortak adım olduğu için karşılaştırma 

verilerine eklenmemiştir.  
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Şekil 5.3: Kaba kuvvet araması ve optimizasyon tabanlı rastgele nokta yöntemleri 
için her bir adımda n değişkenine göre ortalama geçen süreler. 

Şekil 5.3’de, kaba kuvvet araması ve optimizasyon tabanlı çalışan rastgele nokta 

yöntemlerinin farklı 𝑛 değerleri üzerinde gerçekleştirilmiş deneyler sonucunda, test 

aşamasının her bir adımında geçen ortalama süreler gösterilmiştir. Görüntü önişleme 

ve etiket tahmin adımları ortak olmasından dolayı iki yöntem için sonuçları ayrı ayrı 

eklenmemiştir. Mesafe hesabının optimizasyon algoritması sayesinde çok daha hızlı 

yapılabildiği şekil üzerinde açıkça görülmektedir. İki test yöntemi arasındaki çalışma 

hızı farkı artan 𝑛 değerlerine göre üstel bir biçimde artmaktadır. 

3 ൑ 𝑛 ൑ 20 aralığında çalıştırılan optimizasyon tabanlı rastgele nokta yöntemi 

için 𝑒 ൑ 0.05, 𝑒 ൑ 0.1 ve 𝑒 ൑ 0.25 değerlerinde elde edilen başarı oranları Şekil 

5.4’de gösterilmiştir. Bu başarı oranları kaba kuvvet araması tabanlı rastgele nokta 

yönteminde de çok benzer olduğu için şekilde sonuçları eklenmemiştir. 
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Şekil 5.4: Optimizasyon tabanlı rastgele nokta yöntemi için değişen n değerlerinde 
elde edilen başarı oranları. 

Şekil 5.3’den anlaşılacağı gibi göz alanından alınan rastgele nokta sayısı (𝑛) 

arttıkça sistem üzerinde yavaşlamalar olmaktadır. Başarı oranı ise Şekil 5.4’e göre 𝑛’in 

belli bir seviyeye kadar artması ile artmakta ancak sonrasında benzer seyretmektedir. 

Bu bilgiler ışığında, bu iki yöntemin diğer yöntemlerle (ağırlıklı ortalama ve iki 

aşamalı optimizasyon tabanlı rastgele nokta) daha sağlıklı karşılaştırılabilmeleri için 

𝑛 ൌ 9 alınarak deneyler gerçekleştirilmiştir. 𝑛 ൌ 9 seçilmesinin ilk sebebi bu iki 

yöntemin 𝑛 ൌ 9 için optimal bir başarı oranı ve çalışma hızı elde etmeleridir. Diğer 

nedeni ise iki aşamalı optimizasyon tabanlı rastgele nokta yönteminde gözün 9 eşit 

parçaya bölünerek aynı sayıda rastgele nokta elde edilmesidir.  

Sistemin verilen bir görüntü üzerindeki ortalama göz bebeği merkezlerini bulma 

zamanının dört farklı algoritma için karşılaştırması Tablo 5.2’de verilmiştir. 

Sonuçlarda yer alan ortalama geçen zaman dört adımda (göz alanı tespiti, görüntü 

önişleme, etiket tahmini ve mesafe hesabı) ölçülen zamanların toplamının 

ortalamasıdır. Haar yöntemi ile yapılan göz alanı tespiti bir görüntü için ortalama 18,8 

milisaniye sürmüştür. Sonuçlara göre en yavaş çalışan yöntem ağırlıklı ortalama 

77,5

80

82,5

85

87,5

90

92,5

95

97,5

100

%
 D
o
ğr
u
lu
k

Rastgele Nokta Sayısı

e < 0.05 e < 0.10 e < 0.25



 

38 
 

 

yöntemi ve en hızlı çalışan yöntem optimizasyon tabanlı rastgele nokta yöntemi olarak 

çıkmıştır. 

Tablo 5.2: Dört farklı test yönteminin çalışma zamanına göre karşılaştırılması. 

Yöntem 
Ortalama Geçen 

Zaman (milisaniye) 
FPS 

Ağırlıklı Ortalama 522,8 1,9 

Kaba Kuvvet Araması Tabanlı 
Rastgele Nokta 𝑛 ൌ 9 

149,4 6,7 

Optimizasyon Tabanlı Rastgele 
Nokta 𝑛 ൌ 9 

82,3 12,1 

İki Aşamalı Optimizasyon Tabanlı 
Rastgele Nokta 

118,0 8,4 

 

Yalnızca mesafe hesabı yapılan yöntemlerin dört adımdan her biri için bir 

görüntü üzerindeki ortalama çalışma süreleri Şekil 5.5’de gösterilmiştir. Şekil 

üzerinden kaba kuvvet araması tabanlı çalışan rastgele nokta yönteminin mesafe 

hesabı için harcadığı zamanın neredeyse toplam geçen zamanın yarısı kadar olduğu 

görülmektedir. Optimizasyon algoritması kullanılan yöntemde ise mesafe hesabı için 

ortalama geçen zaman toplam ortalama geçen zamanın yalnızca altıda biri kadardır. 

 

Şekil 5.5: Mesafe hesabı yapılan test yöntemlerinin her bir adımında ortalama geçen 
zamanın karşılaştırılması. 
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Dört farklı test yönteminin başarı oranları açısından karşılaştırması ise Tablo 

5.3’de verilmiştir. Sonuçların farklı 0.05 ൑ 𝑒 ൑ 0.15 değerlerine göre 

karşılaştırmaları Şekil 5.6’de yer almaktadır. Elde edilen deney sonuçlarına göre  

𝑒 ൑ 0.05 için en başarılı olan yöntem ağırlıklı ortalama ve 𝑒 ൑ 0.1 için en başarılı olan 

yöntem iki aşamalı optimizasyon tabanlı rastgele nokta olurken, 𝑒 ൑ 0.25 için tüm test 

yöntemleri ile aynı başarı oranlarını elde etmiştir.  

Tablo 5.3: Sistemin farklı test yöntemlerinin doğruluk oranına göre karşılaştırılması. 

Yöntem 𝒆 ൑ 𝟎. 𝟎𝟓 𝒆 ൑ 𝟎. 𝟏 𝒆 ൑ 𝟎. 𝟐𝟓 

Ağırlıklı Ortalama (Üstel + Ağ 
Güvenilirliği) 

%98,6 %99,9 %100 

Kaba Kuvvet Araması Tabanlı 
Rastgele Nokta 𝑛 ൌ 9 

%96,4 %99,9 %100 

Optimizasyon Tabanlı 
Rastgele Nokta 𝑛 ൌ 9 

%95,9 %99,9 %100 

İki Aşamalı Optimizasyon 
Tabanlı Rastgele Nokta 

%98,5 %100 %100 

 

Şekil 5.6: Sistemin farklı test yöntemlerinin doğruluk oranına göre karşılaştırılması. 
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Sistemin en başarılı sonuçlar üreten test yöntemleri olan ağırlıklı ortalama 

yöntemi (üstel + ağ güvenilirliği) ve iki aşamalı optimizasyon tabanlı rastgele nokta 

yöntemi ile yapılan deney sonuçlarının literatürdeki BioID veri kümesini kullanan 

model tabanlı çalışmalarla karşılaştırılması Tablo 5.4’de, öznitelik tabanlı çalışmalarla 

karşılaştırılması Tablo 5.5’de ve hibrit çalışmalarla karşılaştırılması Tablo 5.6’de yer 

almaktadır. Elde edilen sonuçlara göre, önerilen yöntemler literatürdeki hem model 

tabanlı, hem öznitelik tabanlı hem de hibrit olan alternatif çalışmalardan çok daha 

üstün bir performans göstermiştir. 𝑒 ൑ 0.05 değeri için en yüksek başarıyı ağırlıklı 

ortalama yöntemi (üstel + ağ güvenilirliği) ve 𝑒 ൑ 0.1 için en yüksek başarıyı iki 

aşamalı optimizasyon tabanlı rastgele nokta yöntemi elde etmiştir. 𝑒 ൑ 0.25 için başarı 

oranları her iki yöntemde de aynı çıkmıştır.  

Tablo 5.4: BioID veri kümesi üzerinde gerçekleştirilen deneylere ait sonuçların 
literatürdeki model tabanlı yöntemlerle karşılaştırılması. 

Yöntem 𝒆 ൑ 𝟎. 𝟎𝟓 𝒆 ൑ 𝟎. 𝟏 𝒆 ൑ 𝟎. 𝟐𝟓 

Önerilen İki Aşamalı 
Optimizasyon Tabanlı 
Rastgele Nokta Yöntemi 

%98,5 %100 %100 

Önerilen Ağırlıklı Ortalama 
Yöntemi (Üstel + Ağ 
Güvenilirliği) [32] 

%98.6 %99.9 %100 

Markus vd. 𝑝 ൌ 31 [35] %89.9 %97.1 %99.7 

Araujo vd. [42] %88.3 %92.7 %98.9 

Karakoc vd. [43] %97.5 %99.6 %99.9 

Gou vd. [45] %91.2 %99.4 %99.8 

Campadelli vd. [46] %80.7 %93.2 %99.3 

Niu vd. [48] - %93.0 - 

Kim vd. [51] - %96.4 %98.8 

Chen vd. 2015 [52] %88.8 %95.2 %98.9 

Amos vd. [57] %84.1 %90.2 %96.1 

Li vd. [58] %85.6 %95.9 %99.5 

Behnke vd. [61] %37.0 %86.0 %98.0 
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Tablo 5.5: BioID veri kümesi üzerinde gerçekleştirilen deneylere ait sonuçların 
literatürdeki öznitelik tabanlı yöntemlerle karşılaştırılması. 

Yöntem 𝒆 ൑ 𝟎. 𝟎𝟓 𝒆 ൑ 𝟎. 𝟏 𝒆 ൑ 𝟎. 𝟐𝟓 

Önerilen İki Aşamalı 
Optimizasyon Tabanlı 
Rastgele Nokta Yöntemi 

%98,5 %100 %100 

Önerilen Ağırlıklı Ortalama 
Yöntemi (Üstel + Ağ 
Güvenilirliği) [32] 

%98.6 %99.9 %100 

Timm vd. [37] %82.5 %93.4 %98.0 

Asadifard vd. [62] %47.0 %86.0 %96.0 

Leo vd. 2013 [63] %78.0 %86.0 %90.0 

Leo vd. 2014 [64] %80.6 %87.3 %94.0 

George vd. [66] %85.1 %94.3 - 

Asteriadis vd. [68] - %81.7 %97.4 

Bai vd. [71] %37.0 %64.0 %96.0 

Zhang vd. [72] %85.7 %93.7 %99.2 

Jesorsky vd. [89] %38.0 %78.8 %91.8 

Tablo 5.6: BioID veri kümesi üzerinde gerçekleştirilen deneylere ait sonuçların 
literatürdeki hibrit yöntemlerle karşılaştırılması. 

Yöntem 𝒆 ൑ 𝟎. 𝟎𝟓 𝒆 ൑ 𝟎. 𝟏 𝒆 ൑ 𝟎. 𝟐𝟓 

Önerilen İki Aşamalı 
Optimizasyon Tabanlı 
Rastgele Nokta Yöntemi 

%98,5 %100 %100 

Önerilen Ağırlıklı Ortalama 
Yöntemi (Üstel + Ağ 
Güvenilirliği) [32] 

%98.6 %99.9 %100 

Valenti vd. [38] %86.1 %91.7 %97.9 

Kroon vd. FLD yöntemi 
[74] 

%65.0 %78.6 %98.8 

Chen vd. 2014 [76] %87.3 %94.9 %99.2 

Levinshtein vd. [77] %95.3 %99.6 %100 

Türkan vd. [79] - %73.7 %99.5 

Ren vd. [82] %77.1 %92.2 %98.9 

Li vd. [58] tarafından paylaşılan literatürdeki BioID veri kümesini kullanan 

çalışmaların hem başarı hem de çalışma zamanı açısından karşılaştırmaları Tablo 
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5.7’da verilmiştir. Çalışma hızı işletim sisteminde doğrudan bağlı olarak değişen bir 

değer olduğu için önerilen yöntemin çalışma hızı bu tabloya dahil edilmemiştir. 

Tablo 5.7: Literatürdeki BioID veri kümesini kullanan çalışmaların hem başarı hem 
de çalışma zamanı açısından karşılaştırılması. 

Yöntem 𝒆 ൑ 𝟎. 𝟎𝟓 𝒆 ൑ 𝟎. 𝟏 𝒆 ൑ 𝟎. 𝟐𝟓 
Zaman 

(ms) 
Markus vd. 𝑝 ൌ 31 
[35] 

%89.9 %97.1 %99.7 44 

Timm vd. [37] %82.5 %93.4 %98.0  

Valenti vd. [38] %86.1 %91.7 %97.9 34 

Araujo vd. [42] %88.3 %92.7 %98.9 83 

Gou vd. [45] %91.2 %99.4 %99.8 67 

Amos vd. [57] %84.1 %90.2 %96.1 500 

Li vd. [58] %85.6 %95.9 %99.5 13 

Asadifard vd. [62] %47.0 %86.0 %96.0 45 

Leo vd. 2013 [63] %78.0 %86.0 %90.0 330 

Leo vd. 2014 [64] %80.6 %87.3 %94.0 330 

Jesorsky vd. [89] %38.0 %78.8 %91.8 33 

İki aşamalı optimizasyon tabanlı rastgele nokta yöntemi kullanılarak elde edilen 

bazı pozitif deney sonuçları Şekil 5.7, Şekil 5.8, Şekil 5.9, Şekil 5.10 ve Şekil 5.11’de 

verilmiştir. Negatif olarak elde edilen sonuçlar ise Şekil 5.12 ve Şekil 5.13’de 

verilmiştir. Sonuçların sol tarafında yer alan görüntüde tam doğru göz bebeği merkezi ve 

sistemin elde ettiği göz bebeği merkezi sol ve sağ göz için ayrı ayrı işaretlenmiştir. 

Görüntüler üzerinde beyaz renkli artı işaretleri tam doğruyu gösterirken kırmızı renkli 

çarpı işaretleri ise sistemin tahmin ettiği göz bebeği merkezlerini göstermektedir. Sağdaki 

görüntüde ise modelden elde edilen skor görüntüsü yer almaktadır. Bu skor görüntüsü 

modelin tüm göz alanında çalışması ile elde edilen görüntüdür. Her ne kadar test 

aşamalarında göz alanın tamamında model çalışmamış olsa da, sonuç görüntülerine daha 

sağlıklı yorum yapılabilmesi için deney sonuçlarına skor görüntüleri de eklenmiştir. Skor 

görüntülerindeki etiket dağılımları deney sonucunun alt kısmında sıcaklık haritası şeklinde 

verilmiştir. Mavi ile kırmızı renkler arasında değişen bu dağılım, kırmızıya doğru 

gidildikçe göz bebeği merkezine yaklaşılmakta ve maviye doğru gidildikçe göz bebeği 

merkezinden uzaklaşılmakta olduğunu göstermektedir. 
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Şekil 5.7: A kişisine ait pozitif bir deney sonucu. 

 

Şekil 5.8: B kişisine ait pozitif bir deney sonucu. 
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Şekil 5.9: C kişisine ait pozitif bir deney sonucu. 

 

Şekil 5.10: D kişisine ait pozitif bir deney sonucu. 
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Şekil 5.11: E kişisine ait pozitif bir deney sonucu. 

 

Şekil 5.12: F kişisine ait negatif bir deney sonucu. 
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Şekil 5.13: G kişisine ait negatif bir deney sonucu. 
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6. SONUÇLAR 

Göz bebeği merkezinin tespiti günlük yaşantıda pek çok uygulama alanı olması 

sebebiyle günümüzde oldukça popüler bir çalışma konusudur. Her ne kadar literatürde 

yer alan veya ticari olarak geliştirilen göz bebeği merkezi tespit sistemleri mevcut ise 

de, bu tür sistemler yüksek başarı oranı elde edebilmeleri için çoğu zaman özel bir 

donanıma ihtiyaç duyarlar veya kalibrasyon aşaması gerektirirler. Bu özel donanımlar 

kafaya giyilebilen ekipmanlar, göze takılan çeşitli özelleşmiş gözlükler veya kızılötesi 

görüntü alabilen kameralar olabilmektedir. Dolayısıyla, özel donanımlara veya 

kalibrasyon aşamalarına ihtiyaç duyulmadan göz bebeği merkezini yalnızca görünüm 

tabanlı olarak tespit edebilmek önemli ve üzerinde çokça çalışılan bir konu haline 

gelmiştir.  

Bu çalışmada, hiçbir özel donanıma ihtiyaç duyulmadan yalnızca görünüm 

tabanlı olarak yapay sinir ağı sonuçlarının oylanması ile göz bebeği merkezi tespiti 

gerçekleştirilmiştir. Sistem KSA modelini kullanarak göz bölgesinden elde edilmiş 

dört farklı ölçekli olarak oluşturulan görüntü parçaları sayesinde eğitilmiştir. Test 

aşamasında ise dört farklı yöntem uygulanmıştır. İlki olan ağırlıklı ortalama 

yönteminde, göz bölgesinden kayan pencere yöntemiyle elde edilen aday görüntü 

parçaları üzerinde farklı etiket-katsayı değişimleri ile (sabit, lineer ve üstel) ağın 

güvenilirlik değerleri de kullanılarak ağırlıklı ortalama hesabı yapılması sonucunda 

göz bebeği merkezi tahmini yapılmıştır. İkinci yöntemde ise göz alanından belli sayıda 

rastgele nokta seçilerek elde edilen aday görüntü parçaları sayesinde idealde göz 

bebeği merkezi ile kesişmesi beklenilen daireler elde edilmiş ve göz alanında 

uygulanan kaba kuvvet araması sayesinde göz bebeği merkezi tahmin edilmiştir. Diğer 

bir yöntemde ise yine göz alanından rastgele olarak seçilen noktalar ile ideal durumda 

göz bebeği merkezi ile teğet geçmesi beklenilen daireler elde edilmiş ve sonrasında bu 

dairelere en yakın olan nokta optimizasyon algoritması aracılığıyla hesaplanmıştır. 

Sonuncu yöntemde ise iki aşamalı bir optimizasyon yöntemi uygulanmış ve rastgele 

noktalar seçilirken biraz daha akıllı karar verilmiştir. Bu yöntemde ilk önce göz bölgesi 

9 eşit parçaya ayrılmış ve sonrasında her bir parçadan bir tane rastgele nokta seçilerek 

merkez nokta tespit edilmiştir. İkinci aşamada ise ilk aşamada bulunan merkez nokta 

iyileştirilmiştir.  
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Sistem ağırlıklı ortama yöntemi ile yaklaşık 1.9 FPS hızında çalışırken, 

optimizasyon tabanlı rastgele nokta yöntemi sayesinde bu hız yaklaşık 12.1 FPS’e 

kadar yükselmiştir. Dört farklı test aşaması doğruluk açısından kıyaslandığında en 

yüksek başarı oranını ağırlıklı ortalama (üstel etiket-katsayı değişiminin ağ 

güvenilirlik bilgisi ile birlikte kullanılması durumunda) yöntemi elde etmiştir. BioID 

veri kümesi üzerinde gerçekleştirilen deney sonuçları, sistemin son zamanlarda bu 

alanda yayınlanan diğer yöntemlere göre başarı oranı açısından çok daha yüksek bir 

performans sergilediğini göstermektedir. 

Göz bebeği merkezi tespitinin hastalık teşhisi, insan-makine arayüzlerinin 

iyileştirilmesi, dikkat takibi, uyku tespiti gibi pek çok önemli alanda uygulamaları 

mevcuttur. Bu sebeple göz bebeği merkezi tespiti alanında yapılan çalışmalar oldukça 

önemlidir ve giderek çoğalmaktadır. Bu tez çalışması sayesinde literatürde daha önce 

kullanılmamış ve yüksek başarı oranları elde edebilen yeni yöntemler önerilmiştir. 

Gelecek çalışmalarda bu sistemden elde edilen göz bebeği merkez noktaları 

kullanılarak gözün bakış açısının tespit edilmesi hedeflenmektedir. Göz bakış açısının 

tespit edilmesi yine göz bebeği merkezi ile benzer şekilde oldukça önemli kullanım 

alanlarına sahip olan bir başka çalışma konusudur. Göz bebeği merkezi tespiti yapan 

sistemler, bu tür sistemlerin daha doğru çalışmasına büyük ölçüde olanak 

sağlamaktadır.  
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